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面向长序列自主作业的非对称 Actor-Critic强化学习方法 

瞿宇珂 1，任君凯 1*，罗嘉威 1，倪子淇 2，卢惠民 1，叶益聪 2 

（1.国防科技大学 智能科学学院, 湖南 长沙 410073；2.国防科技大学 空天科学学院, 湖南 长沙 410073） 

摘  要：在医疗、服务、实验室、工业生产线等典型场景中，机器人需要具备较强的长序列自主作业能力。针对长

序列自主作业任务学习难度大与奖励设计复杂等挑战，提出了一种非对称 Actor-Critic 强化学习方法。通过整合多个

Critic 网络协同训练单个 Actor 网络，引入生成对抗模仿学习为 Critic 网络生成内在奖励，降低了长序列任务学习难度。

为进一步加速学习进程，设计了两阶段学习方法，利用模仿学习为强化学习提供高质量的预训练行为策略。在化学实验

室中机器人长序列自主作业仿真结果表明，该方法能显著提高长序列操作技能的学习效率与行为策略的鲁棒性。 
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Asymmetric Actor Critic Reinforcement Learning Method for 

Long-Sequence Autonomous Manipulation 
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Abstract: In typical scenarios such as healthcare, services, laboratories, and industrial production lines, robots need to have 

high long-sequence autonomous manipulation capabilities. An asymmetric Actor Critic reinforcement learning method is proposed 

to address the challenges of difficulty in learning long sequence autonomous manipulation tasks and complex reward design. By 

integrating multiple Critic networks to collaboratively train a single Actor network and introducing generative adversarial imitation 

learning to generate intrinsic rewards for Critic networks, the difficulty of learning long sequence tasks is reduced. To further 

accelerate the learning process, a two-stage learning approach was designed, utilizing imitation learning to provide a high-quality 

pre-trained behavior policy for reinforcement learning. The simulation results of long-sequence autonomous manipulation of robot 

in the chemistry laboratory show that this method can significantly improve the learning efficiency of long-sequence operation 

skills and the robustness of behavior policy. 
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随着人工智能与机器人技术的快速发展，自

主作业机器人逐渐引起了业界的广泛关注。由于

其具有较高的执行效率与精度，不受体力限制且

能够承担大量重复性、繁重、以及危险的任务，

因此，自主作业机器人有望在医疗、服务、工业

生产线等多个领域中解放人力，改善人类生活方

式与生活质量。然而，在上述典型应用场景中，

任务通常由多个环环相扣的步骤组成，要求机器

人拥有较高的长序列自主作业能力，在精准执行

每个子任务的同时，还需具备全局任务理解、动

态调整与环境适应的能力[1][2]。因此，设计智能

高效的长序列任务决策与规划策略，保证自主作

业机器人在解决复杂实际任务时的作业效率与可
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靠性，具有重要的理论和实践意义。 

近些年，模仿学习与强化学习在机器人自主

作业领域取得了显著进展。在物体抓取与放置

[3][4]、开关门[5]和积木堆叠[6]等任务中，机器人

已经基本能够实现高精度的自主操作。然而，现

有技术在面对长序列自主作业任务时仍面临诸多

挑战。一方面，模仿学习依赖于预先采集的示教

数据，缺乏有效的探索与泛化机制，因此在面对

示教样本分布外的新状态时表现欠佳[7]；另一方

面，虽然强化学习通过试错学习的方式，在一定

程度上能够缓解上述问题，但在学习长序列操作

技能时，由于探索空间庞大且缺乏先验知识，训

练成本较高[8]。此外，强化学习在解决长时序问
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题时还面临稀疏奖励等挑战。尽管已有研究采用

生成对抗模仿学习（ Generative Adversarial 

Imitation Learning, GAIL）[9]学习内在奖励函数,

或利用大语言模型推断环境中的奖励函数[10]来

尝试解决这一问题。然而，鉴于技能序列的冗长

性与复杂性，设计或学习有效的奖励函数依然十

分困难。 

为了克服上述挑战，研究者设计了分层学习

框架，并且在经典模仿学习与强化学习的基础上

提出了分层模仿学习[11]与分层强化学习[12]方

法，将长序列任务根据其任务特点与控制频率分

解为上下两层进行学习。在下层，长序列自主作

业任务被拆解为多个简单的子任务进行学习，机

器人能学习到多个操作子技能；在上层，通过设

计子技能调度规划器，根据当前状态以及其他相

关指标来调度下层子技能，通过将下层子技能顺

序组合，能够完成原本复杂的长序列自主作业任

务，从而降低了任务的学习难度，并提高了技能

的可解释性和可迁移性。然而，分层学习在实际

运用过程中，也存在一些挑战：首先，由于包含

多个子技能模型，分层学习大大增加了模型复杂

度[13]；其次，大量的子技能会给上层规划器带来

更大的规划压力，甚至导致技能调度错误的情况。

尤其是多个子技能对应的状态信息可能具有一定

的相似度，容易严重影响技能调度的稳定性[14]；

此外，由于每个子技能都是单独训练的，缺乏对

技能间连接关系的考虑，这可能导致在实际应用

中技能之间存在“序列交接”失误的问题[15]，进

而影响整体任务的成功率。 

因此，本文针对机器人长序列自主作业过程

中学习难度大与奖励设计难的挑战问题，提出了

一种面向长序列自主作业的非对称 Actor-Critic

强化学习方法。具体而言，该方法将复杂的长序

列自主作业任务分解为若干子任务，旨在降低任

务的学习难度以及奖励函数设计的复杂性。在此

基础上，该方法构建了一个包含多 GAIL 模型和

评价器（Critic）的网络架构，用于联合训练一个

执行器（Actor）网络。进一步地，该方法设计了

一种两阶段的训练方法，利用模仿学习初始化

Actor 网络的权重参数，以减少后续强化学习过程

中的无效探索，从而有效提升学习效率。最终，

通过多个机器人长序列自主作业的仿真实验，本

文验证了所提方法的有效性。本文的研究聚焦于

机器人自主作业中的长序列上肢操作任务，在这

些任务中，机器人需要完成一系列灵巧操作，包

括抓取、放置、打开抽屉和柜门等任务。由于前

置任务的完成度会直接影响后续技能的执行，因

此技能之间存在较强的关联性。本文主要贡献如

下： 

1)提出了一种非对称Actor-Critic强化学习方

法，该方法将一个复杂的长序列自主作业任务分

解为多个简单的子任务进行学习，每个子技能都

配备了独立的 GAIL 网络和 Critic 网络，用于联

合训练同一个执行器 Actor 网络。该方法降低了

奖励函数设计的复杂性，简化了 GAIL 网络和

Critic 网络的学习过程，帮助 Critic 网络对 Actor

网络的指导更加准确，从而使智能体学习到更加

高效鲁棒的操作技能。 

2)设计了一种两阶段学习框架，一阶段通过

模仿学习训练初始行为策略，以较少的训练代价

为强化学习的 Actor 网络提供先验知识。二阶段，

通过 GAIL 辅助下的奖励函数引导强化学习智能

体学习全局最优策略。该方法可以有效提高 Actor

网络的学习效率。 

3)在 Unity 引擎中搭建了长序列自主作业任

务场景进行仿真实验，以评估本文方法。实验结

果显示，该方法能够成功学会多种长序列操作技

能用于解决不同的长序列自主作业任务，并展现

出良好的鲁棒性和执行效率。 

1  长序列自主作业任务分析与建模 

1.1 长序列自主作业任务分析 

 

图 1  机器人执行长序列自主作业任务示意图 

Fig.1  Schematic diagram of robot executing long sequence 

operation tasks 

如图 1 所示，在执行长序列自主作业任务时，

任务的长时性和顺序依赖性凸显，要求机器人执

行一系列较长的动作序列，这些动作可归纳为不

同的操作行为，如推拉、抓取、放置等。这些操

作间存在着“序列交接”问题[15]，即前一操作的

结束状态直接决定了后一操作的起始条件，对后

续操作的成功执行具有决定性影响。因此，机器

人不仅需要精准掌握每个独立操作的执行技巧，
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还必须深入理解并有效学习各操作间的交接过程，

以确保整个任务序列的连贯性和最终的成功率。 

在强化学习的理论框架内，可以将长序列自

主作业任务表示为马尔可夫决策过程（Markov 

Decision Processes，MDPs）。一个典型的 MDP 模

型全面涵盖了状态空间、动作空间、奖励函数以

及状态转移概率矩阵。值得注意的是，在深度强

化学习中，通过训练神经网络能够隐式地学习环

境中的状态转移规律，从而替代了显式构建状态

转移矩阵的需求。鉴于此，本节将聚焦于状态空

间、动作空间以及奖励函数的设计，这些要素在

强化学习系统中扮演着至关重要的角色。 

1.2  环境与智能体 

 

图 2  化学实验室仿真环境[14] 

Fig.2  Chemical laboratory simulation environment 

在介绍马尔可夫决策过程（MDP）的关键要

素之前，本文首先将对环境与智能体进行简要说

明。如图 2 所示，本文的研究场景设定在一个化

学实验室中，旨在学习能完成长序列自主作业任

务的操作技能。在这个环境中，共有五个可操作

的目标物体、两个不可操作的目标物体以及一个

智能体。关于目标物体的分类细节，请参见表 1。

智能体为 Franka 机械臂，通过控制其末端执行器

来执行一系列操作。 

为了验证学习效果，本文设计了两种不同的

长序列任务，在每个任务中智能体需要交互的对

象不同，与对象的交互逻辑也有所差异。具体任

务细节如下： 

任务一：智能体需要打开抽屉，取出抽屉里

的盖子，并将其放置于相应的平台上，最后末端

执行器需要回到复位点。若抽屉未打开，智能体

将无法取出盖子。 

任务二：智能体需要打开绕单轴旋转的柜门，

然后从柜子中取出试管架，并将其放置在指定的

试管架平台上，最后末端执行器需要回到复位点。

若柜门未打开，智能体将无法取出试管架。 

以上两种任务均存在“序列交接”问题。如

果前置操作未能成功完成或完成状态不佳（例如，

抽屉仅打开一半），将对后续操作产生不良影响。 

表 1  环境中目标物体的分类 

Tab.1  Classification of target objects in the environment 

目标物品类别 
可操作 

目标物体 

不可操作 

目标物体 

目标物体名称 
抽屉把手，柜门把

手，试管架，盖子 

试管架平台，

盖子平台 

1.3  状态空间设计 

智能体的状态空间 S 包含了三类信息：智能

体的本体信息G 、目标物体信息M 以及部分特

定的环境信息F 。智能体的本体信息G 主要通过

以下两个方面进行描述：末端执行器的速度V ，

以及末端夹爪的开合状态 _gripper state。对于

目标物体信息 M ，采用相对于末端执行器的极

坐标m进行表示。如图 3 所示，本文采用了一种

特殊的表示方法：相对极坐标m中的角度 用目

标物体与末端执行器之间的归一化相对位置向量

( , , )norm x y ze p p p= 来替代，而极坐标的半径  则

代表目标物体与末端执行器之间的距离。环境信

息则包含一些难以通过相对位置量化的信息，例

如抽屉的开启程度 normd （通过距离归一化值表示）

或柜门的开启程度 norm （通过角度归一化表示）。

表 2 展现了每个任务的状态空间组成。 

           
{ , , }S G M F=  (1) 

 { , }_grippG er stV ate=  (2) 

 1 2{ , , , }nM m m m=  (3) 

 { , , , }i x y zm p p p =  (4) 

 { , , }norm normF d =  (5) 

 

图 3  极坐标m中角度 的特殊表示方法示意图 

Fig.3  Schematic diagram of special representation method 

for angle in polar coordinate m  
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表 2  每个任务的状态空间组成 

Tab.2  Composition of state space for each task 

       状态空间 

任务 
智能体本体信息 目标物体信息 环境信息 

任务 1 
末端执行器的速度和末

端夹爪的开合状态 

抽屉把手、盖子和盖子平台平

台相对于末端执行器的极坐标 

复位点相对于末端执行

器的极坐标，抽屉的开

启程度 

任务 2 
末端执行器的速度和末

端夹爪的开合状态 

柜门把手、试管架和试管架平

台相对于末端执行器的极坐标 

复位点相对于末端执行

器的极坐标，柜门的开

启程度 

1.4  动作空间设计 

 

图 4  智能体的四维连续动作空间 

Fig.4  The four-dimensional continuous action space of 

agent 

本 文 采 用 四 维 连 续 动 作 空 间

1 2 3 4( , , , )A    = ，具体设计如图 4 所示，包含

两个方面：一是末端执行器的加速度，由 1 （对

应 xa  ）、 2 （对应 ya  ）和 3 （对应 za  ）三个

参数表示；二是末端执行器夹爪的开合，该状态

由 4a （对应 gx ）来控制。由于夹爪的控制界面有

限，它只提供打开和关闭的二进制命令。为了弥

补这一点，引入了一个函数 ( )gf x 来解释夹爪状

态的切换过程。这种关系显示为： 

 (0.9,1.0]

( )  [ 0.9,0.9]

 [ 1.0, 0.9)

g

g g

g

if x

f x if x

if x

 


=  −
  − −

打开

保持现状

关闭

 (6) 

当 ( 0.9,0.9)gx − 时，夹爪保持当前状态，当

且仅当 gx 超出(-0.9,0.9)的区域时，夹持器的状态

将切换为打开或关闭。 

1.5  奖励函数设计 

在强化学习中,奖励函数的设计是否合理，会

直接影响智能体学习到的行为策略。通过设计能

够准确反映任务本质的奖励函数，不仅能显著增

进学习效果，还能提升任务完成的成功率。如式

(7)所示，本文的的奖励函数 R 包括内在奖励 ir 和

外在奖励 er 两个部分。 

 

图 5  两阶段学习方法 

Fig.5  Two stage learning method 
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i eR r r= +  (7)
 

其中，内在奖励 ir 则由GAIL模块产生，GAIL

模块用演示轨迹和代理轨迹来训练鉴别器，以便

它能够评估代理的当前状态
ts 。内在奖励是根据

鉴别器discriminator 的分数产生的，如下式所示： 

 (1 ( ))i tr ln discriminator s= − −  (8) 

外在奖励
er 来自于智能体与环境的交互，每

个长序列自主作业任务会被划分为不同的子任务

进行学习，针对子任务设计不同的奖励函数，奖

励函数设置如式(9)所示， stepr 是单步奖励，智能

体的每步决策都会得到单步奖励 stepr ， stepr 根据

子任务完成的进程而变大。 successr 是成功奖励，智

能体在完成子任务时会得到成功奖励 successr 。 

step

e

success

r
r

r


= 


随着子任务进程增加

当子任务完成时
    

(9) 

 

2  方法框架 

如图 5 所示，本文采用了一种两阶段的方法

来训练智能体的 Actor 网络。在首个阶段，利用

模仿学习方法来初始化 Actor 网络的权重参数，

旨在为后续的强化学习过程奠定一个良好的起点。

进入第二阶段，采用了近端策略优化（Proximal 

Policy Optimization, PPO）算法对 Actor 网络进行

训练。为了应对长序列自主作业任务在训练过程

中存在的挑战，设计了一个非对称 Actor-Critic 强

化学习方法。通过上述方法，智能体最终能够成

功且稳定地完成多个长序列自主作业任务。 

2.1  模仿学习 

为了减少强化学习过程中的无效探索，加速

智能体的学习，本文引入模仿学习，为智能体

Actor 网络注入先验知识。首先，采用人工示教的

方式，引导智能体完成任务演示。接着，利用这

些示教过程中产生的状态 ts 与动作 ta 序列，构建

出用于模仿学习的演示数据集。在模仿学习的阶

段，通过最小化演示动作与 Actor 网络输出动作

之间的均方误差损失，来实现 Actor 网络对先验

知识的学习。值得注意的是，在训练过程中会避

免只使用模仿学习。原因在于，本文方法的演示

数据集相对较小，这可能导致策略模型迅速过拟

合数据集，一个过拟合的模型并不是一个理想的

学习起点。因此，在模仿学习的同时，本方法也

会进行强化学习，以确保网络的潜在的泛化性。

此外，在 PPO 算法中 Actor 网络会输出动作所遵

循的高斯分布的均值 和方差 ，然后根据这个

高斯分布来选择执行的动作 ta 。然而，如果将该

动作 ta 用于模仿学习，会导致方差 迅速下降，

从而降低 Actor 网络的贪婪程度。这不利于训练

初期智能体对环境的探索。因此，本方法仅采用

动作均值 来进行模仿学习。 

2.2  近端策略优化算法 

近端策略优化（proximal policy optimization，

PPO）算法是一种基于策略梯度的强化学习算法，

通过引入一种简单而有效的裁剪机制，限制了

Actor 网络更新步长的大小，从而避免了因大幅度

更新而导致的训练不稳定问题。PPO 算法在

Actor-Critic 框架下初始化两个神经网络——

Actor 网络和 Critic 网络。Actor 网络负责根据当

前状态输出动作概率分布，而 Critic 网络则评估

当前状态的价值。算法利用 Critic 网络的输出值

（即状态价值预估）与实际的奖励信息，进一步

计算出优势函数 tA ，该函数量化了采取特定动作

相较于平均行为所展现出的优势程度。为了确保

更新后的新 Actor 网络不过度偏离旧 Actor 网络，

算法通过裁剪概率比 ( )tr  对Actor网络更新幅度

进行控制，其数学表示如下式所示。 

 
( | )

( )
( | )

t t
t

old t t

a s
r

a s









=  (10) 

1

1
( ) ( ( ) , ( ( ),1 ,1 ) )

T

t t t tt
L min r A clip r A

T
    

=
= − − +

(11) 

 代表 Actor 网络参数， ( )tr  代表新旧 Actor

网络在状态 ts 下选择动作 ta 的概率比值， ( )L  是

Actor 网络的损失函数，clip是一个裁剪函数，用

于将 ( )tr  的值限制在1 − 和1 + 的范围内，其

中 是一个人为设定的超参数。简单来说，当新

旧 Actor 网络之间的差异超出预设阈值时，裁剪

机制将介入调整，以确保 Actor 网络更新维持在

一个合理的幅度范围之内。 

2.3  非对称 Actor-Critic强化学习 

为了提高长序列操作任务的学习效率，本文

提出了一种非对称 Actor-Critic 强化学习方法，使

用多个GAIL模型和Critic共同训练一个Actor网

络，具体结构如图 6 所示。 

2.3.1  算法结构 

本方法将复杂的长序列任务拆解为多个简单

的子任务，以此降低长序列任务学习的难度。针

对每个拆解后的子任务，本方法独立设计了奖励

函数，并分配了特定的 Critic 网络来学习各子任

务的状态价值函数。这些 Critic 网络均具备相同

的网络架构，包括一层标准化层（Normalize）、

三层隐藏层（每层包含 256 个神经元）和一层用
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于输出价值函数的输出层组成。所有 Critic 网络

共同训练一个 Actor 网络，Actor 网络的网络架构

跟 Critic 网络大致一样，区别在于最后一层为四

维的动作均值 输出层，动作方差 由一个可学

习的四维参数进行表示。同时，为了进一步提升

学习效果，每个子任务配置了独立的 GAIL 网络，

用于生成子任务的内在奖励。每个 GAIL 网络也

采用了相同的网络结构，包括一层标准化层

（Normalize）、两层隐藏层（每层各含 128 个神

经元），以及一层负责输出对当前状态评估值的

输出层。 

Actor 网络状态输入为长序列任务中所有的

状态信息 ts ，而在构建 Critic 网络和 GAIL 网络

的输入时，本方法设计了一种状态掩码机制。该

机制根据子任务 ID，选择性地排除与当前子任务

无关状态信息。其次，根据子任务 ID 将掩码状态
mask

ts 输入相应的 Critic 网络和 GAIL 网络。基于

上述操作，Critic 网络和 GAIL 网络能够专注于与

当前子任务高度关联的状态空间，从而提高了学

习的准确性和效率。 

 

 

图 6  非对称 Actor-Critic 结构 

Fig.6  Asymmetric Actor-Critic Structure 

2.3.2  网络微调 

一旦各个子任务的学习阶段完成，Actor 网络

便成功掌握了多个的子技能。为了习得这些子技

能间的平滑过渡行为，需对 Actor 网络实施进一

步的微调。具体而言，在非对称 Actor-Critic 强化

学习方法中加入了针对长序列自主作业任务的

Critic 网络和 GAIL 网络，用于训练 Actor 网络。

鉴于 Actor 网络已具备各子技能的知识基础，无

需构建高度复杂的奖励函数，仅需设计简洁的引

导机制，促使 Actor 网络能够自主地将离散化的

子技能融合为连贯的长序列操作技能。具体的奖

励函数设计细节参见式(12)与式(13)，其中 stepr 为

单步奖励，
iw 代表每个子任务完成前后的奖励值，

successr 为成功奖励。 

 1 2

step step step

step n

e

success

r w w w
r

r

 = + + +
= 


 (12) 

 
0  

 

step

i

i
w

i


= 


子任务 没有完成

子任务 已经完成
 (13) 

在推进长序列任务学习的同时，本方法持续

维护对各个子任务的学习，旨在防止 Actor 网络

在专注于长序列任务学习时，可能会对已掌握的

知识造成潜在破坏。 

3  实验与分析 

为了验证本文提出算法的有效性，本节在

Unity仿真平台上设计了如1.2节所描述的操作任

务，并与文献[14]中的技能学习方法进行对比（后

续统称对比方法），以证明本文算法的有效性和

优势。对比方法是一种端到端的操作技能学习方

法，其主体网络为传统的 Actor-Critic 架构。此外，

本节对第一阶段的模仿学习展开消融实验，进一

步验证了本文提出的两阶段学习方法的优势。 

3.1  实验参数设置 

表 3  算法部分超参数设置 

Tab.3  Partial hyperparameter settings for algorithm  

参数 值 

 Learning_rate 3e-4 

Beta 1e-2 

Epsilon 0.2 

Lambd 0.95 

Buffer_size 10,240 

Batch_size 1,024 

仿真环境中更新频率为 1000hz，相应的

Franka 机械臂的控制频率为 1000hz，智能体决策

频率为 25hz，即每 0.04 秒就会进行一次动作决

策，并且在两次决策之间，智能体会沿用上一次

决策的动作进行控制。为了实验的公开性，表 3

将呈现部分算法超参数。其中，Learning_rate 为

学习率；Beta 决定了算法的“贪婪程度”，Beta

越大，动作方差下降越慢或上升的越快；Epsilon



7 

决定了新旧 Actor 网络之间更新的步长上限，等

价于 2.2 节中的参数 ；Lambd 为广义优势估计

（Generalized Advantage Estimation, GAE）中的正

则化参数[16]；Buffer_size 为在更新网络前每个子

任务应采集的样本量，Bacth_size 为更新网络时

每个子任务的样本批次。 

3.2  对比实验 

3.2.1  关于运动轨迹的对比实验 

任务一和任务二的具体描述如 1.2 节所示。

基于非对称 Actor-Critic 结构，任务一可被拆分成

两个子任务进行学习：（1）拉动抽屉：智能体需

要拉开关闭着的抽屉。（2）抓取物体并放置：智

能体需要从抽屉抓取盖子，将其放在相应的平台

上后复位末端执行器。基于非对称 Actor-Critic 结

构，任务二同样可被拆分成两个子任务进行学习：

（1）开启门扉：智能体需要打开绕着单轴旋转的

柜门。（2）抓取物体并放置：智能体需要从柜子

里抓取试管架，将其放在柜子上后复位末端执行

器。 

 
（a）本文方法的运动轨迹 

（a）The motion trajectory of our method 

 
（b）对比方法[14]的运动轨迹 

（b）The motion trajectory of Comparison method 

图 7  任务一中不同训练方法的运动轨迹对比图 

Fig.7  Comparison of Motion Trajectory of Different 

Training Methods in Task 1 

 

 
（a）本文方法的运动轨迹 

（a）The motion trajectory of our method 

 
（b）对比方法[14]的运动轨迹 

（b）The motion trajectory of Comparison method 

图 8  任务二中不同训练方法的运动轨迹对比图 

Fig.8  Comparison of Motion Trajectory of Different 

Training Methods in Task 2 

 

图 7 和图 8 是在不同训练方法下，智能体完

成长序列自主作业任务的过程，其中紫色曲线为

末端执行器的轨迹。可以看出，本文方法训练出

的智能体，其末端执行器运动轨迹更加平滑。 

 
图 9 任务一中不同方法训练过程的 Actor 网络熵值曲线 

Fig.9  Entropy curves of Actor networks trained using 

different methods in Task 1 
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图 10 任务二中不同方法训练过程的Actor网络熵值曲线 

Fig.10  Entropy curves of Actor networks trained using 

different methods in Task 2 

 

 

 
（a）任务一中子任务学习的奖励曲线 

（a）The reward curve for subtask learning in Task 1 

 
（b）任务一中子任务学习的回合步数曲线 

（b）Round step curve of subtask learning in Task 1 

图 11  任务一中关于模仿学习的消融实验 

Fig.11 Ablation experiment on imitation learning in Task 1 

 

 

 
（a）任务二中子任务学习的奖励曲线 

（a）The reward curve for subtask learning in Task 2 

 
（b）任务二中子任务学习的回合步数曲线 

（b）Round step curve of subtask learning in Task 2 

图 12  任务二中关于模仿学习的消融实验 

Fig.12 Ablation experiment on imitation learning in Task 2 

图 9 和图 10 是在不同训练方法下，Actor 网

络动作不确定性的熵值，熵值越大代表动作方差

 越大。值得注意的是，在任务一中，子任务学

习阶段完成后，Actor 网络需要进行参数微调，才

能学会子技能之间的过渡行为。而在任务二中，

Actor 网络即使不经过参数微调，也顺利掌握了子

技能之间的过渡行为。因此，任务一的完整训练

步数比任务二多 6×106 步。从图 9 和图 10 可以

明显发现，本文方法的动作熵值更低，这说明

Actor 网络的动作方差较小，进一步解释了末端执

行器的运动轨迹更加平滑。 

3.2.2  关于任务完成情况的对比实验 

表 4 和表 5 描述了不同方法下的任务成功

率和平均回合步数，每个数据都进行了 200 次实

验。回合步数为智能体在一个回合内的决策步数，

在一个回合中智能体的决策步数到达上限或者智

能体完成子任务时，该回合将会结束，因此回合

步数越低代表任务完成越快，训练效果越好。

代表位置噪声，通过高斯分布拟合出一种动态变

化的偏移量施加在物体的实际位置上， 值越大，

表示物体实际位置越不准确，状态空间中的相对

极坐标也越不准确。随着位置噪声 的增大，本

文方法仍然能保持较高的成功率。并且在相近成

功率的情况下，本文方法也能以较短的步数完成

任务。由此可见本文方法能够高效且鲁棒的完成

长序列自主作业任务。 

3.3  消融实验 

图 11 展示了任务一中关于模仿学习的消融

实验。其中，图 11 (a)为同时学习多个子任务时

的平均奖励曲线，奖励越大代表训练效果越好。

图 11 (b)为训练过程中智能体的平均回合步数曲

线。同理，图 12 展示了任务二中关于模仿学习

的消融实验。从曲线图可以看出，有模仿学习的

平均奖励曲线和平均回合步数曲线皆优于没有模

仿学习的平均奖励曲线和平均回合步数曲线，证

明了两阶段的学习方法可以提高算法的收敛速度。 



9 

表 4  任务一中不同方法的成功率和平均回合步数 

Tab.4  The success rate and average number of turn steps of different methods in Task 1  

位置噪声  /cm 0.5 =   1.0 =   2.0 =   

指标 

方法 
成功率/% 

平均 

回合步数 
成功率/% 

平均 

回合步数 
成功率/% 

平均 

回合步数 

本文方法 99.5 728 99.5 733 99.5 736 

对比方法[14] 99.5 866 99.5 873 99.5 883 

位置噪声/cm 3.0 =   4.0 =   5.0 =   

指标 

方法 
成功率/% 

平均 

回合步数 
成功率/% 

平均 

回合步数 
成功率/% 

平均 

回合步数 

本文方法 99.5 736 98.0 812 96.0 876 

对比方法[14] 97.5 983 94.0 1160 81.0 1747 

表 5  任务二中不同方法的成功率和平均回合步数 

Tab.5  The success rate and average number of turn steps of different methods in Task 2  

位置噪声  /cm 0.5 =   1.0 =   2.0 =   

指标 

方法 
成功率/% 

平均 

回合步数 
成功率/% 

平均 

回合步数 
成功率/% 

平均 

回合步数 

本文方法 96.0 1465 96.0 1492 96.0 1458 

对比方法[14] 81.5 2240 81.0 2267 83.5 2161 

位置噪声/cm 3.0 =   4.0 =   5.0 =   

指标 

方法 
成功率/% 

平均 

回合步数 
成功率/% 

平均 

回合步数 
成功率/% 

平均 

回合步数 

本文方法 96.5 1512 96.0 1492 91.5 1561 

对比方法[14] 72.5 2413 77.5 2364 83.5 2189 

4  结论 

本文聚焦于机器人自主作业任务中存在的

挑战，创新性地提出了一种非对称 Actor-Critic 强

化学习方法。该方法将冗长复杂的长序列自主作

业任务分解为多个简洁易处理的子任务进行学习。

每个子任务均配备独立的 GAIL 网络和 Critic 网

络。这种分解策略显著降低了 GAIL 网络和 Critic

网络学习难度，使 Critic 网络能为 Actor 网络提

供更精确、更有针对性的反馈。此外，任务分解

还能简化奖励函数的设计。为提升学习效率，本

文引入了两阶段学习策略。通过模仿学习，为后

续强化学习阶段奠定优质的学习起点，从而加速

了整体学习进程。在实验部分，本文验证了该方

法在多个自主作业任务下的有效性，并将其性能

与基于传统的 Actor-Critic 架构的方法进行了对

比。结果显示，本文方法能够高效学习长序列自

主作业行为策略，在任务成功率、执行效率以及

鲁棒性等方面展现出显著优势。在未来，我们计

划将研究拓展至机器人多源感知领域，实现从多

源感知输入到决策输出的端到端无缝映射。 
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