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多层神经网络在跟踪式卡尔曼滤波器中的应用
’

韩明华 袁乃 昌

(国防科技大学 电子技术系 长沙 41 0 0 7 3)

摘 要 本文将多层神经网络引人跟踪式卡尔曼滤波器
,

提高了估计的精确度
。

以前的

跟踪式卡尔曼滤波器的估计精度与目标的运动状态有关
,

当目标的运动不能够用线性状态

空间模型描述时
,

其估计精度将要下降
。

而多层网络的引人
,

改善了这一不足
。

多层神经网

络经过训练以后
,

能够对卡尔曼滤波器的结果进行修正
。

仿真结果表明
,

多层神经网络的应

用
,

使估计精度显著提高
。
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跟踪滤波器 已经被广泛用于估计动态 目标的位置
、

速度及加速度等参数
。

文 [ 1
,

2」中在线性状态空间模型的基础上提 出了跟踪式卡尔曼滤波器 (K T F)
。

状态空间模型
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的提 出是基于下面的假设
:

目标的加速度是一阶马尔可夫过程
,

背景噪声为白噪声
。

如

果实际 目标的运动符合线性状态空间模型
,

则 T K F 估计是在均方误差最小意义下的最

优化
。

但是
,

在实际应用中
,

由于诸多的不确定性 因素
,

目标的运动往往无法用线性状态

空间模型来近似
。

首先
,

噪声为相关的非平稳过程
。

其次
,

由于实际目标的运动为非线

性过程
,

而且文 「1
,

2 ] 中提出的模型中还包括模型误差
。

即使目标的运动能够用线性

状态空间模型来描述
,

在进行 T K F 之前
,

仍然需要对马尔可夫过程的参数进
命

计
,

而

这些参数依赖于 目标的运动
。

所以当目标的运动不确定时
,

估计精度将大大降低
。

因此
,

弥补这种不确定性成为 T K F 设计的关键问题
。

多层神经网络 (MN N )阁是由几层神经元构成的系统
。

每一个神经元与相邻的网络层

中的每一个单元相连
。

MN N 有两个显著的优点
:
(l) 通过调整权值

,

能够实现多输人
、

多输出的非线性映射
; (2) 由于 自身的非线性使 MN N 具有很强的适应能力

。

比如 MN N

对于相似的输人能够输出相似的结果
。

由于这些优 良特性
,

M N N 被广泛应用于非线性信

息处理的诸多领域
。

本文提出了一种对非确定性模型的修正方法
。

将 M N N 与 T K F 结合起来
,

通过对

M N N 的训练
,

实现了对 FK T 估计结果的修正
。

计算机的模拟结果证明了这种方法的有

效性
。

1 跟踪式滤波器

在假定 目标的加速度为一阶马尔可夫过程的基础上
,

文 [1
,

2 ] 中从状态空间模型

推导出 T K F
。

下面对 T K F 进行简单的回顾
。

首先定义状态向量从

X *
= [ x

* ,

X 几
,

x 二」
T

(z )

其中 X *

为笛卡尔坐标系下 目标的位置 向量
,

乙 为笛卡尔坐标系下 目标的速度向量
,

暇 为笛卡尔坐标系下目标的加速度向量
,

k 是规一化的离散时间
。

在 T K F 中
,

目标的运

动由以下的状态空间模型来描述
:

、产、.
产

乙今gJ了‘
、了.、X * + 1

= 口(P
,

△ )X
。
+ W

*

盯 杏 / 21

盯PI

叮
‘

陈四
l
山

一一
、.产乙P,

了‘
、

口

其中乙 为抽样周期
,

产是一阶马尔可夫过程 的常量参数
,

o三p三 1
.

夕的选取与估计

的精度有关
。

讯 是未知的激励信号
。

雷达只能在极座标下测 出目标的范围
、

方位角
、

玖 一 h (X
*
) 十 叭

高度角参量
。

量测方程为
:

这里
,

h (X
*
) 是从 X *

到位置的变换函数
,

Y*

是雷达测得的数据
,

的测量误差
。

假设 w
*

和 V *

满足广义平稳条件
。

T K F 对状态 向量 X *

的估计为
:

凡
+ l}* = 中X

* }*

(4 )

V
*

是测量时带来

(5 )
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、,
产、.户八匕月了/吸、2‘、戈

* *
= 戈

, : *一 ,
+ 盆*

[r
*
一 h (戈

* .卜
,
) ]

其中戈
* ,

是基于到时间 t 为止的测量值对 X *

的估计
,

增益矩阵 K *

由下式给出

K *
= 凡H

T

[H
*Po

H r + R *

J
一 ’

其中
尸*

= E {(x
*
一 时

* 一*一 ; )(x * 一 时
* 一* 一1

)丁 }

。
*
一

弩I
X 一 ‘

* :*一

(8 )

八 可以通过迭代方法计算
p * + :

= 。仁p
*
一 K *

H
*

凡〕。
T
+ Q

*
(9 )

2 T K F 与 M N N 的结合

1) 滤波器的结构

如果实际 目标的运动严格遵循 (l) 式描述的线性状态模型
,

则 戈
* 。* 的估计是在 E

{l }x
*
一戈

* !*

1} } 为最小意义下的最优估计
。

但是
,

估计值由于下面的原因而使精确度降

低
:

(1) 在卡尔曼滤波理论中
,

假设未知的激励信号 W
*

为白噪声
。

然而在实际应用 中W
*

是相关的
,

而且为非平稳过程
。

(2) 因为绝大多数运动 目标的特性为非线性
,

线性状态模型 (1) 中包含了线性近似

误差
。

即使实际运动目标完全遵循模型 (1 )
,

马尔可夫过程参量 P 以及 Q
*

的选取也要依

赖于 目标的运动[6.
7〕

,

这样难免带来误差
。

于是我们将 MN N 引人 T K F 中
,

以克服模

型不确定性而带来的不足
。

修正后的滤波器结

构如图 1 所示
。

Z 一 ‘

表示单位延迟
。

MN N 是由

多层神经元组成的反馈网络
。

每一个单元与相

邻层的所有单元相连
。

这样每个单元的输人一

输出关系为
n e t罗一 艺叮

‘

化
一 1

+ 脚 (10 )

切 一 f (n e

其中

衅
:

第
n
层第 i个单元的输出

; 图 1 改进滤波器的结构

ne t罗
:

第
n
层第 i个单元的总输人

;

印
:

第
n
层第 i个单元的偏差

;

田万
‘:

第 (n 一 l) 层第 J 个单元与第
n
层第 i 个单元之间的权值

。

在隐含层我们采用
“

S’
,

函数 f (x ) 一 tan h (x)
,

而在输人
、

输出单元中采用线性函

数 f (x ) 一 x
。

在图 1 中 口和O 分别表示线性函数和
“

S’
,

函数
。

MN N 的输出向量毗
。

是对 戈
* . *
的自动修正

。

修正后的估计值戈犷为

心 = 戈
*
+ 效

* . * (2 1 )
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在状态估计理论中
,

要对时刻 k 做出估计必须知道 (k 一 1) 时刻的估计值及当前的测

量值
。

所以
,

M N N 的输人向量为测量值 Y
*

和前一步估计值戈户
,

的集合
。

为了保证 T K F

的稳定性
,

在实际的应用中
,

T K F 与 M N N 是分别独立运行的
。

2) M N N 的训练方法

在这一部分中
,

我们将给 出M N N 的训练方法
。

首先
,

为训练过程定义费用函数
:

J二
;
一 E { }IX

*
一 戈

* }* 11
2

} ~ m in im u m (1 2 )

其中 }}
·

}}表示欧几里得范数
。

在训练过程中
,

让费用函数达到最小
:

z
*
一

合,‘X
*
一 “

一

告,, (X
*
一 ‘

走一, 一 aX
走

,,
2

(1 3 )

在训练 M N N 时
,

训练信号必须是已知的
,

为典型 目标运动的真实轨迹
。

本文考虑两

种训练方法
:

方法 1 :

用单目标的运动轨迹进行训练
;
方法 2 :

用 N 个 目标的运动轨迹进行训练
。

在模型不确定性较小的情况下
,

我们采用方法 1
,

用常用的 B p 算法 [3j 训练 MN N
。

当

目标的运动比较复杂
,

模型的不确定性较强而无法用线性空间模型来近似时
,

我们采用

方法 2 来对 MN N 进行训练
。

用多 目标的运动轨迹训练
,

能够增强 M N N 的适应性
。

令 欢
、

欲 和欲
’

分别是在时刻 k 的雷达测量信号
、

实际状态向量和修正估计向量的

第
n
个集合

。

新的滤波器可视为由一个 MN N 和 N 个 T K F 组成
。

令 T K F n
表示第

n
个

T K F
。

当 玖 和 分义已知时
,

我们通过 T K F n
来计算欲

‘ ,

训练 M N N 直到费用函数达到最

小
:

其中

J
,

-

J : 一

告“
二

艺大

又一 戈公
‘

}} (14 )

在时刻 k
,

对连接权值的修改从
n 一 1 到 N 依次重复

。

令 碳 和 △碳 分别为连接权值和

修正量
。

当在时刻 k 用第
n
个状态向量集进行训练时

,

。崛 由下式给出
:

一 、- 1

一
: 李}一 、一

,

: 二 。 三 N
口O U

(15 )
一 、

- 1

一
:

凳
.
。
一 、

- 1 ,

一

山田
从一彻从一彻刀夕刀」

一一

z

|
少

、ll
l

ee七

一一峨乙

3 仿真结果

我们通过计算机仿真来说明所提出方法的有效性
:

考虑一维跟踪问题
,

其中

(1 6 )嵘一一R

刃||
!J5OP0.

x *
= 〔1 0 0〕X

*

日|阳l山H

一一一一冲瓜侧h



注意到 h 为非线性传输算子
,

可 以通过加人非线性的M N N 进行修正
,

则经过训练的

MN N 能够利用角度的测量值求解复杂的跟踪问题
。

在卡尔曼滤波理论中
,

假设激励信号为白噪声
,

我们必须选择方差 Q* 的值保证 (l)

式描述的线性空间模型能够精确的描述实际目标的运动
。

在一维跟踪问题中
,

Q
*

选取的

最佳值为

尸/20
△3

/8 。2

/6
·

Q
‘

一
“喻 , o g p

}
。

‘

/ 8 △
‘

/ 3 。/ 2

L乙丫6 乙/ 2 1

(17 )

其中编 为加速度的方差[1j
。

T K F 的初始化由下式给出[1.
2〕:

(1 8 )

�

|引」
了
/X o

一 Y 一 1

嵘 / 乙 O

2嵘/2 + 。寿丁 /4 嵘/2 乙

嵘 /2 乙 嵘

( 2 0 )

沪叭
,

珠//O
、.J‘RZ I‘了、口声

一

⋯
IJ�之�

在仿真中
,

目标以恒定的速率和恒定加速度
a
运动

。

目标的运动轨迹如图 2 所示
。

我们假设 V

是 已知的
, a
是未知的

。

实际的状态向量 X
*
可由

下式给出
:

V 2

—
S ln

a

V e o s

K a 乙

V

K a 乙

V
( 2 0 ) 雷达位t

K a △

一 a s , n 一

不 , 目标的运动轨道

初始值为 X0 一 [0 V O」
T 。

显然上面 目标的 图 2 目标的运动轨迹

运动不能够用 ( l) 中的线性空间模型来描述
。

为

了尽可能精确的描述实际 目标的运动
,

参数 P 和 偏 必须事先估计
,

估计值由下式给出
:

a 凸
,

1
P 一 CO s 飞7 口芜夕 一

~
凡

~

a “

F 乙

( 2 1 )

因为我们已经假设 V 是已知的常数而
a
是未知的

。

所以我们在运行 T K F 之前必须

对
a
进行估计

。

我们定义横向加速度 的估计值为
a * ,

用加速度为
a :
的目标的运动估计对

MN N 进行训练
。

从 k一 1 到 k一 k
: ,

我们在
a 一 a *

时运行 T K F 而不用 MN N
,

这是因为当初始的估计值

误差较大时
,

M N N 的收敛速度较慢
。

从 k一丸+ 1 到 k一 k :
,

我们从初始状态 X 石一 尤如 }。

开始对 M N N 进行训练
。

在本实例中
,

令 V ~ 4 0 0 ( m / s )
,

乙 = 10 ( m s )
,

嵘~ 4 0 0 ( m
,
)

,

k
,

~ 3 0 0 0
,

k : ~ 10 3 0 0 0
。

我们选择 3 层神经网络
,

其中隐含层为 30 个单元
。

由于任意的非线性映射三层神经网络

已经具备任意的精确度闭
,

因此本文采用的是三层神经网络
。

在估计过程中T K F 占主要

2 2



作用而 M N N 只是产生较小的修正
,

因此 M N N 的连接权值不宜太大
。

初始权值可以随机

产生
,

在 {一 1 0 一 6 ,

1。一 ‘} 之间
,

训练比率 V 设置为 夕~ 10 一 5 。

除此之外
,

我们再在
“

S’
,

函数上加上一个固定的常数偏差 0
.

0 01
,

这将加速训练的收敛速度
。

训练完毕后
,

我们固定 MN N 的连接权值
,

对加速度为aT 的目标的状态分别用 T K F

和带有 M N N 的 T K F 进行估计
,

执行 2 0 0。。次
。

利用均方误差 (M SE) 来评价估计的精

度
:

M S E 一 丽漏馨
‘X一 戈

*
’丁‘X一 丸 ’ (2 2 )

.

⋯
城

首先
,

我们先看一下用方法 1 训练的带有

M N N 的 T K F 的性能
。

图 3 显示了当aT 一
a :
时

的 MS E
。

条件 aT 一
a :
暗示了当训练 MN N 时为

实际的横向加速度
。

在 T K F 中我们令
a ,
一 40

,

5 0
,

6 0 (m / 5
2
)

,

而运行 MN N 时
a二 = a : = 4 0

,

5 0
,

6 0 (m / 5
2
)
。

由图 3 可以看出
,

经过 MN N 修正

的估计结果要明显优于只有 T K F 的情况
。

然而
,

实际上
,

我们无法知道实际的加速

度 了
。

下面看一下估计精度和 (a
二
一 a : ) (a

,

固

定为兔~ 50 (m /s
“
) 的关系

。

仿真结果如图 4 所

示
。

从仿真结果可以看出
,

带有 M N N 的 T K F

的估计精度要 比单独的 T K F 高得多
。

同时我

二
。 ·

T KF

ee
T K F+ MN N

。 .

⋯
。 .

⋯
。

材

a 奋 = 60

心 . 5 0

心 ~ 4 0

⋯心xo

丈拓

600400300200100
。

.日/闰的演

4 5 50

即/ m /s
2

5 5 6 0

图 3 a T 一 “L
时 M S E 比较

们看到估计的精度随 (御一 a : ) 的差值的增大而降低
。

这表明
,

仅仅经过方法 1 训练的

M N N 不能在一个大的范围内对模型的不确定性进行补偿
。

下面 比较一下方法 1 和方法 2 的结果
。

固定
a * 一 50 (m /s

“
)

,

通过 3 个 弋吐
,

吐
,

a灵} = {4 0
,

5 0
,

6 0 } (m / s , ) 轨迹来勺11练 M N N
。

MN N 的节点数和连接权值的设置同上
,

祝一 3 0 0 0
,

k : = 1 0 3 0 0 0
,

甲= 1
.

S X lo一 6 。

仿真结果如图 5 所示
。

结果表明经过方法 2 衫11练

的 MN N 能够在较大的范围内对模型的不确定性进行修正
,

估计精度明显优于方法 1 训

�od一阂\
.

me
.

me\..]
00000000

N已/川S芝

· ·

⋯T K F

ee
T K F十M N N

a ‘

兰
“L ~

6 0

5 0

a 乙 一 4 0
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练的 MN N
。

4 结论

本文中提出了用 M N N 对 T K F 进行修正的方法
,

提高了估计的精度
,

弥补了单纯的

T K F 估计中的不足
。

本文中仅限于对 目标跟踪方面的讨论
,

经过推广
,

本方法可以广泛

地应用于其它的领域内
。

同时
,

由于该方法需要大量样本的训练以及 目前计算能力的限

制
,

在实时性要求不高时可以很好的满足
。

但这一不足可以通过并行分布式计算的方式

来解决
,

作者正在开展与此相关的算法
。
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