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一种基于多 Ａｇｅｎｔ强化学习的多星协同任务规划算法
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摘 要：在分析任务特点和卫星约束的基础上给出了多星协同任务规划问题的数学模型。引入约束惩罚

算子和多星联合惩罚算子对卫星Ａｇｅｎｔ原始的效用值增益函数进行改进，在此基础上提出了一种多卫星Ａｇｅｎｔ
强化学习算法以求解多星协同任务分配策略，设计了基于黑板结构的多星交互方式以降低学习交互过程中

的通信代价。通过仿真实验及分析证明该方法能够有效解决多星协同任务规划问题。
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对地观测卫星（ＥａｒｔｈＯｂｓｅｒｖｉｎｇＳａｔｅｌｌｉｔｅ，ＥＯＳ）
通过星载传感器从太空获取地面影像数据，已经

成为勘测和研究地球资源的重要手段。如何高效

利用多颗卫星的观测资源完成目标观测任务，是

目前卫星任务规划领域的热点。当前，按照卫星

任务规划模式可分为集中式［１］和分布式［２－５］协同

规划方法。虽然集中式任务规划系统可从全局的

角度对问题进行求解和优化，但在实际规划过程

中存在求解复杂度高，鲁棒性差、可扩展性不足等

局限，难以保证遥感需求的质量和时效性。

在卫星自主能力不断提高的前提下，分布式

协同规划是卫星任务规划的重要发展方向。多颗

具有自主规划能力的卫星通过星际链路组网进行

协同任务规划可以通过自主控制对局部事态变化

做出快速反应，能够充分发挥卫星资源的自治能

力。与以往集中式任务规划相比，具有更好的灵

活性、鲁棒性、容错性和可扩展性等优势。

目前，求解多星协同任务规划问题通常集中

于两个方面：一种是基于层次化结构的多星任务

协商分配方法［２－３］。通过卫星之间的关系划分为

星座、星群和单星三个层次。将粗粒度的规划目

标通过层次间协商分解分配至各颗卫星，协商过

程中采用领域知识迭代修复的方法。另一种思路

是根据不同类型的卫星抽象其约束信息，将每颗

卫星映射为具有自主规划能力的Ａｇｅｎｔ，组成多智
能体系统（ＭｕｌｔｉＡｇｅｎｔＳｙｓｔｅｍ，ＭＡＳ）。结合卫星任
务规划的特点采用基于 ＭＡＳ合同网协议［６］

（ＣｏｎｔｒａｃｔＮｅｔＰｒｏｔｏｃｏｌ，ＣＮＰ）的思想进行求解。高
黎［４］建立了基于心智模型的合同网任务分配模

型，根据卫星完成任务情况的历史信息对卫星

Ａｇｅｎｔ心智参数进行评价，以指导后续任务分配。
陈浩［５］在合同协议的基础上引入外包机制和免责

原则，克服了多星协同任务规划方法中调度结果

对任务招投标顺序依赖较大的问题。
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以上两种求解思路都建立在理想通信环境的

基础上，在实际协同规划过程中产生大量通信代

价。而且两种方式都存在规划管理节点，若节点

失效系统则面临崩溃。若采用传统基于启发式算

法（如：遗传算法等）求解多星任务规划问题则面

临 “建模难”（ＣｕｒｓｅｏｆＭｏｄｅｌｉｎｇ）的问题，模型参数
的知识难以完全获取。为了有效解决多星协同任

务规划问题，本文将每颗卫星作为一个自主学习

Ａｇｅｎｔ，设计了模型无关的多卫星 Ａｇｅｎｔ强化学习
算法，解决多星之间的规划决策问题。

１ 多星协同规划模型建立

１１ 问题描述

对地观测卫星绕地球飞行，在飞抵待观测目

标上空时通过星载传感器收集目标信息完成一次

观测任务。多颗具有自主规划能力的对地观测卫

星通过星际链路连接组成卫星星群，相对于大量

的观测任务请求，每颗卫星的观测资源有限，不存

在一个中心节点能够获取并统一规划其它卫星的

观测资源。卫星之间需要通过交互协商完成规划

任务，以期望将观测目标合理分配至各颗卫星，使

得总体的观测收益最大。在协同规划过程中涉及

以下变量：

（１）给定的规划时段 ｗｓｃｈｅｄｕｌｅ＝［ｔＳ，ｔＥ］。ｔＳ表
示规划起始时间，ｔＥ表示规划结束时间。

（２）系统中存在 ＮＳ能力异构的卫星Ａｇｅｎｔ，表
示为 ＳＡＴ＝｛ｓａｔ１，ｓａｔ２，…，ｓａｔＮＳ｝。ｓａｔｋ∈ＳＡＴ，

ｓａｔｋ＝〈Ｒ
ｋ
Ｖｓｔ，Ｒ

ｋ
Ｍｅｍ，Ｒ

ｋ
Ｅｎｇ〉，其中 Ｒ

ｋ
Ｖｓｔ表示在规划时段

ｓａｔｋ卫星可提供的目标访问时间窗口资源，Ｒ
ｋ
Ｍｅｍ为

卫星可提供的存储资源，ＲｋＥｎｇ表示卫星当前可用
的能量。

（３）Ｔ＝｛ｔ１，ｔ２，…，ｔＮＴ｝为观测目标集合，

Ｔ ＝ＮＴ。ｔｉ∈Ｔ可表示为 ｔｉ＝〈ｕｉ，Ａｉ（ｋ）〉，
ｓａｔｋ∈ＳＡＴ，ｕｉ表示完成ｔｉ获得的效用值，Ａｉ（ｋ）
＝（Ａｉ，Ｖｓｔ（ｋ），Ａｉ，Ｍｅｍ（ｋ），Ａｉ，Ｅｎｇ（ｋ）），表示 ｔｉ对卫星
ｓａｔｋ的资源需求向量，由于卫星能力异构，不同卫
星对于同一目标 ｔｉ的资源需求向量不相等。
Ａｉ，Ｖｓｔ（ｋ）、Ａｉ，Ｍｅｍ（ｋ）、Ａｉ，Ｅｎｇ（ｋ）分别代表卫星 ｓａｔｋ
对ｔｉ进行观测所要占用的时间窗口资源、存储器
容量和能量消耗，目标 ｔｉ被ｓａｔｋ观测的必要条件
是Ａｉ，Ｖｓｔ（ｋ）≤Ｒ

ｋ
Ｖｓｔ∧Ａｉ，Ｍｅｍ（ｋ）≤Ｒ

ｋ
Ｍｅｍ∧Ａｉ，Ｅｎｇ（ｋ）≤

ＲｋＥｎｇ。

１２ 建立模型

基于上述问题描述，多星协同任务规划就是

卫星进行自主协商，确定每颗卫星的观测目标集

合 ＳＴｋ，其中 ＳＴ＝∪
ｋ
ＳＴｋ，ＳＴＴ。规划的目标是

在各卫星满足其载荷约束的前提下，使得收益最

大化。多星协同任务规划的收益通过特征函数

Ｖ（Ｔ）给出，如式（１）所示，其中，ｘｉ（ｋ）满足式（２）。

Ｖ（Ｔ）＝∑
ｋ∈Ｓ
∑
ｉ∈ＳＴｋ

ｕｉ·ｘｉ（ｋ） （１）

ｘｉ（ｋ）＝
１ 卫星 ｓａｔｋ观测目标ｔｉ
０{ 其他

（２）

为获得最大的收益，确定最终的目标子集

Ｔ，即：
Ｖ（Ｔ）＝Ｍａｘ（Ｖ（Ｔ）） （３）

约束条件为：

∑
ｋ∈ＳＡＴ
∑
ｉ∈ＳＴｋ

Ａｉ，Ｅｎｇ（ｋ）≤ Ｒ
ｋ
Ｅｎｇ （４）

∑
ｋ∈ＳＡＴ
∑
ｉ∈ＳＴｋ

Ａｉ，Ｍｅｍ（ｋ）≤ Ｒ
ｋ
Ｍｅｍ （５）

ｔｉ，ｔｊ∈Ｔ，ｉ≠ｊ：

ｒｉＶｓｔ（ｋ）∧ｒ
ｊ
Ｖｓｔ（ｋ）＝ （６）

其中，ｒｉＶｓｔ（ｋ）＝［ｓ
ｋ
ｉ，ｅｋｉ］，ｒｉＶｓｔ（ｋ）∈Ｒ

ｋ
Ｖｓｔ表示目标ｔｉ

占用卫星ｓｋ的时间窗口资源，ｓ
ｋ
ｉ和ｅｋｉ分别表示任

务的开始、结束时间。

不等式（４）表示观测过程不能违反卫星的能
量约束，式（５）限制了卫星观测任务不能超过卫星
存储器容量，式（６）保证同一颗卫星的不同任务的
观测时间窗口资源不冲突。

２ 效用值增益函数定义

分析第１节模型可知，卫星集合 ＳＡＴ针对任
务集的Ｔ协同规划求解过程是一个分布式约束优
化 问 题 （Ｄｉｓｔｒｉｂｕｔｅｄ Ｃｏｎｓｔｒａｉｎｅｄ Ｏｐｔｉｍｉｚａｔｉｏｎ
Ｐｒｏｂｌｅｍ，ＤＣＯＰ）［７］。在多星协同任务规划求解过
程中，在卫星集合 ＳＡＴ与任务集合Ｔ组成的环境
下，每颗卫星根据当前自身状态以及与环境中其

他卫星交互信息，不断迭代“试错”选择最优的规

划方案，即是一个多星强化学习的过程。多星强

化学习的关键是要结合具体问题设计合理的效用

值增益函数。在多星协同任务规划问题中效用的

增益函数不但要考虑各卫星所选择的任务集合不

能满足约束，而且还需要考虑多星之间任务重复

访问。

首先给出多卫星 Ａｇｅｎｔ强化学习的相关定
义。

定义 １ 卫星 Ａｇｅｎｔ的状态 ｓｋｔ：用二元组
〈ＣＲｋｔ，ＣＴｋｔ〉表示 ｔ时刻卫星Ａｇｅｎｔ所处的状态，其
中，ＣＲｋｔ＝ ｃｒｋｔ，Ｖｓｔ，ｃｒ

ｋ
ｔ，Ｍｅｍ，ｃｒ

ｋ
ｔ，( )Ｅｎｇ 为卫星Ａｇｅｎｔ当前
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可提供的能力向量，即剩余能力向量；ＣＴｋｔ＝
ｔｉ，Ａｉ，Ｅｎｇ（ｋ( )）｜ｔｉ∈ＴＡ

ｋ
ｔ，Ａｉ，Ｅｎｇ（ｋ）∈ＴＥ{ }ｋｔ ，表示

卫星 Ａｇｅｎｔｔ时刻的学习策略片段，其中 ＴＡｋｔＴ
表示卫星Ａｇｅｎｔ在 ｔ时刻受理的任务集合，ＴＥｋｔ＝
｛Ａｉ，Ｅｎｇ（ｋ）｜ｔｉ∈ＴＡ

ｋ
ｔ｝为与 ＴＡｋｔ对应的能量消耗向

量。卫星Ａｇｅｎｔ所有可能处于的状态 ｓｋｔ组成的集
合称为状态集，表示为

Ｓｋ＝｛ｓ
ｋ
ｔ｜ｔ＝１，２，…｝

定义２ 卫星的积累效用值μ
ｋ
ｔ是指ｓａｔｋ在状

态 ｓｋｔ时已接受的任务效用值之和，表示为：

μ
ｋ
ｔ＝∑

ｔｉ∈ＴＡ
ｋ
ｔ

ｕｉ

定义３ 卫星 ｓａｔｋ的动作集合ＡＣＴｋ＝｛ａ
ｋ
ｔ｜ａｋｔ

∈Ｐ（Ｔ）｝，其中 Ｐ（Ｔ）表示目标集合 Ｔ的幂集。
定义４ 卫星的更新效用值ω

ｋ
ｔ为卫星执行

ａｋｔ所包含的任务效用值之和，表示为：

ω
ｋ
ｔ＝∑

ｔｉ∈ａ
ｋ
ｔ

ｕｉ

卫星 ｓａｔｋ在状态 ｓ
ｋ
ｔ执行规划化动作 ａｋｔ∈

ＡＣＴｋ，转移到下一个状态 ｓ
ｋ
ｔ＋１，ｓ

ｋ
ｔ＋１与 ｓ

ｋ
ｔ的关系可

以表示为：

ｓｋｔ＋１＝〈ＣＲ
ｋ
ｔ＋１，ＣＴ

ｋ
ｔ＋１〉 （７）

ＣＲｋｔ＋１ ＝∑
ｔｉ∈ａ

ｋ
ｔ

Ａｉ（ｋ） （８）

ＴＡｋｔ＋１＝ａ
ｋ
ｔ （９）

ＴＥｋｔ＋１＝｛Ａｉ，Ｅｎｇ（ｋ）｜ｔｉ∈ＴＡ
ｋ
ｔ＋１｝ （１０）

首先考虑单卫星条件下的学习策略，记

ｆ（ｓｋｔ，ａｋｔ，ｓｋｔ＋１）为卫星Ａｇｅｎｔ在状态 ｓ
ｋ
ｔ下采取行动

ａｋｔ转移到下一状态ｓｋｔ＋１的效用值增益，根据下式
计算：

ｆｋ（ｓ
ｋ
ｔ，ａｋｔ，ｓｋｔ＋１）＝ω

ｋ
ｔ－μ

ｋ
ｔ－η

ｋ
ｔ （１１）

其中，η
ｋ
ｔ为约束惩罚算子，取值为 ａｋｔ选择的任务

违反卫星约束（４）～（６）的任务效用值乘以惩罚系
数λ作为惩罚项。如果 ａｋｔ未违反任何约束则η

ｋ
ｔ

为零，显然η
ｋ
ｔ总是大于零。学习优化的目标就是

在策略空间中搜索一个最优策略，使得效用值增

益最大。

考虑多星协同规划条件下的卫星 Ａｇｅｎｔ学习
策略，每颗卫星仍可按照式（１１）的效用值增益与
自身状态构建独立的卫星学习算法和决策机制。

虽然上述的单卫星 Ａｇｅｎｔ学习算法无需依赖环境
模型，但是在每一步迭代学习时都要在动作空间

内搜索，当任务规模很大时，将带来“维数灾难”

（ＣｕｒｓｅｏｆＤｉｍｅｎｓｉｏｎ），导致收敛缓慢。更为重要的

是，多颗卫星同时在同一动作空间进行搜索，星与

星之间的选择动作中很可能会包含重复的任务，

违反了目标观测的唯一性约束，造成观测资源的

浪费。

针对以上问题，我们基于 Ｔａｎ［８］交互学习的
思想采取交换学习策略片段的方法。卫星 Ａｇｅｎｔ
在每一步中交互当前学习策略片段，每个 Ａｇｅｎｔ
根据其它卫星的学习策略片段可以对自身的规划

策略空间进行扩展，并通过其它卫星的规划策略

片段对冲突的任务进行消解。我们设计了多星联

合惩罚算子δ
ｋ
ｔ，具体计算过程如图 １所示，于是

对式（１１）进行改进，定义联合效用值增益为
ｆｋ（ｓ

ｋ
ｔ，ａｋｔ，ｓｋｔ＋１）＝ω

ｋ
ｔ－μ

ｋ
ｔ－η

ｋ
ｔ－δｋｔ （１２）

图１中，Ｅｐｄｔｏｔｈｅｒ＝｛ＣＴ
ｊ
ｔ｜ｓａｔｊ∈ＳＡＴ，ｊ≠ｋ｝表示其它

卫星当前的学习策略片段集合。

算法名称：联合惩罚算子计算

输入：ＣＴｋｔ＋１，Ｅｐｄｏｔｈｅｒ
输出：δ

ｋ
ｔ联合惩罚算子

① ｆｏｒｅａｃｈ（ｔｉ，Ａｉ，Ｅｎｇ（ｋ））∈ＣＴｋｔ＋１

② ｃｏｕｎｔ＝０

③ ｄｏｆｏｒｅａｃｈＣＴｊｔ∈Ｅｐｄｏｔｈｅｒ

④ ｆｏｒｅａｃｈ（ｔｌ，Ａｌ，Ｅｎｇ（ｊ））∈ＣＴｊｔ

⑤ ｄｏｉｆｔｉ＝ｔｌ∧Ａｉ，Ｅｎｇ（ｋ）＞Ａｌ，Ｅｎｇ（ｊ）

⑥ ｃｏｕｎｔ←ｃｏｕｎｔ＋１

⑦ ｉｆｃｏｕｎｔ≥「（｜Ｓ｜－１）?４?

⑧ δ
ｋ
ｉ←δｋｉ－βｕｉ

⑨ ｅｌｓｅｉｆｃｏｕｎｔ＜「（｜Ｓ｜－１）?４?

⑩ δ
ｋ
ｉ←δｋｔ＋βｕｉ

瑏瑡 ｒｅｔｕｒｎδｋｔ

图１ 联合惩罚算子计算流程

Ｆｉｇ．１ Ｆｌｏｗｃｈａｒｔｏｆｃｏｍｐｕｔｉｎｇｊｏｉｎｔｐｕｎｉｓｈｍｅｎｔｏｐｅｒａｔｏｒ

３ 多卫星Ａｇｅｎｔ强化学习算法

在多星协同规划问题中，各颗卫星之间是完

全合作的关系，也就是说在观测目标未被重复访

问的前提下，提高任何一颗卫星的规划收益都会

使得系统的总收益增加。但是，每颗卫星的能力

是有限的且存在差异，需要每个卫星 Ａｇｅｎｔ通过
对环境的学习和交互达到最优的规划效果。

多 ＡｇｅｎｔＱ学习算法（ＭｕｌｔｉＡｇｅｎｔＱＬｅａｒｎｉｎｇ
ＭＡＱＬ）是一种模型无关的多智能体强化学习算
法。每个Ａｇｅｎｔ每步在有限动作集合中按照策略
选取一个动作，接受该动作后状态发生转移，通过

感知环境的变化给出评价值，从而不断学习逼近
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状态－行动对的值函数进行问题的求解。而在多
星任务规划问题中任务规模较大，若采用 ＭＡＱＬ
求解，由于每个 Ａｇｅｎｔ的策略不但考虑自身状态，
而且需要参考其它 ａｇｅｎｔ的信息，使得每个 Ａｇｅｎｔ
的状态空间巨大，导致 ＭＡＱＬ算法将面临“维数
灾”。

ＷｏｌｆＰＨＣ算法［９］是 ＭＡＱＬ的一种改进算法，
其 Ｑ值更新过程不直接依赖其他 Ａｇｅｎｔ的信息，
减少了每颗卫星动作空间，并结合多星联合惩罚

算子，提高多星的协作能力，改善学习优化性能。

学习中，每个卫星 Ａｇｅｎｔ采用混合策略（Ｍｉｘｅｄ
ｐｏｌｉｃｙ）且只保存自身的 Ｑ值表。所以，它避免了
一般 ＭＡＱＬ中需要解决的探索和利用（Ｅｘｐｌｏｒａｔｉｏｎ
ｖｓｅｘｐｌｏｉｔａｔｉｏｎ）这一矛盾问题［１０］。另外，与 Ｎａｓｈ
Ｑ［１１］等算法相比，ＷｏｌｆＰＨＣ算法只需保存较少的
信息，可相对降低多 Ａｇｅｎｔ问题求解的空间复杂
度。算法中卫星 Ａｇｅｎｔ的随机策略只与自身状态
有关，记为πｋ。初始时每个状态下行动的选择概

率 都 相 同，即 对 ｓｋｔ，ａｋｔ，πｋ ＝１?ＡＣＴｋ ，

ＡＣＴｋ 表示卫星可选的动作数。第 ｔ步学习中，
ｓａｔｋ的决策更新公式为：

πｋ（ｓ
ｋ
ｔ，ａｋｔ）

＝πｋ（ｓ
ｋ
ｔ，ａｋｔ）＋

εｋ ａｋｔ＝ａｒｇｍａｘ
ａ′∈Ａｋ
Ｑｋ（ｓ

ｋ
ｔ，ａ′）

－εｋ
｜ＡＣＴｋ｜－１

{ 其他

（１３）
其中，εｋ为学习增量，随着学习的进行呈下降趋

势。Ｑｋ（ｓ
ｋ
ｔ，ａ′）表示卫星 ｓａｔｋ的状态行动对

ｓｋｔ，ａ( )′的Ｑ值。在 ＷｏｌｆＰＨＣ算法中，策略更新
采用更理性的方法，即“输快赢慢”（Ｌｅａｒｎｉｎｇ
Ｑｕｉｃｋｌｙｗｈｉｌｅｌｏｓｉｎｇａｎｄｓｌｏｗｌｙｗｈｉｌｅｗｉｎｎｉｎｇ）原则。
结合 Ｑ值表，可以判断学习的输或赢，由此决定

εｋ的取值，即

εｋ＝
εｌｏｓｅ 若“输”

εｗｉｎ
{ 其他

（１４）

其中，当 ∑
ａｋｔ∈Ａｋ

πｋ（ｓ
ｋ
ｔ，ａｋｔ）Ｑｋ（ｓ

ｋ
ｔ，ａｋｔ）＞∑

ａｋｔ∈Ａｋ

珔πｋ（ｓ
ｋ
ｔ，

ａｋｔ）Ｑｋ（ｓ
ｋ
ｔ，ａｋｔ）时，为“输”。一般情况下，εｌｏｓｅ比

εｗｉｎ大若干倍，且均随着学习进行逐步衰减。上式

中，珔πｋ（ｓ，ａ）称为平均策略，其更新公式为：

珔πｋ（ｓ
ｋ
ｔ，ａｋｔ）＝珔πｋ（ｓ

ｋ
ｔ，ａｋｔ）＋πｋ

（ｓｋｔ，ａｋｔ）－珔πｋ（ｓ
ｋ
ｔ，ａｋｔ）

ｃｋ（ｓ
ｋ
ｔ）

（１５）
式中 ｃｋ（ｓ

ｋ
ｔ）为卫星 ｓａｔｋ达到状态ｓ

ｋ
ｔ的次数。

由前面分析，得到卫星 ｓａｔｋ的Ｑ学习公式如
下：

Ｑｋ（ｓ
ｋ
ｔ，ａｋｔ）

＝Ｑｋ（ｓ
ｋ
ｔ，ａｋｔ）＋α［ｆｋ（ｓ

ｋ
ｔ，ａｋｔ，ｓｋｔ＋１）

＋γ ｍａｘ
ａ′∈ＡＣＴｋ

Ｑｉ（ｓ
ｋ
ｔ＋１，ａ′）－Ｑｋ（ｓ

ｋ
ｔ，ａｋｔ）］（１６）

其中，α＞０为学习率，γ ０≤γ( )＜１表示折扣因
子。

基于以上分析，图 ２给出多卫星 Ａｇｅｎｔ强化
学习算法的具体步骤：

算法名称：基于多Ａｇｅｎｔ强化学习的多星任务规划算法
输入：参与卫星集合 ＳＡＴ，观测目标集合 Ｔ
输出：每颗卫星的策略πｋ，学习策略片段 Ｅｐｄｔｋ

① 根据观测目标集合 Ｔ计算每颗可访问任务集合，令
每颗卫星的 Ｑｋ值为零，随机初始化每颗星的任务

选择策略πｋ，令 ｔ＝０

② 对于每一步决策时刻 ｔ，令 ｋ＝０

③ ｓａｔｋ获取其他卫星的学习策略片段Ｅｐｄｔｔｏｔｈｅｒ

④ ｓａｔｋ根据混合策略πｋ在ｓｋｔ状态下选择规划动作ａｋｔ

⑤ 根据式（７）～（１０）计算状态 ｓｋｔ＋１，得到观测样本数据

〈ｓｋｔ，ａｋｔ，ｓｋｔ＋１，ωｋｔ〉

⑥ 根据式（１２）计算联合增益效用 ｆｋ（ｓｋｔ，ａｋｔ，ｓｋｔ＋１），并根

据式（１６）更新 Ｑｋ（ｓｋｔ，ａｋｔ）

⑦ 根据式（１３）更新πｋ在状态ｓｋｔ时的动作选择概率

⑧ 更新 ｓａｔｋ的学习策略片段Ｅｐｄｔｋ

⑨ ｋ＝ｋ＋１，若 ｋ＝｜ＳＡＴ｜＋１，则转⑩，否则转③
⑩ 若满足算法终止条件，学习结束。否则 ｔ＝ｔ＋１，转

②

图２ 基于多Ａｇｅｎｔ强化学习的多星任务规划算法流程
Ｆｉｇ．２ Ｆｌｏｗｃｈａｒｔｏｆｍｕｌｔｉｐｌｅｓａｔｅｌｌｉｔｅｓｔａｓｋｐｌａｎｎｉｎｇａｌｇｏｒｉｔｈｍ

ｂａｓｅｄｏｎｍｕｌｔｉｓａｔｅｌｌｉｔｅｒｅｉｎｆｏｒｃｅｍｅｎｔｌｅａｒｎｉｎｇ

４ 基于黑板结构的多星通信方式

由于基于多Ａｇｅｎｔ强化学习的多星协同任务
规划过程中需要根据其它卫星 Ａｇｅｎｔ的学习片段
选择规划动作，在实际的多星协同规划运行环境

中不同的交互策略对算法的性能有着较大的影

响，所以需要设计高效的多星通信方式。通常基

于ＭＡＳ的协商通信方式有两种，消息传递机制
（ＭｅｓｓａｇｅＰａｓｓｉｎｇ）和基于黑板结构（Ｂｌａｃｋｂｏａｒｄ
Ａｒｃｈｉｔｅｃｔｕｒｅ）的通信方式。在多星协同规划过程
中，为了保证规划结果的优化性，在每一步学习中

每个卫星 Ａｇｅｎｔ根据本地策略进行规划，在此基
础上通过彼此交换规划片段信息改进自身的学习

策略，是一个反复迭代的过程，若卫星 Ａｇｅｎｔ以消
息传递方式交互信息将会带来很大的通信代价。
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而在黑板通信结构中，信息的交流通过中间结构

———黑板进行，卫星 Ａｇｅｎｔ之间无需直接交互通
信，只需向黑板更新学习策略片段。其通信结构

如图３所示，卫星 Ａｇｅｎｔ从黑板中获取其它卫星
的学习策略片段，作为本次规划的参考，并将最新

的学习策略片段更新至黑板。

图３ 基于黑板结构的多星通信方式

Ｆｉｇ．３ Ｃｏｍｍｕｎｉｃａｔｉｏｎｍｏｄｅｏｆｍｕｌｔｉｐｌｅｓａｔｅｌｌｉｔｅｓ
ｂａｓｅｄｏｎｂｌａｃｋｂｏａｒｄａｒｃｈｉｔｅｃｔｕｒｅ

５ 实验对比及分析

目前卫星规划调度领域尚没有公认的

Ｂｅｎｃｈｍａｒｋ测试问题集或公开可比较的算法运行
结果。为了验证本文算法的适用性和可行性，针

对所考虑的卫星，基于卫星实际的不同观测数据

进行实验，生成了不同规模、不同任务冲突程度的

测试数据集，具体见表 １。在仿真实验中模拟 ４
颗卫星参与协同规划，规划时段为 ２４ｈ。计算平
台为Ｐｅｎｔｉｕｍ２６ＧＨｚＣＰＵ，２ＧＲＡＭ，采用 Ｗｉｎｄｏｗｓ
ＶｉｓｕａｌＳｔｕｄｉｏ２００５Ｃ＃编码。ＭＵＳＡＲＬＡ算法对各
算例进行２０万步的训练，统计结果为各算例独立
测试３０次的均值。

图４给出了 ＭＵＳＡＲＬＡ算法对算例 ＰＨ１２１的
收益优化曲线图，其中 ＭＵＳＡＲＬＡＣＯＰ表示了卫
星 Ａｇｅｎｔ根据式（１２）进行合作学习的结果，
ＭＵＳＡＲＬＡＳＩＧ则为卫星Ａｇｅｎｔ采用式（１１）进行独
立学习的结果。从图 ４中可以看出，两种算法都
能够得到较优化的结果，与 ＭＵＳＡＲＬＡＳＩＧ相比，
ＭＵＳＡＲＬＡＣＯＰ在卫星 Ａｇｅｎｔ学习的过程中彼此
交互当前的学习策略片段，一方面丰富了本身的

学习知识，加快了算法收敛速度；另一方面消解了

卫星之间任务冲突，跳出局部最优，提高资源利用

率，所以获得了更多的收益。

表１ 测试数据集

Ｔａｂ．１ Ｔｅｓｔｄａｔａｓｅｔ

规划

批号

目标

数量

任务

数量

冲突

程度

规划

批号

目标

数量

任务

数量

冲突

程度

ＰＨ１２０ ３０ １５７ 高 ＰＨ１２５ １８０ ９５５ 中

ＰＨ１２１ ６０ ３２５ 中 ＰＨ１２６ ２１０ １２６６ 高

ＰＨ１２２ ９０ ４９５ 中 ＰＨ１２７ ２４０ １２４４ 高

ＰＨ１２３ １２０ ５４２ 低 ＰＨ１２８ ２７０ １６１３ 高

ＰＨ１２４ １５０ ７５１ 中 ＰＨ１２９ ３００ １５７３ 中

图４ ＭＵＳＡＲＬＡ收益曲线
Ｆｉｇ．４ ＥｖａｌｕａｔｉｏｎｃｕｒｖｅｏｆＭＵＳＡＲＬＡ

为证明算法的有效性，选择基于合同网络协

议的多星协同规划算法与 ＭＵＳＡＲＬＡＣＯＰ进行对
比。ＭＵＳＡＲＬＡＣＯＰ与ＣＮＰ的算法收益对比如图
５所示。从图５中可以看出，在小规模、低冲突任
务条件下，两种算法收益相差较小，随着算例规模

和任务冲突程度的增加 ＭＵＳＡＲＬＡＣＯＰ较 ＣＮＰ取
得了更好的规划收益。主要由于 ＣＮＰ算法基于
贪婪策略选择任务，而 ＭＵＳＡＲＬＡＣＯＰ算法通过
多星之间的交互使得卫星 Ａｇｅｎｔ能够在更大的范
围内搜索问题的优化解，使得各颗卫星能够完成

更多的观测目标。

图５ ＭＵＳＡＲＬＡＣＯＰ与ＣＮＰ规划结果对比
Ｆｉｇ．５ Ｃｏｍｐａｒｉｓｏｎｏｆｐｌａｎｎｉｎｇｒｅｓｕｌｔ

图 ６记 录 了 不 同 实 验 算 例 下 ＣＮＰ与
ＭＵＳＡＲＬＡＣＯＰ交互次数比较结果，由于 ＣＮＰ算
法以招投标的方式分配每一个任务，这导致在协
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同规划过程中卫星Ａｇｅｎｔ的交互次数对任务规模、
卫星数量和任务的冲突程度非常敏感，在大规模高

冲突条件下需要卫星之间反复协商。虽然

ＭＵＳＡＲＬＡＣＯＰ也受到任务规模与任务冲突程度的
影响，但是通过引入黑板结构的通信方式，有效降

低了ＭＵＳＡＲＬＡＣＯＰ在协同任务规划过程中的通
信代价。

图６ ＭＵＳＡＲＬＡＣＯＰ与ＣＮＰ交互次数对比
Ｆｉｇ．６ Ｃｏｍｐａｒｉｓｏｎｏｆｔｈｅｎｕｍｂｅｒｏｆｉｎｔｅｒａｃｔｉｏｎ

６ 结 论

针对多星协同任务规划问题，在分析约束与

多星协同特点的基础上给出了面向多星的协同任

务规划模型，并采用强化学习算法求解每颗卫星

的最优动作选择策略，引入多星联合惩罚算子消

解多星之间的任务选择冲突，为减小协同规划过

程中的通信代价，设计了基于黑板结构的多星交

互方式。通过对比试验分析，表明算法在不同规

模和任务冲突程度下以相对小的通信代价取得了

较优的规划结果。从而证明该算法充分发挥了各

颗卫星的自治性，能够合理利用卫星资源，有效解

决多星任务规划问题。
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