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一种具有遗忘特性的在线学习算法框架
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摘　要：基于凸优化中的对偶理论，提出了一种具有遗忘特性的在线学习算法框架。其中，Ｈｉｎｇｅ函数的
Ｆｅｎｃｈｅｌ对偶变换是将基本学习问题由批量学习转化为在线学习的关键。新的算法过程是通过以不同方式提
升含有约束变量的对偶问题实现的：（１）梯度提升；（２）贪婪提升。回顾了以往的相关研究工作，并指出了与
之的区别与联系。人造数据集和真实数据集上的实验结果证实了算法框架的有效性。算法可以很好地处理

数据流中的分类面漂移问题，为设计和分析新的在线学习算法提供了一个新的思路。
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　　数据收集方法的多样化和存储技术的快速发
展使得收集大量数据变得相当容易，如何对这些

大量数据进行有效的处理一直是人们所关心的问

题。在线学习［１－４，１４－１５］作为处理大规模实时预测

问题的方法在近年来受到研究者的广泛关注。

在线学习过程是在一个序列的学习周期中进

行的。在每个学习周期的开始，学习器将获得一

个训练样本点，进而对该样本点的标签进行预测。

在得到训练样本点的实际标签之后，学习器将对

预测模型进行更新，以便可以对以后的样本进行

更加准确的预测。在整个学习过程中，学习器不

需要使用任何数据的分布信息，因此学习器可以

不存储或者仅存储少量训练数据。此外，学习过

程分散在不同学习周期内进行，故模型更新较为

迅速。这使得对于任意时刻的预测请求，学习器

总可以使用最新的模型进行预测。

现有的在线学习算法一般可以视作为基于

Ｚｉｎｋｅｖｉｃｈ［５］所提出的在线凸规划。这类算法是在
原问题中进行的，一般的算法过程是定义一个即

时损失函数进行随机梯度下降，从而避免对原函

数的直接优化。在渐进意义下，基于在线凸规划

的算法与批量学习算法的性能是相当的。这类算

法主要有：感知器［３］（Ｐｅｒｃｅｐｔｒｏｎ），在线主动 －被
动式学习［６］（ｏｎｌｉｎｅｐａｓｓｉｖｅａｇｇｒｅｓｓｉｖｅａｌｇｏｒｉｔｈｍｓ），
在线流形正则化［７］（ｏｎｌｉｎｅｍａｎｉｆｏｌｄｒｅｇｕｌａｒｉｚａｔｉｏｎ）
等。这类算法之间的差别主要是如何利用当前样

本构建即时损失函数。

在线凸规划是一种相对保守的更新策略，因

为已有样本在学习器中的系数（权重）在以后的

学习过程中是不会再次被更新的。本文利用目标

函数在对偶问题中的特性［８］，进一步分析了对偶

问题中在线学习的特点，提出了一种具有遗忘特

性的在线学习算法框架。针对学习器中已有样本

的更新问题，在不违反对偶变量约束的条件下，在
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每个学习周期中加入了一个遗忘变量来实现对对

偶问题的更大程度的提升。新的在线学习算法是

通过实现不同程度的对偶提升过程得到的。两个

人造数据集和一个真实数据集上的实验结果证实

了算法框架的有效性。本文还讨论了各种算法处

理数据流中的分类面固定和分类面漂移问题的

能力。

本文的数学符号表示为：斜体字母表示的是

标量，加粗的字母表示向量；Ｈｉｎｇｅ函数定义为
[ ]ａ ＋＝ｍａｘａ，( )０，定义〈ω，ｘ〉为两个向量的
内积。

１　一种新的在线学习算法框架

设样本数据流为（ｘ１，ｙ１），（ｘ２，ｙ２），…，（ｘＴ，

ｙＴ），其中，ｘｔ∈Ｒ
ｎ为训练样本点，ｙｔ为其相应的

标签（ｔ∈｛１，２，…，Ｔ｝）。为了描述的准确性和简
洁性，本文主要研究线性两分类问题，也就是说分

类器的形式为ｆ（ｘｔ）＝〈ω，ｘｔ〉且ｙｔ∈ １，{ }－１（这
里忽略了一般线性分类器中的偏移量ｂ来移除类
似求解 ＳＶＭｓ时的等式约束，并减少计算复杂
度［６］）。那么，基本的批量学习（ｂａｔｃｈｌｅａｒｎｉｎｇ）算
法可以描述为最小化：

Ｊ（ω）＝１２ω
２＋Ｃ∑

Ｔ

ｔ＝１
［１－ｙｔ〈ω，ｘｔ〉］＋ （１）

式中，右边第一项为正则化项，第二项是对不同样

本的 Ｈｉｎｇｅ损失函数，Ｃ是权重参数。本文采用
凸优化中的对偶理论，分析公式（１）在对偶问题
中的特性，进而得到新的在线学习算法框架。

１．１　在线学习的对偶视角

在描述对偶问题之前，首先回顾一下 Ｆｅｎｃｈｅｌ
对偶的定义，这是本文的主要理论分析工具。函

数ｆ：ｄｏｍｆ→Ｒ的Ｆｅｎｃｈｅｌ对偶定义为：
ｆ（λ）＝ｓｕｐ〈λ，ω〉－ｆ（ω）：ω∈ｄｏｍ{ }ｆ（２）
特别地，对Ｈｉｎｇｅ函数的Ｆｅｎｃｈｅｌ对偶变换是

将公式（１）由批量学习转化为在线学习的关键。
定理１　令ｆ（ω）＝ γ－ｙ〈ω，ｘ[ ]〉 ＋，其中γ≥

０且ｘ∈Ｒｎ。那么，ｆ（ω）的Ｆｅｎｃｈｅｌ对偶为

ｆ（λ）＝
－αγ　　ｉｆ　λ∈ －αｙｘ，α∈［０，１{ }］
∞{ ｏｔｈｅｒｗｉｓｅ

（３）
　　证明　可见 Ｈｉｎｇｅ函数 ｆ（ω）的形式可以改
写为：

ｆ（ω）＝ γ－ｙ〈ω，ｘ[ ]〉 ＋＝ｍａｘ
α∈［０，１］

αγ－ｙ〈ω，ｘ( )〉

基于Ｆｅｎｃｈｅｌ对偶的定义，可以得到：
ｆ（λ）＝ｍａｘ

ω
〈λ，ω〉－ｍａｘ

α∈［０，１］
αγ－ｙ〈ω，ｘ( )( )〉

＝ｍａｘ
ω
ｍｉｎ
α∈［０，１］

〈λ，ω〉－αγ－ｙ〈ω，ｘ( )( )〉

＝ｍｉｎ
α∈［０，１］

ｍａｘ
ω
－αγ＋ λ＋αｙｘ，[ ]( )ω

＝ｍｉｎ
α∈［０，１］

－αγ＋ｍａｘ
ω
λ＋αｙｘ，[ ]( )ω

　 　 由 上 式 可 见，若 λ ＋αｙｘ≠ ０，ｍａｘω
λ＋αｙｘ，[ ]ω为∞；反之，若λ＋αｙｘ＝０，可以得到
ｆ（λ）＝－αγ。

回到在线学习问题上来，人们希望得到这样

一个分类器序列 ω０，ω１，…，ωＴ，可以使得Ｊ（ω０）
≥Ｊ（ω１）≥…≥Ｊ（ωＴ）。然而在式（１）中，在没有
获得全部训练样本的条件下直接减小 Ｊ（ω）的函
数值是不可能的。实际上，在学习周期 ｔ中，可以
使用的训练样本仅有｛（ｘ１，ｙ１），（ｘ２，ｙ２），…，（ｘｔ，
ｙｔ）｝。为了避免上述的矛盾，本文使用Ｆｅｎｃｈｅｌ对
偶对原问题的形式进行变换，并在对偶问题中重

新解释在线学习过程。

式（１）可以改写为：

ｍｉｎ
ω０，ω１，…，ωＴ

１
２ω

２
０＋Ｃ∑

Ｔ

ｔ＝１
［１－ｙｔ〈ωｔ，ｘｔ〉］＋

ｓ．ｔ．　ｉ∈１，２，…，Ｔ，　ωｉ＝ω０ （４）
使用Ｌａｇｒａｎｇｅ对偶定理，式（４）可以通过引

入一个新的向量组λ１，λ２，…，λＴ来重新描述：

ｍａｘ
λ０，λ１，…，λＴ

　 ｍｉｎ
ω０，ω１，…，ωＴ

１
２ω

２
０＋Ｃ∑

Ｔ

ｔ＝１
１－ｙｔωｔ，ｘ( )[ ]

ｔ ＋

＋∑
Ｔ

ｔ＝１
〈λｔ，ω０－ωｔ〉

定义 ｇｔ（ωｔ）＝［１－ｙｔ〈ωｔ，ｘｔ〉］＋。考虑对偶
函数：

Ｄ（λ１，λ２，…，λＴ）

＝ ｍｉｎ
ω０，ω１，…，ωＴ

１
２ω

２
０＋Ｃ∑

Ｔ

ｔ＝１
ｇｔ（ωｔ）＋∑

Ｔ

ｔ＝１
〈λｔ，ω０－ωｔ〉

＝－１２ －∑
Ｔ

ｔ＝１
λ( )ｔ

２－∑
Ｔ

ｔ＝１
ｇｔ（λｔ） （５）

式中ｇｔ 为ｇｔ的Ｆｅｎｃｈｅｌ对偶。可见，式（１）可以
重新描述为最大化对偶问题：

ｍｉｎ
ω
Ｊ（ω）＝ ｍａｘ

λ１，λ２，…，λＴ
Ｄ（λ１，λ２，…，λＴ） （６）

根据定理 １中的结论，可以约束对偶向量 λｔ∈
－αＣｙｔｘｔ，α∈［０，１{ }］。基于上述分析，对偶函
数可以由一个新的对偶向量 α＝［α１，α２，…，αＴ］
来描述：

Ｄ（α）＝－１２ Ｃ∑
Ｔ

ｔ＝１
αｔｙｔｘ( )ｔ

２＋Ｃ∑
Ｔ

ｔ＝１
αｔ （７）

这样，可以通过更新 α来提升对偶函数 Ｄ（α）。
由式（７）可见，每一个训练样本（ｘｔ，ｙｔ）有一个与
其相应的对偶系数变量 αｔ，并且这些对偶系数之
间是相互独立的。不同于原函数的下降问题，对

偶函数的提升不需要使用所有的样本（将未获得

·９８１·
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样本相应的对偶系数置为０）。因此，对偶问题能
够以在线的方式进行优化。根据文献［１３］中的
分析，对于任意对偶向量都对应着一个原问题中

的边界向量。学习周期 ｔ中得到对偶向量 αｔ＝
［（α１）ｔ，（α２）ｔ，…，（αＴ）ｔ］所对应的边界向量为：

ωｔ＝Ｃ∑
Ｔ

ｉ＝１
（αｉ）ｔｙｉｘｉ （８）

基于以上分析，可以得到在线学习问题的一

种对偶视角。本文从对偶问题出发，提出一种具

有遗忘特性的在线学习算法框架。

１．２　具有遗忘特性的在线学习算法框架

在学习周期 ｔ中，可以进行更新的对偶系数
变量有α１，α２，…，αｔ。因此，学习周期ｔ中的对偶
向量更新过程必须服从以下两个约束条件：

（１）对于ｔ＜ｉ≤Ｔ，（αｉ）ｔ＝０；
（２）新的对偶向量满足Ｄ（αｔ）≥Ｄ（αｔ－１）。
可见，第一个约束说明了未获得的样本不会

对当前对偶函数的函数值产生影响，第二个约束

说明了在线学习过程实际上是对偶函数的提升

过程。

本文提出一种具有遗忘特性的对偶更新策

略，在学习周期ｔ中，引入一个新的变量 ηｔ，使得
若ｉ≠ｔ，令

（αｉ）ｔ＝（１－ηｔ）×（αｉ）ｔ－１ （９）
由于α∈［０，１］，同样约束 ηｔ∈［０，１］。根据式
（７）和式（８），学习周期 ｔ中需要提升的对偶函数
形式可以改写为：

Ｄｔ（αｔ，ηｔ）＝－
１
２ Ｃ∑

ｔ

ｉ＝１
（αｉ）ｔｙｉｘ( )ｉ

２＋Ｃ∑
ｔ

ｉ＝１
（αｉ）ｔ

＝－１２（（１－ηｔ）ωｔ－１＋Ｃαｔｙｔｘｔ）
２

　 ＋Ｃ（１－ηｔ）∑
ｔ－１

ｉ＝１
（αｉ）ｔ－１＋Ｃαｔ（１０）

ηｔ的初始值为０。可见，ηｔ的引入并没有违反对
偶系数变量的取值范围约束。这种更新策略下的

边界向量可以写为：

ωｔ＝（１－ηｔ）×ωｔ－１＋Ｃ（αｔ）ｔｙｔｘｔ （１１）
明显地，若ηｔ＞０，以往样本在边界向量中的系数
绝对值将会被减小，从而降低其对分类器的影响。

所以，本文称ηｔ为遗忘变量，称这种在线学习算
法框架带有遗忘特性。作为一个小结，图１中描
述了具有遗忘特性的在线学习算法框架。

特别地，若使得遗忘变量等于一个固定常数，

即ηｔ＝ｆ∈［０，１］（ｔ∈｛１，２，…，Ｔ｝），那么遗忘变
量类似于Ｌｅｖｙ和Ｌｉｎｄｅｎｂａｕｍ［１１］在其工作中使用
的遗忘因子。

ＩＮＰＵＴ：ｐｏｓｉｔｉｖｅｓｃａｌａｒＣ．
ＩＮＩＴＩＡＬＩＺＥ：ａｃｏｅｆｆｉｃｉｅｎｔｖｅｃｔｏｒα０ａｎｄｉｓａｓｓｏｃｉａｔｅｄ

　ｄｅｃｉｓｉｏｎｂｏｕｎｄａｒｙｖｅｃｔｏｒω０．

ＰＲＯＣＥＳＳ：
Ｆｏｒｔ＝１，２，…，Ｔ
　Ｒｅｃｅｉｖｅａｎｅｗｔｒａｉｎｉｎｇｐｏｉｎｔｘｔ，

　Ｐｒｅｄｉｃｔ^ｙｔ＝ｓｉｇｎ（〈ωｔ－１，ｘｔ〉），

　Ｒｅｃｅｉｖｅｔｈｅｔｒｕｅｌａｂｅｌｙｔ，

　Ｃｈｏｏｓｅａｐａｒａｍｅｔｅｒｇｒｏｕｐ（αｔ，ηｔ）ｔｈａｔｓａｔｉｓｆｉｅｓ

Ｄｔ（αｉ，ηｔ）≥Ｄｔ（０，０）．

　Ｒｅｔｕｒｎａｎｅｗｃｏｅｆｆｉｃｉｅｎｔｖｅｃｔｏｒαｔａｎｄｔｈｅ

　ｂｏｕｎｄａｒｙｖｅｃｔｏｒωｔｕｓｉｎｇＥｑ．（１１）．

Ｅｎｄｆｏｒ．

图１　 一种具有遗忘特性的在线学习算法框架
Ｆｉｇ．１　Ａｎｏｎｌｉｎｅｌｅａｒｎｉｎｇａｌｇｏｒｉｔｈｍｉｃｆｒａｍｅｗｏｒｋ

ｗｉｔｈｆｏｒｇｅｔｔｉｎｇｐｒｏｐｅｒｔｙ

２　基于不同对偶提升过程的衍生算法

上节提出了一种基于对偶提升过程的具有遗

忘特性的在线学习算法框架。可见，利用不同对

偶提升过程可以从中衍生出不同的在线学习

算法。

２．１　梯度提升

式（１０）中的对偶函数可以简单地在梯度方
向上进行提升。由于 αｔ，ηｔ∈［０，１］，对偶变量的
梯度提升过程可以描述为：

（αｔ）ｔ＝ρｔＣ１－ｙｔ〈ωｔ－１，ｘｔ[ ]〉 ＋ （１２）

ηｔ＝ρｔ〈ωｔ－１，ωｔ－１〉－Ｃ∑
ｔ－１

ｉ＝１
（αｉ）ｔ－[ ]１ ＋

（１３）

其中，ρｔ为步长。可见，若使得 ηｔ＝０，梯度提升
过程对边界向量的更新与感知器算法是一致的。

记Ｉｔ为在学习周期ｔ中将被更新的对偶变量
集合，可以有Ｉｔ∈｛αｔ，ηｔ｝。图２中展示了Ｉｔ的选
择方法。

ＰＲＯＣＥＳＳ：Ｉｔ＝，

　Ｉｆ１－ｙｔ〈ωｔ－１，ｘｔ〉＞０，Ｉｔ＝Ｉｔ∪｛αｔ｝；

　Ｉｆ〈ωｔ－１，ωｔ－１〉－∑
ｔ－１

ｉ＝１
（αｉ）ｔ－１＞０，Ｉｔ＝Ｉｔ∪｛ηｔ｝；

　ＲｅｔｕｒｎＩｔ．

图２　梯度提升过程中对偶变量的选择方法
Ｆｉｇ．２　Ｔｈｅａｐｐｒｏａｃｈｏｆｃｈｏｏｓｉｎｇｄｕａｌｖａｒｉａｂｌｅｓ

ｉｎｇｒａｄｉｅｎｔａｓｃｅｎｄｉｎｇｐｒｏｃｅｄｕｒｅ

　　进一步讨论步长的选择问题。记 ρｍａｘｔ 为梯度

·０９１·
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提升的最大步长。根据对偶变量的约束条件可以

得到：

ρｍａｘｔ ＝

ｍｉｎ
１

Ｃ １－ｙｔ ωｔ－１，ｘ( )[ ]
ｔ ＋

，
１

ωｔ－１，ωｔ－( )
１ －Ｃ∑

ｔ－１

ｉ＝１
α( )
ｉｔ－[ ]１{ }

＋

（１４）
而梯度提升中的最优步长 ρｔ可以由以下公式
得到：

ρｔ ＝

Ｄｔ
Ｉｔ
，
Ｄｔ
Ｉｔ

Ｄｔ
Ｉｔ
，ＨＩ( )ｔ

Ｄｔ
Ｉｔ

（１５）

式中，ＨＩ( )ｔ是在集合 Ｉｔ上的 Ｈｅｓｓｉａｎ矩阵。基于
上述分析，若选择 ρｔ∈ ０，ｍｉｎρｍａｘｔ ，ρ{ }[ ]ｔ ，必然

可以使得Ｄｔ（αｔ）ｔ，η( )ｔ≥Ｄｔ（０，０）。
特别地，可以选择一个较小的固定步长 ρ来

更新对偶变量，这种方式称为ρ－ＧＡ（ρ－Ｇｒａｄｉｅｎｔ
Ａｓｃｅｎｔ）。若选择 ρｔ＝ｍｉｎρ

ｍａｘ
ｔ ，ρ{ }ｔ ，在每个学习

周期会有一个最大程度的对偶梯度提升，这种方

式称为ＡＧＡ（ＡｇｇｒｅｓｓｉｖｅＧｒａｄｉｅｎｔＡｓｃｅｎｔ）。

２．２　贪婪提升

基于梯度提升的在线学习算法实际上采取的

是一种保守的对偶提升策略。根据对在线学习的

对偶分析，更大的对偶提升可以更快地接近原函

数的最小值，从而更快地接近最优分类面，并减小

在线学习过程中的错误率。实际上，在图１提出
的算法框架下，可以采取更加贪婪的方法进行对

偶提升。

作为一种比梯度提升更加贪婪的更新方式，

可以通过求解以下的二次规划（ＱＰ）问题来更新
对偶变量αｔ和ηｔ：

ｍａｘ　Ｄｔ（αｔ，ηｔ）
ｓ．ｔ．　αｔ，ηｔ∈［０，１］ （１６）

３　与以往相关工作的联系与区别

３．１　与在线凸规划之间的关系

过去的在线学习算法往往可以归纳到在线凸

规划［５］（ｏｎｌｉｎｅｃｏｎｖｅｘｐｒｏｇｒａｍｍｉｎｇ）框架下。在线
凸规划的基本思想是：“定义一个即时损失函数

进行随机梯度下降，从而避免对原函数的直接优

化”。在线凸规划中的步长往往被定义为一个退

化的步长，例如 ρｔ＝１槡／ｔ。一个常用的即时损失
函数是：

Ｊｔ（ω）＝Ｃ１－ｙｔ〈ω，ｘｔ[ ]〉 ＋ （１７）
基于对 Ｊｔ（ω）梯度下降的更新过程可以

写为：

ωｔ＝ωｔ－１＋ρｔＣｙｔｘｔ×ｓｉｇｎ １－ｙｔ〈ωｔ－１，ｘｔ[ ]〉( )＋
（１８）

根据本文提出的在线学习算法框架，将式（１８）对
应到对偶问题中，其更新方向为：

ｄ′＝ Ｃ×ｓｉｇｎ １－ｙｔ〈ωｔ－１，ｘｔ[ ]〉( )＋ ，( )０Ｔ

（１９）
而本文定义的对偶问题的梯度提升更新方向为：

ｄ＝ Ｃ［１－ｙｔ〈ωｔ－１，ｘｔ〉］＋( ，

〈ωｔ－１，ωｔ－１〉－Ｃ∑
ｔ－１

ｉ＝１
（αｉ）ｔ－[ ]１ )

＋

Ｔ
（２０）

明显地，可以得到 ｄ，[ ]ｄ′≥０，因此式（１８）实际上
也定义了一个对偶问题的提升方向，也就是说这

种在线学习方法同样可以由本文提出的在线学习

算法框架衍生得到。不同的是，本文选择的对偶

问题提升方向对已经存在于边界向量中的样本具

有一种“遗忘”特性。

本文提出的算法与在线凸规划对在线学习问

题采用了的不同的视角（对偶视角与原视角），可

以视作在对偶视角下对在线凸规划的一种扩展。

３．２　与序列优化之间的关系

序列优化首先由 Ｐｌａｔｔ［１２］应用于训练支持向
量机（ＳＶＭｓ）。序列优化同样是在对偶问题中进
行的，它的核心思想是将对偶问题中求解一个大

型的ＱＰ问题的过程转化为求解一个序列的较小
的 ＱＰ问题。与序列优化相似，本文的工作希望
通过基于时间序列的样本来优化对偶函数，并且

在使用贪婪提升策略的情况下，同样是求解一些

较小的 ＱＰ问题。不同之处在于，本文将在线学
习问题转化成了一个序列的对偶提升过程。在本

文的算法框架下，对偶问题中的变量相互之间是

相互独立的，因此能够以在线的方式进行优化。

４　实验与分析

本文通过在两个人造数据集和一个真实数据

集上的实验来进一步证明算法的有效性。由算法

描述可知，本文的算法仅包含向量之间内积的操

作，因此可以使用核方法来寻找在线学习问题的

线性分类面。使用ＲＢＦ核函数，其形式为：

Ｋ（ｘｉ，ｘｊ）＝ｅ
－（ｘｉ－ｘｊ）２／２σ２Ｋ （２１）

式中σＫ为带宽参数。
在实验过程中，有以下几个约定：

（１）训练所使用的数据流是由数据集随机生
成的（除了旋转螺旋数据集）；

（２）每个样本在在线学习过程中仅被训练

·１９１·



国 防 科 技 大 学 学 报 第３６卷

一次；

（３）权重参数Ｃ使用栅格法在一个有限的范
围中进行选择，本文选择的范围是 Ｃ∈｛１０－３，
１０－２，１０－１，１００，１０１，１０２，１０３｝；

（４）在ρ－ＧＡ中，选择的固定步长ρ＝０．１；
（５）用于进行对比的批量学习算法为标准

ＳＶＭｓ。
为了避免不同的数据流对实验结果产生的影

响，所有实验结果都是５个随机数据序列所产生
结果的平均值［９－１０］。本文中所有的实验都是在

ＭＡＴＬＡＢ平台下进行的。

４．１　双月型数据集

双月型数据集是一个用于测试两分类算法的

经典数据集。本文中双月型数据集的生成方法来

自于 ｈｔｔｐ：／／ｍａｎｉｆｏｌｄ．ｃｓ．ｕｃｈｉｃａｇｏ．ｅｄｕ／ｍａｎｉｆｏｌｄ＿
ｒｅｇｕｌａｒｉｚａｔｉｏｎ／ｍａｎｉｆｏｌｄ．ｈｔｍｌ的实验中，设置生成
模型的半径为４，宽度为２，每类数据的样本个数
为５００。具体分布如图３所示。

图３　　双月型数据集的分布
Ｆｉｇ．３　Ｄｉｓｔｒｉｂｕｔｉｏｎｏｆｔｗｏｍｏｏｎｓｄａｔａｓｅｔ

在双月型数据集上，选择的带宽参数为 σＫ＝
０．３５［９］。标准ＳＶＭｓ在该数据集上的错误率为０．
４％。表１列出了所提出的几种在线学习方法的
错误率。

表１　在双月型数据集上的错误率
Ｔａｂ．１　Ｅｒｒｏｒｒａｔｅｓｏｎｔｈｅｔｗｏｍｏｏｎｓｄａｔａｓｅｔ

算法 ρ－ＧＡ ＡＧＡ 贪婪提升

错误率（％） ３．１（３．１） ２．２（２．６） ２．０（２．２）

　　表１中括号内的错误率为在不使用遗忘变量
ηｔ时在线学习算法的错误率，即 ηｔ＝０。实验结
果表明，贪婪的提升策略优于梯度提升策略，且遗

忘变量的引入对在线学习的准确率具有一定的

提升。

进一步给出实验过程中一些其他有意义的结

果。图４说明了不同的在线学习算法对对偶函数
的提升过程。明显地，对偶函数值在在线学习过

程中是不断增加的，且贪婪算法可以更快地提升

对偶函数的函数值。

图４　不同的在线学习过程中对偶函数的变化
Ｆｉｇ．４　Ｔｈｅｖａｌｕｅｏｆｔｈｅｄｕａｌｆｕｎｃｔｉｏｎｄｕｒｉｎｇ
ｔｈｅｄｉｆｆｅｒｅｎｔｏｎｌｉｎｅｌｅａｒｎｉｎｇｐｒｏｃｅｓｓｅｓ

图５中比较了基于贪婪提升的在线学习过程
中对偶函数与原函数的函数值变化曲线。对偶函

数的函数值在在线学习过程中是不断上升的，相

对地，原函数的函数值在学习过程中具有一个下

降的趋势（可能存在一些小的波动）。两个曲线

在在线学习过程中是相互靠近。这与第２节中理
论分析所获得的结论是相符合的：（１）对偶函数
值始终小于或等于原函数值；（２）可以通过提升
对偶函数的方法来获得原函数中一个较优的边界

向量。

图５　在线学习 （贪婪提升）过程中对偶函数
与原函数的函数值变化曲线对比

Ｆｉｇ．５　Ｔｈｅｐｒｉｍａｌｏｂｊｅｃｔｉｖｅｆｕｎｃｔｉｏｎｖｓ．ｔｈｅｄｕａｌｆｕｎｃｔｉｏｎ
ｄｕｒｉｎｇｔｈｅｏｎｌｉｎｅｌｅａｒｎｉｎｇｐｒｏｃｅｓｓ（ｇｒｅｅｄｙａｓｃｅｎｄｉｎｇａｐｐｒｏａｃｈ）

图６中展示了基于贪婪提升的在线学习过程
中所获得的分类器在整个数据集上的错误率。与

图５中的实验结论相似，在线学习过程中的分类

图６　在线学习 （贪婪提升）过程中获得的分类器
在整个数据集上的错误率

Ｆｉｇ．６　Ｔｈｅｅｒｒｏｒｒａｔｅｓｏｆｔｈｅｂｏｕｎｄａｒｙｖｅｃｔｏｒｓｄｕｒｉｎｇｔｈｅ
ｏｎｌｉｎｅｌｅａｒｎｉｎｇｐｒｏｃｅｓｓ（ｇｒｅｅｄｙａｓｃｅｎｄｉｎｇａｐｐｒｏａｃｈ）
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器在整个数据集中错误率有一个下降趋势，同时

在过程中会有一些较小的波动。这个实验同样也

证明本文算法框架的有效性。

４．２　Ｉｓｏｌｅｔ数据集

Ｉｓｏｌｅｔ是 ＵＣＩ中的字母表语音数据集。本文
使用其中的 Ｉｓｏｌｅｔ１和 Ｉｓｏｌｅｔ５组成算法的测试数
据集，样本个数为３１１９，样本维数为６１７。本文的
任务是将字母表中前１３个字母的发音与后１３个
字母的发音进行两类区分。实验中，核函数的带

宽参数为１０［９］。标准 ＳＶＭｓ在 Ｉｓｏｌｅｔ数据集上的
错误率为５．９５％。表２列出了本文提出的几种
在线学习方法的在Ｉｓｏｌｅｔ数据集上错误率。

表２　在Ｉｓｏｌｅｔ数据集上的错误率
Ｔａｂ．２　ＥｒｒｏｒｒａｔｅｓｏｎｔｈｅＩｓｏｌｅｔｄａｔａｓｅｔ

算法 ρ－ＧＡ ＡＧＡ 贪婪提升

错误率（％） ２０．９０（２１．２２） １０．２１（１０．８３） ８．６５（９．１３）

　　在Ｉｓｏｌｅｔ数据集上的实验结果同样证明了具
有遗忘特性的在线学习算法框架的有效性。与双

月型数据集上的结论相似：贪婪的提升策略优于

梯度提升策略，且具有遗忘变量的在线学习算法

具有较低的错误率。

４．３　旋转双螺旋形数据流

以上的两个实验都是在分类面相对固定的数

据集上的进行的，而在线学习算法往往被希望能

够处理分类面漂移（ｄｒｉｆｔｉｎｇ）问题。为了进一步
说明具有遗忘特性的在线学习算法的特点，本文

在具有分类面漂移特性的旋转双螺旋形数据流上

进行了测试。图７展示了旋转双螺旋形数据流中
的数据流特点，基本的双螺旋形数据集在数据流

中旋转了３６０°。可见，样本的标签在数据流中会
产生变化，而任何一个固定的分类面对旋转双螺

旋形数据流的分类错误率都会达到５０％。

图７　旋转双螺旋形数据流
Ｆｉｇ．７　Ｔｈｅｔｗｏｒｏｔａｔｉｎｇｓｐｉｒａｌｓｄａｔａｓｅｑｕｅｎｃｅ

　　在旋转双螺旋形数据集上，本文选择的带宽
参数为１［７］。表３列出了本文提出的几种在线学
习方法在处理旋转双螺旋形数据流时的错误率。

表３　在旋转双螺旋形数据流上的错误率

Ｔａｂ．３　Ｅｒｒｏｒｒａｔｅｓｏｎｔｈｅｔｗｏｒｏｔａｔｉｎｇｓｐｉｒａｌｓｄａｔａｓｅｑｕｅｎｃｅ

算法 ρ－ＧＡ ＡＧＡ 贪婪提升

错误率（％） ５．９０（６．２５） ５．２０（５．８５） ２．６５（３．６５）

　　可见，具有遗忘变量的在线学习算法在旋转
双螺旋形数据流中具有很低的分类错误率，即对

在线学习的效果有很大的提升。明显地，对于旋

转双螺旋形数据流，最近的样本更能够体现当前

分类面的特性。而本文提出的具有遗忘特性的在

线学习算法框架，对过去的样本具有一种“遗忘”

特性，也就是降低了过去的样本在当前分类器中

的权重，这种算法特性更加符合旋转双螺旋形数

据流对分类器的要求，因而能取得较好的效果。

５　结论

本文提出的具有遗忘特性的在线学习算法框

架是解决在线学习过程中已有样本权重更新问题

的一种新方法。对偶问题中遗忘变量的引入可以

在不违反约束条件的前提下，对已有样本的权重

进行更新，更大程度地提升对偶函数的函数值。

一个重要的结论是具有遗忘特性的在线学习算法

在分类面固定和分类面漂移两种情况下都具有较

·３９１·
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高的准确率。下一步的工作将集中在以下两个方

面：（１）在线学习过程中的稀疏化方法；（２）半监
督条件下的在线学习算法。
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