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面向监督学习的稀疏平滑岭回归方法

任维雅，李国辉
（国防科技大学 信息系统与管理学院，湖南 长沙　４１００７３）

摘　要：岭回归是监督学习中的一个重要方法，被广泛用于多目标分类和识别。岭回归中一个重要的步
骤是定义一个特殊的多变量标签矩阵，以实现对多类别样本的编码。通过将岭回归看作是一种基于图的监

督学习方法，拓展了标签矩阵的构造方法。在岭回归的基础之上，进一步考虑投影中维度的平滑性和投影矩

阵的稀疏性，提出稀疏平滑岭回归方法。对比一系列经典的监督线性分类算法，发现稀疏平滑岭回归在多个

数据集上有着更好的表现。另外，实验表明新的标签矩阵构造方法不会降低原始岭回归方法的表现，同时还

可以进一步提升稀疏平滑岭回归方法的性能。
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　　监督学习是机器学习和模式识别中一个重要
的学习内容，被应用于包括人脸识别、文本识别及

图像分类等诸多领域。在大数据应用需求的背景

下，监督学习面临两个重要问题：一是提高分类器

的分类准确率问题；二是能够给出对新样本的显

式映射，即解决“ｏｕｔｏｆｓａｍｐｌｅ”问题。
为解决以上两个问题，近年来涌现出一系列

基于线性投影的机器学习方法。这些方法包括：

基于流形学习的方法，如局部保持投影（Ｌｏｃａｌｉｔｙ
ＰｒｅｓｅｒｖｉｎｇＰｒｏｊｅｃｔｉｏｎｓ，ＬＰＰ）［１］和邻域保持嵌入
（ＮｅｉｇｈｂｏｒｈｏｏｄＰｒｅｓｅｒｖｉｎｇＥｍｂｅｄｄｅｄ，ＮＰＥ）［２］等；度
量学习（ｍｅｔｒｉｃｌｅａｒｎｉｎｇ）方法，如 ＫＩＳＳ（ＫｅｅｐＩｔ
ＳｉｍｐｌｅａｎｄＳｔｒａｉｇｈｔｆｏｒｗａｒｄ）方法［３］、最大边界近邻

学 习 （ＬａｒｇｅＭａｒｇｉｎＮｅａｒｅｓｔＮｅｉｇｈｂｏｒｌｅａｒｎｉｎｇ，
ＬＭＮＮ）［４］和信息论度量学习（ＩｎｆｏｒｍａｔｉｏｎＴｈｅｏｒｅｔｉｃ

ＭｅｔｒｉｃＬｅａｒｎｉｎｇ，ＩＴＭＬ）［５］等；其他一些著名的机器
学习方法，如线性判别分析（ＬｉｎｅａｒＤｉｓｃｒｉｍｉｎａｎｔ
Ａｎａｌｙｓｉｓ，ＬＤＡ）［６－７］、局部敏感判别分析（Ｌｏｃａｌｉｔｙ
ＳｅｎｓｉｔｉｖｅＤｉｓｃｒｉｍｉｎａｎｔＡｎａｌｙｓｉｓ，ＬＳＤＡ）［８］和间隔判
别分析（ＭａｒｇｉｎａｌＦｉｓｈｅｒＡｎａｌｙｓｉｓ，ＭＦＡ）［９］等。

岭回归（ＲｉｄｇｅＲｅｇｒｅｓｓｉｏｎ，ＲＲ）方法［１０－１３］是

一种利用正则化的最小二乘法方法，最早只设计

了单变量标签［１１－１３］。文献［１０］推广了原始岭回
归方法，将单变量标签扩展成多变量标签，以解决

多分类问题。岭回归方法［１０］是一种监督学习方

法，由于其出色的学习性能，目前正受到越来越为

广泛的关注。它主要包括以下步骤：①生成训练
样本点的多变量标签矩阵；②学习线性分类器，即
投影矩阵；③对新样本进行分类识别。

文献［１０］指出岭回归的多变量标签矩阵方
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法是特定的。然而，通过将岭回归学习方法纳入

基于图（ｇｒａｐｈｂａｓｅｄ）的监督学习方法，发现多变
量标签矩阵的构造方法是可以灵活设定的，学习

投影矩阵的稀疏性往往是一个优良投影矩阵必备

的潜在特征。因此在岭回归学习方法中引入投影

矩阵的稀疏性约束就得到稀疏平滑岭回归方法。

１　岭回归

岭回归方法［１０］使用正则单形顶点（ｒｅｇｕｌａｒ
ｓｉｍｐｌｅｘｖｅｒｔｉｃｅｓ）［１４］作为训练样本的多变量标签，
将高维特征空间映射到低维特征空间，并使样本投

影到这些正则单形顶点的周围。记训练样本为

Ｘ＝［ｘ１，…，ｘｎ］∈Ｒ
ｍ×ｎ，对应标签为 Ｌ＝［ｌ１，…，

ｌｎ］，其中 ｌｉ∈｛１，２，…，ｋ｝，代表训练样本共有 ｋ
个类别。

记Ｔｉ∈Ｒ
ｋ－１（ｉ＝１，２，…，ｋ）为一个正则 ｋ单

形的顶点，Ｔ＝［Ｔ１，Ｔ２，…，Ｔｋ］∈Ｒ
（ｋ－１）×ｋ。Ｔ构

造方法如下：

１）Ｔ１＝［１，０，…，０］
Ｔ且 Ｔ１，ｉ＝－１／（ｋ－１），

ｉ＝２，…，ｋ。
２）当１≤ｇ≤ｋ－２，有

Ｔｇ＋１，ｇ＋１ ＝ １－∑
ｇ

ｉ＝１
Ｔ２ｉ，槡 ｇ；

Ｔｇ＋１，ｊ＝－
Ｔｇ＋１，ｇ＋１
ｋ－ｇ－１，ｊ＝ｇ＋２，…，ｋ；

Ｔｉ，ｇ＋１ ＝０，ｇ＋２≤ｉ≤ｋ－１。
这ｋ个顶点分布在以原点为圆心的超球面

上，是ｋ－１维空间中最平衡和对称的分隔点，任
意两点之间的距离相等。

进一步构造多变量标签矩阵Ｙ：当ｘｉ属于第ｊ
类时，Ｙ（ｉ） ＝ＴＴｊ（ｉ＝１，…，ｎ；ｊ＝１，…，ｋ）。其中，
Ｙ（ｉ）为Ｙ（Ｙ∈Ｒｎ×（ｋ－１））的第ｉ行，Ｔｊ为Ｔ的第ｊ列。

岭回归方法最小化如式（１）所示的目标
函数：

Ｊ（Ｐ）＝∑
ｎ

ｉ＝１
ＰＴｘｉ－Ｙ

（ｉ） ２
Ｆ ＋λ１ Ｐ

２
Ｆ

＝ ＰＴＸ－ＹＴ ２
Ｆ ＋λ１ Ｐ

２
Ｆ （１）

其中，Ｐ∈Ｒｍ×ｄ是待学习的线性投影矩阵，λ１ ＞０
是平衡式中两项的正则化参数，ＰＦ表示 Ｐ的

Ｆｒｏｂｅｎｉｕｓ范数，ＰＦ ＝ ∑
ｍ

ｉ＝１
∑
ｄ

ｊ＝１
Ｐ２( )ｉｊ

１
２（Ｐｉｊ为Ｐ的

第ｉ行第ｊ列的元素）。
直接求导可得：

Ｐ＝（ＸＸＴ＋λ１Ｉ）
－１ＸＹ （２）

式中，Ｉ为单位矩阵。
在分类阶段，对于新样本ｚ，通过比较ＰＴｚ和训

练样本中ＰＴｘｉ（ｉ＝１，２，…，ｎ）的距离来确定新样
本的类别，即使用最近邻分类器判别法。

２　多变量标签矩阵

岭回归方法实质上是一种基于图的监督线性

学习方法，在此基础之上，可以拓展多变量标签矩

阵的构造方法。首先考察两个经典的基于图的线

性投影算法：局部保持投影 ＬＰＰ［１］和邻域保持嵌
入ＮＰＥ［２］。ＬＰＰ和ＮＰＥ优化如式（３）所示的目标
函数：

Ｐ＝ａｒｇｍｉｎ１２∑
ｎ

ｉ，ｊ＝１
（ＰＴｘｉ－Ｐ

Ｔｘｊ）
２珘ｗｉｊ

ｓ．ｔ．　ＰＴＸＸＴＰ＝Ｉ

（３）

其中，珦Ｗ＝［珟ｗｉｊ］对应一种特定的图构建方
法［１－２］。珟ｗｉｊ值较大，意味着 ｘｉ与 ｘｊ有着较高的
相似度，反之亦然。在监督学习中，可以认为标

签相同的样本比标签不同的样本有着更高的相

似度，因此优化式（３）的结果意味着相同标签的
样本在投影后要比不同标签的样本投影后更加

相似。但是在 ＬＰＰ和 ＮＰＥ中，不同标签的样本
在投影后没有直接约束，这将导致其间隔可以

任意大，因此需要通过正交约束 ＰＴＸＸＴＰ＝１来
确保解的良态性。

如果认为具有相同标签的样本是相互相似

的，则岭回归学习方法符合基于图的学习方法

对于相似样本的约束。实际上，观察式（１），可
以发现岭回归的标签矩阵约束了相同标签的样

本在投影后的距离，使之趋于接近。另外，不同

于 ＬＰＰ和 ＮＰＰ方法，岭回归方法通过标签矩阵
的约束避免了解的病态性问题。在 ＬＰＰ和 ＮＰＰ
方法中，如果没有正交约束，不同标签的样本在

投影后的距离将趋于无穷大；而在岭回归方法

中，标签矩阵的约束使得不同标签的样本在投

影后的距离将趋于一个固定间隔。

因此，岭回归的多变量标签矩阵只要满足以

上对同标签样本的约束和不同标签样本的约束，

即可纳入为基于图的监督学习方法。在基于图的

监督学习方法的框架下，岭回归的多变量标签矩

阵可以通过如下方法构造：

记多变量标签矩阵 Ｙ∈Ｒｎ×ｄ（ｄ是样本投影
后的新维度大小）。岭回归方法［１０］使用正则单形

顶点，且ｄ＝ｋ－１。这种构造方法较为严格，实际
上，只需在ｄ维空间中构造ｋ个相互正交、长度为
１的顶点就可以满足基于图的学习方法的要求。
ｄ的大小是可以定义的，这意味着投影后样本的
维度也是可以预先定义的。

·２２１·
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标签矩阵的具体构造步骤为：

１）在ｄ维空间中构造 ｋ个相互正交、长度为
１的顶点，记为Ｔ＝［Ｔ１，Ｔ２，…，Ｔｋ］∈Ｒ

ｄ×ｋ。

２）每一类训练样本对应一个顶点，构造标签
矩阵Ｙ，当ｘｉ属于第ｊ类时，Ｙ

（ｉ）＝ＴＴｊ（ｉ＝１，…，ｎ；
ｊ＝１，…，ｋ）。其中，Ｙ（ｉ）为Ｙ的第ｉ行，Ｔｊ为Ｔ的第
ｊ列。

根据上述步骤，提出两种构造Ｔ的方法：
１）构造方法１：当ｉ＝ｊ时，Ｔｉｊ＝１，否则Ｔｉｊ＝０。

要求ｄ≥ｋ，通常可取ｄ＝ｋ。
２）构造方法２：在 ｄ维空间中生成 ｋ个随机

顶点，使用施密特正交化方法生成ｋ个新顶点，以
构造Ｔ。

构造方法１最直观简单，构造方法２可以控
制维度。在第五节中将给出不同构造方法对岭回

归多分类识别率的影响。

３　稀疏平滑岭回归

将所有样本点在维度上的坐标记为一个维度

点ｄ（ｉ）（Ｘ的第 ｉ行），可以使用多种权重［１５］度量

方法度量其相似性。使用核权重对它们的相似性

进行衡量，即如果点 ｄ（ｉ）是点 ｄ（ｊ）（ｉ≠ｊ）ｓ个最近
点之一或点ｄ（ｊ）是点ｄ（ｉ）的ｓ个最近点之一，则：

Ｗｉｊ＝ｅ
－（ｄ（ｉ）－ｄ（ｊ））２

２σ２ （４）

否则Ｗｉｊ＝０。通常σ＝∑
ｍ

ｉ，ｊ＝１
Ｄ２Ｅ（ｄ

（ｉ），ｄ（ｊ））／ｍ槡
２，

Ｄ２Ｅ（ｄ
（ｉ），ｄ（ｊ））是ｄ（ｉ）和ｄ（ｊ）的欧式距离。
线性投影矩阵 Ｐ∈Ｒｍ×ｄ将样本 ｘ从 ｍ维投

影到 ｋ维（ｍｋ），在这一过程中，维度得到了一
定程度的变形和压缩，一个合理的全局假设是：

如果空间中所有的样本点在维度ｉ和维度ｊ上具
有相似的坐标，记为 ｄ（ｉ→） ｄ（ｊ），则在投影时这两
个维度应当受到相似的操作，即对应的权重系

数相似，记为 Ｐ（ｉ→） Ｐ（ｊ）（Ｐ（ｉ）是投影矩阵 Ｐ的第
ｉ行）。

将这个假设称为全局维度平滑性假设，其数

学的表示为最小化如式（５）所示的正则化项：

Ｒ＝１２∑
ｍ

ｉ，ｊ＝１
（Ｐ（ｉ）－Ｐ（ｊ））２ｗｉｊ　　　　　　　　

＝∑
ｍ

ｉ＝１
（Ｐ（ｉ））ＴＰ（ｉ）Ｄｉｉ－∑

ｍ

ｉ，ｊ＝１
（Ｐ（ｉ））ＴＰ（ｊ）Ｗｉｊ

＝ｔｒａｃｅ（ＰＴＤＰ）－ｔｒａｃｅ（ＰＴＷＰ）
＝ｔｒａｃｅ（ＰＴＬＰ） （５）

其中，ｔｒａｃｅ（·）为矩阵的迹，Ｌ为图Ｗ的拉普拉斯
矩阵，即 Ｌ ＝Ｄ－Ｗ，Ｄ是一个对角矩阵，且

Ｄｉｉ＝∑
ｎ

ｊ＝１
Ｗｉｊ。　

通过最小化Ｒ，希望初始相似的维度点投影
后依旧相似，即ｄ（ｉ→） ｄ（ｊ），则Ｐ（ｉ→） Ｐ（ｊ）。

考虑正则化项Ｒ，岭回归最小化目标变为：
Ｐ＝ａｒｇｍｉｎＰＴＸ－ＹＴ ２

Ｆ＋λ１ Ｐ
２
Ｆ＋λ２ｔｒａｃｅ（Ｐ

ＴＬＰ）

（６）
式中，λ１λ２ ＞０是平衡各正则化项的参数。

比起大多线性学习方法，经典的ＫＩＳＳ度量学
习方法和ＭＦＡ方法学习得到的投影矩阵往往具
有较好的稀疏性，较好的稀疏度有利于提高投影

的鲁棒性，提高模型的泛化能力。因此，进一步对

岭回归投影矩阵增加稀疏度要求，式（６）变为最
小化如式（７）所示的目标函数：

Ｐ＝ａｒｇｍｉｎＰＴＸ－ＹＴ ２
Ｆ ＋λ１ Ｐ

２
Ｆ ＋

λ２ｔｒａｃｅ（Ｐ
ＴＬＰ）＋λ３ Ｐ１ （７）

式中， Ｐ１ 表示 Ｐ的 ｌ１ 范数，即 Ｐ１ ＝

∑
ｍ

ｉ＝１
∑
ｄ

ｊ＝１
Ｐｉｊ。λ１，λ２，λ３（都大于０）是平衡各正则

化项的参数。

将解决式（７）所示问题（问题（７））的方法称
为稀疏平滑岭回归（ＳｐａｒｓｅｓｍｏｏｔｈＲｉｄｇｅＲｅｇｒｅｓｓｉｏｎ，
ＳＲＲ）方法。

４　算法实现

通过变量分别优化的方法解决问题（７），即
通过固定其他参数求解某一个参数。采用

ＩｎｅｘａｃｔＡＬＭ［１６］（ａｕｇｍｅｎｔｅｄＬａｇｒａｎｇｅｍｕｌｔｉｐｌｉｅｒ）方
法，通过一个附属变量拆分目标函数的变量，

式（７）可以重写为：
Ｐ＝ａｒｇｍｉｎＰＴＸ－ＹＴ ２

Ｆ＋λ１ Ｐ
２
Ｆ＋

　　λ２ｔｒａｃｅ（Ｐ
ＴＬＰ）＋λ３ Ｈ １

ｓ．ｔ．Ｐ＝Ｈ

（８）

式（８）的拉格朗日函数为：
Ｌ＝ ＰＴＸ－ＹＴ ２

Ｆ＋λ１ Ｐ
２
Ｆ＋λ２ｔｒａｃｅ（Ｐ

ＴＬＰ）＋

　　λ３ Ｈ １＋＜Ｑ，Ｐ－Ｈ＞＋
μ
２（Ｐ－Ｈ）

２
（９）

式中，Ｑ是拉格朗日乘子，μ≥０是惩罚参数。
固定其他变量，求Ｐ：

Ｌ
Ｐ
＝Ｘ（ＸＴＰ－Ｙ）＋λ１Ｐ＋λ２ＬＰ＋Ｑ＋μ（Ｐ－Ｈ）＝０

（１０）
于是，

Ｐ＝
ＸＸＴ＋λ１Ｉ＋λ２Ｌ

μ
＋( )Ｉ

－１ ＸＹ－Ｑ
μ

＋( )Ｈ
（１１）

·３２１·
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固定其他变量，求Ｈ：

Ｈ ＝ａｒｇｍｉｎλ３ Ｈ １＋
μ
２ Ｈ－ Ｐ＋

Ｑ( )μ
２

Ｆ

＝Θλ３
μ
Ｐ＋Ｑ( )μ （１２）

其中，Θβ（ｘ）＝ｓｉｇｎ（ｘ）ｍａｘ（｜ｘ｜－β，０）是软阈值
操作子［１７］，且有：

ｓｉｇｎ（ｘ）＝
１， ｘ＞０
０， ｘ＝０
－１，{

其他

（１３）

通过ＩｎｅｘａｃｔＡＬＭ［１６］方法解决问题（７）的完整算
法见算法１。

算法１　解决问题（７）的完整算法
Ａｌｇ．１　Ｔｈｅｃｏｍｐｌｅｔｅａｌｇｏｒｉｔｈｍｆｏｒｓｏｌｖｉｎｇｐｒｏｂｌｅｍ（７）

输入：数据Ｘ，参数λ１＞０，λ２＞０和λ３＞０。

初始化：Ｐ＝Ｈ＝Ｙ１＝０，μ＝１０
－３，μｍａｘ＝１０

１０，ρ＝１０５和

ε＝１０－６。
如果不收敛则循环

　　１）固定其他变量更新Ｐ

Ｐｋ＋１＝
ＸＸＴ＋λ１Ｉ＋λ２Ｌ

μ
＋( )Ｉ

－１ ＸＹ－Ｑｋ
μ

＋Ｈ( )ｋ
　　２）固定其他变量更新Ｈ

　　Ｈｋ＋１＝ａｒｇｍｉｎＨλ３ Ｈ １＋
μ
２ Ｈ－ Ｐｋ＋

Ｙ１( )μ
２

Ｆ

＝Θλ３
μ
Ｐｋ＋

Ｙ１( )μ
　　３）更新μ

μ＝ｍｉｎ（μｍａｘ，ρμ）

４）检查收敛条件
Ｑｋ－Ｑｋ＋１ ∞ ＜ε

Ｐｋ－Ｐｋ＋１ ∞ ＜ε

Ｐ－Ｈ ∞ ＜ε　　

结束循环

输出：（Ｐ，Ｈ）．

５　实验

本节面向监督学习进行多分类实验，通过对

测试样本的识别准确率来衡量不同算法的水平。

实验用的线性投影方法共８种，包括：ＬＰＰ、ＮＰＥ、
ＫＩＳＳ、ＬＳＤＡ、ＭＦＡ、ＬＤＡ、ＲＲ、ＳＲＲ。同时，实验分
析了不同标签矩阵对岭回归方法的影响。数据集

包括图像数据集、人脸数据集、手写体数据集和文

本数据集，表１给出了４个数据集的统计指标，图
１展示了一些数据集的原始图像示例。

表１　４个数据集的统计指标
Ｔａｂ．１　Ｓｔａｔｉｓｔｉｃｓｏｆｔｈｅｆｏｕｒｄａｔａｓｅｔｓ

数据集 大小ｎ 维度ｍ 类别数ｋ

ＣＯＩＬ２０ １４４０ １０２４ ２０

Ｙａｌｅ １６５ １０２４ １５

ＴＤＴ２ ７５０ ３６７７１ １５

ＵＳＰＳ ９２９８ ２５６ １０

５．１　数据集

１）ＣＯＩＬ２０数据集。ＣＯＩＬ２０数据集［１８］包括

２０个类别图像，每类图像包含７２张不同视角的
图像。每张图像降采样后的大小是３２×３２像素，
被表示为一个１０２４维的向量。
２）Ｙａｌｅ数据集。Ｙａｌｅ数据集［１９］包含１５个人

物，共１６５张灰度照片。每个人物有１１张表情和
外形不同的照片，每张图片降采样后的大小是３２
×３２像素，由一个１０２４维的向量表示。
３）ＴＤＴ２数据集。ＴＤＴ２数据集［２０］是一个文

本数据集，包括９３９４个文本文件。每个文本文件
被一个 ３６７７１维的向量表示。样本点最多的前
１５类数据的各自前５０个样本点作为实验数据集
使用。

４）ＵＳＰＳ数据集。ＵＳＰＳ数据集［２１］是一个手写

体数据集，包括９２９８张图片，来自１０个类别。每张
图片大小为１６×１６像素，由一个２５６维的向量表示。

通常可采用主成分分析（ＰｒｉｎｃｉｐａｌＣｏｍｐｏｎｅｎｔ
Ａｎａｌｙｓｉｓ，ＰＣＡ）将数据先降维至一个合适的维数
以提高运算效率。另外，数据的预处理方法是对

数据进行平方和归一化操作。

５．２　实验流程

５２１　监督分类学习实验
选择一个数据集，确定在每类样本中要挑选

的训练样本个数ＮＬ，实验流程如下：
１）在每类样本中随机选择 ＮＬ个样本组成训

练集，余下样本作为测试集；

２）用不同方法学习线性投影矩阵；
３）对测试集样本进行投影；
４）通过最近邻方法（１－ＮＮ）确定测试样本

的预测标签，计算每类方法在测试样本上的识别

准确率；

５）重复以上流程５０次。
５２２　标签矩阵实验

构造５个不同的标签矩阵，对比这些标签矩阵
对ＲＲ和ＳＲＲ方法的影响。这些标签矩阵包括：

·４２１·
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（ａ）ＣＯＩＬ２０　　　　　　　　　　　（ｂ）Ｙａｌｅ

（ｃ）ＵＳＰＳ

图１　ＣＯＩＬ２０，ＹａｌｅＢ和ＵＳＰＳ数据库上的图片示例
Ｆｉｇ．１　ＳａｍｐｌｅｉｍａｇｅｓｉｎＣＯＩＬ２０，ＹａｌｅａｎｄＵＳＰＳｄａｔａｂａｓｅ

　　１）Ｙ１：原始岭回归构造法
［１０］。

２）Ｙ２：使用第２节的构造法１，取 ｄ＝ｋ（ｄ是
构造顶点Ｔ的维度，ｋ是样本类别数目）。Ｙ２是
一个０１矩阵，每行只有一个１，其余为０。
３）Ｙ３：通过 Ｔ构造法 ２构建标签矩阵，令

ｄ＝２ｋ。　
４）Ｙ４：使用Ｔ构造法２，令ｄ＝３ｋ。
５）Ｙ５：使用Ｔ构造法２，令ｄ＝ｍ。其中，ｍ是

样本数据Ｘ的原始维度。
５．３　实验结果

多分类实验结果如表２～５所示。ＳＲＲ方法
在实验数据集上表现良好，特别在 ＴＤＴ２文本数
据库和 ＣＯＩＬ２０图像数据库上表现优异。观察

ＵＳＰＳ数据库和Ｙａｌｅ数据库，如表２、表３所示，当
训练集数目逐渐增加时，部分经典方法识别效果

反而下降，这可能是因为训练出现了过拟合现象。

与此同时，ＳＲＲ方法依然表现良好，体现出较好
的泛化能力。

在标签矩阵实验中（见表６），标签矩阵并没
有降低 ＲＲ方法的识别率，这说明将岭回归方法
看作是一种基于图的学习方法并由此设计标签

矩阵是合理的。这意味着标签矩阵的作用是尽

量使投影后的样本同类聚集，异类等距分隔。

另外，设计的标签矩阵在 ＳＲＲ方法上比原始标
签矩阵有一定的提升，这验证了拓展标签矩阵

设计的价值。

表２　不同方法在ＵＳＰＳ数据集上的识别率
Ｔａｂ．２　ＲｅｃｏｇｎｉｔｉｏｎｒａｔｅｏｆｄｉｆｆｅｒｅｎｔｍｅｔｈｏｄｓｏｎＵＳＰＳｄａｔａｓｅｔ

ＮＬ ＬＰＰ／％ ＮＰＥ／％ ＫＩＳＳ／％ ＬＳＤＡ／％ ＭＦＡ／％ ＬＤＡ／％ ＲＲ／％ ＳＲＲ／％

４ ６３．８９ ６３．９５ ６７．８８ ６２．１９ ６８．４３ ６３．４１ ６９．０９ ７４．６６

８ ６２．５５ ６２．３３ ６６．５９ ５９．３６ ６６．４０ ６１．０７ ７５．７７ ８１．４８
１２ ６１．５９ ６０．１０ ６４．９２ ５７．１３ ６４．９４ ５８．２４ ７９．５８ ８３．９４

１６ ５５．９１ ５２．９１ ６１．３４ ５０．５４ ６３．５０ ５２．０１ ８１．７３ ８５．５８

２０ ４８．０４ ４４．５４ ６０．０６ ４３．４８ ６３．７６ ４５．０９ ８３．１０ ８６．４０

·５２１·
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表３　不同方法在Ｙａｌｅ数据集上的识别率
Ｔａｂ．３　ＲｅｃｏｇｎｉｔｉｏｎｒａｔｅｏｆｄｉｆｆｅｒｅｎｔｍｅｔｈｏｄｓｏｎＹａｌｅｄａｔａｓｅｔ

ＮＬ ＬＰＰ／％ ＮＰＥ／％ ＫＩＳＳ／％ ＬＳＤＡ／％ ＭＦＡ／％ ＬＤＡ／％ ＲＲ／％ ＳＲＲ／％

２ ６０．７４ ６１．３９ ６２．２２ ５６．０４ ５６．９６ ６０．７５ ６０．６６ ５８．８７
４ ７３．６１ ７１．４４ ７７．３５ ７１．３７ ６６．８５ ７４．２２ ７４．１３ ７３．７９
６ ７７．８９ ７６．４０ ８２．４８ ７６．１８ ７０．１３ ７６．９８ ８１．３８ ８１．９４

８ ７２．３５ ７１．６８ ８１．７３ ７１．６０ ６８．０８ ７１．５１ ８２．５３ ８３．７７

１０ ３７．８６ ３６．２６ ５９．８６ ３７．３３ ６１．８６ ３６．２６ ８２．２６ ８６．４０

表４　不同方法在ＣＯＩＬ２０数据集上的识别率
Ｔａｂ．４　ＲｅｃｏｇｎｉｔｉｏｎｒａｔｅｏｆｄｉｆｆｅｒｅｎｔｍｅｔｈｏｄｓｏｎＣＯＩＬ２０ｄａｔａｓｅｔ

ＮＬ ＬＰＰ／％ ＮＰＥ／％ ＫＩＳＳ／％ ＬＳＤＡ／％ ＭＦＡ／％ ＬＤＡ／％ ＲＲ／％ ＳＲＲ／％

４ ７４．２５ ７３．８７ ８０．６０ ７４．３９ ８０．３５ ７３．９３ ７５．５８ ８３．４０

８ ７５．５５ ７５．０８ ８５．４７ ７５．０９ ８８．４２ ７４．８３ ８４．０８ ９１．９６

１２ ７８．５７ ７８．３３ ７８．１５ ７７．５５ ９０．９５ ７７．６０ ８７．７２ ９４．２７

１６ ８９．５８ ９２．６８ ８９．２７ ８９．１０ ９３．２４ ８９．０１ ９０．４７ ９６．２５

２０ ９３．６９ ９６．６１ ９３．７６ ９３．２６ ９４．９３ ９３．２２ ９２．７３ ９７．３８

表５　不同方法在ＴＤＴ２数据集上的识别率
Ｔａｂ．５　ＲｅｃｏｇｎｉｔｉｏｎｒａｔｅｏｆｄｉｆｆｅｒｅｎｔｍｅｔｈｏｄｓｏｎＴＤＴ２ｄａｔａｓｅｔ

ＮＬ ＬＰＰ／％ ＮＰＥ／％ ＫＩＳＳ／％ ＬＳＤＡ／％ ＭＦＡ／％ ＬＤＡ／％ ＲＲ／％ ＳＲＲ／％

４ ８５．３２ ８３．８２ ８３．９０ ８４．２４ ７８．７９ ８５．１８ ８５．７４ ８７．３７

８ ８４．５３ ８４．２６ ８４．７３ ８４．２３ ８２．５５ ８４．３８ ８６．１６ ８９．７９

１２ ７０．１６ ７１．４２ ７７．０９ ６９．４７ ８１．５５ ６９．７２ ８３．４８ ９１．０４

１６ ７７．３５ ７７．７８ ７３．３６ ７６．９３ ８１．１４ ７６．９９ ８４．３２ ９１．４３

２０ ８５．８４ ８５．８１ ８４．８９ ８５．４４ ８４．６８ ８５．４７ ８７．１７ ９２．２２

表６　使用不同标签矩阵的岭回归方法在各数据集上的识别率（ＮＬ＝５）
Ｔａｂ．６　Ｒｅｃｏｇｎｉｔｉｏｎｒａｔｅｏｆｒｉｄｇｅｒｅｇｒｅｓｓｉｏｎｍｅｔｈｏｄｓｗｉｔｈｄｉｆｆｅｒｅｎｔｍｕｌｔｉｖａｒｉａｔｅｌａｂｅｌｍａｔｒｉｃｅｓｏｎａｌｌｄａｔａｓｅｔｓ（ＮＬ＝５）

％

ＲＲ ＳＲＲ

Ｙ１ Ｙ２ Ｙ３ Ｙ４ Ｙ５ Ｙ１ Ｙ２ Ｙ３ Ｙ４ Ｙ５

ＵＳＰＳ ７１．７８ ７１．７８ ７１．７８ ７１．７８ ７１．７８ ７７．２２ ７７．３７ ７７．８４ ７８．１６ ７８．８０

Ｙａｌｅ ７７．０５ ７７．０５ ７７．０５ ７７．０５ ７７．０５ ７６．７２ ７７．１６ ７６．２７ ７６．５０ ７５．８３

ＣＯＩＬ２０ ７６．６７ ７６．６８ ７６．６８ ７６．６８ ７６．６８ ８５．５３ ８５．６９ ８６．８５ ８７．０９ ８５．９７
ＴＤＴ２ ８７．０２ ８７．０５ ８７．０５ ８７．０５ ８７．０５ ８８．６９ ８８．９３ ８９．３１ ８９．２４ ８９．４０

５．４　算法分析

参数选择是一项重要的工作，文中所使用的对

比方法采用其文献所提议的最佳参数。对于ＳＲＲ
方法，可通过有限网格法［２２］选择参数。实验采取

的参数为：对于 ＵＳＰＳ，ＴＤＴ２和 Ｙａｌｅ数据库，λ１＝
００１，λ２＝００１，λ３＝００１；对于ＣＯＩＬ２０数据库，λ１
＝０００１，λ２＝００１，λ３＝０１。使用核权重（式（４））
来度量维度间的相似度，所有实验取ｓ＝５。简单起
见，文中使用Ｙ２作为ＳＲＲ的标签矩阵。

分析表示投影矩阵 Ｐ的稀疏度，投影矩阵的

稀疏度可定义如式（１４）：

ｓｐａｒｓｉｔｙ（Ｐ）＝
∑
ｍ

ｉ＝１
ｓｐａｒｓｉｔｙ（Ｐ（ｉ））

ｍ （１４）

式中，行向量Ｐ（ｉ）的稀疏度ｓｐａｒｓｉｔｙ（Ｐ（ｉ））可由向
量稀疏度［２３］计算得到：

ｓｐａｒｓｉｔｙ（Ｐ（ｉ））＝
槡ｄ－∑ Ｐｉｊ ∑Ｐ２槡 ｉｊ

槡ｄ－１
×１００％

（１５）
式中，Ｐｉｊ是Ｐ

（ｉ）的第ｊ个元素。

·６２１·
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当一个向量所有值相同时，其稀疏度则为

０％，当一个向量只有一个元素不为０时，其稀疏
度达到最大，取值为１００％。

表７为不同算法得到的投影矩阵的平均稀疏
度。由表可看出，ＳＲＲ方法得到的投影矩阵比
ＲＲ和其他大多对比方法得到的投影矩阵具有更

高的稀疏度。ＫＩＳＳ度量学习方法往往可以得到
具有最大稀疏度的投影矩阵。对比表２～５和表
７，发现投影矩阵稀疏性的提高往往带来识别率上
的提升。ＫＩＳＳ方法要求相似样本尽量聚集，其对
异类样本间的距离没有约束，这可能是其投影矩

阵稀疏性高但其识别率不如ＳＲＲ方法的原因。

表７　不同算法得到的投影矩阵的平均稀疏度（ＮＬ＝５）
Ｔａｂ．７　Ｔｈｅｍｅａｎｓｐａｒｓｅｎｅｓｓｏｆｔｈｅｐｒｏｊｅｃｔｉｏｎｍａｔｒｉｘｏｂｔａｉｎｅｄｂｙｄｉｆｆｅｒｅｎｔｍｅｔｈｏｄｓｏｎｄａｔａｓｅｔｓ（ＮＬ＝５）

％

ＬＰＰ ＮＰＥ ＫＩＳＳ ＬＳＤＡ ＭＦＡ ＬＤＡ ＲＲ ＳＲＲ

ＵＳＰＳ ２３．７３ ２３．０４ ８８．１６ ２３．００ ２３．９１ ２５．７０ ２６．８９ ５５．３０

Ｙａｌｅ ２４．５２ ２４．３３ ７９．７２ ２４．９２ ２８．０９ ２５．１４ ２７．５２ ５０．４２

ＣＯＩＬ２０ ２３．７９ ２４．１５ ７５．６３ ２４．２９ ２７．５１ ２４．１７ ２７．１０ ７４．５５

ＴＤＴ２ ２５．３４ ２５．６１ ８３．９３ ２４．３２ ２５．８７ ２５．２２ ３１．５２ ５９．５３

５．５　稀疏约束拓展

投影矩阵的稀疏性对算法性能有着一定的影

响，除了约束外，还可以考察如式（１６）所示的正
则化项：

Ｐｑ，１ ＝∑
ｍ

ｉ＝１
Ｐ（ｉ） ｑ （１６）

式中：Ｐ（ｉ）是Ｐ的第ｉ行向量，Ｐ（ｉ） ｑ＝∑
ｄ

ｊ＝１
Ｐｉｊ( )ｑ １／ｑ；

当ｑ＝２时，Ｐ２，１＝∑
ｍ

ｉ
∑
ｄ

ｊ
Ｐ２( )ｉｊ

１／２
为矩阵的组稀

疏（ｇｒｏｕｐｓｐａｒｓｅ）约束［２４］；当０＜ｑ＜１时，Ｐ（ｉ） ｑ

是Ｒｄ空间中的 Ｌｑ拟范数（ｑｕａｓｉｎｏｒｍ）
［２５－２６］；特

别地，当 ｑ＝１２时，Ｐ１／２，１ ＝∑
ｍ

ｉ
∑
ｄ

ｊ
Ｐｉｊ

１／( )２ ２

是矩阵的ｌ１／２稀疏约束
［２７］。

分别考虑 Ｐ２，１和 Ｐ１／２，１约束代替 Ｐ１约

束，式（７）变为式（１７）、式（１８）。
Ｐ＝ａｒｇｍｉｎＰＴＸ－ＹＴ ２

Ｆ ＋λ１ Ｐ
２
Ｆ ＋

λ２ｔｒａｃｅ（Ｐ
ＴＬＰ）＋λ３ Ｐ２，１ （１７）

Ｐ＝ａｒｇｍｉｎＰＴＸ－ＹＴ ２
Ｆ ＋λ１ Ｐ

２
Ｆ ＋

λ２ｔｒａｃｅ（Ｐ
ＴＬＰ）＋λ３ Ｐ１／２，１ （１８）

求解式（１７）和式（１８）可参考求解式（７）的
算法，相应地，只需将式（１２）分别替换为式（１９）、
式（２０）。

Ｈ ＝ａｒｇｍｉｎλ３ Ｈ ２，１＋
μ
２ Ｈ－ Ｐ＋Ｑ( )μ

２

Ｆ

＝Γλ３
μ
Ｐ＋Ｑ( )μ （１９）

Ｈ ＝ａｒｇｍｉｎλ３ Ｈ １／２，１＋
μ
２ Ｈ－ Ｐ＋

Ｑ( )μ
２

Ｆ

＝Ωλ３
μ
Ｐ＋Ｑ( )μ （２０）

其中，Γ是 ｌ２，１范数（行稀疏）操作子（参照文
献［２８］的列稀疏操作子），Ω是 ｌ１／２，１，范数操
作子［２７］。

将由 Ｐ１、Ｐ２，１和 Ｐ１／２，１作为稀疏约束项

的稀疏平滑岭回归算法分别记为 ＳＲＲ＿１，ＳＲＲ＿２
和ＳＲＲ＿３。对这三种算法进行对比实验，结果如
表８所示。除参数 λｉ（ｉ＝１，２，３）变化外，实验的
其他参数设定同上文描述。

表８中列出了ＳＲＲ系列算法在不同数据库上
所达到的识别率和对应的参数值λｉ（ｉ＝１，２，３），其
中，参数选择是通过有限网格法［２２］进行的，网格值

为｛００００１，０００１，００１，０１，１，１０｝。就识别率
而言，ＳＲＲ＿１，ＳＲＲ＿２和 ＳＲＲ＿３表现相近，总体来
说，ＳＲＲ＿２表现最好，ＳＲＲ＿１次之，ＳＲＲ＿３最差。

６　结论

扩展了岭回归方法中多变量标签矩阵的构造

方法，使同类样本在投影后相互聚集，使类别不相

同的样本在投影后实现固定间隔分割。通过投影

过程中对维度操作的分析，得出全局维度平滑性，

同时引入投影矩阵的稀疏性，拓展了ＲＲ方法，形
成ＳＲＲ方法。实验分析表明：ＳＲＲ方法在多个数
据集上具有良好的表现，其投影矩阵具有良好的

稀疏性，另外，新的标签矩阵构造方法可以进一步

提高ＳＲＲ方法的性能。

·７２１·
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表８　不同稀疏约束的ＳＲＲ方法在４个数据集上的识别率
Ｔａｂ．８　 ＲｅｃｏｇｎｉｔｉｏｎｒａｔｅｏｆｄｉｆｆｅｒｅｎｔｓｐａｒｓｅｃｏｎｓｔｒａｉｎｅｄＳＲＲｍｅｔｈｏｄｓｏｎ４ｄａｔａｓｅｔｓ

数据集 ＳＲＲ＿１（λ１，λ２，λ３） ＳＲＲ＿２（λ１，λ２，λ３） ＳＲＲ＿３（λ１，λ２，λ３） ＮＬ ＳＲＲ＿１／％ ＳＲＲ＿２／％ ＳＲＲ＿３／％

ＵＳＰＳ （０．０１，０．１，０．０１） （０．１，０．１，０．０１） （０．１，０．１，０．００１）
５ ７９．２０ ７９．３６ ７９．３４

１０ ８４．４５ ８４．５７ ８４．５５

Ｙａｌｅ （０．０１，０．０１，０．０１） （０．００１，０．００１，０．１） （０．０１，０．００１，０．００１）
５ ７８．３３ ７８．８６ ７８．８４

１０ ８６．４０ ８６．００ ８３．６０

ＣＯＩＬ２０ （０．１，０．１，０．１） （０．１，０．１，０．１） （０．１，１，０．００１）
５ ８７．４７ ８７．７６ ８７．２４

１０ ９４．７２ ９４．５０ ９４．４７

ＴＤＴ２ （０．０１，０．１，０．０１） （０．００１，０．０１，０．１） （０．０１，０．０１，０．００１）
５ ８９．１５ ８９．４５ ８８．８２

１０ ９２．１２ ９２．１１ ９０．４６
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