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用户日常频繁行为模式挖掘
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摘　要：针对如何在智能手机上高效准确地进行用户日常频繁行为模式挖掘问题展开研究。提出一个
基于智能手机的用户日常频繁行为模式挖掘框架；为了减少用来挖掘的上下文篮子的数量、提高挖掘效率，

提出一个动态的滑动窗口算法，进而提出一个将上下文出现的频率和持续时间有机地结合起来的加权模式

挖掘算法；在此基础上，基于为期６周２１个用户的上下文数据，对所提出的挖掘框架和算法进行实验验证，结
果表明，所提出的框架和频繁模式挖掘算法可以高效地在资源有限的智能手机上运行，而且能够挖掘出反映

用户生活方式的日常频繁行为模式；从两个纬度对用户日常频繁行为模式进行可视化，以可视化方式对用户

在不同地方和不同时段的行为模式进行展现，从而方便用户随时了解其日常行为模式。
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　　随着无线通信技术和传感器技术的快速发
展，通过智能手机内嵌的ＧＰＳ、加速计等传感器以
及移动操作系统提供的虚拟传感器，智能手机可

以收集大量的原始传感器数据，基于这些数据可

以推测出与人们日常生活密切相关的上下文信

息［１］，这些信息涵盖了用户日常生活的各个方

面，如位置［２－３］、活动［４－６］以及健康状况［７－８］，

等等。

利用智能手机收集的各种传感器数据可以进

一步挖掘用户的行为模式，如移动模式［９－１０］和应

用程序使用模式［１１－１２］等。通过移动模式可以发

现用户频繁出现的位置和轨迹、有意义的位置以

及可以预测用户的下一个位置［１３］等。为了全面

了解人们在日常生活中的行为模式，近年来，研究

人员开始利用智能手机的纵向上下文数据（包括

呼叫事件、短信记录、推测的位置、前台应用程序

使用事件、简单的活动状态以及手机充电记录

等）来进行用户行为模式的挖掘［１４－１６］。通常来

讲，使用上下文数据进行行为模式挖掘被认为是

关联规则挖掘问题，主要有两种方法：一种是收集

所有的上下文数据并在服务器上进行模式挖

掘［１４－１５］；另一种是在智能手机上进行模式挖

掘［１６］。后者是一个具有挑战性并且更具吸引力

的研究方向，因为在智能手机上进行模式挖掘不

仅可以让用户随时了解其行为模式，而且可以保

护用户的隐私，因为上下文数据不需要在网络上

进行传输，从而减少网络带宽的消耗，而且可以避

免隐私泄露问题。因此，本文重点研究如何基于
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智能手机，即在智能手机上进行频繁行为模式挖

掘问题。

目前，在智能手机上进行行为模式挖掘面临

着如下两个方面的挑战：一是如何优化传统数据

挖掘算法如 Ａｐｒｉｏｒｉ算法［１７］等，使得其在手机上

高效运行；二是如何挖掘更准确、更贴近用户的真

实生活方式的行为模式。针对第一个问题，现有

的研究通常采取的做法是预处理所有时段的上下

文数据，从而生成上下文篮子，如 ＭｏｂｉｌｅＭｉｎｅｒ［１７］

中所有上下文按时间被划分为篮子，篮子的数量

对挖掘算法的执行时间有着显著的影响。然而，

并不是所有的上下文数据都是必要的，因为事实

上，当人们与智能手机交互时，总是做两件事情，

即使用应用程序（电子邮件、新闻、照片等）和与

其他人交流（打电话或发短信），因此在交互时段

的上下文数据比在其他时段的数据更具价值，更

能反映用户的日常行为模式。针对第二个问题，

目前的研究主要是使用上下文的累计时间来衡量

行为模式［１６］，事实上，上下文共现频率也是一个

与行为模式密切相关的重要因素。例如，如果一

个用户每天早上在家里使用手机阅读新闻

１０ｍｉｎ，一个星期后就会生成一个７０ｍｉｎ的数据
记录：｛早上，在家中，阅读新闻｝。如果另一个用

户偶尔在一周的某个早晨阅读了７０ｍｉｎ的新闻，
也会生成同样的数据记录。显然前者比后者更可

能是一个模式，因为它出现的频率更高。

１　相关工作

数据挖掘旨在从一个大的数据集中发现有用

的知识，关联规则和频繁项集挖掘是数据挖掘中

的一个重要途径。自Ａｇｒａｗａｌ和Ｓｒｉｋａｎｔ［１７］提出的
关联规则挖掘算法即Ａｐｒｉｏｒｉ算法以来，该算法被
广泛应用于诸多领域，如 ｗｅｂ挖掘［１８］、网络入侵

检测［１９］、生物信息学［２０］等。然而，这种挖掘算法

通常具有很高的计算复杂度，特别是当数据集规

模巨大时，其计算复杂度非常高。目前，在基于智

能手机的日常行为模式挖掘方面，大多数研究工

作亦都采用离线方式在服务器端进行模式挖掘，

如文献［１５］基于智能手机收集用户的上下文数
据，离线在服务器上进行关联规则挖掘；文

献［１６］提出了一种上下文获取引擎（Ａｃｑｕｉｓｉｔｉｏｎａｌ
ＣｏｎｔｅｘｔＥｎｇｉｎｅ，ＡＣＥ），利用该引擎将所收集的上
下文数据推送到远程服务器上进行同现模式的挖

掘。与本文研究最相关的工作是ＭｏｂｉｌｅＭｉｎｅｒ［１７］，
ＭｏｂｉｌｅＭｉｎｅｒ聚集多种上下文数据并采用 Ａｐｒｉｏｒｉ
算法在智能手机上进行频繁同现模式的挖掘，

ＭｏｂｉｌｅＭｉｎｅｒ使用固定滑动窗口 （ＦｉｘｅｄＳｌｉｄｅ
Ｗｉｎｄｏｗ，ＦＳＷ）从上下文数据中提取上下文篮子，
其中上下文数据每隔３０ｓ被划分到一个篮子，为
了减少运行时间，对重复的篮子进行了压缩，并在

每个篮子上附加一个权值来表明它重复的次数。

与ＭｏｂｉｌｅＭｉｎｅｒ不同的是，本文在用户交互时段的
上下文数据上使用了一个动态滑动窗口，动态地

对窗口进行调整，而且更重要的是，本文为每个上

下文篮子添加了一个基于其持续时长的权重，从

而将上下文篮子的频率和持续时间有机地结合起

来，在此基础上，基于动态滑动窗口，进一步对

Ａｐｒｉｏｒｉ算法进行扩展，提出了一个加权模式挖掘
算法（ＷｅｉｇｈｔｅｄＰａｔｔｅｒｎＭｉｎｉｎｇ，ＷｅＰＭ），该算法通
过修改支持度定义，将上下文的持续时间和出现

频率共同作为衡量上下文频繁模式的度量，从而

挖掘出更合理准确的用户日常频繁行为模式。

图１　模式挖掘框架
Ｆｉｇ．１　Ｐａｔｔｅｒｎｍｉｎｉｎｇｆｒａｍｅｗｏｒｋ

２　模式挖掘框架

为了有效地在智能手机上进行用户日常频繁

行为模式挖掘，基于 Ａｎｄｒｏｉｄ平台设计并实现了
一个频繁模式挖掘框架，如图１所示。该框架由
上下文采集和频繁模式挖掘两部分构成。上下文

采集的主要功能是从各种传感器包括物理传感器

和虚拟传感器上采集各种原始传感器数据，而后

采用不同的方法进行预处理，进而得到离散的上

下文数据，采集和预处理工作都是在后台自动进

行的。频繁模式挖掘部分的主要功能包括如下几

个方面：一是首先使用动态滑动窗口将上下文数

据划分成上下文篮子，上下文篮子是一组由不同

的同现上下文组成的集合，例如上下文篮子｛上

午，实验室，电子邮件，ＷｉＦｉ｝意味着用户早上在
实验室连着 ＷｉＦｉ写电子邮件。二是使用一个附
加权重的模式挖掘算法对上下文篮子进行频繁模

·５７·



国 防 科 技 大 学 学 报 第３９卷

式挖掘。最后，使用不同的过滤器对挖掘的频繁

模式进行过滤及可视化。

３　上下文数据采集与处理

上下文数据采集是用户日常频繁行为模式挖

掘的前提和基础。ＵｂｉｑＬｏｇ是一个基于 Ａｎｄｒｏｉｄ
系统的生活日志收集框架［２１］，该框架可以记录丰

富的上下文数据，包括应用程序的使用、电话、短

信、ＧＰＳ、运动以及感知传感器数据等［２２］。本文

以ＵｂｉｑＬｏｇ为基础，根据实际需要对其进行扩展，
开发了一个能够满足实际需要又能够采集各种上

下文数据的数据收集工具 ＳｔａｒＬｏｇ，并将其集成到
模式挖掘框架当中。使用 ＳｔａｒＬｏｇ可以持续收集
各种传感器数据、应用使用日志以及智能手机的

状态记录等，本文将这些数据统称为纵向上下文

数据。

使用ＳｔａｒＬｏｇ所采集的数据都是原始的数据，
需要进一步地处理形成具有一定含义的上下文数

据，进而基于这些有含义的上下文进行进一步的

行为模式挖掘。为此，针对加速度传感数据，本文

基于阈值的方法来推测用户的简单活动状态，包

括静坐、慢速和快速这三种状态。针对应用程序

使用日志数据，开发了一个应用程序过滤器，去除

与用户操作无关的信息以及系统级应用程序的记

录信息，因为这些信息与用户的日常行为无关。

位置是最重要的上下文信息之一，由于收集到的

ＧＰＳ坐标不具有语义信息，因此推测出相应的具
有语义信息的位置是首先要解决的问题。考虑到

智能手机资源有限以及避免用户过多地参与，减

少其对用户日常生活的影响，本文设计并实现了

一个定制的位置识别机制，如图２所示。首先，用
户可以根据需要设置 ＧＰＳ传感器采样频率，收集
和记录ＧＰＳ位置信息，每天在恰当的时机询问用
户去过的地方的个数 Ｋ，而后采用 Ｋ－均值聚类
算法对ＧＰＳ进行聚类，并在地图上标注出所有聚
类中心。如果一个聚类中心是一个新地点，则允

许用户为其标记为像实验室、宿舍等语义标签。

之后，新的标记位置被存储在语义位置库中，使用

这种方法，用户只需要对每一个新地点标记一次。

然后，计算ＧＰＳ记录中的坐标和语义位置库中位
置的距离，如果距离小于设置的平均误差的阈值，

则该坐标被标记为相应的标签；否则，则标记为标

签“在路上”。最后，聚合连续且相同的记录，以

产生频繁模式挖掘模块的位置输入。

若用户输入的Ｋ值不准确，会对聚类结果造
成比较大的影响，进而产生与实际位置相差较远

图２　通过聚类和标注方法从ＧＰＳ坐标中识别位置
Ｆｉｇ．２　ＩｄｅｎｔｉｆｙｉｎｇｌｏｃａｔｉｏｎｆｒｏｍＧＰＳｃｏｏｒｄｉｎａｔｅ

ｕｓｉｎｇｃｌｕｓｔｅｒｉｎｇａｎｄｌａｂｅｌｉｎｇｍｅｔｈｏｄ

的聚类中心，当用户对聚类中心进行标注时，会发

现这些没有意义的聚类中心，程序支持用户重新

输入Ｋ值以矫正聚类结果。因此，由于加入了用
户的人工判断，错误的 Ｋ值可以得到修正从而得
到准确的聚类结果。

４　模式挖掘算法

４．１　动态滑动窗口

由于频繁模式挖掘算法基于上下文篮子进行

模式挖掘，因此需要对带时间戳的上下文数据进

行处理以提取上下文篮子。针对用户日常与智能

手机交互的特点，提出了一种动态滑动窗口算法

（ＤｙｎａｍｉｃＳｌｉｄｅＷｉｎｄｏｗ，ＤＳＷ）进行上下文篮子
的提取。ＤＳＷ算法的输入为应用程序使用记录、
通话和短信记录、位置记录、手机模式记录和活动

记录等上下文相关数据，输出为上下文篮子列表。

在ＤＳＷ算法中，本文更关注于用户和智能手机交
互的时段而不是整个使用时间，交互事件包括用

户使用应用程序、打电话和发短信等。ＤＳＷ算法
的核心思想是：对于时间连续的上下文数据，将每

个时长不定的交互上下文出现的时段作为一个窗

口，动态提取该时间窗口内的上下文到上下文篮

子中。因此，ＤＳＷ算法首先将应用使用记录和通
话、短信记录按时间顺序合并成一个列表，然后遍

历此列表，每遇到一个交互记录，就扫描其他上下

文记录，包括位置、手机模式和活动以获得相同时

间段内相应的上下文。与交互记录同时出现的各

种上下文数据被放到一个上下文篮子中。由于上

下文记录中包含其开始和结束时间，所以可以计

算出相应篮子的持续时间。令 ｔ表示持续时间，
则篮子的权值为对持续时间取对数的原因是对数

函数在持续时间非常大的情况下可以减少对结果

的影响。因此，持续时间长但出现频率小的上下

·６７·
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文篮子并不会被识别为频繁模式。

ＤＳＷ算法在处理过程中需要解决如下两个
难点问题。第一个问题是，在同一个交互时段内

其他上下文数据可能不是唯一的。例如，当用户

使用微信时，他可能离开实验室走向宿舍，在这种

情况下，上下文篮子中的位置包括在实验室和在

路上两个值；如果诸如运动状态之类的其他上下

文在同一时段也发生了变化，则情况变得更加复

杂。考虑到人对时间的感知通常并不是非常精确

的，并且通常有一个相对的时间粒度，因而拥有相

似时间粒度的行为模式也是可接受的，所以当涉

及不同值的上下文时，ＤＳＷ选择可能性最大的
值。另一个问题是数据丢失问题，由于智能手机

通常处于动态复杂的运行环境当中，可能会丢失

一些上下文数据，为了保证有足够的上下文数据

来生成上下文篮子，ＤＳＷ算法使用相应的历史记
录补充丢失的上下文数据。

图３展示了 ＤＳＷ算法可能的输出结果和输
出形式。在图３中，纵轴代表不同种类的上下文，
横轴代表时间。从图３中可看到，用户在９点到
１０点之间使用了一次微博，上下文篮子｛９—１０，
微博，实验室，充电，静坐，振动模式，ＷｉＦｉ｝就被
提取出来，同时其权值也被计算出来。

图３　动态滑动窗口算法的输出结果
Ｆｉｇ．３　Ｏｕｔｐｕｔｏｆｄｙｎａｍｉｃｓｌｉｄｉｎｇｗｉｎｄｏｗａｌｇｏｒｉｔｈｍ

ＤＳＷ算法具有如下两个优点：一是基于用户
与智能手机的交互时段来提取上下文篮子，从而

可以显著减少上下文篮子的数量；更重要的是，

ＤＳＷ算法同时考虑了上下文的持续时间和出现
频率两个因素，将两者有机地集合起来，从而可以

挖掘更有意义的模式。文献［１６］中使用 ＦＳＷ算
法提取上下文篮子，通过压缩重复篮子数量的方

法虽然减少了上下文篮子的个数，但是这种方法

的缺点是缺失了上下文的出现频率这一重要

因素。

４．２　加权的模式挖掘

Ａｐｒｉｏｒｉ算法［１７］是最经典的数据挖掘算法。

在Ａｐｒｉｏｒｉ算法中，支持度是一个关键的参数。形
象地讲，令ｉ１和ｉ２为两个项，ｂｉ为项集，令Ｂ＝｛ｂ１，
ｂ２，…，ｂｎ｝表示所有项集的集合，集合｛ｉ１，ｉ２｝的支
持度定义为其在 Ｂ中发生的概率。如果一个项
集的支持度超过了预定的阈值，则它就被定义为

一个频繁项集。为了找出所有的频繁项集，通常

需要反复扫描集合 Ｂ，以计算出它的每一个子集
的支持度。为了降低计算复杂性，Ａｐｒｉｏｒｉ算法利
用了支持度的向下闭包属性，即一个频繁项集的

所有子集也是频繁的，所以Ａｐｒｉｏｒｉ算法首先生成
大小为ｋ（初始为１）的频繁项集，然后开始重复
生成大小为ｋ＋１的所有候选项集，计算所有的候
选项集以生成频繁项集Ｆｋ＋１，当Ｆｋ是空集时循环
结束。

为了支持从上下文数据中挖掘出用户日常的

频繁行为模式，本文基于Ａｐｒｉｏｒｉ算法并对其进行
扩展，重新定义支持度以将上下文持续时间和出

现频率作为频繁的衡量标准，提出了一个加权的

频繁模式挖掘算法。在 ＷｅＰＭ算法中，上下文数
据是项，上下文篮子是项集，模式是频繁上下文项

集。例如，频繁模式｛１８—１９，宿舍，通话，ＷｉＦｉ｝
意味着用户通常在１８点到１９点之间在宿舍中连
接ＷｉＦｉ打电话。ＷｅＰＭ算法的输入为所有上下
文数据，输出为频繁上下文项集。首先，ＷｅＰＭ通
过ＤＳＷ算法处理所有上下文数据来生成上下文
篮子；其次，ＷｅＰＭ利用向下闭包属性来挖掘频繁
项集，同时进行上下文篮子的权值计算。为了同

时考虑上下文的持续时间和出现频率这两个因

素，对支持度重新进行了定义，令｛ｂω１１，ｂω２２，…，
ｂωｎｎ｝表示上下文篮子，项集Ｘ的支持度定义如下：

Ｓｕｐｐｏｒｔ（Ｘ）＝∑
ｎ

ｉ＝１
ｃｏｎｔａｉｎ（ｂωｉｉ）·ωｉ／∑

ｎ

ｉ＝１
ωｉ

（１）
ｃｏｎｔａｉｎ（ｐ，ｑ）＝｛１ｉｆｑｐ｜０ｏｔｈｅｒｗｉｓｅ｝

（２）
其中 ωｉ是 ＤＳＷ 算法中提到的篮子的权值。
ＷｅＰＭ与加权时间模式挖掘算法 （Ｗｅｉｇｈｔｅｄ
ＭｉｎｉｎｇｏｆＴｅｍｐｏｒａｌｐａｔｔｅｒｎｓ，ＷｅＭｉＴ）［１６］的不同在
于对上下文频繁行为模式的不同衡量标准，定义

中同时考虑了上下文持续时间和出现频率这两个

关键因素，使其能够更加准确地反映用户的日常

·７７·



国 防 科 技 大 学 学 报 第３９卷

频繁行为模式。本文在 Ａｎｄｒｏｉｄ手机上实现了
ＷｅＰＭ算法，并验证了其在智能手机上可以有效
地进行用户频繁模式的挖掘。

５　实验验证

目前，虽然有诸如 ＲｅａｌｉｔｙＭｉｎｉｎｇ［２２］，Ｄｅｖｉｃｅ
Ａｎａｌｙｚｅｒ［２３］和ＳｔｕｄｅｎｔＬｉｆｅ［２４］等公共移动上下文数
据集，但是这些数据集并不是针对细粒度的日常

频繁行为模式挖掘而收集的，因此无法满足本文

的实验需要。

５．１　实验数据采集

招募了２１名自愿参与的在校研究生进行为
期６周的数据收集工作，并给予其相应的激励，如
为每一个参与者提供１６Ｇ的 ＳＤ卡等。在２１名
用户中，１４名男性，７名女性。每个参与者在其智
能手机上安装 ＳｔａｒＬｏｇ，并使用相同的预定义
配置。

ＳｔａｒＬｏｇ收集以下数据：①用户活动状态（包
括静坐、低速、快速），每分钟计算一次；②ＧＰＳ记
录，每分钟获取两次；③ＷｉＦｉ记录；④通话记录，
包括匿名的电话号码、呼叫类型（呼入、呼出、未

接）、开始时间和持续时间；⑤短信记录，包括匿
名的电话号码、短信类型和时间戳；⑥应用程序使
用记录，包括应用程序名称、开始时间、结束时间

和持续时间；⑦手机状态信息，包括手机充电状
态、飞行模式、响铃模式和振动模式。数据收集持

续了６周时间，如图４所示，一些用户参与的时间
只有几天，而大多数用户参与时间超过 ３周。
图５展示了每天收集的各种原始上下文数据的比
例。每天生成的上下文记录超过 ２０００条，其中
８１％是活动和位置记录，因为它们的收集频率
较高。

图４　２１名用户的数据收集时间
Ｆｉｇ．４　Ｄｕｒａｔｉｏｎｏｆｄａｔａｃｏｌｌｅｃｔｉｎｇａｍｏｎｇ２１ｕｓｅｒｓ

５．２　系统性能

实验中，主要使用一部ＭｏｔｏＸ智能手机来对

图５　每天收集的各种上下文数据比例
Ｆｉｇ．５　Ｒａｔｉｏｏｆｖａｒｉｏｕｓｃｏｎｔｅｘｔｃｏｌｌｅｃｔｅｄｅｖｅｒｙｄａｙ

本文所提出的算法性能进行评估，该智能手机配

备了四核２５ＧＨｚ的处理器和２Ｇ内存。在实验
中，位置识别是数据处理的第一步。每天晚上参

与者被要求输入他们当天去过的地方的数量 Ｋ，
然后利用Ｋ－均值聚类算法计算聚类中心。受益
于其较低的复杂度，计算时间小于１ｓ。因此，聚
类结果可以立即显示。如果聚类中心已经被标记

过，则会显示出一个绿色标志；如果是一个新的地

方，则显示出一个红色标志。用户可以通过在地

图上移动它们来调整其位置。然后，用户通过点

击红色标记来输入新地点的名字。聚类中心的坐

标和相应的语义标签都存储在本地。

为了验证ＤＳＷ算法的有效性，基于所收集的
数据，本文对 ＤＳＷ算法与 ＷｅＭｉＴ［１０］中使用的固
定滑动窗口算法进行了对比实验，图６显示了在
３５ｄ的数据上，ＤＳＷ算法和 ＦＳＷ的执行时间，结
果表明ＤＳＷ每天只需要约１ｓ，而ＦＳＷ平均时间
约３ｓ。ＤＳＷ算法效率更高的原因在于其仅在用
户交互时间内提取上下文数据，而ＦＳＷ提取所有
时间的上下文数据。同时，ＤＳＷ占用约１０ＭＢ的
内存和２４％的 ＣＰＵ使用率。因此，采用 ＤＳＷ算
法几乎不影响用户的体验。

由于支持度的定义不同，而且由于目前尚没

有公认的评价挖掘结果准确性的有效方法，因此

在实验中，仅测量了 ＷｅＰＭ算法的性能，本文使
用了三个用户３５ｄ内的数据在一台 ＭｏｔｏＸ手机
上运行ＷｅＰＭ算法，对 ＷｅＰＭ算法的性能进行测
量。图７显示了支持度在 １％至 ６％范围内的
结果。

从图７中可以看出，在不同用户的数据上运
行ＷｅＰＭ的时间是近似的，即使当支持度被设置
为１％时，ＷｅＰＭ算法完成挖掘工作需要的时间
也不到４ｍｉｎ。并且，本文所开发的模式挖掘框架
提供了不同的挖掘周期，方便用户可以灵活地进

行设置，随时了解其某一段时间内的频繁行为模

·８７·
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图６　ＤＳＷ和ＦＳＷ提取上下文篮子的执行时间
Ｆｉｇ．６　ＥｘｅｃｕｔｉｎｇｔｉｍｅｏｆＤＳＷａｎｄＦＳＷ

图７　ＷｅＰＭ算法的运行时间
Ｆｉｇ．７　ＥｘｅｃｕｔｉｎｇｔｉｍｅｏｆＷｅＰＭ

式。假设挖掘周期设置为３５ｄ，用户只需要花费
不到４ｍｉｎ的时间就能挖掘出其３５ｄ内的频繁行
为模式，因而很容易被用户所接受。

５．３　模式可视化

图８显示了用户 Ａ和 Ｂ在实验室和宿舍的
频繁行为模式。图中每一行代表一个模式，这些

模式包含了一些如 ＷｉＦｉ或者手机处于充电状态
的上下文数据。从图８（ａ）可以看出，用户Ａ通常
在宿舍连接ＷｉＦｉ并使用微信和网易云音乐，并且
用户Ａ通常处于静坐状态，还经常在宿舍打电话
或者给手机充电。从图 ８（ｂ）可以看出，用户 Ａ
通常在实验室连接移动网络并使用微信和有道词

典；同时还经常给手机充电。用户 Ａ的活动状态
通常是静坐，因为其在实验室时有很多工作要做，

很少有时间使用智能手机。图８（ｃ）显示了用户
Ｂ在实验室的模式，他与用户 Ａ在同一实验室。
可以看到用户Ｂ在实验室通常连接 ＷｉＦｉ，并使用
很多应用，比如微信、墨迹天气、土豆视频和聚美

优品等，也经常在实验室给手机充电。尽管用户

Ａ和用户Ｂ在同一实验室，但他们的模式却非常
不同，用户 Ｂ比用户 Ａ更趋向于使用多种应用。
但是，用户Ａ和用户Ｂ都经常给手机充电并处于
静坐状态。

（ａ）用户Ａ在
宿舍的模式

（ａ）Ｐａｔｔｅｒｎｏｆ
Ａｉｎｄｏｒｍｉｔｏｒｙ

　　

（ｂ）用户Ａ在
实验室的模式

（ｂ）Ｐａｔｔｅｒｎｏｆ
Ａｉｎｌａｂｏｒａｔｏｒｙ

　　

（ｃ）用户Ｂ在
实验室的模式

（ｃ）Ｐａｔｔｅｒｎｏｆ
Ｂｉｎｌａｂｏｒａｔｏｒｙ

图８　用户Ａ和Ｂ的频繁的模式
Ｆｉｇ．８　ＦｒｅｑｕｅｎｔｂｅｈａｖｉｏｒｐａｔｔｅｒｎｓｏｆＡａｎｄＢ

此外，本文过滤了包含时间因素的模式，提供

不同粒度的时间，比如一周的某天，按小时粒度划

分的时间和像早上或晚上等按更高粒度划分的时

间。如图９所示，显示了用户 Ａ按小时粒度划分
的行为模式。

图９　按小时粒度挖掘的行为模式
Ｆｉｇ．９　Ｍｉｎｅｄｂｅｈａｖｉｏｒｐａｔｔｅｒｎａｔｈｏｕｒｇｒａｎｕｌａｒｉｔｙ

在图９中，数字“７—８”表示在上午７点到８
点之间的时间段，可以看到用户 Ａ通常花费大量
的时间在实验室，２３点以后才返回宿舍。当其在
宿舍时，便会连接ＷｉＦｉ。而在实验室是没有ＷｉＦｉ
的，这和上面的结果很相似。此外，用户 Ａ通常
在中午１１点到１２点之间使用微信，这期间他可
能去吃午饭或者在放松休息。用户 Ａ在上午 ８
点到１１点通常会给手机充电，这可能是因为在实
验室充电比较方便。

６　结论

本文提出了一个全新的基于智能手机的用户

·９７·
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频繁模式挖掘框架，在该框架中，根据纵向上下文

数据的特点，提出了 ＤＳＷ 方法，相比于 ＦＳＷ，
ＤＳＷ可显著降低执行时间，处理每天收集的上下
文数据仅需要约１ｓ；基于 ＤＳＷ，将上下文出现频
率和持续时间这两个因素有机地结合起来，进一

步提出了 ＷｅＰＭ。通过实验验证表明，该算法能
够在智能手机上高效地进行用户频繁行为模式的

挖掘，当支持值设置为１％时，ＷｅＰＭ从３５ｄ的上
下文数据中挖掘频繁模式的时间都在 ４ｍｉｎ以
内。最后，以可视化方式展现用户日常的频繁行

为模式。本文将进一步在保证用户隐私的情况

下，支持用户将其行为模式上传到云端，进而基于

众多的个人行为模式来聚合和分析群体的行为

模式。
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