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摘　要：自组织行为广泛存在于自然界中。为了通过学习的方式模拟鱼群自组织行为，构建了鱼群模拟
环境模型、智能体模型和奖励机制，并提出了一种基于赫布迹和行动者 －评价者框架的多智能体强化学习方
法。该方法利用赫布迹加强游动策略的学习记忆能力，基于同构思想实现了多智能体的分布式学习。仿真

结果表明，该方法能够适用于领航跟随、自主漫游、群体导航等场景中鱼群自组织行为学习，并且基于学习方

法模拟的鱼群展现的行为特性与基于博德规则计算模拟的鱼群行为类似。
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　　自组织行为广泛存在于自然界中，一个典型
的案例就是鱼群。鱼群中的每个个体不仅会主动

地相互靠近，还能协同一致地调整自己的行为，以

达到群体效果。鱼群的自组织特性有助于提升个

体的游动效率、生存和繁衍概率。相对地，目前大

部分人造群体系统还只能依靠机械的程控方式完

成其功能。如果人造群体可以模仿鱼群的组织方

式，将获得更为智能、可观的效能。因此，研究鱼

群自组织行为有助于探索自组织行为的内在机理，

对实现群体智能有重要的理论意义和应用价值。

Ｒｅｙｎｏｌｄｓ［１］首次通过计算机程序模拟了鱼
群、鸟群等生物群体的自组织行为，并提出了博德

模型（Ｂｏｉｄｓｍｏｄｅｌ），即每个智能体基于局部的观
察信息，按照避碰、同向、聚集３条规则计算其运
动速度，群体便能实现类似生物群体的自组织运

动。在博德模型的基础上，多个模型陆续被提出，

或优化了原有规则的计算方式，或增加了新的规

则。上述模型均能模拟群体的自组织行为，其特

点是都假设群体中的个体能够基于感知信息进行

复杂计算。然而，这类假设并未触及自组织行为

的本质，鱼、鸟等生物个体不一定能进行如此复杂

的规则计算。因此，不同于之前基于规则设计模

型的研究方式，本文从学习的角度切入，对自组织

行为展开研究，通过鱼群行为的模拟，试图探索自

组织行为的生成机理。

１　基本概念和相关工作

１．１　自组织

自组织［２］是指一个系统在时间上由无组织

到有序的动态过程。自然界广泛存在自组织过
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程。小鸟成群结队地飞行，以减少风阻、节省能

耗；在海洋中，许多鱼经常聚在一起行动，可以比

一条鱼更快发现敌人并巧妙地避开；蚂蚁无须复

杂的信息交流，可以通过合作高效地完成觅食、搬

运等任务；在微观世界，免疫细胞协同合作，攻击

侵入生物体的病毒和异物。这些自组织过程是自

发产生的，没有外部控制和干预，甚至没有内部集

中控制，可使系统更好地适应环境。生物群体自

组织行为的一个重要特征是涌现［３］。涌现是指

群体中的个体遵循简单的规则（如模仿），通过自

组织就能展现出整体大于部分之和的特性。群体

智能［４］的一个研究方向正是通过研究涌现机理

而模拟自然界生物群体实现自组织行为。关于自

组织行为模拟的研究可以追溯到２０世纪 ８０年
代。Ｒｅｙｎｏｌｄｓ［１］提出了博德模型，基于避碰、同向
和聚集３条规则成功模拟了鸟群的飞行和避障行
为。博德模型也被成功应用于《蝙蝠侠归来》《指

环王》等科幻电影的后期制作中，用于模拟蝙蝠

群、战士群特效。根据博德模型，Ｓｐｅｃｔｏｒ等［５］提

出了Ｓｗａｒｍ模型，进一步描述了相邻个体之间的
相互作用；Ｋｗｏｎｇ等［６］对Ｓｗａｒｍ模型进行了仿真，
获得了聚集、绕“８”字形等行为特征。Ｖｉｃｓｅｋ
等［７］根据对磁铁特性的观察，建立了 Ｖｉｃｓｅｋ模
型，假设所有个体速率相同，个体的运动方向取决

于它周围个体的运动方向的平均值。Ｖｉｃｓｅｋ模型
与博德模型类似，都是基于规则的模拟方法。除

了在仿真环境中研究之外，Ｓｅｙｆｒｉｅｄ等［８］用数以千

计的微小机器人组成集群，能够像蚁群一样执行

一些特定 任 务，在 生 产 线 完 成 装 配 任 务。

Ａｍｐａｔｚｉｓ等［９］构建一组能够自主组装的机器人，

能完成协同搬运、攀爬小山、穿过崎岖地带等复杂

任务。Ｒｕｂｅｎｓｔｅｉｎ等［１０］设计了一组微小机器

人———Ｋｉｌｏｂｏｔ，１０２４个功能简单的机器人通过 ３
条简单规则（贴边运动、梯度队形、定位），通过完

全的分布式控制，能够自发形成比较复杂的宏观

图形。Ｋｉｌｏｂｏｔ研 究 成 果 于 ２０１４年 发 表 在
《Ｓｃｉｅｎｃｅ》杂志并被评为年度十大科学进展。上
述研究工作在不同方面展现了群体自组织的特

性，但是都需要通过人为设定若干规则，使得个体

在规则的作用下展现出一定的自组织特性。

１．２　赫布迹

赫布迹来源于一个认知生理学理论———赫布

定律［１１］（Ｈｅｂｂ′ｓｒｕｌｅ）。加拿大心理学家唐纳
德·赫布于１９４９年提出了赫布定律，描述了突触
可塑性的基本原理，即突触前神经元向突触后神

经元的持续重复的刺激可以导致突触传递效能的

增加。突触可塑性是生物大脑长期学习的重要原

因之一。因此，在进化算法中出现了基于突触可

塑性设计的塑性神经网络，但是由于技术发展的

局限，塑性神经网络不能与成熟的深度学习技术

结合。最大的问题在于无法使用深度学习常用的

梯度下降方法完成塑性神经网络的大规模反向传

播训练。实现塑性神经网络的学习训练，将为神

经网络获得像人类一样的持续学习能力提供一种

可能性。Ｍｉｃｏｎｉ等［１２］提出了一种可以大规模训

练的塑性神经网络。经典的神经网络模型，通常

用权值连接对两个神经元之间的关联程度进行量

化。这种连接的权值会随着神经网络的训练与反

向传播过程不断更新。但是一旦神经网络模型训

练完毕，它的权值就不会再发生变化，模型的结构

与功能会相应地固化下来。Ｍｉｃｏｎｉ等设计的塑性
神经网络在固定权值连接的基础上，增加了一类

权值可变的连接，这类连接的权值称为赫布迹

（Ｈｅｂｂｉａｎｔｒａｃｅ）。赫布迹会随着两个神经元的活
动而发生变化，即使是在神经网络模型的应用阶

段，这种特性也会保持。因此，赫布迹的作用是记

忆输入神经元和输出神经元的活动轨迹，从而可

以更快地强化巩固新的输入特征，学习到更好的

模型。基于这种记忆的作用，塑性神经网络被证

明可以应用在模式恢复［１３］、小样本学习［１２］、自然

语言处理［１４］等问题中。

１．３　强化学习

强化学习是通过智能体与环境的不断交互，

逐渐修正智能体行为策略的一种学习方式。智能

体获取环境当前的状态，根据行为策略产生动作

决策，作用于环境使其状态发生变化。环境会根

据状态变化的“方向”，对该动作决策进行评估，

返回一个奖励值。奖励值为正说明该决策产生了

有利的结果，奖励值为负则说明该决策产生了不

利的影响。智能体根据奖励值修正自己的行为策

略，尽可能使动作决策产生有利影响，获得更多累

积奖励值。强化学习在机器人、无人驾驶、游戏、

自然语言处理、金融、电商等领域有着广泛应用。

强化学习的研究与理论发展有２个重要的
方向：多智能体强化学习和深度强化学习。多

智能体强化学习研究面临信用分配、搜索空间

维度爆炸等挑战。早期研究将多个智能体作为

一个整体系统进行学习，然而集中式的方式学

习不利于群体规模的扩展。之后，随着博弈论

的发展，分布式的多智能体强化学习开始显著

发展。近年来，伴随着深度学习引发的人工智

能热潮，强化学习与深度学习相结合，出现了深

·５９１·
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度强化学习技术。深度强化学习结合了深度学

习强大的拟合能力和强化学习的交互特性，取

得了很多成果。ＤｅｅｐＭｉｎｄ基于深度强化学习研
发的 ＡｌｐｈａＧｏ［１５］成为第一个击败人类职业围棋
选手和围棋世界冠军的人工智能机器人。

Ｔａｍｐｕｕ等［１６］将深度强化学习算法深度 Ｑ网络
（ＤｅｅｐＱＮｅｔｗｏｒｋ，ＤＱＮ）应用到多智能体游戏
环境中，在完全协作环境、完全竞争环境以及非

完全协作／竞争环境中学习游戏策略。Ｌｏｗｅ
等［１７］将深度确定性策略梯度（ＤｅｅｐＤｅｔｅｒｍｉｎｉｓｔｉｃ
ＰｏｌｉｃｙＧｒａｄｉｅｎｔ，ＤＤＰＧ）算法扩展到多智能体环
境中，提 出 了 多 智 能 体 ＤＤＰＧ（ＭｕｌｔｉＡｇｅｎｔ
ＤＤＰＧ，ＭＡＤＤＰＧ）算法，并通过共享全局信息训
练评价网络，解决环境模型不平稳问题。

２　模型设计

为了实现基于强化学习对鱼群自组织行为进行

模拟，首先需要构建环境模型和智能体（鱼）模型。

２．１　环境模型

考虑ｎ条鱼组成的鱼群，用 Ｆ＝｛ｆ１，ｆ２，…，

ｆｎ｝表示。鱼群在一个二维、封闭、网格化的环境
中运动，环境大小为Ｍ×Ｍ，如图１所示。构建运
动世界的坐标系，设最左上角的网格为原点Ｏ（０，
０），向右为 ｘ轴正方向，向下为 ｙ轴正方向。因
此，网格 Ａ坐标为（Ｍ－１，０），网格 Ｂ坐标为（０，
Ｍ－１）。鱼ｆｉ的坐标表示为ｐｉ（ｘｉ，ｙｉ）。鱼群运动
的环境周围被障碍物包围，环境内部也随机分布

着障碍物。用二维矩阵 Ｅｎｖ表示鱼群运动的环
境。Ｅｎｖ的元素有１和０两种取值可能：１表示
障碍物网格，鱼无法运动到该网格；０表示自由网
格，鱼可以运动到该网格。在一些应用场景中，环

境中可能存在一个奖励位置（如图１网格中有食
物），坐标为ｐｒｅｗ（ｘｒｅｗ，ｙｒｅｗ）。

图１　环境模型
Ｆｉｇ．１　Ｍｏｄｅｌｏｆｔｈｅｅｎｖｉｒｏｎｍｅｎｔ

２．２　智能体模型

智能体模型涉及感知、运动和决策３个方面。
２．２．１　感知模型

感知能力描述了鱼能从环境世界获取哪些信

息。在自然界，鱼通过鱼眼感知环境，鱼眼的感知

和成像功能具有２个特点。首先，鱼眼视野十分
广阔，不用转身就能看见前后和上面的物体，例如

淡水鲑在垂直面上的视野为１５０°，水平面上的视
野为１６０°～１７０°，而人眼分别为１３４°和１５４°。鱼
在游动过程中，鱼头可灵活变向，且鱼两边都有眼

睛，极大地增加观察范围，几乎是全向观察。因

此，可以设置每条鱼能感知到以其当前位置为中

心、Ｓ×Ｓ大小的网格状态，如图１中红色网格所
示。其次，环境中物体在鱼眼中的成像大小感觉

和视角（从物体两端引出的光线在眼光心处所成

的夹角）成正比。鱼观察环境中其他鱼时，视角

受多种因素的影响，包括其他鱼的大小、位置和方

向等。因此，在鱼的大小相同的条件下，可以认为

每条鱼能感知到其他鱼的位置和方向。图２展示
了鱼感知其他个体的典型情况。基于视角区间，

一条鱼可以判断与其他鱼的间隔距离。按照网格

可以将距离判断分为３类情况：①视角大于３０°
时，距离为１；②视角在１５°～３０°时，距离为２；③
视角小于１５°时，距离大于２。分析发现，鱼眼这
种对距离的度量与切比雪夫距离（Ｃｈｅｂｙｓｈｅｖ
ｄｉｓｔａｎｃｅ）度量一致，即：

ｐｉ－ｐｊ ＝ｍａｘ（ｘｉ－ｘｊ，ｙｉ－ｙｊ） （１）

图２　鱼感知其他个体的典型情况
Ｆｉｇ．２　Ｔｙｐｉｃａｌｓｉｔｕａｔｉｏｎｓｏｎｐｅｒｃｅｉｖｉｎｇｏｔｈｅｒｉｎｄｉｖｉｄｕａｌｓ

２．２．２　运动模型
假设每条鱼具有一阶运动学特性，即通过控

制鱼的速度更新鱼的位置。为简单起见，假设鱼

游动的速率恒定，为１格／时间步（网格距离基于
切比雪夫距离进行度量）。因此，只需要控制鱼

的游动方向即可确定鱼的运动过程。需要说明的

是，如果鱼试图游动到障碍物网格，则鱼的位置和

朝向保持不变，同时设置鱼与障碍物发生碰撞的

标志位为Ｔｒｕｅ。
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２．２．３　决策模型
每一个时间步，智能体需要给出一个动作决

策，输入环境以驱动智能体运动。根据智能体的

运动模型，鱼需要决策其游动方向。假设鱼可以

选择上、下、左、右４个方向中的一个作为该时间
步的游动方向。每条鱼的决策策略由一个神经网

络拟合，关于神经网络的结构及训练方法将在第

３节详细介绍。

２．３　奖励机制

除了构建环境模型和智能体模型之外，还需

要对奖励机制进行建模。针对鱼群行为模拟问

题，根据智能体与环境的具体交互状态，奖励有４
个来源：

１）智能体是否与障碍物发生碰撞。如果智
能体与障碍物发生碰撞，奖励为－１；否则，奖励为
０。用ｒｃｏｌ表示这部分奖励，其计算方式如式（２）所
示，其中β１为可调参数，ｃｏｌｌｉｄｅｄ是判断智能体是
否与障碍物发生碰撞的标志位。

ｒｃｏｌ＝
－１·β１ ｃｏｌｌｉｄｅｄ{０ ｏｔｈｅｒ

（２）

２）鱼群行为是否符合自组织特性。鱼群行
为的特性考虑距离和朝向２类性质。在距离方
面，为了使群体展现聚集的特点的同时不会频繁

发生个体间碰撞，设置期望距离 ｄ。如果个体间
的距离恰好等于ｄ，则奖励值最大；如果个体间的
距离大于或小于ｄ，则奖励值相应减小。图３（ａ）
给出了基于距离因素衡量奖励值的示意图。在

朝向方面，为了使群体展现同向的特点，应使个

体的朝向尽量趋同。如图３（ｂ）所示，ｏｉ、ｏｊ１和 ｏｊ２
分别为智能体 ｉ、ｊ１和 ｊ２的朝向，如果朝向一
致，奖励值越大；如果朝向差异变大，奖励值减

小。因此，可以用余弦函数计算基于朝向因素

衡量的奖励值。综合距离、朝向２个因素，与鱼
群行为相关的奖励 ｒｂｅｈ可通过式（３）进行计算，
其中 β２和 β３为可调参数。需要注意的是，
式（３）是以智能体 ｉ为中心个体计算的奖励值，
根据具体任务可以类似地计算以其他智能体为

中心的奖励值。

ｒｂｅｈ ＝－β２∑
ｊ≠ｉ

ｐｉ－ｐｊ －ｄ＋β３∑
ｊ≠ｉ
ｃｏｓ（ｏｉ－ｏｊ）

（３）
３）在要求群体到达目标位置的场景中，通过

智能体与目标位置的距离刻画奖励值。如果智能

体距离目标位置越近，奖励值越大；反之，奖励值

越小。与目标位置相关的奖励值 ｒｏｂｊ计算方式如
式（４）所示，其中β４为可调参数。

（ａ）距离因素
（ａ）Ｄｉｓｔａｎｃｅｆａｃｔｏｒ

　　 （ｂ）朝向因素
（ｂ）Ｏｒｉｅｎｔａｔｉｏｎｆａｃｔｏｒ

图３　考虑距离和朝向因素的奖励值设计
Ｆｉｇ．３　Ｒｅｗａｒｄｖａｌｕｅｄｅｓｉｇｎｃｏｎｓｉｄｅｒｉｎｇ
ｄｉｓｔａｎｃｅａｎｄｏｒｉｅｎｔａｔｉｏｎｆａｃｔｏｒｓ

ｒｏｂｊ＝－β４ ｐｉ－ｐｒｅｗ （４）
４）为了缓解奖励稀疏可能导致的学习过慢

的问题，可以设置提前终止状态并反馈相应的奖

励值。提前终止是由于鱼群状态与学习目标差异

很大，因此需要返回较大的负奖励值，并进入下一

个学习过程。用 ｒｔｅｒ表示与提前终止相关的奖励
值，计算方式如式（５）所示，其中 β５为可调参数，
ｔｅｒｍｉｎａｌ是判断某次学习过程是否提前终止的标
志位。

ｒｔｅｒ＝
－１·β５ ｔｅｒｍｉｎａｌ{０ ｏｔｈｅｒ

（５）

因此，某一时间步，环境向智能体 ｉ反馈的奖
励值是上述４部分之和：

ｒ＝ｒｃｏｌ＋ｒｏｂｊ＋ｒｂｅｈ＋ｒｔｅｒ （６）

３　算法

为了以学习的方式获得鱼的行为策略，基于

赫布迹和 Ａ２Ｃ框架［１８］（一种行动者 －评价者框
架）实现了一种多智能体深度强化学习算法。算

法框架如图４所示，主要包括鱼群模拟环境和鱼
群游动策略两部分。鱼群模拟环境建模已在第２
节给出，鱼群游动策略则由 ｎ个个体独立的策略
组合而成。每条鱼私有一个带赫布迹的神经网

络，因此，本文提出一种分布式强化学习算法。在

学习阶段，由于所有智能体是同构的，可借鉴网络

冻结［１９］的思想，先训练ｆ１的策略网络而固定其他
鱼的策略，然后将学好的 ｆ１的策略网络参数复制
给其他智能体（见图４空心箭头），再进行下一轮
ｆ１策略网络训练。

３．１　鱼群学习算法

整个鱼群行为的学习过程如算法１所示。由
于网络本身具有记忆特性，没有使用记忆池与经

验回放等技术。假设学习过程一共持续Ｎｍａｘ个回
合（第１４行）。每个回合中，鱼群会与环境进行
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图４　策略学习框架
Ｆｉｇ．４　Ｆｒａｍｅｗｏｒｋｏｆｔｈｅｓｔｒａｔｅｇｙｌｅａｒｎｉｎｇ

若干时间步的交互。在时间步 Ｔ，所有鱼获取当
前时间步的感知状态 ｓｔ，由策略拟合网络产生动
作决策ａｔ和状态评价 Ｖｔ。动作决策施加在环境
之后，环境向智能体反馈一个奖励值ｒｔ，同时环境
状态演变为 ｓｔ＋１。如果满足回合终止条件，即 Ｔ
大于Ｔｍａｘ或标志位 ｔｅｒｍｉｎａｌ为 Ｔｒｕｅ，环境状态复
位，进入下一回合的交互过程（第９行）。否则，
ｔｅｒｍｉｎａｌ为 Ｆａｌｓｅ，继续该回合下一个时间步的交
互（第８行）。

根据ｆ１与环境在一个回合中的交互数据（ｓ０，
ａ０，ｒ０，ｓ１，ａ１，ｒ１，…，ｓＴ）可以计算损失函数 Ｊ的值
（第１０行），具体计算方式如式（７）～（１０）所示：

Ｊ＝１ＴＪ１Ｊ２ （７）

Ｊ１ ＝∑
Ｔ

ｉ＝０
｛ｌｎπ（ａｉｓｉ；θａ）［Ｒｉ－Ｖ（ｓｉ；θｖ）］｝

（８）
Ｒｉ＝ｒ０＋γｒ１＋γ

２ｒ２＋… ＋γ
Ｔｒ
Ｔ

（９）

Ｊ２ ＝∑
Ｔ

ｉ＝０
［Ｒｉ－Ｖ（ｓｉ；θｖ）］

２ （１０）

其中：式（８）的 π（ａｉｓｉ；θａ）表示策略网络拟合
的动作决策函数，θａ表示与动作决策相关的网
络参数；式（９）中的γ表示奖励折扣因子；式（８）
和式（１０）中的 Ｖ（ｓｉ；θｖ）表示策略网络拟合的状
态评估函数，θｖ表示与状态评估相关的网络参
数。因此，θａ与 θｖ共享一部分参数。ｆ１根据损
失函数Ｊ值进行梯度下降，通过反向传播更新策
略学习网络参数。其他所有鱼则会在回合结束

时复制 ｆ１学习到的策略（第１２行）。显然，根据
算法１学习到的鱼群行为，所有鱼的行为特点
是趋同的。

算法１　鱼群行为策略学习
Ａｌｇ．１　Ｓｔｒａｔｅｇｙｌｅａｒｎｉｎｇｏｆｆｉｓｈｓｃｈｏｏｌｂｅｈａｖｉｏｒ

已知：环境模型、智能体模型

１　Ｎｅｐ＝０

２　ｒｅｐｅａｔ
３　　　Ｔ＝０
４　　　ｒｅｐｅａｔ
５　　　　　所有鱼获取感知状态ｓｔ
６　　　　　所有鱼执行ａｔ＝π（ａｔｓｔ；θａ）

７　　　　　获取奖励ｒｔ、状态ｓｔ＋１和ｔｅｒｍｉｎａｌ

８　　　　　Ｔ＝Ｔ＋１
９　　　ｕｎｔｉｌＴ大于Ｔｍａｘ或 ｔｅｒｍｉｎａｌ为Ｔｒｕｅ

１０　　 鱼１计算Ｊ
１１　　 鱼１根据Ｊ的梯度更新θａ和θｖ
１２　　 其他鱼复制鱼１的参数
１３　　 Ｎｅｐ＝Ｎｅｐ＋１

１４　ｕｎｔｉｌＮｅｐ大于Ｎｍａｘ

３．２　策略网络结构

算法中，每个智能体的策略用一个带赫布迹

的神经网络进行拟合，所有智能体的策略网络结

构相同，其网络结构如图５所示。

图５　策略学习网络结构
Ｆｉｇ．５　Ｓｔｒｕｃｔｕｒｅｏｆｔｈｅｓｔｒａｔｅｇｙｌｅａｒｎｉｎｇｎｅｔｗｏｒｋ

策略网络有 ３（ｎ－１）＋Ｓ２＋１个输入神经
元。第一部分的３（ｎ－１）个神经元记录了其他智
能体的状态，包括位置坐标和朝向。中间一项 Ｓ２

个输入神经元是智能体 ｉ对环境状态的感知，记
录了以智能体 ｉ为中心、附近 Ｓ×Ｓ个网格的状
态。最后一个神经元输入的是时间。整个策略学

习网络的核心结构是一个长短时记忆（Ｌｏｎｇ
ＳｈｏｒｔＴｅｒｍＭｅｍｏｒｙ，ＬＳＴＭ）单元。ＬＳＴＭ是一类具
有长期记忆和短期记忆的结构。如图５所示，在
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ＬＳＴＭ单元的输入门结构中增加了赫布迹项，用
于强化ＬＳＴＭ单元的记忆特性。ＬＳＴＭ单元 ｔ时
刻的内部状态ｃｔ的计算过程变为：

ｃｔ＝ｆｔ⊙ｃｔ－１＋ｉｔ⊙ｇｔ （１１）
ｆｔ＝σ（Ｗｆｈ·ｈｔ－１＋ｂｆｈ＋Ｗｆｘ·ｘｔ＋ｂｆｘ）（１２）
ｉｔ＝σ（Ｗｉｈ·ｈｔ－１＋ｂｉｈ＋Ｗｉｘ·ｘｔ＋ｂｉｘ）（１３）

ｇｔ＝ｔａｎｈ［（Ｗｇｈ＋α·Ｈｅｂｂ）·ｈｔ－１＋Ｗｇｘ·ｘｔ＋ｂｇｘ］

（１４）
其中：“⊙”是哈达玛积（Ｈａｄａｍａｒｄｐｒｏｄｕｃｔ），即矩
阵中对应的元素相乘；ｈｔ－１是 ｔ－１时刻 ＬＳＴＭ单
元的输出；ｘｔ是 ｔ时刻 ＬＳＴＭ单元的输入，即前述
３（ｎ－１）＋Ｓ２＋１个输入神经元组成的向量。σ
是ｓｉｇｍｏｉｄ激活函数，ｔａｎｈ是双曲正切函数。Ｗｆｈ、
Ｗｆｘ和ｂｆｈ、ｂｆｘ分别是 ＬＳＴＭ单元遗忘门的权重矩
阵和偏置向量，Ｗｉｈ、Ｗｉｘ、Ｗｇｈ、Ｗｇｘ和 ｂｉｈ、ｂｉｘ、ｂｇｘ分
别是 ＬＳＴＭ单元输入门的权重矩阵和偏置向量。
Ｈｅｂｂ是新增的赫布迹项矩阵，其维度与权重矩阵
Ｗｇｈ一致。赫布迹矩阵的元素值ｈｅｂｂｉｊ表示输入门
结构中连接第 ｉ个输入神经元 ｈ（ｉ）ｔ－１和第 ｊ个输出
神经元 ｇ（ｊ）ｔ 的赫布型权值。ｈｅｂｂｉｊ的值随着学习
的进程不断变化，更新的计算方法为：

ｈｅｂｂｉｊ（ｔ）＝ｈｅｂｂｉｊ（ｔ－１）＋ηｇ
（ｊ）
ｔ （ｈ

（ｉ）
ｔ－１－ｇ

（ｊ）
ｔ ）ｈｅｂｂｉｊ（ｔ－１）

（１５）
其中，η是控制记忆强度的系数。基于 ＬＳＴＭ单
元的输出，策略学习网络的输出分为２个部分。
一部分是智能体在时间步 Ｔ的动作决策 ａｔ，它以
独热编码的方式表示智能体的每一种可选动作。

另一部分输出是状态评价 Ｖｔ，它以一个实数值对
输入状态的“好坏”进行评价。Ｖｔ值越大表示认
为当前状态越“好”，越有利于智能体的策略学

习。虽然动作决策和状态评价共享了一部分网络

单元，但整个策略学习网络的训练方法与 Ｍｉｎｈ
等［１９］提出的方法可以保持一致。

４　实验结果

为了评估第３节提出的网络结构与算法是否
可用于学习到合理的鱼群行为，进行了一些实验

并给出结果。首先在３类群体场景中测试了本文
方法的学习效果，分别是领航跟随场景、自主漫游

场景和群体导航场景。然后对比了本文方法与基

于博德规则计算模拟的方法。

４．１　领航跟随场景

在领航跟随场景中，群体有一个领航者个体

带领其他个体运动，其余个体则作为跟随者跟随

领航者一起运动。通过领航与跟随的形式，鱼群

便能展现整体运动特性。设有一个３条鱼组成的
鱼群（ｎ＝３），不失一般性，假设ｆ３是领航者，ｆ１和
ｆ２是跟随者。ｆ３由外部控制器作用，在环境中作
周期环绕运动，其路径如图６中红线所示。ｆ１与
ｆ２的行为策略由网络拟合并通过算法１学习训练
获得。针对领航跟随场景实验的具体参数设置

为：环境大小Ｍ＝１５，感知范围Ｓ＝５；奖励机制的
可调参数β１＝０．１，β２＝０，β３＝０，β４＝０，β５＝１０；
Ｔｍａｘ＝２５０，提前终止条件为跟随者与领航者的距
离超过２。图６给出了鱼群在一次典型测试回合
中Ｔ＝７、Ｔ＝１５、Ｔ＝９１时运动状态，可以发现，本
文学习算法学到的策略能让 ｆ１和 ｆ２跟随 ｆ３环绕
运动。

图６　领航跟随场景的学习结果
Ｆｉｇ．６　Ｒｅｓｕｌｔｓｏｆｌｅａｒｎｉｎｇｉｎｔｈｅｌｅａｄｅｒｆｏｌｌｏｗｅｒｓｃｅｎａｒｉｏ

４．２　自主漫游场景

自主漫游场景的设置如图７所示，与领航跟
随场景相比，鱼群中没有领航者个体，所有个体需

要在环境中以整体的形式随机漫游。如果环境中

存在障碍物，鱼群需要避开障碍物。设有一个３
条鱼组成的鱼群（ｎ＝３），ｆ１、ｆ２与 ｆ３的行为策略
均由网络拟合并学习训练获得。针对自主漫游场

景实验的具体参数设置为：环境大小Ｍ＝１１，感知
范围Ｓ＝５；奖励机制的可调参数 β１＝１，β２＝１，
β３＝０，β４＝０，β５＝０；Ｔｍａｘ＝２５０，无提前终止条件。
图７展示了一次典型测试过程鱼群运动状态的变
化情况。在Ｔ＝７６时，所有个体朝着上方运动，且
个体之间距离为１。在Ｔ＝１３０时，所有个体朝着
下方运动，且个体之间距离为１。经数据统计，在
２５０个时间步内，鱼群始终聚集在一起，互相碰撞
０次，碰到障碍物１次，说明鱼群学会了博德规则
中的“聚集”规则，同时还可避开环境中的障

碍物。

·９９１·
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图７　自主漫游场景的学习结果
Ｆｉｇ．７　Ｒｅｓｕｌｔｓｏｆｌｅａｒｎｉｎｇｉｎｔｈｅａｕｔｏｎｏｍｏｕｓ

ｗａｎｄｅｒｉｎｇｓｃｅｎａｒｉｏ

图８　群体导航场景的学习结果
Ｆｉｇ．８　Ｒｅｓｕｌｔｓｏｆｌｅａｒｎｉｎｇｉｎｔｈｅｇｒｏｕｐｎａｖｉｇａｔｉｏｎｓｃｅｎａｒｉｏ

４．３　群体导航场景

在群体导航场景中，鱼群中所有个体需要

朝着给定目标协同地运动。如果环境中存在障

碍物，鱼群需要避开障碍物。设有一个 ３条鱼
组成的鱼群（ｎ＝３），ｆ１、ｆ２与 ｆ３的行为策略均由
网络拟合并学习训练获得。针对群体导航场景

实验的具体参数设置为：环境大小 Ｍ＝１９，感知
范围 Ｓ＝５，奖励位置为 ｐｒｅｗ（５，１３）；奖励机制的
可调参数 β１＝１，β２＝１，β３＝２，β４＝１０，β５＝０；
Ｔｍａｘ＝５０，无提前终止条件。图８展示了一次典
型测试过程鱼群运动状态的变化情况。初始时

刻，鱼群的状态如图８中 Ｔ＝０时所示鱼群。模
拟开始后，鱼群一直朝右侧方向游动，直至 Ｔ＝５
时，即将碰到环境中的障碍物。鱼群改变游动

方向，朝右上侧游动绕过障碍物并接近奖励位

置，到达 Ｔ＝１１的状态。当 Ｔ＝１６时，鱼群到达
奖励位置。之后鱼群将围绕奖励位置在水平方

向往复运动。经数据统计，碰到障碍物 ０次。
实验结果表明鱼群学会协调地绕过障碍物，到

达奖励位置。鱼群游动过程展现出聚集、同向

特性。

４．４　对比实验结果

为了说明赫布迹的引入对于学习过程的影

响，图９给出了群体导航学习训练过程中，有赫布
迹项和无赫布迹项２种条件下的群体奖励值的变
化曲线。可以发现，有赫布迹项时，群体在约

８００００个学习回合之后的学习过程相比无赫布
迹项时明显加快，使得最终的奖励值更优，即群体

所学到的行为更加符合自组织行为的特点，也表

明赫布迹项的记忆特性对于群体学习过程起到了

正面促进作用。

图９　有赫布迹项和无赫布迹项条件下的学习结果
Ｆｉｇ．９　ＲｅｓｕｌｔｓｏｆｌｅａｒｎｉｎｇｗｉｔｈａｎｄｗｉｔｈｏｕｔｔｈｅＨｅｂｂｉａｎｔｒａｃｅ

基于群体导航场景的实验结果，通过改变奖

励机制的可调参数、改变鱼群个体数量、改变奖励

位置进一步测试学习算法的效果，获得统计结果

如表１～２所示。

表１　鱼群模拟对比实验参数设置
Ｔａｂ．１　Ｓｅｔｔｉｎｇｓｏｆｃｏｍｐａｒａｔｉｖｅｔｅｓｔｓｏｎ

ｆｉｓｈｓｃｈｏｏｌｓｉｍｕｌａｔｉｏｎｓ

实验

编号

参数设置

β１ β２ β３ β４ β５ ｎ ｐｒｅｗ

Ａ １ １ ２ １０ ０ ３ （５，１３）

Ａ１ １ １ ２ １ ０ ３ （５，１３）

Ａ２ １ １ ５ １ ０ ３ （５，１３）

Ａ３ １ １ ０．５ １０ ０ ３ （５，１３）

Ｂ １ １ ２ １０ ０ ５ （５，１３）

Ｃ １ １ ２ １０ ０ ３ （９，１３）

·００２·



　第１期 杨慧慧，等：基于强化学习的鱼群自组织行为模拟

表２　鱼群行为特点对比
Ｔａｂ．２　Ｃｏｍｐａｒｉｓｏｎｏｆｆｉｓｈｓｃｈｏｏｌｂｅｈａｖｉｏｒｓ

实验编号 位置偏差 朝向偏差

博德 ０．０６ ３９

Ａ ０．０４ ２７．６

Ａ１ ０．０４ １６

Ａ２ ０．０３ ０．１６

Ａ３ ０．０４ ３６

Ｂ ０．０２ ９．２

Ｃ ０．０４ ３６

为了对比基于学习方法模拟的鱼群行为与基

于博德规则模拟的鱼群［２０］行为特点，设计了２个
量化指标进行衡量：一个是位置偏差 ｍ１，对应博
德模型中的“聚集”和“避碰”规则；另一个是朝向

偏差ｍ２，对应博德模型中的“同向”规则。ｍ１和
ｍ２的具体计算方式如式（１６）～（１７）所示。

ｍ１ ＝
１
Ｎ∑

Ｎ

ｉ＝１
ｐｉ－珔ｐ２

珔ｐ＝１Ｎ∑
Ｎ

ｉ＝１
ｐ{
ｉ

（１６）

ｍ２ ＝
１
Ｎ∑

Ｎ

ｉ＝１
ｏｉ－珋ｏ２

珋ｏ＝１Ｎ∑
Ｎ

ｉ＝１
ｏ{
ｉ

（１７）

通过表２的数据对比分析可知，在位置偏差
度量上，基于学习方法模拟的鱼群行为特点与基

于博德规则模拟的鱼群类似。而在朝向偏差度量

方面，当可调参数 β４显著减小时，例如实验设置
Ａ１对比Ａ，由于与目标导航相关的奖励值权重显
著减小，目标位置对于每个个体的方向导引作用

减弱，使得鱼群在个体相互作用下表现出更好的

方向趋同性。进一步，实验设置Ａ２对比Ａ１，当可
调参数β３增大时，由于与朝向相关的奖励值权重
增加，模拟的鱼群展现更好的方向趋同性。相反，

当β３减小时，例如实验设置Ａ３对比Ａ，与朝向相
关的奖励值权重减小，模拟的鱼群方向趋同性相

应变差。因此，对比实验结果进一步证明了学习

方法的有效性。

５　结论

为了从学习的角度切入实现鱼群自组织行为

模拟，首先构建了鱼群模拟框架，包括鱼群运动环

境模型，智能体的感知、运动和决策模型和奖励机

制。接着，基于赫布迹和行动者 －评价者框架提

出了一种多智能体强化学习方法。在学习训练阶

段，该方法利用网络冻结的思想实现了分布式学

习，有助于群体规模扩展，并利用赫布迹优化了策

略学习过程。仿真结果表明，该方法在领航跟随、

自主漫游、群体导航等场景均成功学到了鱼群自

组织行为。进一步数据分析发现，基于学习方法

模拟的鱼群与基于博德规则计算模拟的鱼群在行

为特性上表现出一定相似性。在后续工作中，以学

习结果为基础，将进一步基于直觉物理、随机选择计

算等类人智能因素对鱼群自组织行为展开研究。
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