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摘　要：高铁大风预警的传统方法基于风速预测，当瞬时值高于限速阈值时触发报警，存在大量的误报
警，不必要的限速控制影响了高铁行车效率。创新地提出了基于序列模式的预警方法，旨在挖掘报警事件前

序数据中的频繁模式，找出报警事件的变化规律，通过滤除与非预警序列共有的频繁模式，得到预警序列独

有的序列特征，构建了预警模式库。经兰新高铁沿线的监测数据验证，该方法在提高预测准确率的基础上降

低了漏报率，同时有效地减少了模式匹配所需的时间，为提前预警预留充分的时间窗口，更加符合实际应用

的需求。
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　　截至２０１７年６月，我国已建成７３条线路的
高铁防灾减灾系统，其中风力监测点２６１２处，形
成了能够实时监测铁路沿线大风情况的高铁防灾

网［１］，为灾害情况下的行车预警提供了数据支

持。目前高铁大风预警采用基于风速预测的人工

调度处置模式，但由于风力监测系统与指挥调度

系统物理隔离，效率较低，与高速铁路遇大风行车

的预警需求还存在一定差距［２］。日本的京叶线

引入了大风预警系统，主要根据风速计的监测值

预测短期内风速的上限值，当任意监测点预测风

速的上限值或检测值超出报警阈值，即发布列车

运行限速命令［３］，德国高铁也采用了相似的风速

短时预报系统［４］。近年来，铁路沿线风速预测的

研究受到关注［５－１０］，但基于单值预测的方法时效

性较差，预测的时间粒度在分钟量级，不符合由

《高速铁路自然灾害及异物侵限监测系统铁路局

中心系统暂行技术条件》规定的高铁行车遇大风

的报警事件规则［１１－１２］。根据《铁路自然灾害及

异物侵限监测系统工程涉及暂行规定》，风速持

续１０ｓ在 １５～２０ｍ／ｓ时，行车时速不高于
３００ｋｍ／ｈ；风速持续１０ｓ在２０～２５ｍ／ｓ时，行车
时速不高于 ２００ｋｍ／ｈ；风速持续 １０ｓ在 ２５～
３０ｍ／ｓ时，行车时速不高于１２０ｋｍ／ｈ；风速持续
１０ｓ大于３０ｍ／ｓ时，禁止动车组进入风区，而解
除报警则需连续６００ｓ低于超限值［１３－１４］。

总体来说，现施行的高铁大风预警技术，依赖

于预测的准确程度和时效程度，难以达到秒级粒

度条件下的高精度预测，不符合现有的高铁遇大

风事件的报警规则，易发生误报和漏报。故此，本

文提出基于序列模式挖掘的预警方法，将单值预
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测问题转化为序列状态的判定问题，对发生在报

警事件前的序列集合进行模式挖掘，找出有意义

的预警序列模式，用于预测报警事件的发生。频

繁序列模式代表了序列集合的特征，是该序列集

合中频繁发生的子序列［１３］。频繁序列模式曾在

很多领域得到应用，如在气象领域对高温、大风、

暴雨等报警事件的预警，能够识别出发生在报警

事件前的序列特征，进而做出有效的预警提示。

值得注意的是，序列模式虽然能够有效地提前识

别出报警事件，但由于非预警序列与预警序列存

在一定的相似度，易造成误报，给调度人员传递出

不必要的预警信息。因此，去除冗余和无效的频

繁序列模式成为解决此问题的关键。

此外，监测系统采集的风数据体量巨大且源

源不断。以兰新高铁线为例，每个风监测点一年

的采样数据超过１００亿条，数据量超过１ＴＢ。序
列模式挖掘算法复杂度较高，无法在单机完成计

算。因此，预警模式挖掘方法需要支持并行化，增

加频繁序列模式的长度［１４］。本文选用并行计算

框架Ｓｐａｒｋ，实现了基于内存存储的预警模式挖掘
并行化算法，相较于传统磁盘阵列存储，可以在极

大降低Ｉ／Ｏ操作时延的同时，保持良好的横向扩
展性，适合用于处理实际应用中的工业数据［１５］。

针对上述问题，本文提出了基于序列模式挖

掘的高铁大风预警方法。通过寻找预警频繁序列

和非预警频繁序列的最长公共子序列，剔除频繁

序列模式中的冗余和无效模式，构建了预警模式

库。利用兰新高铁沿线实测数据对预警模式挖掘

和预测方法进行了实验，验证了该方法的有效性、

区域适用性和执行效率。该方法在提高预测准确

率的基础上降低漏报率，同时减少了模式匹配所

需的时间，为提前预警预留充分的时间窗口，更加

符合实际应用的需求。

１　相关工作

目前，我国高铁行车指挥采用人工调度处置

模式，存在方式落后、效率低下等问题［２］。近年

来，有学者研究了如何提高大风预警的准确性。

Ｌｉｕ等［５－６，１０］先后提出了基于递归经验模态分解

的自回归积分滑动平均模型（ＡｕｔｏＲｅｇｒｅｓｓｉｖｅ
ＩｎｔｅｇｒａｔｅｄＭｏｖｉｎｇＡｖｅｒａｇｅｍｏｄｅｌ，ＡＲＩＭＡ）预测方
法和基于小波神经网络的预测方法，在预测精度

和时效性方面都取得了较好的结果。然而

ＡＲＩＭＡ模型的参数定阶问题难以自动化得到结
果，而基于小波神经网络方法的预测误差会随着

时间的推移而增大，不符合实际需求。针对传统

神经网络对非平稳风速的预测精度较差的问题，

路学海等［７］提出了改进的量子粒子群算法结合

小波神经网络的滚动预测方法，优化了小波神经

网络的初始参数；王瑞等［８］利用 Ｋａｌｍａｎ滤波去
除了数据冗余，提出基于径向基函数（Ｒａｄｉａｌ
ＢａｓｉｓＦｕｎｃｔｉｏｎ，ＲＢＦ）神经网络的滚动预测方法。
上述两项研究均是仿真研究，未能利用铁路沿线

的实测风速数据进行实验。Ｌｉ等［９］将风向引入

高铁大风预警问题中，研究了基于Ｋａｌｍａｎ滤波的
风速、风向预测，进而输出高铁行车的综合风险

系数。

上述基于风速预测的预警技术存在以下两个

问题。首先，以上研究侧重于提高风速预测的准

确性，而非针对实际的报警事件进行预测。事实

上，高铁沿线的风速值预测问题与高铁大风预警

问题并不能完全等价。其次，现实中高铁大风报

警规则精确到秒，而以上研究中风速序列的时间

单位为分钟或小时，难以满足秒级粒度的实际需

求。故此，本文将高铁大风的单值预测问题转化

为更细粒度的序列状态判定，通过挖掘报警事件

前序数据中的频繁模式，找出报警事件的变化规

律，符合高铁大风报警规则这类持续超限报警的

应用背景。

序列模式挖掘被广泛应用于许多领域的事件

预测。严兆斌等［１６］针对公路隧道交通事故问题，

利用 ＰｒｅｆｉｘＳｐａｎ算法生成了隧道交通事件序列模
式，反映隧道交通事件的序列特征，并用于建立隧

道交通事件规则库。冯钧等［１７］针对洪水预报问

题，提出构建适用于待预报流域的暴雨洪水模式

库的思想，通过对历史水文数据进行符号化模式

挖掘处理，完成中小河流暴雨洪水模式库构建。

张光兰等［１８］针对通信网络的报警预测问题，提出

一种基于拓扑约束的序列模式挖掘方法来发现有

意义的报警序列模式以实现报警预测，从而保证

通信网络的稳定性和可靠性。Ｎｉｙａｚｍａｎｄ等［１９］针

对报警泛滥问题，利用改进的 ＰｒｅｆｉｘＳｐａｎ算法对
天然气加工厂的报警数据做序列模式挖掘，利用

得到的频繁序列模式定位造成报警泛滥的原因。

Ｙａｓｍｉｎ等［２０］对基于序列模式挖掘的分类算法进

行改进，在提高分类速度、可扩展性的同时，保持

了分类的准确性，解决了高精度的数值数据难以

挖掘的问题。此外，序列模式挖掘用于预警的研

究还涉及库存采购预警［２１］、交通堵塞预警［２２］、传

感器故障预警［２３］等领域，但在列车行车报警预警

方面还鲜有涉及［２４］。

上述基于模式挖掘的预警研究，均是从报警

·６５·
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事件前的序列集合中挖掘出有意义的模式，以

作为预测报警事件的依据。然而，预警数据和

非预警数据在一定程度上是具有共性的，若只

考虑预警状态到报警状态的模式，会在实际应

用中造成大量的误报警。对此，本文不仅针对

预警数据做序列模式挖掘，还分析了非预警数

据的频繁序列模式，通过去除冗余提高了预警

的准确率。

２　问题定义

首先对预警模式挖掘方法所涉及的符号及名

称给出相关定义：

定义１　超限报警事件。根据报警规则（超
限值ＯｖｅｒＶａｌ、超限持续时间Ｔｐｅｒ）确定以起点索引
ｓｉ和终点索引ｅｉ的ｎ条报警序列（ｉ∈［１，ｎ］且ｉ∈
ＺＺ，ｎ≥ １），如图１的序列ｃ所示。

定义２　预警序列。给定固定窗口大小为
Ｔｅｗ，预警序列是截取每条报警序列数据前 Ｔｅｗ个
值组成的序列，即序列索引在（ｓｉ－Ｔｅｗ）～（ｓｉ－１）
对应的值构成的序列，如图１的序列ｂ所示，虽然
该序列含有超限数据，但其超限持续时间小于相

关阈值，并不符合报警事件规则。

定义３　非预警序列。非预警序列是序列索
引在（ｓｉ－Ｔｉｎｔｅｒ）～（ｓｉ－Ｔｅｗ）的值构成的序列，如
图１的序列ａ所示。为使预警序列数据和非预警
序列数据在相同的窗口大小下进行序列模式挖

掘，应将每条序列长度大于Ｔｅｗ的非预警序列进行
数据分段，以每段序列长度为Ｔｅｗ的序列集合形式
组成非预警序列集，以保证模式挖掘的结果均是

Ｔｅｗ内发生的频繁序列模式。
序列模式挖掘是指从序列数据库中寻找频繁

子序列作为模式的知识发现过程，即输入一个序

列数据库和支持度阈值，输出所有不小于支持度

阈值序列的过程［２５］。序列模式挖掘算法可分为

基于Ａｐｒｉｏｒｉ和基于模式增长两类。本文涉及序
列模式挖掘算法，并以基于模式增长类的

ＰｒｅｆｉｘＳｐａｎ算法为例给出相关定义。
定义４　子序列。对于序列ａ＝＜ａ１，ａ２，…，

ａｎ＞和序列 ｂ＝＜ｂ１，ｂ２，…，ｂｍ＞（ｎ≤ ｍ），若存
在数字序列１≤ｊ１≤ｊ２≤…≤ｊｎ≤ｍ，满足 ａ１ｂｊ１，
ａ２ ｂｊ２，…，ａｎ ｂｊｎ，则称ａ是ｂ的子序列。

定义５　支持度。序列 ｌ在序列数据库 Ｓ中
的支持度为序列数据库Ｓ中包含序列ｌ的序列个
数，记为ｓｕｐｐｏｒｔ（ｌ）。最小支持度 ｓｕｐ定义为支持

度与序列总数ｃｏｕｎｔ（Ｓ）的值，即ｓｕｐ＝ｓｕｐｐｏｒｔ（ｌ）ｃｏｕｎｔ（Ｓ）。

定义６　前缀。设每个元素中的所有项目按
照字典顺序排列，给定序列 ａ＝＜ａ１，ａ２，…，ａｎ＞
和ｂ＝＜ｂ１，ｂ２，…，ｂｍ＞（ｍ≤ ｎ）。如果 ｂｉ＝ａｉ
（ｉ≤ｍ－１）、ｂｍａｍ，并且（ａｍ－ｂｍ）中的所有项均
在ｂｍ中的项后面，则称ｂ是ａ的前缀。

图１　预警序列及非预警序列
Ｆｉｇ．１　Ａｌａｒｍｓｅｑｕｅｎｃｅａｎｄｎｏｎａｌａｒｍｓｅｑｕｅｎｃｅ

·７５·
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　　定义７　投影。给定序列 ａ和 ｂ，如果 ｂ是 ａ
的子序列，则 ａ对应于前缀 ｂ的投影 ａ′需满足 ｂ
是ａ′的前缀；ａ′是ａ满足上述条件的最大子序列。

定义８　后缀。设序列ａ关于子序列ｂ＝ ＜
ｂ１，ｂ２，…，ｂｍ－１，ｂｍ′＞的投影为 ａ′＝＜ｂ１，ｂ２，…，
ｂｎ＞（ｎ＞ｍ），则序列 ａ′关于子序列 ｂ的后缀为
＜ｂｍ″，ｂｍ＋１，…，ｂｎ＞，其中ｂｍ″＝（ｂｍ－ｂｍ′）。
定义９　投影数据库。设 ａ为序列数据库 Ｓ

中的一个序列模式，序列ｂ以ａ为前缀，则ａ的投
影数据库为Ｓ中所有以ａ为前缀的序列相对于 ａ
的后缀，记为Ｓ｜ａ。

例：考虑表１中的序列集合，设置支持度阈值
ｓｕｐ为０７５。
１）对数据库中的所有项进行支持度统计，将

支持度低于阈值的项从数据库中删除，得到前缀长

度为１的频繁序列模式｛＜Ａ＞∶４，＜Ｂ＞∶２｝；
２）对于每个长度为 １满足支持度要求的前

缀进行递归挖掘，以 ＜Ａ＞为前缀投影数据库的
结果为｛＜（＿Ｂ），Ｂ＞，＜（ＡＢ），Ｂ＞，＜Ｂ＞，
＜（＿Ｂ），Ａ，Ｂ＞｝，满足支持度要求的有｛Ｂ∶４，
＿Ｂ∶３｝，即以＜Ａ＞为前缀挖掘到的前缀长度为２
的频繁序列模式有｛＜Ａ，Ｂ＞，＜（ＡＢ）＞｝，同理
可得以＜Ｂ＞为前缀挖掘到的前缀长度为２的频
繁序列模式有｛＜Ｂ，Ｂ＞｝，即前缀长度为２的频
繁序列模式为｛＜Ａ，Ｂ＞，＜（ＡＢ）＞，＜Ｂ，Ｂ＞｝；
３）递归执行２），得到前缀长度为３的频繁

序列模式有 ＜（Ａ，Ｂ），Ｂ＞。若投影数据库为空
或投影数据库中各项支持度计数都低于阈值则递

归返回。综上，在该例中由 ＰｒｅｆｉｘＳｐａｎ算法得到
大于支持度阈值 ０７５的频繁序列模式集为
｛＜Ａ＞，＜Ｂ＞，＜Ａ，Ｂ＞，＜（ＡＢ）＞，＜（Ａ，Ｂ），
Ｂ＞｝。

表１　序列数据集示例
Ｔａｂ．１　Ａｎｅｘａｍｐｌｅｏｆｓｅｑｕｅｎｃｅｄａｔａｓｅｔ

序列编号 序列

１ ＜（ＡＢ），Ｂ，Ｃ＞

２ ＜（ＡＣ），（ＡＢＣ），Ｂ＞

３ ＜Ａ，Ｂ＞

４ ＜（ＡＢ），Ａ，Ｂ＞

３　预警序列模式挖掘方法

为了除去预警数据和非预警数据的公共频繁

序列，降低将非预警序列识别成预警序列的概率，

本节提出预警序列模式挖掘方法，其流程如图２

所示。主要步骤有：①根据报警规则生成预警序
列数据和非预警序列数据；②利用序列模式挖掘
算法生成预警频繁序列和非预警频繁序列；③采
用最长公共子序列算法去除预警数据和非预警数

据的公共频繁序列，以生成预警模式库；④在测试
或实际应用中，将目标序列与预警模式库中的模

式进行模式匹配，若能匹配成功则表示在这段时

间后将发生报警事件，应及时通知相关人员发布

预警信号。

图２　预警序列模式挖掘方法流程图
Ｆｉｇ．２　Ｆｌｏｗｃｈａｒｔｏｆｓｅｑｕｅｎｔｉａｌｐａｔｔｅｒｎｍｉｎｉｎｇｆｏｒ

ｅａｒｌｙｗａｒｎｉｎｇ

３．１　预警模式库构建

首先根据第２节中对于预警序列和非预警序
列的定义，在原始的时间序列数据中筛选出报警

事件数据、预警序列数据和非预警序列数据。考

虑到时间序列普遍维度很高，不能直接进行模式

挖掘，且对于需要对每个前缀做投影操作的序列

模式挖掘算法而言，若存在大量的单项，会直接增

加算法的时间复杂度和空间复杂度。为解决时间

序列的高维特性，通常会进行时间序列符号化操

作，该操作能提高存储的效率，加快处理速度。

为了降低将非预警序列识别成预警序列的概

率，分别对预警序列和非预警序列做序列模式挖

掘，进而得到两者的公共频繁序列模式，即不能明

显区分是否预警的序列特征，在预警序列的频繁

·８５·
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模式集中除去包含非预警频繁序列的特征，仅保

留能准确辨识预警的分类依据，完成预警模式库

的构建。

３．２　预警模式匹配

最 长 公 共 子 序 列 （Ｌｏｎｇｅｓｔ Ｃｏｍｍｏｎ
Ｓｕｂｓｅｑｕｅｎｃｅ，ＬＣＳ）算法旨在求得两个或多个已
知序列的最长子序列［２６］。此处的子序列是指从

序列中得到各个元素属于原始序列（顺序且不一

定连续的序列）。如字符串序列“ａａｂｃｄ”和
“ａｂｃａｂｃ”中，两者的公共子序列有顺序且相邻的
“ａｂｃ”，也有顺序且不相邻的“ａａｂｃ”，所以两者的
最长公共子序列为“ａａｂｃ”。该算法在预警模式
挖掘方法流程中，应用于去除预警序列和非预警

序列的公共频繁序列模式和验证是否预警，其实

现的功能均为在目标序列中检测是否存在非预警

频繁序列的特征。

当序列的数量一定时，ＬＣＳ求解可以采用动
态规划方法，以空间换时间的思想，用数组保存中

间状态，方便后续计算。记序列 Ｘ的前 ｉ个元素
为Ｘｉ＝｛ｘ＿１，ｘ＿２，…，ｘ＿ｉ｝，序列Ｙ的前ｊ个元素
为Ｙｊ＝｛ｙ＿１，ｙ＿２，…，ｙ＿ｊ｝；序列 Ｘ和序列 Ｙ的
最长公共子序列为ＬＣＳＸＹ；序列Ｘ的前ｉ个元素和
序列 Ｙ的前 ｊ个元素的最长公共子序列为
ＬＣＳＸｉＹｊ。设置二维数组Ｃ［ｉ，ｊ］记录Ｘ和Ｙ子序列
的最长公共子序列长度，则可得到式（１）的状态
转移方程。根据式（１），可通过递归计算出每个
子序列的ＬＣＳ，并依据二维数组 Ｃ回溯得到最长
公共子序列ＬＣＳＸＹ。通过基于 ＬＣＳ的模式匹配方
法，求得预警模式和测试集中每条窗口序列的最

长公共子序列，若最长公共子序列与该预警模式

相等则表示匹配成功。

Ｃ［ｉ，ｊ］＝

０ ｉ＝０或ｊ＝０
Ｃ［ｉ－１，ｊ－１］＋１ ｉ，ｊ＞０且ｘｉ＝ｙｊ
ｍａｘ（Ｃ［ｉ，ｊ－１］，Ｃ［ｉ－１，ｊ］） ｉ，ｊ＞０且ｘｉ≠ｙ

{
ｊ

（１）
在第２节中，从基于 ＰｒｅｆｉｘＳｐａｎ算法的频繁

序列模式挖掘的示例中可以发现，原始算法的

结果集为所有满足支持度阈值的频繁序列模式

集，而对于预警模式库来说，长度较短的频繁序

列模式不宜作为预警模式，由相同前缀组成的

非最长频繁模式会造成结果集的冗余，且模式

库中会因此类频繁序列模式的存在而增加模式

验证的运行时间［２７］。算法１给出了预警序列模
式挖掘算法，分别以相同支持度阈值挖掘预警

序列数据库和非预警序列数据库中大于模式长

度阈值且由相同前缀组成的最长频繁序列模

式，并采用 ＬＣＳ算法在预警频繁序列中除去包
含非预警频繁序列模式的特征，完成预警序列

模式库的构建。

算法１　预警序列模式挖掘算法
Ａｌｇ．１　Ｅａｒｌｙｗａｒｎｉｎｇｓｅｑｕｅｎｃｅｐａｔｔｅｒｎｍｉｎｉｎｇａｌｇｏｒｉｔｈｍ

Ｉｎｐｕｔ：预警序列数据库Ｓ＋，非预警序列数据库Ｓ－，支
持度阈值ｓｕｐ，频繁模式最大长度Ｌｍａｘ，频繁模式最小长

度Ｌｍｉｎ
Ｏｕｔｐｕｔ：预警模式库ｐａｔｓ

１．　ｐａｔｓ←
２．　得到预警频繁序列模式集和非预警频繁序列模

式集

３．　Ｐ＋← ｐａｔｔｅｒｎＭｉｎｉｎｇ（Ｓ＋，ｓｕｐ，Ｌｍａｘ）

４．　Ｐ－← ｐａｔｔｅｒｎＭｉｎｉｎｇ（Ｓ－，ｓｕｐ，Ｌｍａｘ）

５．　过滤预警频繁模式中长度小于阈值和包含非预警
频繁序列特征的无效模式

６．　ｆｏｒｅａｃｈｓｉｎＰ＋
７．　　ｉｆｌｅｎＬａｒｇｅｒ（ｓ，Ｌｍｉｎ）ａｎｄＬＣＳ（ｓ） Ｐ－ｔｈｅｎ

８．　　ｐａｔｓ←ｕｎｉｏｎ（ｐａｔｓ，ｓ）
９．　　ｅｎｄｉｆ
１０．　ｅｎｄｆｏｒ
１１．　过滤冗余模式，保留由相同前缀组成的最长频繁

序列模式

１２．　ｆｏｒｅａｃｈｐａｔｉｎｐａｔｓ
１３．　　ｗｈｉｌｅｓｌｉｃｅ（ｐａｔ，ｌｅｎｇｔｈ）≠ｄｏ
１４　　ｌｅｎｇｔｈ← Ｌｍｉｎ；

１５．　　　ｉｆｓｌｉｃｅ（ｐａｔ，ｌｅｎｇｔｈ）∈ ｐａｔｓｔｈｅｎ
１６．　　　ｐａｔｓ← ｄｉｆｆ（ｐａｔｓ，ｓｌｉｃｅ（ｐａｔ，ｌｅｎｇｔｈ））；
１７．　　　ｅｎｄｉｆ
１８．　　ｌｅｎｇｔｈ← ｌｅｎｇｔｈ＋１
１９．　ｅｎｄｗｈｉｌｅ
２０．　ｅｎｄｆｏｒ
２１．　ｒｅｔｕｒｎｐａｔｓ

４　实验结果与分析

４．１　实验环境

本文 数 据 存 储 介 质 为 Ｏｒａｃｌｅ１１ｇ，在
Ｓｐａｒｋ２７０搭建的完全分布式环境下进行实验。
Ｓｐａｒｋ集群总节点数为 ３，每个节点的配置为：
Ｉｎｔｅｌ（Ｒ）Ｘｅｏｎ（Ｒ）四核Ｅ５－２６２０２１０ＧＨｚ处理
器；８Ｇ内存；Ｕｂｕｎｔｕ１６０４ＬＴＳ的操作系统。

实验采用兰新高速铁路沿线风基站２０１７年
实测数据，其采样频率为１Ｈｚ。在模式挖掘实验
之前对原始数据进行了缺失值、异常值等数据预

处理。
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４．２　预警模式挖掘实验

选用兰新高铁沿线位于百里风区的５６９６风
基站实测的共１５６３８４００个风速值构成的时间序
列。根据高铁行车限速规定，设置风速超限值

ＯｖｅｒＶａｌ＝１５ｍ／ｓ；超限持续时间Ｔｐｅｒ＝１０ｓ。根据
《客运专线防灾安全监控系统总体技术方案》，对

风速变化快的强对流短时大风，预警时间不少于

２ｍｉｎ；而对风速变化慢的季节性大风，预警时间
不少于５ｍｉｎ。因实验数据属于百里风区，故设置
预警时间Ｔｅｗ＝１２０ｓ，非预警时间Ｔｉｎｔｅｒ＝７２００ｓ。

在上述实验过程的符号化阶段，考虑到大风

报警事件规则要求风速超限具有持续性的特点，

将某一范围的风速值映射为某一符号，表２为符
号化映射规则（风速单位为 ｍ／ｓ）。风速小于
ＯｖｅｒＶａｌ超限值（１５ｍ／ｓ）按照风力等级对照表划
分，大于ＯｖｅｒＶａｌ超限值（１５ｍ／ｓ）按照报警事件
的临界风速划分。

表２　符号化映射规则
Ｔａｂ．２　Ｓｙｍｂｏｌｉｃｍａｐｐｉｎｇｒｕｌｅｓ

风速范围 符号表示 风速范围 符号表示

［０．０，０．２］ ‘ａ’ ［１０．８，１３．８］ ‘ｇ’

［０．３，１．５］ ‘ｂ’ ［１３．９，１５．０］ ‘ｈ’

［１．６，３．３］ ‘ｃ’ ［１５．０，２０．０］ ‘ｉ’

［３．４，５．４］ ‘ｄ’ ［２０．０，２５．０］ ‘ｊ’

［５．５，７．９］ ‘ｅ’ ［２５．０，３０．０］ ‘ｋ’

［８．０，１０．７］ ‘ｆ’ ［３０．０，＋∞］ ‘ｌ’

为了检验该预警模式挖掘方法的有效性，据

二八定律，将预警序列集按报警时间先后顺序以

８∶２的比例分为预警训练集和预警测试集，并在
非预警序列集上以相同比例划分为非预警训练集

和非预警测试集。为使得序列模式挖掘算法得到

的频繁模式均发生在一定的时间内，固定窗口大

小为预警时间（本实验中 Ｔｅｗ＝１２０ｓ），将非预警
序列集中大于窗口大小的序列划分长度为 Ｔｅｗ子
序列。本实验利用训练集中的预警序列和非预警

序列做预警模式挖掘，在测试集中进行预警模式

验证实验。预警模式挖掘算法中的输入参数ｓｕｐ，
Ｌｍａｘ，Ｌｍｉｎ分别设置为０３、１２０、６０，一共得到１５４４２
条序列长度大于 Ｌｍｉｎ的频繁模式，经过滤相同前
缀组成的非最长频繁模式后，保留８００９条由前缀
组成的最长频繁模式作为预警模式库。部分具有

典型的预警模式见表 ３（由于模式长度较长，在
表３中将预警模式库的结果表示为［‘符号’∶持

续出现的次数］的字典集合），表中风速单位为

ｍ／ｓ。

表３　部分典型预警模式
Ｔａｂ．３　Ｐａｒｔｉａｌｔｙｐｉｃａｌｅａｒｌｙｗａｒｎｉｎｇｐａｔｔｅｒｎｓ

符号 ∶持续次数 风速区段 ∶持续次数

［‘ｇ’∶８７］ ［［１０．８，１３．８］∶８７］

［‘ｇ’∶２６，‘ｆ’∶３４］
［［１０．８，１３．８］∶２６，［８．０，
１０．７］∶３４］

［‘ｇ’∶３０，‘ｈ’∶１，
‘ｇ’∶４，‘ｈ’∶２，
‘ｇ’∶２３］

［［１０．８，１３．８］∶３０，［１３．９，
１５０］∶１，［１０８，１３８］∶２，
［１３９，１５０］∶２３］

［‘ｇ’∶８，‘ｆ’∶２，
‘ｇ’∶５６］

［［１０８，１３８］∶８，［８０，
１０７］∶２，［１０８，１３８］∶５６］

［‘ｇ’∶８４，‘ｈ’∶２］
［［１０８，１３８］∶８４，［１３９，
１５０］∶２］

由预警模式库可知，在１级报警事件发生前
风速不会发生大幅度的突变，且风速在 ８～
１５ｍ／ｓ范围内变化。图３的五种典型预警模式，
其“典型”在风速在不同区段间的趋势变化规律，

“非典型”的预警模式与这五种的区别在于风速

在不同区段持续的次数不同，其形状规律与以上

五种相似，如图３所示。

（ａ）稳定变化型
（ａ）Ｓｔａｂｌｅ

　　　（ｂ）先降后升型
（ｂ）Ｆａｌｌｒｉｓｅ

（ｃ）波动型
（ｃ）Ｆｌｕｃｔｕａｎｔ

（ｄ）先降后阶梯型
（ｄ）Ｆａｌｌｓｔｅｐｕｐ

　　　（ｅ）阶梯型
（ｅ）Ｓｔｅｐｕｐ

　　　　

图３　预警模式大致形状总结
Ｆｉｇ．３　Ｓｈａｐｅｓｏｆｅａｒｌｙｗａｒｎｉｎｇｐａｔｔｅｒｎｓ
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４．３　预警模式验证实验

本实验的验证指标如下：

１）准确率 ＝
ｎａｌａｒｍ＿ｐ＋ｎｎｏｔ＿ａｌａｒｍ＿ｎ

ｎｔｅｓｔ
，其中 ｎｔｅｓｔ为测

试序列集中序列的数量，ｎａｌａｒｍ＿ｐ是应该预警且正确
预警的事件数量，ｎｎｏｔ＿ａｌａｒｍ＿ｎ是不应该预警且没有预
警的事件数量，该指标的含义为正确预测的比例。

２）漏报率 ＝
ｎａｌａｒｍ＿ｎ
ｎａｌａｒｍ＿ｆａｌｓｅ

，其中 ｎａｌａｒｍ＿ｆａｌｓｅ为测试序

列集中未预警的事件数量，ｎａｌａｒｍ＿ｎ为应该预警但没
有预警的事件数量。该指标代表的含义为在预警

事件识别时遗漏的比例。

本实验分别选用 ＦＰＧｒｏｗｔｈ、ＰｒｅｆｉｘＳｐａｎ两种
不同的模式挖掘算法进行验证，序列模式挖掘算

法ＦＰＧｒｏｗｔｈ需要反复循环扫描数据库，复杂度较
高。而ＰｒｅｆｉｘＳｐａｎ挖掘算法，无须生成候选序列，
数据量较大的情况下只需扫描２次数据库进行递
归计算，效率更好。选取兰新高铁沿线位于百里

风区的５６９６风基站在２０１７年实测的风速序列，
该实验旨在验证去除非预警频繁序列对预警准确

率的影响。

表４中，传统方法只考虑预警序列模式，而本
文方法剔除了非预警频繁序列。实验结果表明，

基于序列模式挖掘的预警方法能够识别出报警前

的序列特征，起到预警作用，对比传统序列模式挖

掘方法，其准确率和漏报率都有所改进，原因是传

统序列模式挖掘方法不能有效区别预警序列和非

预警序列共有的频繁模式，这一点在 ＦＰＧｒｏｗｔｈ上
表现得尤为明显。ＦＰＧｒｏｗｔｈ算法特殊的数据组
织形式，要求一个序列中的元素最多出现一次，使

得挖掘得到的序列模式的种类少于 ＰｒｅｆｉｘＳｐａｎ算
法，但却包含了更多的公共频繁模式。因此，

ＦＰＧｒｏｗｔｈ极易产生假预警，将非预警序列预测为
预警序列，导致准确率很低。由此可见，预警模式

挖掘方法可对冗余和无效的模式进行有效过滤。

表４　模型性能
Ｔａｂ．４　Ｍｏｄｅｌｐｅｒｆｏｒｍａｎｃｅ

％

挖掘算法 准确率 漏报率

ＦＰＧｒｏｗｔｈ－传统方法 ３．６ ３．１

ＦＰＧｒｏｗｔｈ－本文方法 ７９．４ ０．７

ＰｒｅｆｉｘＳｐａｎ－传统方法 ６４．４ ０．８

ＰｒｅｆｉｘＳｐａｎ－本文方法 ６７．４ ０．７

为了验证本文算法的区域适用性，选取兰新

高铁沿线多个风基站进行该验证实验。表５显示
了兰新高铁沿线的８５２８、８４９６、８５１２三个风基站
在２０１７全年数据的预警结果，准确率和漏报率这
两个指标均保持较好的一致性，说明本文提出的

方法具有较好的区域适用性。

表５　区域适用性
Ｔａｂ．５　Ｒｅｇｉｏｎａｌａｐｐｌｉｃａｂｉｌｉｔｙ

％

风基站 准确率 漏报率

８５２８基站 ７１．０ ０．１

８４９６基站 ７５．５ ０．２

８５１２基站 ７１．５ ０．３

４．４　执行效率实验

由于单机上计算超时，本文采用３个节点的
ＳｐａｒｋＣｌｕｓｔｅｒ进行并行计算。不同长度预警序列
的匹配时间对比情况如表６所示。基于模式序列
的预警方法旨在在较短的时间内相对高精度地预

测出未来的报警事件。由于模式匹配算法复杂度

较高，需要留出充分的时间窗口才能达到预警效

果。期望的预警时间越早，预留给匹配的时间就

越长。本文提出的预警方法较传统方法可降低匹

配时间。对于２ｍｉｎ预警序列，本文方法可将预
警窗口从１１３２ｓ延长至１１６６ｓ。对于２０ｍｉｎ预
警序列，采用传统方法，匹配时间消耗１９５ｍｉｎ，
实际有效预警窗口仅为０５ｍｉｎ，而本文方法可将
有效预警窗口延长至９１ｍｉｎ，这说明本文方法具
有较高的工程实用性。

表６　任务运行时间比较
Ｔａｂ．６　Ｒｕｎｔｉｍｅｃｏｍｐａｒｉｓｏｎ

２０ｍｉｎ预警序列 ２ｍｉｎ预警序列

传统方法 １９．５ｍｉｎ ６．８ｓ

本文方法 １０．９ｍｉｎ ３．４ｓ

５　结论

本文针对兰新高铁动车组列车遇大风行车限

速报警事件进行了预警方法研究。针对单值预测

法精度不够且不符合高铁大风事件的报警规则，

提出了基于序列模式的预警方法。考虑到非预警

序列模式对预警准确率的影响，提出了预警和非

预警序列的公共频繁模式过滤方法，从而得到预

警序列独有的序列特征，完成了高铁行车遇大风

预警模式库构建，并使用兰新高铁沿线的多个风

·１６·
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基站数据验证了该方法的有效性，证明了该方法

具有区域适用性。该预警模式挖掘方法从实际应

用出发，可在提高预测准确率的基础上降低漏报

率，同时有效地减少了模式匹配所需的时间，为提

前预警预留更长的时间窗口，符合实际应用的

需求。
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