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摘　要：机内测试被广泛应用于故障诊断、装备健康管理与预测等领域。针对机内测试设备在设计和升
级时遇到的分类器更新、样本数量不平衡、硬件条件限制问题，提出初步解决方案。利用基于密度的聚类和

人工免疫方法处理原始数据；提出基于代表样本点的混合学习方法；利用支持向量机和仿真案例验证所提方

法。结果表明所提方法能够解决上述问题，有助于基于数据的机内测试设备设计与升级。

关键词：机内测试；数据基故障诊断；设计改进；状态基维修

中图分类号：ＴＨ１７；ＴＰ３０　　文献标志码：Ａ　　文章编号：１００１－２４８６（２０２０）０２－１７１－０６

Ｓｔｕｄｙｏｆｄａｔａｂａｓｅｄｆａｕｌｔｄｉａｇｎｏｓｉｓａｌｇｏｒｉｔｈｍｕｐｄａｔｅｐｒｏｂｌｅｍ

ＺＨＡＯＣｈｅｎｘｕ，ＴＵＹｉ，ＱＩＵＪｉｎｇ，ＬＩＵＧｕａｎｊｕｎ
（ＳｃｉｅｎｃｅａｎｄＴｅｃｈｎｏｌｏｇｙｏｎＩｎｔｅｇｒａｔｅｄＬｏｇｉｓｔｉｃｓＳｕｐｐｏｒｔＬａｂｏｒａｔｏｒｙ，ＮａｔｉｏｎａｌＵｎｉｖｅｒｓｉｔｙｏｆＤｅｆｅｎｓｅＴｅｃｈｎｏｌｏｇｙ，Ｃｈａｎｇｓｈａ４１００７３，Ｃｈｉｎａ）

Ａｂｓｔｒａｃｔ：ＢＩＴＥ（ｂｕｉｌｔｉｎｔｅｓｔｅｑｕｉｐｍｅｎｔ）ｉｓｗｉｄｅｌｙｕｓｅｄｉｎｍａｎｙｆｉｅｌｄｓｓｕｃｈａｓｆａｕｌｔｄｉａｇｎｏｓｉｓ，ｅｑｕｉｐｍｅｎｔｐｒｏｇｎｏｓｉｓａｎｄｈｅａｌｔｈｍａｎａｇｅｍｅｎｔ．

ＴｈｅｐｒｏｂｌｅｍｓｅｎｃｏｕｎｔｅｒｅｄｉｎｔｈｅｐｒｏｃｅｓｓｏｆＢＩＴＥｄｅｓｉｇｎａｎｄｕｐｄａｔｅ，ｉｎｃｌｕｄｉｎｇｔｈｅｃｌａｓｓｉｆｉｅｒｓｕｐｄａｔｅ，ｓａｍｐｌｅｓｉｍｂａｌａｎｃｅａｎｄｈａｒｄｗａｒｅｌｉｍｉｔａｔｉｏｎ，

ｗｅｒｅａｎａｌｙｚｅｄ，ａｎｄｔｈｅｉｎｉｔｉａｌｓｏｌｕｔｉｏｎｓｗｅｒｅｐｒｏｐｏｓｅｄ．Ｔｈｅｄｅｎｓｉｔｙｂａｓｅｄｃｌｕｓｔｅｒａｎｄａｒｔｉｆｉｃｉａｌｉｍｍｕｎｅｓｙｓｔｅｍｗｅｒｅａｐｐｌｉｅｄｔｏｐｒｏｃｅｓｓｔｈｅｒａｗｄａｔａ；

ｔｈｅｄｅｌｅｇａｔｅｓｂａｓｅｄｈｙｂｒｉｄｌｅａｒｎｉｎｇｍｅｔｈｏｄｓｗｅｒｅｐｒｏｐｏｓｅｄ．Ｔｈｅｅｖａｌｕａｔｉｏｎｏｆｔｈｅｓｏｌｕｔｉｏｎｗａｓｖａｌｉｄａｔｅｄｂｙｔｈｅｎｕｍｅｒｉｃａｌａｎｄｅｘｐｅｒｉｍｅｎｔｅｘａｍｐｌｅｓ

ｗｉｔｈｓｕｐｐｏｒｔｖｅｃｔｏｒｍａｃｈｉｎｅ．Ｒｅｓｕｌｔｓｓｈｏｗｔｈａｔｔｈｅｐｒｏｐｏｓｅｄｓｏｌｕｔｉｏｎｃａｎｓｏｌｖｅｔｈｅｍｅｎｔｉｏｎｅｄｐｒｏｂｌｅｍｓｗｅｌｌａｎｄｉｓｈｅｌｐｆｕｌｆｏｒｄａｔａｂａｓｅｄｆａｕｌｔ

ｄｉａｇｎｏｓｉｓｄｅｓｉｇｎａｎｄｕｐｄａｔｅｉｎｔｈｅｐｒｏｃｅｓｓｏｆＢＩＴＥｍａｔｕｒａｔｉｏｎ．

Ｋｅｙｗｏｒｄｓ：ｂｕｉｌｔｉｎｔｅｓｔ；ｄａｔａｂａｓｅｄｆａｕｌｔｄｉａｇｎｏｓｉｓ；ｄｅｓｉｇｎｉｍｐｒｏｖｅｍｅｎｔ；ｃｏｎｄｉｔｉｏｎｂａｓｅｄｍａｉｎｔｅｎａｎｃｅ

１　问题分析

机内测试系统是传感器、数据处理器、诊断软

件等部分结合的产物，作为装备的一部分，可以使

使用者尽快开展故障诊断与预测。随着计算机技

术的不断发展，基于机器学习的故障诊断，尤其是

基于数据的分类在故障检测与隔离过程中受到了

越来越多的重视和应用［１］。将传感器采集到的

数据经过一定的数据处理后得到装备运行的实时

特征，将其与装备研制和运行中累积的运行状态

“知识”作对比，可快速确定装备的运行状态。对

于基于机器学习的故障诊断算法，足够的训练样

本是保证得到高精度诊断结论的必要条件，只有

经过充分训练的算法才能达到故障诊断设计要

求。由于装备实际工作剖面复杂多样，在装备测

试性设计时，受限于设计时间和经费，上述前提一

般是不成立的；尤其是设计之初，往往难以得到装

备故障数据的全样本空间，对于缺少相似产品的

新研装备而言，得到正常状态的全样本空间通常

也是比较困难的。在这种情况下，为了保证诊断

结论的准确性，故障诊断决策算法需要随着试验

或者使用过程中数据的累积而不断迭代更新［２］。

在这个过程中，机器学习算法通常面临着分类器

更新训练问题［３－５］、训练样本不平衡问题［６－８］和

硬件存储容量限制［９］等问题。随着机器学习热

度的不断增加，上述问题受到了越来越多的关注。

但是从目前的文献来看，成果多集中在某个单一

问题的解决上，统筹考虑上述三个问题，提出一套

系统解决方案的成果还未发现。针对该情况，本

文试图提出一套简单实用的方法，解决在测试性

设计改进过程中如何开展诊断算法更新工作的

问题。

２　问题解决

２．１　基于密度的大样本数据压缩

数据压缩是一种用少量样本表征完整原始样

本集大部分特征区域的数据缩减方法［１０］。基于

 收稿日期：２０１８－１２－１１
作者简介：赵晨旭（１９８７—），男，河南郑州人，工程师，博士，Ｅｍａｉｌ：ｚｈａｏ＿ｃｈｅｎｘｕ＠１２６．ｃｏｍ



国 防 科 技 大 学 学 报 第４２卷

密度的聚类是常用的聚类方法之一，本文参考该

方法开展大样本数据压缩，在缓解样本量不平衡

的同时，解决算法更新时原始样本不断增多、存储

耗费大的问题。

表征装备故障状态的特征向量通常是高维

的，向量元素通常包含实数值和属性值两种类型。

用ｓ维特征向量 ｘ＝｛ｘｒ１，…，ｘ
ｒ
ｌ，ｘ

ｃ
ｌ＋１，…，ｘ

ｃ
ｓ｝表示

样本点ｘ，其中｛ｘｒ１，…，ｘ
ｒ
ｌ｝为实数特征，｛ｘ

ｃ
ｌ＋１，…，

ｘｃｓ｝为属性特征，则可以用式（１）定义样本点ｘｉ与
ｘｊ之间的距离

［１１］。

ｄ（ｘｉ，ｘｊ）＝ ∑
ｌ

ｔ＝１
（ｘｒｉ，ｔ－ｘ

ｒ
ｊ，ｔ）[ ]２ ０．５＋λ∑

ｓ

ｔ＝ｌ＋１
δ（ｘｃｉ，ｔ，ｘ

ｃ
ｊ，ｔ）

（１）
式（１）右侧第一项为用欧氏距离表征的实数特征
距离，第二项为用相异匹配测度表征的属性特征

距离，λ用以调整属性特征在距离测度中的权重，
δ（·）为示性函数。

δ（ａ，ｂ）＝
０，ａ＝ｂ
１，ａ≠{ ｂ

（２）

根据定义，ｄ（ｘｉ，ｘｊ）可以用来衡量两个样本
之间的相似程度：ｄ（ｘｉ，ｘｊ）＝０时，两个样本最相
似，甚至相同；距离越大，两个样本之间的相似性

越差。

对于容量为 Ｎ的样本集，在距离函数的基础
上，可以用式（３）定义任一样本 ｘ附近的样本分
布密度。

ρ（ｘ）＝１Ｎ∑
Ｎ

ｉ＝１
ｄ（ｘ，ｘｉ） （３）

ρ（ｘ）越大说明样本集中与样本 ｘ相似的样本点
越多；反之则说明样本集中与样本 ｘ相似的样本
点较少。

定义以ｘｉ为中心、以ε为半径的超球为ｘｉ的
ε邻域，令Ｎε（ｘｉ，Ｘ）表示样本集Ｘ与该邻域交集
的样本点个数，则 Ｎε（ｘｉ，Ｘ）越大，表示 ρ（ｘｉ）越
大。对于阈值ｑ，若Ｎε（ｘｉ，Ｘ）≥ｑ，则可称ｘｉ为样
本集的核心对象。核心对象通常作为代表样本点

被保留至代表样本集中。根据定义可知，ε越大，
核心对象需要代表的区域越大，核心对象数量越

少；ｑ越大，核心对象的代表性越强，核心对象数
量也越少。于是通过调整｛ε，ｑ｝取值可调整代表
样本集的样本个数。为保证代表样本点的均匀分

布，在实际应用中通常令ｑ＝１，通过调整 ε取值
控制代表样本容量，样本数量随着 ε的减小而
增多。

令Ｘｕｎ表示待选样本集，其中待选样本按
ρ（ｘ）取值从大到小的顺序依次编号。令 Ｐ＝

｛ｐ１，…，ｐＮＤ｝表示数据压缩后得到的代表样本
集，其中ＮＤ为要求的代表样本集容量，于是可以
给出如算法１所示的代表样本集生成过程。该代
表样本集即可作为数据压缩后的训练样本。该方

法能够保证生成的训练样本既涵盖待选样本集的

核心对象，又包含奇异特征点，从而张满原始样本

集分布空间。

算法１　获取代表样本集
Ａｌｇ．１　Ｇｅｔｔｈｅｓａｍｐｌｅｓｅｔ

初始化：Ｐ＝ｘ＝Ｘ（１），Ｘｕｎ ＝Ｘ－｛ｘ｝

１　ｗｈｉｌｅ　Ｘｕｎ≠　ｄｏ

２　　 ｆｏｒｉ＝１：ｎｕｍｅｌ（Ｘｕｎ）
３　　　　 ｉｆＮε（ｘ，Ｐ）＜ｑ

４　　　　　Ｐ＝Ｐ＋｛ｘ｝
５　　　　 ｅｎｄｉｆ

６　　　　 Ｘｕｎ＝Ｘｕｎ－｛ｘ｝
７　　 ｅｎｄｆｏｒ
８　 ｅｎｄｗｈｉｌｅ

根据基于密度的聚类方法中次级聚类中心的

概念，以每个代表样本点为中心，以距离测度为标

准，则可将原始样本集分为 ＮＤ类。ｘｉ属于第 ｋ
类，当且仅当ｘｉ满足ｋ＝ａｒｇｍｉｎｊ，ｐｊ∈Ｐ

｛ｘｉ－ｐｊ｝，则属

于第ｋ类的原始样本点总数可表示为Ｎ（ｐｋ，Ｐ）。

２．２　基于人工免疫的小样本数据扩充

基于启发式算法的数据扩充是常见的伪数据

生成方法之一。特征联合分布密度函数是启发式

样本扩充的基础。随着特征维数的增高，联合分

布函数也会逐渐复杂，并且当数据量较小时通常

难以得到准确的分布函数参数估计。受人工免疫

系统［１２］启发，将原始样本 ｘ看作抗原，与免疫系
统生成的抗体组成新样本集，则可以在扩充样本

容量的同时，丰富数据分布的多样性，并且该方法

不需要给出特征联合分布函数，具体流程如下。

Ｓｔｅｐ１：计算原始样本集Ｘ中每个样本ｘ的分
布密度系数ρ（ｘ），同时随机生成样本集Ｘ对应的
未成熟抗体种群Ａ。

Ｓｔｅｐ２：对原始样本集Ｘ中的每个样本ｘ执行
如下步骤：

１）计算未成熟抗体种群 Ａ中每个抗体 ａｊ与
原始样本 ｘ的亲和度 Ａｆｊ＝１／ｄ（ａｊ，ｘ），其中
ｄ（ａｊ，ｘ）如式（１）所示。
２）选出与 ｘ亲和度最高的 ｎ个抗体｛ａ′１，

ａ′２，…，ａ′ｎ，｝，并对这ｎ个抗体执行克隆操作，其中
个体 ａ′ｋ（ｋ＝１，２，…，ｎ）的克隆数量设定为ｎｋ＝

·２７１·
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ｒｏｕｎｄ（Ｔ×ρ（ｘ）×Ａｆｋ），Ｔ表示最大允许克隆数。
将克隆抗体进行合并，组成克隆抗体种群 Ｃｉ ＝
｛ａ′１１，ａ′１２，…，ａ′１ｎ１，…，ａ′ｎ１，ａ′ｎ２，…，ａ′ｎｎｎ｝。

３）对每个抗体 ａ′ｋｌ∈Ｃｉ 执行变异操作 ａ″ｋｌ＝
ａ′ｋｌ＋α×（ａ′ｋｌ－ｘｉ）×ｒａｎｄ（０，１），得到成熟抗体种
群Ｃｉ＝｛ａ″１１，ａ″１２，…，ａ″１ｎ１，…，ａ″ｎ１，ａ″ｎ２，…，ａ″ｎｎｎ｝，将其
与其他抗原的成熟抗体种群进行合并，得到记忆

抗体库珚Ａ＝［珚Ａ，Ｃｉ］。
Ｓｔｅｐ３：将记忆抗体库 珚Ａ与原始样本集 Ｘ合

并，可得扩充后的样本集Ｘ＝［Ｘ，珚Ａ］。
由于属性特征的取值通常是有限并且少量

的，如果对其进行变异操作，极可能产生大量实际

上不存在的样本属性特征，从而引入不必要的人

为分类误差。于是，本文对属性特征采取不变异

仅繁殖的处理方法。

利用上述过程进行样本扩充，既能保持原样

本的重要信息，又能得到多种近似样本。通过控

制参数 ｎ，{ }Ｔ取值可以调整扩充样本集的容量，
调整参数α∈［０，１］取值能够控制新样本与原始
样本的相似程度，α取值越大，新样本与原始样本
相似度越高。

２．３　基于代表样本点的混合学习

常见的分类器更新学习方法主要包括批量学

习和增量学习两种。传统的批量学习虽然能够较

好地处理样本容量限制与知识空间退化的矛盾，

但算法更新需要利用所有历史样本，导致存储开

销大，并且随着训练样本的增多，更新训练时间也

相应变长。传统的增量学习虽然能解决历史样本

存储的问题，但是又可能存在知识空间随学习过

程逐渐退化的问题。本文提出基于代表样本点的

混合学习方法，力图在缓解训练样本存储和算法

更新训练时间成本的同时，又能较好地解决知识

空间退化的问题。第 ｉ＋１次支持样本集与诊断
算法更新过程如下。

Ｓｔｅｐ１：利用２２节和２１节提出的样本扩充
和压缩方法对第 ｉ＋１个新增样本集 Ｘｎｅｗｉ＋１开展数
据扩充或者压缩，从而对新增样本提取满足容量

要求的临时代表样本集 Ｐ′ｉ＋１，并计算每个临时代
表样本点在Ｘｎｅｗｉ＋１中的Ｎ（ｐ′ｎｅｗ，Ｐ′ｉ＋１）。

Ｓｔｅｐ２：将Ｐ′ｉ＋１和原有代表样本集 Ｐｉ合并后，
按照式（４）对合并后的样本集进行元素合并，得
到新的临时代表点。

Ｓｔｅｐ３：不断重复 Ｓｔｅｐ２直至元素个数满足要
求，即可获得用于第ｉ＋１次算法更新的最终代表
样本集Ｐｉ＋１。

ｐｃｎｅｗ＝ｘ
ｃ
ｋ，ｋ＝ａｒｇｍａｘ｛Ｎ（ｐｉ，Ｐ′ｉ＋１），Ｎ（ｐｊ，Ｐｉ）｝

ｐｒｎｅｗ＝
Ｎ（ｐｉ，Ｐ′ｉ＋１）ｐ

ｒ
ｉ＋Ｎ（ｐｊ，Ｐｉ）ｐ

ｒ
ｊ

Ｎ（ｐｉ，Ｐ′ｉ＋１）＋Ｎ（ｐｊ，Ｐｉ）

Ｎ（ｐｎｅｗ，Ｐｉ＋１）＝Ｎ（ｐｉ，Ｐ′ｉ＋１）＋Ｎ（ｐｊ，Ｐｉ）

ｐｉ∈Ｐ′ｉ＋１，ｐｊ∈Ｐ













ｉ

（４）

３　案例应用

Ｃｏｒａｄｄｕ等利用 ＣｏｍｂｉｎｅｄＤｉｅｓｅｌＥｌｅｃｔｒｉｃＡｎｄ
Ｇａｓ公司建立的护卫舰推进系统仿真模型开展了
大量的数值仿真，并获得了丰富的推进系统运行仿

真数据［１３－１４］。本文利用Ｃｏｒａｄｄｕ等在加利福尼亚
大学尔湾分校机器学习数据库中提供的数据验证

第２节所研究方法的有效性。根据文献［１４］，燃气
机压缩系统退化量ｋＭｃ和燃气机总体退化量 ｋＭｔ
能够较好地表征推进系统故障状态，但这两个参数

需要利用１６种信号综合建模获取。
按照 ｋＭｃ和 ｋＭｔ的取值，当满足 ｋＭｃ∈

［０９５，０９７）∪ｋＭｔ∈［０９７５，０９８５）时认为系统
处于故障状态，机内测试设备（ＢｕｉｌｔＩｎＴｅｓｔ
Ｅｑｕｉｐｍｅｎｔ，ＢＩＴＥ）需要及时报警；否则认为系统
处于正常状态，ＢＩＴＥ无须报警。

３．１　数据准备

相关研究表明，当用于分类的特征属性过多

时可能降低分类效果，因此本文选用了如表１所
示的７种测试信号开展系统故障诊断。需要说明
的是，选用这些信号并不能说明这些信号是最佳

信号，仅能说明这些信号能够较好地验证本文所

述方法的有效性。另外为了绘图展示的方便，后

文仅选用左侧螺旋桨推进扭矩和涡轮机出口温度

两个参数来绘制二维图形。

表１　推进器监测信号

Ｔａｂ．１　Ｍｏｎｉｔｏｒｅｄｓｉｇｎａｌｓｏｆｔｈｅｐｒｏｐｕｌｓｉｏｎｐｌａｎｔ

编号 信号类型

１ 左侧螺旋桨推进扭矩

２ 涡轮机出口温度

３ 压缩机空气入口温度

４ 压缩机空气出口温度

５ 涡轮机出口压力

６ 压缩机空气入口压力

７ 压缩机空气出口压力

为了模拟设计改进过程中因受限于时间和经
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费，仅能获取系统部分运行状态数据的情况，本文

利用均匀抽样提取了如表２所示的两批训练和测
试数据。第一批数据用于模拟原有数据，第二批

数据用于模拟新增加数据。

表２　训练与测试用样本集样本数量
Ｔａｂ．２　Ｄａｔａｓｉｚｅｏｆｔｈｅｔｒａｉｎｉｎｇａｎｄｔｅｓｔｉｎｇｄａｔａ

数据类型 第一批 第二批

正常状态
训练数据 ２２６ ４０

测试数据 ９００８ １３４

故障状态
训练数据 ２２５ ４０

测试数据 ９００８ １３４

３．２　评价标准

对于ＢＩＴＥ设计，故障检测率（ＦａｕｌｔＤｅｔｅｃｔｉｏｎ
Ｒａｔｅ，ＦＤＲ）以及虚警率（ＦａｕｌｔＡｌａｒｍＲａｔｅ，ＦＡＲ）
是常用评价指标［７］。在概念上，故障检测率与查

全率概念相似，用于衡量故障成功检测的概率；虚

警率可视为查准率的余集，表征了正常状态被识

别为故障状态的概率。

为了与衡量不平衡数据分类效果的 Ｆ测度
相对应，定义如式（５）所示的损失函数，用于对故
障检测率和虚警率开展综合衡量。

ＦＬ＝γＦＡＲ＋η（１－ＦＤＲ） （５）
式中，γ与 η分别表示虚警和漏检造成的损失。
因为损失函数仅用来定量刻画实际损失，γ与 η
不必具有实际意义，本文假设虚警和漏检造成的

损失相当，并且γ＝η＝２。
为了评价结果的客观性，采用经典支持向量

机（ＳｕｐｐｏｒｔＶｅｃｔｏｒＭａｃｈｉｎｅ，ＳＶＭ）方法开展故障
诊断，未专门研究 ＳＶＭ改进算法改进，而是直接
利用ＭＡＴＬＡＢ２０１０ａ软件提供的ｓｖｍｔｒａｉｎ（）函数
和ｓｖｍｃｌａｓｓｉｆｙ（）函数开展状态分类，将函数设置
高斯核函数，方差 ０２，并选用序贯最小优化
（ＳｅｑｕｅｎｔｉａｌＭｉｎｉｍａｌＯｐｔｉｍｉｚａｔｉｏｎ，ＳＭＯ）优化函数
作为超平面分类函数。

３．３　性能评估

为了全面验证所提方法有效性，设计两个验

证案例：案例Ａ用来验证所提方法在处理数据不
平衡方面的应用效果；案例 Ｂ用来验证基于样本
点的混合学习方法在分类器算法更新方面的应用

效果。

３３１　案例Ａ
Ｃａｓｅ１：首先利用２２节所提方法扩大故障状

态样本量，使故障状态样本量与正常状态样本量

相同。然后利用２１节所提方法对扩充后的故障
样本和原始正常样本进行数据压缩，并设定代表

样本集的容量限制为９０～１００。最后将处理后的
代表样本集作为训练样本。

Ｃａｓｅ２：首先利用２１节所提方法对原始正常
状态样本进行数据压缩，然后和原始故障状态样

本组成训练样本集。

Ｃａｓｅ３：首先利用２２节所提数据扩充方法扩
大故障状态训练样本量，使故障状态样本量与正

常状态样本量相当，然后和原始正常状态样本组

成训练样本集。

Ｃａｓｅ４：不对原始训练样本进行任何处理，直
接将其作为训练样本集。

利用上述４个不同训练样本集训练得到ＳＶＭ
分类器之后，利用３１节处理的第一批测试数据测
试ＳＶＭ分类效果。为了消除数据处理随机性对分
类测试效果的影响，利用一次数据处理结果重复开

展了２０次ＳＶＭ训练，并分别开展分类测试，分类
效果评价标准的算术平均值如表３所示。

表３　案例Ａ诊断分类平均结果

Ｔａｂ．３　ＤｉａｇｎｏｓｉｓｒｅｓｕｌｔｓｏｆｓｃｅｎａｒｉｏＡ

Ｃａｓｅ１ Ｃａｓｅ２ Ｃａｓｅ３ Ｃａｓｅ４

ＦＤＲ ０．５３７７ ０．４２５４ ０．６７３５ ０．４１０１

ＦＡＲ ０．０１８６ ０．２１９２ ０．０３１８ ０．００００

ＦＬ ０．９６１９ １．５８７６ ０．７１６６ １．１７９１

Ｆ测度 ０．０３５８ ０．３１７８ ０．０５８０ ０．００００

ＳＶ个数 １８０．２５ ７３．００ ４５３．１０ ２５３．００

对比表中数据可知：①前３个示例训练样本
集中正常状态与故障状态的样本数量比分别为

９１∶９０，４５∶４０，２００∶２２６，从训练样本数量上
看，三种方法都能较好地解决数据不平衡问题；

②Ｃａｓｅ２的故障检测率虽然与 Ｃａｓｅ４接近，但虚
警率明显偏高，主要是由于 Ｃａｓｅ２用于训练的数
据较少造成分类器识别效果不佳；③Ｃａｓｅ３的故
障检测率比 Ｃａｓｅ４高出 ５０％，同时虚警率也相
对较低，主要是因为训练样本量较多，如果不考

虑支持向量（ＳｕｐｐｏｒｔＶｅｃｔｏｒ，ＳＶ）个数，可以认为
Ｃａｓｅ３中的数据处理方法最佳；④Ｃａｓｅ１中故障
检测率比 Ｃａｓｅ４提高了将近 ２５％，虚警率也不
高，并且与 Ｃａｓｅ３相比，ＳＶ个数明显较少；⑤综
合 ＳＶ个数以及分类效果两个评价指标，Ｃａｓｅ１
中的双向数据处理方法既提高了 ＳＶＭ分类准确
度，ＳＶ的个数也得到了缩减，可以降低诊断算法
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对机内测试系统存储容量的要求，缩短故障诊

断时间。

另外，对比４个示例的 Ｆ测度和损失函数值
可知：损失函数不会因为某个单一因素的极端取

值而得到极端结果（如Ｃａｓｅ４中 ＦＡＲ对 Ｆ测度的
影响），因此从故障诊断的角度出发，损失函数能

比Ｆ测度更好地综合反映故障漏检和错检对装
备维修造成的损失。

综上所述，由于评价标准不同，在处理具体问

题时，是采用单侧数据扩充或压缩，还是采用双侧

处理，需要根据实际情况具体判断，但是无论采用

何种处理方式，本文所提方法均能较好地解决数

据不平衡问题。

３３２　案例Ｂ
Ｃａｓｅ１：利用案例 Ａ中 Ｃａｓｅ４的支持向量和

表２所列的第二批原始训练数据更新 ＳＶＭ，该示
例用于模拟简单增量学习过程。

Ｃａｓｅ２：利用 ２．３节所提混合学习方法更新
ＳＶＭ，并将正常和故障状态的代表样本集容量分
别设置为９０～１００。

Ｃａｓｅ３：将表２所列的两批原始训练样本合并
组成完整训练样本集，利用传统的批量学习方法

更新ＳＶＭ。
案例Ｂ中Ｃａｓｅ２和Ｃａｓｅ３用到的训练样本集

分别如图１中原始样本和代表样本所示。从图中
可以看出原始数据的分布特征在代表样本集中得

到了较好的保留。

在更新ＳＶＭ之后，利用表２所列的第二批测
试数据验证ＳＶＭ更新效果。同样，为了降低数据
处理随机过程对测试效果的影响，案例 Ｂ也利用
一次数据处理结果进行了２０次训练和测试，分类
效果的算术平均值如表４所示。图２直观展示了
Ｃａｓｅ１的原支持向量的分布情况。

（ａ）正常状态下原始样本与代表样本点特征分布
（ａ）Ｄｉｓｔｒｉｂｕｔｉｏｎｏｆｒａｗｄａｔａａｎｄｄｅｌｅｇａｔｅｓｉｎｎｏｒｍａｌｓｔａｔｅ

（ｂ）故障状态下原始样本与代表样本点特征分布
（ｂ）Ｄｉｓｔｒｉｂｕｔｉｏｎｏｆｒａｗｄａｔａａｎｄｄｅｌｅｇａｔｅｓｉｎｆａｕｌｔｓｔａｔｅ

图１　原始数据与代表样本集分布情况
Ｆｉｇ．１　Ｄｉｓｔｒｉｂｕｔｉｏｎｏｆｒａｗｄａｔａａｎｄｄｅｌｅｇａｔｅｓｓｅｔ

表４　案例Ｂ诊断分类平均效果
Ｔａｂ．４　ＤｉａｇｎｏｓｉｓｒｅｓｕｌｔｓｏｆｓｃｅｎａｒｉｏＢ

Ｃａｓｅ１ Ｃａｓｅ２ Ｃａｓｅ３

ＦＤＲ ０．６５６７ ０．６６９８ ０．６５６７

ＦＡＲ ０．０８３３ ０．００８２ ０．０８３３

ＦＬ ０．８５３２ ０．６７６８ ０．８５３２

Ｆ测度 ０．１３４１ ０．０１６０ ０．１３４１

ＳＶ个数 ４６９．００ １９６．８５ ４６５．００

（ａ）原始样本特征分布
（ａ）Ｄｉｓｔｒｉｂｕｔｉｏｎｏｆｒａｗｄａｔａ

比较表４和图２数据可知：①除了少量故障
状态数据外，绝大部分原始训练样本都被处理为

Ｃａｓｅ１的原始支持向量，因此可以认为 Ｃａｓｅ１和
Ｃａｓｅ３的训练样本几乎相同，从而造成 Ｃａｓｅ１和
Ｃａｓｅ３的分类测试结果完全相同；②由于训练样
本数量和分布空间的扩充，无论采用哪种方法，故

障诊断系统的分类效果与案例 Ａ相比都得到了
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（ｂ）支持向量特征分布
（ｂ）ＤｉｓｔｒｉｂｕｔｉｏｎｏｆＳＶｓ

图２　Ｃａｓｅ１原支持向量与第一批原始样本分布
Ｆｉｇ．２　ＤｉｓｔｒｉｂｕｔｉｏｎｏｆｔｈｅｏｒｉｇｉｎａｌＳＶｓａｎｄ

ｔｈｅ１ｓｔｂａｔｃｈｒａｗｄａｔａｉｎＣａｓｅ１

明显提高；③无论是与 Ｃａｓｅ１还是 Ｃａｓｅ３相比，
Ｃａｓｅ２在保持与 Ｃａｓｅ１和 Ｃａｓｅ３几乎相同的故障
检测率的同时，虚警率有了明显的下降，并且需要

的支持向量数量也明显减少。

４　结论

首先针对数据不平衡问题提出数据压缩方法

和数据扩充方法，其中基于密度的大样本数据压缩

既能生成满足样本量要求的代表样本集，又能保持

较好的原始数据分布规律；基于人工免疫的小样本

数据扩充方法在丰富样本数量及分布特征的同时，

又有效降低了噪声数据的引入。然后针对分类器

更新训练需求给出了一种新的增量式批量学习方

法———基于样本代表点的混合学习方法，既可以降

低训练样本硬件存储要求，又能缩短分类器更新训

练时间，同时保持较高的分类准确性。最后利用公

开仿真数据验证了所提方法的有效性。理论分析

和仿真结果表明：所提方法可以有效支持基于数据

的故障诊断算法更新，并且对其他领域的机器学习

应用问题研究也有一定的借鉴意义。
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