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深度神经网络指导下的无线覆盖预测算法


沈林之，王少尉
（南京大学 电子科学与工程学院，江苏 南京　２１００２３）

摘　要：为保证新一代移动无线网络能够根据实时覆盖情况动态地调节小区天线参数，需要实现高效且
准确的无线覆盖预测。传统的求解方法通过精确的场强预测判断天线参数的优劣，虽然精度很高但需要大

量的计算资源，无法满足５Ｇ和后５Ｇ移动网络通过实时覆盖预测进行射频参数动态调整的实际需求。现采
用基于深度神经网络的算法对给定天线参数的覆盖效果进行预测，以取代对目标区域的精确场强预测。数

值结果表明：该方法能够在保持计算准确性的同时显著减少计算量，为５Ｇ动态网络规划提供基础性参考
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　　网络规划问题［１］通常可以规约为一个混合整

形规划问题，这类问题的复杂度会随着问题规模的

扩大而急剧增大。随着第五代移动通信技术（５ｔｈ
Ｇｅｎｅｒａｔｉｏｎｗｉｒｅｌｅｓｓｓｙｓｔｅｍｓ，５Ｇ）的发展，为满足日益
增长的流量需求，基站设备的数目爆炸式增长［２］，给

实际移动网络的基站部署带来了极大的挑战。

作为网络规划问题的核心子问题，无线覆盖

预测的效率直接影响了网络规划的结果。由于实

际天线的各向异性，要想准确地判断天线对于给

定区域的覆盖情况，传统的做法是建立复杂的无

线覆盖模型并对目标区域各位置进行场强计算，

需要大量的计算资源。但在实际网络规划时，通

常只关心整体覆盖情况而非各位置的具体覆盖情

况，这就造成了大量计算资源的无谓消耗。

近年 来，深 度 神 经 网 络 （Ｄｅｅｐ Ｎｅｕｒａｌ
Ｎｅｔｗｏｒｋ，ＤＮＮ）得到了快速发展，在图像识别和自
然语言处理方面已达到统治地位，且正在逐步渗

入其他领域的识别和预测问题［３］。ＤＮＮ能够从
海量数据中归纳和总结关键信息，并通过这些关

键信息指导计算机的判断或预测。著名的

ＡｌｐｈａＧｏ［４］便是通过ＤＮＮ指导计算机判断围棋棋
盘的局势，并依此采取相应对策，最终通过不断的

迭代更新击败了众多职业围棋选手。

本文阐明利用 ＤＮＮ预测实际天线整体覆盖
的意义，分析ＤＮＮ预测的可行性，并选择合适的
ＤＮＮ模型参数进行无线覆盖的预测。实验结果
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表明：ＤＮＮ训练完成后，给定区域信息即可快速
获得该区域的整体覆盖情况而无须对区域进行遍

历计算，大幅度节约了计算资源，加快了规划速

度，为动态的网络规划［５－６］提供基础性参考数据。

１　无线覆盖场景

１．１　场强预测模型

场强预测是移动无线网络中的重要问题。在

实际移动通信系统进行天线部署时受路测条件和

成本约束的限制，不可能对目标区域的场强进行

大规模的实地测量，需要建立合理的场强预测模

型。目前主要的场强预测模型包括统计模型、射

线跟踪模型和基于神经网络的模型。

统计模型利用经验的场强测试信息，采用统

计学方法拟合出场强关于收发端距离、基站高度、

信号频率等参数的方程，ＯｋｕｍｕｒａＨａｔａ模型［７］是

其典型代表。统计模型凭借其简易性成为目前最

常用的场强预测模型，但由于实际环境中一些影

响场强的因素难以通过简单的数学形式有效表

示，模型的精度难以得到保证。实际工程中通常

把目标区域划分为若干子区域，对每个子区域分

别采用统计模型进行预测，以提升预测准确性。

子区域划分越细致，场强预测精度越高，但模型复

杂度也就越大，且其精度有上限。

射线跟踪模型利用电磁波传播理论，考虑反

射、折射等现象，分析电磁波从发射端到接收端经

过的实际路径，并通过多条路径的叠加计算出接

收端的场强信息。文献［８］和文献［９］分别采用
射线跟踪模型，利用正向和反向的算法实现小区

域三维空间中场强的精确预测。与统计模型相

比，该模型更加贴合实际场景中的电磁波传播方

式，预测精度可以达到很高。但对于目标区域中

的每一点，射线跟踪模型都要求计算出发射端到

该点的路径，而密集城市网络中的电磁波传播路

径通常很复杂，因此该模型的复杂度要远远超出

统计模型，很难运用在大规模的覆盖区域场景中。

随着计算机性能的不断提升，机器学习的算

法逐步显示出用武之地，其中神经网络（Ｎｅｕｒａｌ
Ｎｅｔｗｏｒｋ，ＮＮ）作为一种泛化性能很强的拟合工具
开始在各个领域发挥用途。ＮＮ利用采集到的大
量场强信息直接进行拟合，同样可以对场强进行

预测，且摆脱了统计模型对于场强函数的刻画，也

不需要对电磁波传播路径有细致的认识。文

献［１０］和文献［１１］分别采用前馈神经网络和模
块化神经网络解决场强预测问题，均取得了不错

的效果。但由于数据获取十分困难，该方法的研

究还有待进一步深入。

１．２　无线覆盖模型

由于电磁波在传播过程中会经历多次衰落，

信号从基站端天线发出后经过一段距离便不再能

维持足够高的场强，无法为用户提供有效的服务。

无线覆盖问题指的是在给定天线参数和目标区域

的条件下判断天线有效服务的区域范围，因此需

要对目标区域进行场强预测，并根据设定的阈值

判断天线是否能够覆盖指定位置，场强超过阈值

的区域即为有效覆盖区域［１２］。

传统的无线覆盖问题为简化计算，通常假设

天线为全向天线，即天线对各个方向上的增益相

同，如图１（ａ）所示。该简化虽然高效但无法准确
判断天线真实的覆盖效果。实际问题中天线常呈

现各向异性［１３］，主瓣方向上的增益较大，旁瓣方

向上的增益较小，如图１（ｂ）所示。故对于无线覆

（ａ）全向天线
（ａ）Ｏｍｎｉｄｉｒｅｃｔｉｏｎａｌａｎｔｅｎｎａｓ

（ｂ）实际天线
（ｂ）Ａｃｔｕａｌａｎｔｅｎｎａｓ

图１　天线覆盖情况
Ｆｉｇ．１　Ａｎｔｅｎｎａｃｏｖｅｒａｇｅ

·９１·
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盖问题，除了对天线的位置进行规划，还需要对天

线的主瓣方向进行规划。

为判断实际天线在不同主瓣方向下覆盖的优

劣，传统的做法是在给定天线位置和主瓣方向的

条件下对指定区域进行精确的场强预测（如采用

精度较高的统计模型或射线跟踪模型）并对有效

覆盖区域进行统计，最后比较不同主瓣方向下的

覆盖率。该方法保证了对于无线覆盖情况判断的

准确性，使得天线能够选择合理的部署方式，最大

化利用空域上的频带资源，有效增加网络吞吐量。

２　无线覆盖高效预测工具———ＤＮＮ

上述判断实际无线覆盖优劣的算法，虽然保

证了对无线覆盖情况判断的准确性，但在精确求

解场强上浪费了大量的计算资源，这是因为无线

覆盖问题最后的关注点只是不同主瓣方向下目标

区域覆盖情况的优劣，而非该区域被覆盖的具体

情况。

随着计算机技术的发展，ＤＮＮ在预测领域得
到广泛应用。ＡｌｐｈａＧｏ中利用 ＤＮＮ搭建策略网
络和价值网络，对棋盘不断学习，通过策略网络识

别不同棋盘局势下的落子倾向，通过价值网络归

纳总结出不同棋盘局势下特定落子方式带来的胜

率，并借助这两张网络指导计算机落子，实现计算

机棋力的提升。

受ＡｌｐｈａＧｏ中价值网络的启发，认为可以采
用深度神经网络拟合上述过程，在给定天线位置

和主瓣方向的基础上通过深度神经网络直接获得

覆盖率。神经网络训练完成后，可以省略场强预

测和有效覆盖区域统计过程，减少大量计算。

２．１　ＤＮＮ原理

不同于单纯增加隐藏层层数的传统神经网

络，ＤＮＮ通过模块化的方式不断堆叠。目前处理
图像问题最常用的 ＤＮＮ架构是卷积神经网络
（ＣｏｎｖｏｌｕｔｉｏｎａｌＮｅｕｒａｌＮｅｔｗｏｒｋ，ＣＮＮ）［１４］，它具有
强大的拟合能力，能够从矩阵中提取数据在空间

域上的关联信息。ＣＮＮ架构由多个模块构成，包
括输入层、归一化层、卷积层、池化层、激活层、全

连接层和输出层。其中，输入层负责导入数据，在

图像处理问题中数据通常是三维矩阵；归一化层

负责将数据转化为０到１之间的值，使梯度维持
在一个合理的区间，避免出现梯度爆炸或梯度消

失的现象；卷积层负责通过卷积核提取数据之间

的关联信息，具体过程可参考文献［１４］，实际问
题往往具有多个特征，需要使用多个卷积核分别

进行提取；池化层负责压缩提取到的特征信息，减

少多层网络带来的冗余信息量；激活层负责判断

提取到的特征信息是否有效，常用的激活函数有

ｓｏｆｔｍａｘ函数、ｔａｎｈ函数以及线性整流（Ｒｅｃｔｉｆｉｅｄ
ＬｉｎｅａｒＵｎｉｔ，ＲｅＬＵ）函数；全连接层负责进一步抽
象特征信息，同时将特征信息映射到输出样本空

间；输出层负责导出数据，对于分类问题，导出样

本最有可能对应的类，对于回归问题，导出样本在

输出空间对应的映射。

在实际训练过程中，数据由输入层导入，通过

归一化层处理成标准变量，然后采用卷积层、激活

层和池化层对特征信息进行提取和压缩，重复多

次后利用全连接层将特征映射到输出样本空间，

实现了输入数据与输出数据的关联。若 ＣＮＮ提
取到的特征能够真实反映样本的实际特征，则

ＣＮＮ能将输入样本准确地映射到输出样本。在
该网络架构中，提取特征的层数越多，最终得到的

特征越抽象，越能提取深层次信息，但相应地，网

络训练难度越高。

２．２　利用ＤＮＮ求解无线覆盖问题

利用ＤＮＮ求解无线覆盖问题，需要确认无线
覆盖问题的输入输出。对于输入，首先需要知道

目标区域的地形信息和建筑物信息，以确认发射

端到接收端的传播路径。考虑到实际环境中一块

区域往往由多个基站多根天线协同服务，该区域

已有的覆盖情况也要作为输入。由于天线具有各

向异性，天线的方向角同样影响覆盖。综上，输入

数据为目标区域的地形信息、建筑物信息、已有覆

盖情况和天线方向角信息。本文考虑密集部署小

区场景，在该场景下天线密度很高，每根天线的辐

射范围较小。现假设天线只影响附近４００ｍ范围
的区域，为精确描述区域信息，将目标区域划分为

若干５ｍ×５ｍ的栅格，通过地形信息、建筑物信
息和已有覆盖信息刻画每个栅格区域内的统计特

征，则目标区域的地形信息、建筑物信息、已有覆

盖信息均可表示为１６１×１６１的二维矩阵，而方向
角信息可以表示为一个０到３６０的实数，故输入
信息可以看成一个１６１×１６１×４的三维矩阵。对
于输出，无线覆盖问题关心的是整体的覆盖效果，

因此将整体覆盖率作为输出，它是一个０到１的
实数。这样ＤＮＮ实际是在求解一个输入为１６１×
１６１×４的矩阵、输出为连续变量的回归问题。

明确定义输入输出后应采用合适的网络架构

进行训练。ＡｌｅｘＮｅｔ架构［１５］是 ＣＮＮ最成功的代
表之一，它有效提取了图片数据中的关联信息。

相比其他深度网络架构，ＡｌｅｘＮｅｔ的框架简洁，需
要训练的网络参数较少，各模块功能明确，易于调
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整。本文基于ＡｌｅｘＮｅｔ搭建深度网络，结构如图２
所示。输入数据归一化后利用９６个大小为１１×
１１的卷积核以４为步长提取特征，并以２为步长
进行池化。将信息归一化后再利用２５６个５×５
的卷积核以１为步长提取特征并池化。接着通过
三层连续的卷积激活层对深度特征信息进行进一

步提取和池化。最后采用两层包含１０２４个结点
的全连接层对提取到的特征进行进一步抽象和映

射，并通过包含单一结点的全连接层确认回归值。

网络搭建完成后便可以用反向传播［１６］的方式进

行训练。

图２　基于ＡｌｅｘＮｅｔ的深度网络
Ｆｉｇ．２　ＤＮＮｂａｓｅｄｏｎＡｌｅｘＮｅｔ

３　神经网络训练结果

在实际训练中，需要对网络的超参数进行设

置。由于ＤＮＮ训练过程实际上是一个最优化损
失函数的过程，梯度下降算法［１７］是求解该类优化

问题的有效方法，因此梯度下降速率即学习速率

的设置对网络性能会起到很大的影响，是一个重

要的超参数。同时，ＤＮＮ中输入数据规模较大，
而计算机存储空间有限，故在实际训练中需要将

输入数据划分为若干个小块，逐小块进行处理

（该 过 程 也 被 称 为 批 处 理），小 块 的 规 模

（ｂａｔｃｈｓｉｚｅ）同样是一个超参数。此外超参数还包
含初始参数设置、学习轮次（ｅｐｏｃｈ）、梯度下降方
式等［１５］。

在过去关于ＤＮＮ的研究工作中，学习速率对
于网络性能的影响最大，故本文主要研究学习速

率对于ＤＮＮ性能的影响。地图信息取自我国某
大省省会城市，包含２５００ｋｍ２的区域，目标区域
被划分成若干５ｍ×５ｍ的栅格，每个栅格包含地
形信息和建筑物信息，同时站址位置被标记在地

图中，数据集通过从地图信息中选择指定区域获

得。实验时从数据集中抽取１００００例样本，其中
９０００例作为训练集，５００例作为验证集，５００例作
为测试集。为研究学习速率对网络性能的影响，

学习速率从［１Ｅ－７，１Ｅ－３］范围内选取。考虑到
计算机内存性能，批的规模设定为６４。为使ＤＮＮ
能够充分学习训练集数据，将学习轮次设置为

６０，即每个样本被网络训练６０次。为避免梯度下
降快速陷入局部最优，采用随机梯度下降

（ＳｔｏｃｈａｓｔｉｃＧｒａｄｉｅｎｔＤｅｓｃｅｎｔ，ＳＧＤ）算法［１８］，同时

场强的有效覆盖阈值设为 －９５ｄＢｍ。训练过程
中利用ｄｒｏｐｏｕｔ方法［１９］改善过拟合问题。仿真参

数设置见表１。

表１　仿真参数设置
Ｔａｂ．１　Ｓｉｍｕｌａｔｉｏｎｐａｒａｍｅｔｅｒｓｅｔｔｉｎｇ

参数名称 属性或数值

样本数目 １００００

学习速率 ［１Ｅ－７，１Ｅ－３］

批规模 ６４

学习轮次 ６０

梯度下降方式 ＳＧＤ

有效覆盖阈值／ｄＢｍ －９５

过拟合优化方法 ｄｒｏｐｏｕｔ

仿真结果如图３所示，横坐标表示ＤＮＮ的学
习速率，纵坐标表示验证集样本通过神经网络求

得的天线有效覆盖率与实际天线有效覆盖率的误

差，用归一化后的均方根误差（ＲｏｏｔＭｅａｎＳｑｕａｒｅ
Ｅｒｒｏｒ，ＲＭＳＥ）表示。这里认为通过复杂无线覆盖
模型得出的有效覆盖率能够精确表征实际天线的

有效覆盖率。从图中可以看出，当学习速率较低

时，网络在有限的时间内无法有效学习，误差较

大。随着学习速率的升高，网络在有限时间内的

学习能力不断增强，网络的性能不断提升。当学

习速率达到１Ｅ－５后，网络在指定时间内能有效

·１２·
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学习到样本的特征，网络性能趋于稳定。当学习

速率达到３Ｅ－４后，随着学习速率的增加，下降
的梯度对于样本空间来说愈发庞大，梯度爆炸现

象开始出现，网络性能开始下降。事实上，当学习

速率超过３Ｅ－３，网络参数经过若干轮学习后逐
步发散，ＲＭＳＥ趋于无穷。

图３　不同学习速率下的网络性能
Ｆｉｇ．３　Ｎｅｔｗｏｒｋｐｅｒｆｏｒｍａｎｃｅａｔｄｉｆｆｅｒｅｎｔｌｅａｒｎｉｎｇｒａｔｅｓ

基于ＤＮＮ的无线覆盖预测算法与传统预测算
法的平均计算时间分别为２２４Ｅ－３ｓ和７０３Ｅ－
２ｓ。ＤＮＮ的计算量分为训练阶段和测试阶段，其
中训练阶段需要消耗大量的计算资源，但可以作

为前置工作，故不计入计算量的比较中。由于训

练阶段的学习速率不影响测试阶段的计算量比

较，故取学习速率为１Ｅ－５时的预测算法与传统
算法进行比较。可以看到，当网络训练完成后，利

用ＤＮＮ预测的速率能够达到传统方法的３０倍以
上，极大提升了整体无线覆盖的预测效率。

（ａ）测试集样本１
（ａ）Ｓａｍｐｌｅ１ｉｎｔｅｓｔｓｅｔ

图４表示当网络性能稳定（学习速率为１Ｅ－
５）时网络预测的结果和实际无线覆盖情况的比
较。图中天线到目标区域各位置场强的大小用亮

度区分，亮度越高表示场强越大。可以看到，虽然

（ｂ）测试集样本２
（ｂ）Ｓａｍｐｌｅ２ｉｎｔｅｓｔｓｅｔ

图４　测试集样本训练结果
Ｆｉｇ．４　Ｔｒａｉｎｉｎｇｒｅｓｕｌｔｓｏｆｓａｍｐｌｅｓｉｎｔｅｓｔｓｅｔ

深度网络不清楚具体的覆盖情况，但它通过数据

之间的关联信息准确地拟合出了整体覆盖率。

４　结论

本文采用深度神经网络预测指定天线参数在

目标区域下的覆盖，不需要复杂的场强预测算法，

从而节约了大量计算资源，为移动通信网络动态

规划和优化提供了新的思路和方法。
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