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摘　要：当前的多模态少样本学习方法忽视了属性间差异对正确识别样本类别的影响。针对这一问题，
提出一种利用多模态交叉解耦的方法，通过解耦不同属性语义特征，并经过特征重建学习样本的本质类别特

征，缓解类别属性差异对类别判别的影响。在两个属性差异较大的基准少样本数据集 ＭＩＴＳｔａｔｅｓ和 ＣＧＱＡ
上进行的大量实验表明，所提方法较现有方法有较大的性能提升，充分验证了方法的有效性，表明多模态交叉
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解耦的少样本学习方法能够提升识别少量测试样本的分类性能。
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　　近年来，深度学习技术在人工智能领域取得
了令人瞩目的成绩，例如图像分类［１－２］、目标检

测［３－４］和行人重识别［５－６］等。这些方法大多都依

赖于大量的标注数据。然而，人类可以通过少量

的样本学习到新知识，这种“举一反三”的能力极

大地启发了研究人员，少样本学习［７－８］就是其中

一类有代表性的技术，其目的是从有限数量的标

注数据中快速学习类别知识。

本文针对图像少样本分类技术展开研究，现

有方法通常通过有限样本学习一个可迁移模型，

利用少量视觉样本识别新的类别［９－１０］。然而，现

有方法更多地关注样本视觉表征较为单一的类

别，当样本视觉表征多样化时，较难准确分类。

具体地，在少样本学习中由于可用于训练的

标注样本数量极为有限，因此这些样本较难完全

反映类别的多样性视觉表征。这本质是由于一些

类别具有多元属性。例如“苹果”同时具有“红

色”和“黄色”属性。属性多元化会造成视觉表征

复杂度的提高，从而损害属性无关视觉特征的提

取，本文将这种问题称为“多元属性问题”。

如图１所示，当有限标注的样本都是红色苹果时，
该类别特征将会突显其“红色”视觉表征，而当测

试样本是黄色苹果时，此时由于香蕉常带有“黄

色”表皮属性，因此少见的“黄色”苹果易被错分

为香蕉。

如何从有限样本中提取到属性无关的类别特

征是解决上述问题的关键所在。在少样本学习

中，视觉特征往往受到对应属性的影响，容易偏向

学习表层属性而忽略类别本质。相比之下，样本

的类别和属性信息易于获取，并能指导视觉特征
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图１　多元属性样本分布
Ｆｉｇ．１　Ｄｉｓｔｒｉｂｕｔｉｏｎｏｆｄｉｖｅｒｓｅａｔｔｒｉｂｕｔｅｓａｍｐｌｅｓ

的提取。因此，一些少样本学习方法［１１－１２］借鉴多

模态学习的思想，通过利用辅助模态如类别属性、

文本描述等来帮助分类，在一定程度上可缓解多

元属性问题的影响。例如，自适应跨模态

（ａｄａｐｔｉｖｅｍｏｄａｌｉｔｙｍｉｘｔｕｒｅｍｅｃｈａｎｉｓｍ，ＡＭ３）方
法［１１］自适应地将语义和视觉信息组合起来，通过

语义中的类别信息指导视觉特征提取。属性引导

注意力模块（ａｔｔｒｉｂｕｔｅｓｇｕｉｄｅｄａｔｔｅｎｔｉｏｎｍｏｄｕｌｅ，
ＡＧＡＭ）［１２］使用类别语义信息引导特征提取，与
视觉信息结合进行注意力对齐。然而，这些方法

均侧重于使用单一的类别语义信息促进视觉特征

的提取，忽视了类别中存在属性的多样性以及不

同属性间的差异对正确识别样本类别作用的

不同［１１－１２］。

针对这一问题，本文提出一种多模态交叉解

耦（ｍｕｌｔｉｍｏｄａｌｃｒｏｓｓｄｅｃｏｕｐｌｉｎｇ，ＭＣＤ）的少样本
图像分类方法，通过学习样本的视觉特征、类别语

义特征和属性语义特征，解耦出样本的多元属性，

来减少属性多样化带来的分类差异，缓解多元属

性问题对分类的影响。

现有的少样本学习方法大致可以分为三个类

别：基于优化的方法、基于生成的方法和基于度量

的方法。

基于优化的少样本学习方法通过学习一个元

学习器和调整优化算法的参数来适应少样本分类

任务。这些方法通常在基类样本上进行训练，得

到一个学习模型，然后在新类样本的少样本任务

中进行微调。与模型无关的元学习（ｍｏｄｅｌ
ａｇｎｏｓｔｉｃｍｅｔａｌｅａｒｎｉｎｇ，ＭＡＭＬ）方法［２］通过在元训

练阶段让模型学习一个较好的初始化参数，并在

新类少样本任务上经过几步梯度更新优化模型参

数。具 有 潜 在 嵌 入 优 化 （ｌａｔｅｎｔｅｍｂｅｄｄｉｎｇ
ｏｐｔｉｍｉｚａｔｉｏｎ，ＬＥＯ）的元学习方法［１３］改 进了

ＭＡＭＬ方法，通过编码器将特征表达映射到低维
隐空间，并使用解码器将隐向量转化为高维模型

参数，通过优化隐向量来进行参数更新。

基于生成的少样本学习方法，其思路是通过

对样本进行变换以达到数据增强的目的，或是使

用生成对抗网络来扩大样本空间，从而弥补类别

样本数量少的不足。Ｃｈｅｎ等［１４］提出的图像变形

元网络（ｉｍａｇｅｄｅｆｏｒｍａｔｉｏｎｍｅｔａｎｅｔｗｏｒｋｓ，ＩＤｅＭｅ
Ｎｅｔ）使用网络学习生成不同的变换图形来扩充数
据，并提取特征信息。Ｌｉ等［１５］提出的对抗性特征

幻 觉 网 络 （ａｄｖｅｒｓａｒｉａｌ ｆｅａｔｕｒｅ ｈａｌｌｕｃｉｎａｔｉｏｎ
ｎｅｔｗｏｒｋｓ，ＡＦＨＮ）利用生成对抗网络（ｇｅｎｅｒａｔｉｖｅ
ａｄｖｅｒｓａｒｉａｌｎｅｔｗｏｒｋｓ，ＧＡＮ）生成多样性样本，并引
入分类和反崩溃正则项。

基于度量的少样本学习方法通过将支持集和

查询集的特征映射到一个新的度量空间，并学习

可迁移的距离度量来进行分类。原型网络

（ｐｒｏｔｏｔｙｐｉｃａｌｎｅｔｗｏｒｋｓ，ＰＮ）［７］将同类别样本特征
均值作为类原型，并使用欧氏距离计算查询样本

与类原型之间的距离来分类。关系网络（ｒｅｌａｔｉｏｎ
ｎｅｔｗｏｒｋ，ＲＮ）［８］通过神经网络学习动态的度量模
型，并利用该模型计算查询样本与支持样本之间

的相似度。Ｌｉ等［１６］提出的深度最近邻网络（ｄｅｅｐ
ｎｅａｒｅｓｔｎｅｉｇｈｂｏｒｎｅｕｒａｌｎｅｔｗｏｒｋ，ＤＮ４）方法通过使
用局部描述子来比较查询图像与支持集之间的相

似度。

多模态学习研究不同模态数据的机器学习问

题，通过挖掘模态间的互补性或独立性来表征多

模态数据。多模态表示学习应用于编码不同模态

数据中的语义信息，并学习各模态的特征与映射

关系，其在跨模态检索［１７－１８］、图文匹配［１９－２０］、零

样本学习［２１－２２］等任务中都有着较为重要的作用。

多模态少样本学习方法通过引入语义信息，

联合训练文本和视觉特征，提升少样本分类任务

性能。例如，ＡＭ３方法［１１］利用语义表征提供先

验知识来补充视觉信息，通过凸组合将视觉和语

义表征结合起来进行分类。模态交替传播网络

（ｍｏｄａｌａｌｔｅｒｎａｔｉｎｇ ｐｒｏｐａｇａｔｉｏｎ ｎｅｔｗｏｒｋ， ＭＡＰ
Ｎｅｔ）［２３］利用图传播指导语义图更新，通过计算视
觉特征相似性弥补缺失的语义特征。属性指导特

征学习（ａｔｔｒｉｂｕｔｅｇｕｉｄｅｄｆｅａｔｕｒｅｌｅａｒｎｉｎｇ，ＡＧＦＬ）
方法［２４］通过属性相关表示建立联系，增强相同属

性在不同类别的表达。

本文所提方法是一种基于度量学习的多模态

少样本学习方法。与以往方法不同，本文方法针

对少样本多元属性问题，能够识别带有相似属性

·３１·
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的同类样本，同时还能够具备识别出有不同属性

的该类样本的能力。

１　方法实现

１．１　问题定义

假设存在一个给定数据集 Ｄ＝｛Ｄｔｒａｉｎ，Ｄｔｅｓｔ｝，
其中训练集Ｄｔｒａｉｎ和测试集Ｄｔｅｓｔ在样本空间中不相
交。训练集样本Ｄｔｒａｉｎ包含了大量的类别，其标签
空间为Ｃｂａｓｅ＝｛ｃ１，ｃ２，…，ｃｎ｝，ｎ表示总类别数量。
标准的少样本分类任务（每一个任务包含 Ｎ个类
别、每个类别包含Ｋ个样本）被称作 ＮｗａｙＫｓｈｏｔ
任务，一般Ｋ是比较小的整数，如１或５。

在少样本分类任务中 Ｋ值较小导致训练样
本不足，元学习方法通过使用大量训练集数据

Ｄｔｒａｉｎ合理解决这一问题。常见的基于度量学习的
少样本分类方法基于 ｅｐｉｓｏｄｅ的形式实现元学习
的训练与测试，并通过ｅｐｉｓｏｄｅ随机采样形成上述
的 ＮｗａｙＫｓｈｏｔ任务。通常情况下，每一个

ｅｐｉｓｏｄｅ包含一个支持集ＸＳ和一个查询集ＸＱ。在
支持集ＸＳ中所有样本ｘ都是标注数据，通过特征
提取器ｆ得到样本特征ｆ（ｘ），同时可以利用原型网
络［７］计算类别原型 Ｐ作为支持集类别的样本特
征。而在查询集ＸＱ中每个样本都是无标注数据。

１．２　整体框架

针对多元属性问题提出的多模态交叉解耦

的少样本分类方法整体框架如图２所示。模型
方法由多模态交叉解耦和特征重建两个部分组

成。在元训练阶段，多模态交叉解耦模块将样

本的视觉特征、多种语义特征进行解耦，以得到

解耦后的类别特征和属性特征。为保证解耦出

来的特征能够准确地表示原样本，利用特征重

建模块将解耦后的特征重新进行融合，并与原

本的全局视觉特征进行约束。在元测试阶段，

因为查询集没有语义信息，所以使用自解耦来

代替交叉解耦，并与支持集样本解耦后的类别

特征进行分类损失判别。

图２　所提多模态交叉解耦的少样本分类方法框架
Ｆｉｇ．２　Ｐｒｏｐｏｓｅｄｆｒａｍｅｗｏｒｋｏｆｍｕｌｔｉｍｏｄａｌｃｒｏｓｓｄｅｃｏｕｐｌｉｎｇｆｅｗｓｈｏｔｃｌａｓｓｉｆｉｃａｔｉｏｎ

１．３　多模态交叉解耦

为了缓解多元属性问题，提出利用信息交叉

解耦的思想，从多模态信息中学习有效的类别信

息，弱化属性特征对分类效果的影响。

给定基类支持集样本ＸＳ，其类别和属性的语
义信息分别表示为ＸＬ和ＸＡ。每个输入的支持集
样本 ｘｉ∈Ｘ

Ｓ，通过视觉特征提取器 ｆ得到对应的
局部视觉特征ｆ（ｘｉ）∈Ｒ

ｈ×ｗ×ｄ，其中ｈ、ｗ分别表示
特征图的高和宽，ｄ表示特征的维度。对于每个
样本的每对语义信息，类别 ｘＬｉ和属性 ｘ

Ａ
ｉ分别通

过语义特征提取器 ｇ得到对应的类别特征
ｇ（ｘＬｉ）∈Ｒ

１×ｄ和属性特征 ｇ（ｘＡｉ）∈Ｒ
１×ｄ。不同语

义信息对同类样本视觉特征的影响作用不同，因

此考虑利用样本的视觉特征对类别语义特征和多

元属性语义特征进行解耦。具体来说，如图３所
示（图中⊙表示点乘），采用交叉注意力机制，利
用视觉特征与相关语义的相似性分别提取解耦后

的类别特征和语义特征。

首先，采用交叉注意力机制挖掘视觉特征

ｆ（ｘｉ）和类别语义特征 ｇ（ｘ
Ｌ
ｉ）的关系相似性，并线

性映射成三个维度为 ｄ′的特征，分别是查询 Ｑ∈
Ｒ１×ｄ′，键Ｋ∈Ｒｈｗ×ｄ′和值 Ｖ∈Ｒｈｗ×ｄ′，其中 Ｑ、Ｋ和
Ｖ分别通过式（１）、式（２）和式（３）计算得到。

Ｑ＝ｇ（ｘＬｉ）·Ｗ
Ｔ
Ｑ （１）

·４１·
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图３　交叉解耦示意图
Ｆｉｇ．３　Ｉｌｌｕｓｔｒａｔｉｏｎｏｆｃｒｏｓｓｄｅｃｏｕｐｌｉｎｇ

Ｋ＝ｆ（ｘｉ）·Ｗ
Ｔ
Ｋ （２）

Ｖ＝ｆ（ｘｉ）·Ｗ
Ｔ
Ｖ （３）

其中，ＷＱ、ＷＫ和ＷＶ分别代表Ｑ、Ｋ和Ｖ的权重。
在交叉注意力机制中，利用Ｑ、Ｋ和Ｖ得到缩放点

积注意力之后的特征Ｚ＾：

Ｚ＾＝ｓｏｆｔｍａｘ
Ｑ·ＫＴ

槡
( )ｄ′

·Ｖ （４）

然后，将得到的特征 Ｚ＾与其对应的类别语义
向量进行加权融合进一步增强相关表示，从而得

到解耦后的类别特征：

ＺＳＬ＝α１·Ｚ
＾＋（１－α１）·ｇ（ｘ

Ｌ
ｉ） （５）

式中，α１＝ｈ（ｇ（ｘ
Ｌ
ｉ））为可学习的参数。同理，利

用交叉注意力机制捕捉视觉特征 ｆ（ｘｉ）和属性语
义特征ｇ（ｘＡｉ）的相关性，从而针对性地提取解耦
后的属性特征，表示为：

ＺＳＡ＝α２·Ｚ
＾＋（１－α２）·ｇ（ｘ

Ａ
ｉ） （６）

式中，α２＝ｈ（ｇ（ｘ
Ａ
ｉ））也为可学习的参数。

通过上述过程，模型将重点关注视觉特征中

与语义特征相关性较高的部分，通过交叉注意力

机制提取视觉特征中与类别相关的特征和与属性

相关的特征，并分别与原类别语义特征和原属性

语义特征进行融合，从而进一步强化语义信息对

视觉特征的指导作用，实现了视觉特征中类别与

属性的解耦。

与支持集样本不同的是，查询集样本ｘｑ不具
备语义信息，因此采用自解耦的方法对查询集的

视觉特征进行训练得到解耦后的类别特征。具体

地，在利用交叉注意力机制时对于计算查询集样

本的Ｑ′、Ｋ′和Ｖ′分别表示为：
Ｑ′＝ｆ（ｘｑ）·Ｗ

Ｔ
Ｑ′ （７）

Ｋ′＝ｆ（ｘｑ）·Ｗ
Ｔ
Ｋ′ （８）

Ｖ′＝ｆ（ｘｑ）·Ｗ
Ｔ
Ｖ′ （９）

其中，ＷＱ′、ＷＫ′和 ＷＶ′分别代表 Ｑ′、Ｋ′和 Ｖ′的权

重。通过Ｑ′、Ｋ′和Ｖ′得到缩放的点积注意力之后

的特征Ｚ＾′：

Ｚ＾′＝ｓｏｆｔｍａｘ
Ｑ′·Ｋ′Ｔ

槡
( )ｄ′

·Ｖ′ （１０）

之后，通过残差连接与层归一化得到自解耦后的

类别特征为ＺＱＬ：

ＺＱＬ＝ＬａｙｅｒＮｏｒｍ（ｆ（ｘｑ）＋Ｚ
＾′） （１１）

１．４　特征重建

在此阶段，为保证支持集解耦后的类别特征

与属性特征仍可准确表示原样本，采用特征重建

的方式，通过将解耦后的特征进行融合得到重建

后的特征，与原样本的全局特征进行约束。

具体而言，重建特征ＺＳｒｅｃ表示为：
ＺＳｒｅｃ＝β·Ｚ

ＳＡ＋（１－β）·ＺＳＬ （１２）
式中，β＝ｈ（ＺＳＡ）同样是一个可学习的参数。

同时，原样本的全局特征由ｆ（ｘｉ）池化得到：
ＺＳｇ＝ｐ（ｆ（ｘｉ）） （１３）

式中，ｐ（·）为全局平均池化。之后对重建特征
ＺＳｒｅｃ和全局特征 Ｚ

Ｓ
ｇ使用最小均方误差（ｍｅａｎ

ｓｑｕａｒｅｄｅｒｒｏｒ，ＭＳＥ）进行约束：

Ｌｒｅｃ＝
１
Ｎ∑

Ｎ

ｉ＝１
（ＺＳｒｅｃ，ｉ－Ｚ

Ｓ
ｇ，ｉ）

２ （１４）

因此模型学习特征信息时将继续朝着贴近样本本

质的方向进行优化。

１．５　少样本训练

对于一个 ＮｗａｙＫｓｈｏｔ的少样本分类任务，
当Ｋ值不为１时，每个类别的支持集样本均采用
原型网络［７］的方法，计算每个类别样本视觉特

征、解耦后的类别特征和属性特征的向量均值作

为对应的特征原型。以样本解耦的类别特征为

例，对于类别ｃ，其解耦类别特征原型为：

ＰＬｃ ＝
１
ＸＳｃ∑ｘ∈ＸＳｃＺ

ＳＬ （１５）

式中，ＸＳｃ表示支持集样本中属于类别 ｃ的数据，
ＸＳｃ代表属于类别ｃ的样本数量。
在给定一个距离度量函数 ｄ的条件下，根据

得到的支持集解耦类别特征原型 ＰＬｃ和查询集自
解耦的类别特征 ＺＱＬ，计算查询集样本 ｘｑ对于不
同类别原型在特征空间中的类别分布：

ｐ（ｙ＝ｃｘｑ）＝
ｅｘｐ（－ｄ（ＺＱＬ，ＰＬｃ））

∑ｃ′
ｅｘｐ（－ｄ（ＺＱＬ，ＰＬｃ′））

（１６）
这里，ｐ（ｙ＝ｃｘｑ）表示查询集样本 ｘｑ属于类别 ｃ
的概率值，ｃ′表示任一类别，ｄ（·）为欧氏距离的

·５１·
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相似度度量。

利用交叉熵损失作为其分类损失函数进行

训练：

Ｌｃｌｓ＝－ｌｇｐ（ｙ＝ｃｘｑ） （１７）
合并所有损失函数得到最终的目标函数：

Ｌｏｂｊ＝ａｒｇｍｉｎＬｃｌｓ＋γＬｒｅｃ （１８）
式中，γ为超参数，用来平衡最终的损失函数。

２　实验

２．１　实验设置
２．１．１　数据集

本文所提方法在 ＭＩＴＳｔａｔｅｓ［２５］和 ＣＧＱＡ［２６］

两个数据集上进行实验。ＭＩＴＳｔａｔｅｓ数据集［２５］由

５３１５５张现实世界图像组成，其中每个图像都包
含它的形容词属性和名词类别，例如“黄色的苹

果”。对该数据集按名词进行划分后，一共有

２４３个名词类别，其中１６０个名词用作训练、４０个
名词用于验证、４３个名词用来测试。此外，一共
有１１５种形容词属性。同时，由属性和类别组成
的词共１７６１对，分别用在训练集、验证集和测试
集的对数分别为１１７９、２７１和３１１。

ＣＧＱＡ［２６］数据集源于 ＳｔａｎｆｏｒｄＧＱＡ数据
集［２７］，具备更清晰的标签和更大的标签空间，挑

战性更大。该数据集共有２７０６２张图像，按名词
划分后得到训练集、验证集和测试集的图像数量

分别为２０７８６、３５１１和２７６５。相应地，其名词类
别数量分别为１２０、３０、３１。ＣＧＱＡ的训练集包含
１５３种形容词属性。这里，由属性和类别组成的
词共 ９３１对。数据集 ＭＩＴＳｔａｔｅｓ和 ＣＧＱＡ的具
体信息见表１。

表１　数据集划分
Ｔａｂ．１　Ｄａｔａｓｅｔｓｐｌｉｔｓ

数据集
训练集 验证集 测试集

类别 属性 词对 图像 类别 属性 词对 图像 类别 属性 词对 图像

ＭＩＴＳｔａｔｅｓ １６０ １１５ １１７９ ３５８５８ ４０ ９４ ２７１ ８０４４ ４３ １００ ３１１ ９２５３

ＣＧＱＡ １２０ １５３ ６７９ ２０７８６ ３０ ３４ １３６ ３５１１ ３１ ３７ １１６ ２７６５

２．１．２　实验细节
在实验中，数据集 ＭＩＴＳｔａｔｅｓ和 ＣＧＱＡ的图

像均调整为２２４×２２４的尺寸，其类别和属性的语
义向量通过ｗｏｒｄ２ｖｅｃ［２８］得到，维度为６００。并且，
在两个数据集上训练并测试了 ５ｗａｙ１ｓｈｏｔ和
５ｗａｙ５ｓｈｏｔ任务的准确率。首先，使用 Ａｄａｍ优
化器进行预训练，在训练集样本上训练６０个批
次。这里初始学习率设置为 ０００１。之后，采用
元训练的方式进行微调。在微调时，利用随机梯

度下降（ｓｔｏｃｈａｓｔｉｃｇｒａｄｉｅｎｔｄｅｓｃｅｎｔ，ＳＧＤ）优化
器［２９］训练３０个批次，每个批次随机采样１０００个
ｅｐｉｓｏｄｅ；初始学习率设置为 ００００１，并且每隔
１０个批次学习率减小至原来的１／１０；此时动量参
数设置为０９，权重衰减率为０００１。在训练和测
试时，视觉特征的提取均采用ＲｅｓＮｅｔ１８［３０］作为主
干网络，特征提取器的输出维度为５１２；语义特征
的提取则采用多层感知机（ｍｕｌｔｉｌａｙｅｒｐｅｒｃｅｐｔｒｏｎ，
ＭＬＰ），其输出维度也为 ５１２。对于超参数 γ，在
５ｗａｙ１ｓｈｏｔ的任务中取０４，在５ｗａｙ５ｓｈｏｔ任务
中取０３。所有对比方法都使用相同的视觉和语
义特征，并且调整参数达到其最优性能。

２．２　实验结果

与常见少样本分类工作的测试设置不同，

将测试集分成两个部分：与支持集属性相同的

查询集样本和与支持集属性不同的查询集样

本。首先，在测试集中 随 机 采 样 ２０００个
ｅｐｉｓｏｄｅ，每个 ｅｐｉｓｏｄｅ中的每个类别包含 ２个无
标注的查询样本用来测试，即与支持集属性相

同的测试样本（ｓａｍｅｓｕｐｐｏｒｔａｔｔｒｉｂｕｔｅ，ＳＳＡ）和与
支持集属性不同的测试样本（ｄｉｆｆｅｒｅｎｔｓｕｐｐｏｒｔ
ａｔｔｒｉｂｕｔｅ，ＤＳＡ）各 一 个。然 后，对 ２０００个
ｅｐｉｓｏｄｅ上的 ＳＳＡ和 ＤＳＡ分别求平均准确率。
最后，求所提方法对多元属性样本准确率，即求

两种准确率的调和平均数（ｈａｒｍｏｎｉｃｍｅａｎ，ＨＭ）
作为最终评价指标：

ＨＭ＝２×ＳＳＡ·ＤＳＡＳＳＡ＋ＤＳＡ （１９）

本文选取了７种对比方法，包括３种不使用
语义信息的方法（ＰｒｏｔｏＮｅｔ［７］、ＲｅｌａｔｉｏｎＮｅｔ［８］和
ＭａｔｃｈｉｎｇＮｅｔ［３１］）以及 ４种使用语义信息的方法
（ＡＭ３［１１］、ＡＧＡＭ［１２］、ＭＡＰＮｅｔ［２３］和 ＳＧＡＰ［３２］）。
表２和表３为本文方法在２个数据集上的实验结
果。可以明显地看出，本文方法性能均较为显著

地优于所有对比算法。另外，在 ＳＳＡ上的分类性
能整体较ＤＳＡ上的分类性能高，这表明多元属性
问题确实会影响模型的分类性能。

·６１·
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表２　在ＭＩＴＳｔａｔｅｓ数据集上的测试结果
Ｔａｂ．２　ＴｅｓｔｒｅｓｕｌｔｓｏｎｔｈｅＭＩＴＳｔａｔｅｓｄａｔａｓｅｔ

％

方法
５ｗａｙ１ｓｈｏｔ ５ｗａｙ５ｓｈｏｔ

ＳＳＡ ＤＳＡ ＨＭ ＳＳＡ ＤＳＡ ＨＭ

ＰｒｏｔｏＮｅｔ［７］ ５４．１０ ４５．８５ ４９．６３ ６９．５７ ５５．０１ ６１．０３

ＲｅｌａｔｉｏｎＮｅｔ［８］ ４９．４４ ４２．４０ ４５．６５ ６８．２６ ５５．１９ ６１．０３

ＡＭ３［１１］ ６１．５３ ５３．８９ ５７．４６ ６９．９４ ６０．２４ ６４．７３

ＡＧＡＭ［１２］ ５５．７６ ４９．０５ ５２．１９ ６６．６５ ４３．７２ ６０．１０

ＭＡＰＮｅｔ［２３］ ６２．４４ ５１．８０ ５６．６２ ７１．７０ ５７．９６ ６４．１０

ＭａｔｃｈｉｎｇＮｅｔ［３１］ ５２．２２ ４４．８０ ４８．２３ ６６．８７ ５４．０４ ５９．７７

ＳＧＡＰ［３２］ ３２．７５ ２７．９５ ３０．１６ ６１．９４ ４９．９９ ５５．３３

ＭＣＤ（本文） ６４．１９ ５９．５３ ６１．７７ ７３．０４ ６３．３４ ６７．８５

表３　在ＣＧＱＡ数据集上的测试结果
Ｔａｂ．３　ＴｅｓｔｒｅｓｕｌｔｓｏｎｔｈｅＣＧＱＡｄａｔａｓｅｔ

％

方法
５ｗａｙ１ｓｈｏｔ ５ｗａｙ５ｓｈｏｔ

ＳＳＡ ＤＳＡ ＨＭ ＳＳＡ ＤＳＡ ＨＭ

ＰｒｏｔｏＮｅｔ［７］ ３９．２４ ３４．６９ ３６．８２ ５４．３３ ４６．８５ ５０．３１

ＲｅｌａｔｉｏｎＮｅｔ［８］ ４３．５４ ３８．３６ ４０．７９ ５９．８５ ５１．０４ ５５．１０

ＡＭ３［１１］ ５０．５１ ４４．４７ ４７．３０ ５６．８２ ４８．８４ ５２．５３

ＡＧＡＭ［１２］ ４６．０９ ４１．４１ ４３．６２ ５８．６７ ５０．７４ ５４．４２

ＭＡＰＮｅｔ［２３］ ５０．０５ ４３．８５ ４６．７５ ６２．７７ ５２．３２ ５７．０７

ＭａｔｃｈｉｎｇＮｅｔ［３１］ ４４．６０ ３９．４８ ４１．８８ ５８．２４ ４９．０７ ５３．２６

ＳＧＡＰ［３２］ ３６．９９ ２９．９２ ３３．０８ ５３．９８ ４４．８１ ４８．９７

ＭＣＤ（本文） ５２．５０ ４７．９１ ５０．１０ ６４．７８ ５６．３４ ６０．２７

　　具体地，在ＭＩＴＳｔａｔｅｓ数据集上，与结果第二
高的比较方法 ＡＭ３或 ＭＡＰＮｅｔ相比，对于
５ｗａｙ１ｓｈｏｔ少样本分类任务，本文方法在 ＳＳＡ的
结果上提升了１７５％，在ＤＳＡ上的测试结果提高
了５６４％，并且调和平均数ＨＭ也有了４３１％的
提升效果；在 ５ｗａｙ５ｓｈｏｔ任务中，本文方法在
ＳＳＡ上比方法ＭＡＰＮｅｔ提高了１３４％，在ＤＳＡ上
比方法 ＡＭ３提高了 ３１０％，在 ＨＭ 上也有
３１２％的提升效果。在 ＣＧＱＡ数据集上，针对
５ｗａｙ１ｓｈｏｔ的分类结果，本文方法比结果第二高
的方法 ＡＭ３均有明显的提高，在 ＳＳＡ上提高
１９９％，在 ＤＳＡ上有 ３４４％的提升，并且在 ＨＭ
上也有２８０％的提升效果；而在５ｗａｙ５ｓｈｏｔ任
务中，本文方法仍比结果第二高的方法 ＭＡＰＮｅｔ
有较高的提升，其中在 ＳＳＡ上提升了２０１％，在

ＤＳＡ上提高了４０２％，在ＨＭ上也有３２０％的明
显提升。

通过实验结果还可以发现，本文方法在 ＤＳＡ
上较对比方法的提升效果明显比在 ＳＳＡ上显著，
这说明对比方法难以很好地对具有未见属性的同

类样本进行准确识别，本文方法在一定程度上有

效地缓解了这一问题。同时，与５ｗａｙ５ｓｈｏｔ提升
结果相比，５ｗａｙ１ｓｈｏｔ的分类任务中，ＤＳＡ的提
升效果在两个数据集上都更为明显。主要的原因

在于当支持集样本极少时，模型更难学习样本的

类别表示信息，并且当属性差异较大时，更容易因

属性不同混淆本质的类别表征，加剧识别类别错

误的情况。本文方法能够有效地解耦出无关的属

性信息，保留样本本质的类别特征，提高样本极少

情况下的分类性能。

·７１·
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２．３　消融实验

如前所述，本文方法通过交叉解耦和特征重

建两个关键模块提升多元属性少样本分类性能。

接下来，为了探究每个模块对实验结果的影响，在

ＭＩＴＳｔａｔｅｓ和 ＣＧＱＡ数据集上进行消融实验研
究，结果如表４和表５所示。采用原型网络作为
基准即第一行结果，第二行为仅增加支持集类别

语义特征（ｓｕｐｐｏｒｔｃａｔｅｇｏｒｙｆｅａｔｕｒｅｓ，ＳＣＦ），第三行
的结果为在此基础上增加支持集属性语义特征

（ｓｕｐｐｏｒｔａｔｔｒｉｂｕｔｅｆｅａｔｕｒｅｓ，ＳＡＦ）形成交叉解耦模
块，第四行为继续增加特征重建模块形成本文最

终方法。从表中结果可以发现交叉解耦与特征重

建两个模块分别对少样本的分类性能起到促进

作用。

表４　在ＭＩＴＳｔａｔｅｓ数据集上的消融实验结果
Ｔａｂ．４　ＡｂｌａｔｉｏｎｓｔｕｄｙｒｅｓｕｌｔｓｏｎｔｈｅＭＩＴＳｔａｔｅｓｄａｔａｓｅｔ

％

方法
５ｗａｙ１ｓｈｏｔ ５ｗａｙ５ｓｈｏｔ

ＳＳＡ ＤＳＡ ＨＭ ＳＳＡ ＤＳＡ ＨＭ

ＰｒｏｔｏＮｅｔ［７］ ５４．１０ ４５．８５ ４９．６３ ６９．５７ ５５．０１ ６１．０３

ＰｒｏｔｏＮｅｔ＋ＳＣＦ ５９．８８ ５５．８１ ５９．２７ ６９．５４ ６０．９６ ６５．５７

ＰｒｏｔｏＮｅｔ＋ＳＣＦ＋ＳＡＦ ６３．１６ ５８．２０ ６０．５８ ７２．１４ ６１．８５ ６６．６０

ＭＣＤ ６４．１９ ５９．５３ ６１．７７ ７３．０４ ６３．３４ ６７．８５

表５　在ＣＧＱＡ数据集上的消融实验结果
Ｔａｂ．５　ＡｂｌａｔｉｏｎｓｔｕｄｙｒｅｓｕｌｔｓｏｎｔｈｅＣＧＱＡｄａｔａｓｅｔ

％

方法
５ｗａｙ１ｓｈｏｔ ５ｗａｙ５ｓｈｏｔ

ＳＳＡ ＤＳＡ ＨＭ ＳＳＡ ＤＳＡ ＨＭ

ＰｒｏｔｏＮｅｔ［７］ ３９．２４ ３４．６９ ３６．８２ ５４．３３ ４６．８５ ５０．３１

ＰｒｏｔｏＮｅｔ＋ＳＣＦ ４９．６４ ４６．０１ ４７．７６ ６２．２４ ５４．０９ ５７．８８

ＰｒｏｔｏＮｅｔ＋ＳＣＦ＋ＳＡＦ ５１．１１ ４６．９８ ４８．９６ ６３．０８ ５５．０５ ５８．７９

ＭＣＤ ５２．５０ ４７．９１ ５０．１０ ６４．７８ ５６．３４ ６０．２７

　　具体地，当仅引入类别语义信息时，与基准原
型网络方法相比，测试结果几乎都有显著的提升，

这表明增加类别语义特征能够弥补模型学习视觉

特征的不足，对模型学习准确分类起到了积极的

指导作用。

当加入属性语义信息使用交叉融合模块时，

可以发现交叉融合的方法在 ＳＳＡ、ＤＳＡ和 ＨＭ上
的分类性能大部分都比仅加入类别语义特征ＳＣＦ
时有较明显的提升，其提升效果能达到０８４％ ～
３２８％。特别地，当测试样本的属性特征与支持
集样本相同时，ＳＳＡ的结果反映出交叉解耦模型
可以更好学习出解耦后的类别特征和属性特征，

分离出正确的类别特征用以分类，有效地提高少

样本任务分类的准确率，其性能能够达到

０８４％～３２８％的提升。同时，即使在测试样本
的属性特征与支持集样本不同时，模型也能学习

出未见属性特征并解耦出类别特征。在此基础上

当继续引入特征重建模块时，ＳＳＡ、ＤＳＡ和 ＨＭ的
性能均存在进一步的提升。通过结果可以发现，

在解耦过程中，可能会出现解耦出来的特征偏离

原样本真实特征的情况。因此，特征重建模块将

解耦后的类别特征和属性特征重新融合，并利用

原样本视觉特征进行约束，使模型学习特征信息

时沿着样本类别内在特征的方向进行优化。

２．４　进一步分析

２．４．１　参数实验
在此部分，研究超参数γ对模型性能的影响。

不同 γ值在 ＭＩＴＳｔａｔｅｓ数据集和 ＣＧＱＡ数据集
的结果如图４所示，其中图４（ａ）和图４（ｃ）表示
ＭＩＴＳｔａｔｅｓ数据集的结果，图４（ｂ）和图４（ｄ）表示
ＣＧＱＡ数据集的结果。蓝色和黄色折线分别代
表５ｗａｙ１ｓｈｏｔ和５ｗａｙ５ｓｈｏｔ少样本分类任务，
采用调和平均数ＨＭ作为判别指标。

·８１·
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（ａ）ＭＩＴＳｔａｔｅｓ数据集在５ｗａｙ１ｓｈｏｔ的结果
（ａ）Ｒｅｓｕｌｔｓｏｆ５ｗａｙ１ｓｈｏｔｏｎｔｈｅＭＩＴＳｔａｔｅｓｄａｔａｓｅｔ

（ｂ）ＣＧＱＡ数据集在５ｗａｙ１ｓｈｏｔ的结果
（ｂ）Ｒｅｓｕｌｔｓｏｆ５ｗａｙ１ｓｈｏｔｏｎｔｈｅＣＧＱＡｄａｔａｓｅｔ

（ｃ）ＭＩＴＳｔａｔｅｓ数据集在５ｗａｙ５ｓｈｏｔ的结果
（ｃ）Ｒｅｓｕｌｔｓｏｆ５ｗａｙ５ｓｈｏｔｏｎｔｈｅＭＩＴＳｔａｔｅｓｄａｔａｓｅｔ

（ｄ）ＣＧＱＡ数据集在５ｗａｙ５ｓｈｏｔ的结果
（ｄ）Ｒｅｓｕｌｔｓｏｆ５ｗａｙ５ｓｈｏｔｏｎｔｈｅＣＧＱＡｄａｔａｓｅｔ

图４　超参数γ对性能的影响
Ｆｉｇ．４　Ｉｍｐａｃｔｏｆｈｙｐｅｒｐａｒａｍｅｔｅｒγｏｎｐｅｒｆｏｒｍａｎｃｅ

通过实验发现，两种数据集上的超参数 γ均
是先升后降。在５ｗａｙ１ｓｈｏｔ分类任务中，当 γ＝
０４时，网络性能达到最优，ＨＭ的结果最佳；而在
５ｗａｙ５ｓｈｏｔ少样本任务中，当γ＝０３时，模型能

达到最佳性能，此时ＨＭ的值为最高。这表明特
征重建模块能够在一定程度上有效地提升分类

性能，但是当参数 γ的值过大时，分类性能反而
会下降，其原因可能在于重建约束较强时会影

响属性解耦的效果，加重了属性对类别特征的

影响。

２．４．２　可视化实验
为了验证本文方法的效果，采用ｔＳＮＥ［３３］方

法在ＭＩＴＳｔａｔｅｓ数据集的嵌入空间进行可视化实
验，结果如图５所示。随机可视化一个测试任务，
这个任务包含５个类别共６０个样本，每个类别的
样本数为１２。不同颜色的圆点代表不同的类别。
这里，选用原型网络（ＰｒｏｔｏＮｅｔ）作为基准方法进
行比较，结果如图５（ａ）所示；为了验证本文方法
的可行性，图５（ｂ）为仅引入类别语义信息的方法
结果，图５（ｃ）为本文方法结果。

从ｔＳＮＥ的可视化结果可以看出，增加类别
语义信息，能够有效地提高类别辨识的能力，使测

试样本按照预测类别整齐规则分布。本文方法进

一步增强了同类别样本的分布密度，使类内样本

分布更加紧凑，同时提高类别间的距离，可降低多

元属性问题带来的识别误差。

（ａ）ＰｒｏｔｏＮｅｔ

（ｂ）ＰｒｏｔｏＮｅｔ＋ＳＣＦ

·９１·
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（ｃ）ＭＣＤ

图５　ＭＩＴＳｔａｔｅｓ数据集的ｔＳＮＥ可视化结果
Ｆｉｇ．５　ｔＳＮＥｖｉｓｕａｌｉｚａｔｉｏｎｏｎＭＩＴＳｔａｔｅｓｄａｔａｓｅｔ

３　结论

本文针对少样本学习中的多元属性问题，提

出一种多模态交叉解耦的方法，可有效解耦出样

本类别特征和类别属性语义特征，并能利用特征

重建保留样本内在的类别特征信息，极大地缓解

了多元属性问题对少样本分类造成的识别错误。

所提方法也提出一种特征重建方法，将解耦后的

类别特征和属性特征重新融合，通过原样本的视

觉特征进行约束，使模型学习特征信息时沿着贴

近样本本质类别的方向进行优化。在两个类内属

性差异较大的标准数据集上的大量实验验证了所

提方法的有效性和先进性，结果显示本文方法能

够有效提升少样本分类任务的准确性，即使在属

性未知的待测样本中也具有良好的分类性能。
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ｒｅｉｄｅｎｔｉｆｉｃａｔｉｏｎａｌｇｏｒｉｔｈｍ ｕｓｉｎｇｓｙｍｍｅｔｒｉｃｎｅｔｗｏｒｋ［Ｊ］．
ＪｏｕｒｎａｌｏｆＮａｔｉｏｎａｌＵｎｉｖｅｒｓｉｔｙｏｆＤｅｆｅｎｓｅＴｅｃｈｎｏｌｏｇｙ，２０２２，
４４（１）：１２２－１２８．（ｉｎＣｈｉｎｅｓｅ）

［６］　 ＷＵＬ，ＷＡＮＧＹ，ＹＩＮＨＺ，ｅｔａｌ．Ｆｅｗｓｈｏｔｄｅｅｐａｄｖｅｒｓａｒｉａｌ
ｌｅａｒｎｉｎｇｆｏｒｖｉｄｅｏｂａｓｅｄｐｅｒｓｏｎｒｅｉｄｅｎｔｉｆｉｃａｔｉｏｎ［Ｊ］．ＩＥＥＥ
ＴｒａｎｓａｃｔｉｏｎｓｏｎＩｍａｇｅＰｒｏｃｅｓｓｉｎｇ，２０２０，２９：１２３３－１２４５．

［７］　 ＳＮＥＬＬＪ，ＳＷＥＲＳＫＹＫ，ＺＥＭＥＬＲ．Ｐｒｏｔｏｔｙｐｉｃａｌｎｅｔｗｏｒｋｓ
ｆｏｒｆｅｗｓｈｏｔｌｅａｒｎｉｎｇ［Ｃ］／／Ｐｒｏｃｅｅｄｉｎｇｓ ｏｆｔｈｅ ３１ｓｔ
ＩｎｔｅｒｎａｔｉｏｎａｌＣｏｎｆｅｒｅｎｃｅｏｎＮｅｕｒａｌＩｎｆｏｒｍａｔｉｏｎＰｒｏｃｅｓｓｉｎｇ
Ｓｙｓｔｅｍｓ，２０１７：４０８０－４０９０．

［８］　 ＳＵＮＧＦ，ＹＡＮＧ Ｙ Ｘ，ＺＨＡＮＧ Ｌ，ｅｔａｌ．Ｌｅａｒｎｉｎｇｔｏ
ｃｏｍｐａｒｅ：ｒｅｌａｔｉｏｎｎｅｔｗｏｒｋｆｏｒｆｅｗｓｈｏｔｌｅａｒｎｉｎｇ［Ｃ］／／
Ｐｒｏｃｅｅｄｉｎｇｓｏｆ２０１８ＩＥＥＥ／ＣＶＦＣｏｎｆｅｒｅｎｃｅｏｎＣｏｍｐｕｔｅｒ
ＶｉｓｉｏｎａｎｄＰａｔｔｅｒｎＲｅｃｏｇｎｉｔｉｏｎ（ＣＶＰＲ），２０１８：１１９９－１２０８．

［９］　 ＳＵＮＱＲ，ＬＩＵＹＹ，ＣＨＵＡＴＳ，ｅｔａｌ．Ｍｅｔａｔｒａｎｓｆｅｒ
ｌｅａｒｎｉｎｇｆｏｒｆｅｗｓｈｏｔｌｅａｒｎｉｎｇ［Ｃ］／／Ｐｒｏｃｅｅｄｉｎｇｓｏｆ２０１９
ＩＥＥＥ／ＣＶＦＣｏｎｆｅｒｅｎｃｅｏｎＣｏｍｐｕｔｅｒＶｉｓｉｏｎａｎｄＰａｔｔｅｒｎ
Ｒｅｃｏｇｎｉｔｉｏｎ（ＣＶＰＲ），２０１９：４０３－４１２．

［１０］　ＹＵＹＬ，ＺＨＡＮＧＤＹ，ＷＡＮＧＳＤ，ｅｔａｌ．Ｌｏｃａｌｓｐａｔｉａｌ
ａｌｉｇｎｍｅｎｔｎｅｔｗｏｒｋｆｏｒｆｅｗｓｈｏｔｌｅａｒｎｉｎｇ［Ｊ］．Ｎｅｕｒｏｃｏｍｐｕｔｉｎｇ，
２０２２，４９７：１８２－１９０．

［１１］　ＸＩＮＧＣ，ＲＯＳＴＡＭＺＡＤＥＨ Ｎ，ＯＲＥＳＨＫＩＮＢＮ，ｅｔａｌ．
Ａｄａｐｔｉｖｅｃｒｏｓｓｍｏｄａｌｆｅｗｓｈｏｔｌｅａｒｎｉｎｇ［Ｃ］／／Ｐｒｏｃｅｅｄｉｎｇｓｏｆ
ｔｈｅ３３ｒｄＩｎｔｅｒｎａｔｉｏｎａｌＣｏｎｆｅｒｅｎｃｅｏｎＮｅｕｒａｌＩｎｆｏｒｍａｔｉｏｎ
ＰｒｏｃｅｓｓｉｎｇＳｙｓｔｅｍｓ，２０１９：４８４７－４８５７．

［１２］　ＨＵＡＮＧＳＴ，ＺＨＡＮＧＭ，ＫＡＮＧＹＣ，ｅｔａｌ．Ａｔｔｒｉｂｕｔｅｓ
ｇｕｉｄｅｄａｎｄ ｐｕｒｅｖｉｓｕａｌａｔｔｅｎｔｉｏｎ ａｌｉｇｎｍｅｎｔｆｏｒｆｅｗｓｈｏｔ
ｒｅｃｏｇｎｉｔｉｏｎ［Ｊ］．ＰｒｏｃｅｅｄｉｎｇｓｏｆｔｈｅＡＡＡＩＣｏｎｆｅｒｅｎｃｅｏｎ
ＡｒｔｉｆｉｃｉａｌＩｎｔｅｌｌｉｇｅｎｃｅ，２０２１，３５（９）：７８４０－７８４７．

［１３］　ＲＵＳＵＡＡ，ＲＡＯＤ，ＳＹＧＮＯＷＳＫＩＪ，ｅｔａｌ．Ｍｅｔａｌｅａｒｎｉｎｇ
ｗｉｔｈｌａｔｅｎｔｅｍｂｅｄｄｉｎｇｏｐｔｉｍｉｚａｔｉｏｎ［Ｃ］／／Ｐｒｏｃｅｅｄｉｎｇｓｏｆｔｈｅ
ＩｎｔｅｒｎａｔｉｏｎａｌＣｏｎｆｅｒｅｎｃｅｏｎＬｅａｒｎｉｎｇＲｅｐｒｅｓｅｎｔａｔｉｏｎｓ，２０１８．

［１４］　ＣＨＥＮＺＴ，ＦＵＹＷ，ＷＡＮＧＹＸ，ｅｔａｌ．Ｉｍａｇｅｄｅｆｏｒｍａｔｉｏｎ
ｍｅｔａｎｅｔｗｏｒｋｓｆｏｒｏｎｅｓｈｏｔｌｅａｒｎｉｎｇ［Ｃ］／／Ｐｒｏｃｅｅｄｉｎｇｓｏｆ２０１９
ＩＥＥＥ／ＣＶＦＣｏｎｆｅｒｅｎｃｅｏｎＣｏｍｐｕｔｅｒＶｉｓｉｏｎａｎｄＰａｔｔｅｒｎ
Ｒｅｃｏｇｎｉｔｉｏｎ（ＣＶＰＲ），２０１９：８６７２－８６８１．

［１５］　ＬＩＫ，ＺＨＡＮＧＹＬ，ＬＩＫＰ，ｅｔａｌ．Ａｄｖｅｒｓａｒｉａｌｆｅａｔｕｒｅ
ｈａｌｌｕｃｉｎａｔｉｏｎｎｅｔｗｏｒｋｓｆｏｒｆｅｗｓｈｏｔｌｅａｒｎｉｎｇ［Ｃ］／／Ｐｒｏｃｅｅｄｉｎｇｓ
ｏｆ２０２０ＩＥＥＥ／ＣＶＦＣｏｎｆｅｒｅｎｃｅｏｎＣｏｍｐｕｔｅｒＶｉｓｉｏｎａｎｄ
ＰａｔｔｅｒｎＲｅｃｏｇｎｉｔｉｏｎ（ＣＶＰＲ），２０２０：１３４６７－１３４７６．

［１６］　ＬＩＷＢ，ＷＡＮＧＬ，ＸＵＪＬ，ｅｔａｌ．Ｒｅｖｉｓｉｔｉｎｇｌｏｃａｌｄｅｓｃｒｉｐｔｏｒ
ｂａｓｅｄｉｍａｇｅｔｏｃｌａｓｓｍｅａｓｕｒｅｆｏｒｆｅｗｓｈｏｔｌｅａｒｎｉｎｇ［Ｃ］／／
Ｐｒｏｃｅｅｄｉｎｇｓｏｆ２０１９ＩＥＥＥ／ＣＶＦＣｏｎｆｅｒｅｎｃｅｏｎＣｏｍｐｕｔｅｒ
ＶｉｓｉｏｎａｎｄＰａｔｔｅｒｎＲｅｃｏｇｎｉｔｉｏｎ（ＣＶＰＲ），２０１９：７２５３－
７２６０．　

［１７］　ＣＨＥＮＢＨ，ＤＥＮＧＷＨ．Ｈｙｂｒｉｄａｔｔｅｎｔｉｏｎｂａｓｅｄｄｅｃｏｕｐｌｅｄ
ｍｅｔｒｉｃｌｅａｒｎｉｎｇｆｏｒｚｅｒｏｓｈｏｔｉｍａｇｅｒｅｔｒｉｅｖａｌ［Ｃ］／／Ｐｒｏｃｅｅｄｉｎｇｓ
ｏｆ２０１９ＩＥＥＥ／ＣＶＦＣｏｎｆｅｒｅｎｃｅｏｎＣｏｍｐｕｔｅｒＶｉｓｉｏｎａｎｄ
ＰａｔｔｅｒｎＲｅｃｏｇｎｉｔｉｏｎ（ＣＶＰＲ），２０１９：２７４５－２７５４．

［１８］　ＣＨＥＮＨ，ＤＩＮＧＧＧ，ＬＩＵＸＤ，ｅｔａｌ．ＩＭＲＡＭ：ｉｔｅｒａｔｉｖｅ
ｍａｔｃｈｉｎｇｗｉｔｈｒｅｃｕｒｒｅｎｔａｔｔｅｎｔｉｏｎｍｅｍｏｒｙｆｏｒｃｒｏｓｓｍｏｄａｌ
ｉｍａｇｅｔｅｘｔｒｅｔｒｉｅｖａｌ［Ｃ］／／Ｐｒｏｃｅｅｄｉｎｇｓｏｆ２０２０ＩＥＥＥ／ＣＶＦ
ＣｏｎｆｅｒｅｎｃｅｏｎＣｏｍｐｕｔｅｒＶｉｓｉｏｎａｎｄＰａｔｔｅｒｎＲｅｃｏｇｎｉｔｉｏｎ
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　第１期 冀中，等：多模态交叉解耦的少样本学习方法

（ＣＶＰＲ），２０２０：１２６５５－１２６６３．
［１９］　ＷＡＮＧＨ Ｒ，ＺＨＡＮＧＹ，ＪＩＺ，ｅｔａｌ．Ｃｏｎｓｅｎｓｕｓａｗａｒｅ

ｖｉｓｕａｌｓｅｍａｎｔｉｃｅｍｂｅｄｄｉｎｇｆｏｒｉｍａｇｅｔｅｘｔｍａｔｃｈｉｎｇ［Ｃ］／／
ＰｒｏｃｅｅｄｉｎｇｓｏｆＥｕｒｏｐｅａｎＣｏｎｆｅｒｅｎｃｅｏｎＣｏｍｐｕｔｅｒＶｉｓｉｏｎ，
２０２０：１８－３４．

［２０］　ＤＩＡＯＨＷ，ＺＨＡＮＧＹ，ＭＡＬ，ｅｔａｌ．Ｓｉｍｉｌａｒｉｔｙｒｅａｓｏｎｉｎｇ
ａｎｄｆｉｌｔｒａｔｉｏｎｆｏｒｉｍａｇｅｔｅｘｔｍａｔｃｈｉｎｇ［Ｃ］／／Ｐｒｏｃｅｅｄｉｎｇｓｏｆ
ｔｈｅＡＡＡＩＣｏｎｆｅｒｅｎｃｅ ｏｎ ＡｒｔｉｆｉｃｉａｌＩｎｔｅｌｌｉｇｅｎｃｅ，２０２１，
３５（２）：１２１８－１２２６．

［２１］　ＪＩＺ，ＳＵＮＹＸ，ＹＵＹＬ，ｅｔａｌ．Ａｔｔｒｉｂｕｔｅｇｕｉｄｅｄｎｅｔｗｏｒｋｆｏｒ
ｃｒｏｓｓｍｏｄａｌｚｅｒｏｓｈｏｔｈａｓｈｉｎｇ［Ｊ］．ＩＥＥＥＴｒａｎｓａｃｔｉｏｎｓｏｎ
ＮｅｕｒａｌＮｅｔｗｏｒｋｓａｎｄＬｅａｒｎｉｎｇＳｙｓｔｅｍｓ，２０２０，３１（１）：
３２１－３３０．

［２２］　ＭＡＮＣＩＮＩＭ，ＮＡＥＥＭＭＦ，ＸＩＡＮＹＱ，ｅｔａｌ．Ｏｐｅｎｗｏｒｌｄ
ｃｏｍｐｏｓｉｔｉｏｎａｌｚｅｒｏｓｈｏｔｌｅａｒｎｉｎｇ［Ｃ］／／Ｐｒｏｃｅｅｄｉｎｇｓｏｆ２０２１
ＩＥＥＥ／ＣＶＦＣｏｎｆｅｒｅｎｃｅｏｎＣｏｍｐｕｔｅｒＶｉｓｉｏｎａｎｄＰａｔｔｅｒｎ
Ｒｅｃｏｇｎｉｔｉｏｎ（ＣＶＰＲ），２０２１：５２１８－５２２６．

［２３］　ＪＩＺ，ＨＯＵＺＳ，ＬＩＵＸＹ，ｅｔａｌ．Ｉｎｆｏｒｍａｔｉｏｎｓｙｍｍｅｔｒｙ
ｍａｔｔｅｒｓ：ａｍｏｄａｌａｌｔｅｒｎａｔｉｎｇｐｒｏｐａｇａｔｉｏｎｎｅｔｗｏｒｋｆｏｒｆｅｗｓｈｏｔ
ｌｅａｒｎｉｎｇ［Ｊ］．ＩＥＥＥＴｒａｎｓａｃｔｉｏｎｓｏｎＩｍａｇｅＰｒｏｃｅｓｓｉｎｇ，２０２２，
３１：１５２０－１５３１．

［２４］　ＺＨＵＹＨ，ＭＩＮＷＱ，ＪＩＡＮＧＳＱ．Ａｔｔｒｉｂｕｔｅｇｕｉｄｅｄｆｅａｔｕｒｅ
ｌｅａｒｎｉｎｇ ｆｏｒ ｆｅｗｓｈｏｔ ｉｍａｇｅ ｒｅｃｏｇｎｉｔｉｏｎ［Ｊ］． ＩＥＥＥ
ＴｒａｎｓａｃｔｉｏｎｓｏｎＭｕｌｔｉｍｅｄｉａ，２０２１，２３：１２００－１２０９．

［２５］　ＩＳＯＬＡＰ，ＬＩＭＪＪ，ＡＤＥＬＳＯＮＥＨ．Ｄｉｓｃｏｖｅｒｉｎｇｓｔａｔｅｓａｎｄ
ｔｒａｎｓｆｏｒｍａｔｉｏｎｓｉｎｉｍａｇｅｃｏｌｌｅｃｔｉｏｎｓ［Ｃ］／／Ｐｒｏｃｅｅｄｉｎｇｓｏｆ２０１５
ＩＥＥＥＣｏｎｆｅｒｅｎｃｅｏｎＣｏｍｐｕｔｅｒＶｉｓｉｏｎａｎｄＰａｔｔｅｒｎＲｅｃｏｇｎｉｔｉｏｎ
（ＣＶＰＲ），２０１５：１３８３－１３９１．

［２６］　ＮＡＥＥＭＭＦ，ＸＩＡＮＹＱ，ＴＯＭＢＡＲＩＦ，ｅｔａｌ．Ｌｅａｒｎｉｎｇ
ｇｒａｐｈｅｍｂｅｄｄｉｎｇｓｆｏｒｃｏｍｐｏｓｉｔｉｏｎａｌｚｅｒｏｓｈｏｔｌｅａｒｎｉｎｇ［Ｃ］／／

Ｐｒｏｃｅｅｄｉｎｇｓｏｆ２０２１ＩＥＥＥ／ＣＶＦＣｏｎｆｅｒｅｎｃｅｏｎＣｏｍｐｕｔｅｒ
ＶｉｓｉｏｎａｎｄＰａｔｔｅｒｎＲｅｃｏｇｎｉｔｉｏｎ（ＣＶＰＲ），２０２１：９５３－９６２．

［２７］　ＨＵＤＳＯＮＤＡ，ＭＡＮＮＩＮＧＣＤ．ＧＱＡ：ａｎｅｗｄａｔａｓｅｔｆｏｒ
ｒｅａｌｗｏｒｌｄ ｖｉｓｕａｌｒｅａｓｏｎｉｎｇ ａｎｄ ｃｏｍｐｏｓｉｔｉｏｎａｌｑｕｅｓｔｉｏｎ
ａｎｓｗｅｒｉｎｇ［Ｃ］／／Ｐｒｏｃｅｅｄｉｎｇｓｏｆ２０１９ＩＥＥＥ／ＣＶＦＣｏｎｆｅｒｅｎｃｅ
ｏｎＣｏｍｐｕｔｅｒＶｉｓｉｏｎａｎｄＰａｔｔｅｒｎＲｅｃｏｇｎｉｔｉｏｎ（ＣＶＰＲ），２０１９：
６６９３－６７０２．

［２８］　ＭＩＫＯＬＯＶＴ，ＳＵＴＳＫＥＶＥＲＩ，ＣＨＥＮＫ，ｅｔａｌ．Ｄｉｓｔｒｉｂｕｔｅｄ
ｒｅｐｒｅｓｅｎｔａｔｉｏｎｓ ｏｆ ｗｏｒｄｓ ａｎｄ ｐｈｒａｓｅｓ ａｎｄ ｔｈｅｉｒ
ｃｏｍｐｏｓｉｔｉｏｎａｌｉｔｙ［Ｃ］／／Ｐｒｏｃｅｅｄｉｎｇｓｏｆｔｈｅ２６ｔｈＩｎｔｅｒｎａｔｉｏｎａｌ
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