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摘　要：传统阴阳Ｋｍｅａｎｓ算法处理大规模聚类问题时计算开销十分昂贵。针对典型众核处理器的体系
结构特征，提出了一种阴阳Ｋｍｅａｎｓ算法高效并行加速实现。该实现基于一种新内存数据布局，采用众核处
理器中的向量单元来加速阴阳 Ｋｍｅａｎｓ中的距离计算，并面向非一致内存访问（ｎｏｎｕｎｉｆｉｅｄｍｅｍｏｒｙａｃｃｅｓｓ，
ＮＵＭＡ）特性进行了针对性的访存优化。与阴阳 Ｋｍｅａｎｓ算法的开源多线程实现相比，该实现在 ＡＲＭｖ８和
ｘ８６众核平台上分别获得了最高约５６与８７的加速比。因此上述优化方法在众核处理器上成功实现了对阴
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　　经典的Ｋｍｅａｎｓ算法［１］是最重要的无监督学

习算法之一，被广泛应用于数据挖掘、文档聚类、

入侵检测等领域中。该算法包括两个步骤：样本

点分配和中心点重选。两个步骤不断重复，直到

每个中心点的位置不再改变或者迭代达到一定的

次数。

当样本点数或中心点数较多时，经典的

Ｋｍｅａｎｓ算法往往运行缓慢。因此，学术界提出了
许多优化方法来加速算法本身，例如中心点的初

始位置优化［２］、算法结构优化［３－４］和三角不等式

优化［５－７］。阴阳Ｋｍｅａｎｓ［８］是基于三角形不等式
优化的最流行实现之一，其通过三角形不等式有

效地避免了大多数冗余的距离计算，从而性能得

到大幅提升。

与此同时，许多学者在 Ｋｍｅａｎｓ算法的并行
优化方面也开展了许多工作，以期通过并行计算

的方式来减少其执行时间。例如：Ｗｕ等［９］在

ＩｎｔｅｌＭＩＣ架构上实现了Ｋｍｅａｎｓ算法的细粒度的
单指令多数据（ｓｉｎｇｌｅｉｎｓｔｒｕｃｔｉｏｎ／ｍｕｌｔｉｐｌｅｄａｔａ，
ＳＩＭＤ）并行；Ｋｗｅｄｌｏ等［１０］提出了 Ｄｒａｋｅ、Ｅｌｋａｎ、
Ａｎｎｕｌｕｓ和阴阳四种 Ｋｍｅａｎｓ变种算法的 ＭＰＩ／
ＯｐｅｎＭＰ混合并行化；Ｚｈａｏ等［１１］提出了一种基于

ＭａｐＲｅｄｕｃｅ的并行 Ｋｍｅａｎｓ算法；Ｋｕｍａｒ等［１２］实

现了在多核超级计算机上使用大型数据集进行定
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量生态区域划定的并行 Ｋｍｅａｎｓ聚类。此外，现
有研究还尝试面向ＧＰＵ［１３－１５］、ＦＰＧＡ［１６－１７］等异构
硬件平台进行 Ｋｍｅａｎｓ算法的并行优化。例如，
Ｔａｙｌｏｒ等［１８］优化了阴阳 Ｋｍｅａｎｓ算法在 ＧＰＵ上
的实现。因此，Ｋｍｅａｎｓ算法的并行优化是学术
界关注的研究热点。

目前，众核处理器已经成为高性能计算领域

中的主流平台。考虑功耗与性能的平衡，基于

ＳＩＭＤ方式运行的向量单元几乎成为众核处理器
的标配，如ｘ８６ＡＶＸ－５１２［１９］、ＡＲＭｖ８Ｎｅｏｎ［２０］，从
而也使得向量单元成为众核处理器计算性能提升

的主要来源之一。同时，众核处理器还通常采用

非一致内存访问（ｎｏｎｕｎｉｆｉｅｄｍｅｍｏｒｙａｃｃｅｓｓ，
ＮＵＭＡ）架构，以扩展片上计算核的数量以及访存
带宽。单个处理器的所有核心组织成多个ＮＵＭＡ
节点，如ＡＭＤＥＰＹＣ系列［２１］、飞腾ＦＴ２０００＋［２２－２４］；
或者多个处理器以 ＮＵＭＡ方式组织成为一个多
ｓｏｃｋｅｔ节点。

尽管现有阴阳Ｋｍｅａｎｓ算法的开源多线程实
现可以直接运行于众核处理器上，但其性能通常

不是最优的。其原因主要在于这些开源实现既没

有利用众核处理器中的向量单元，也没有面向

ＮＵＭＡ架构开展针对性的性能优化。
本文主要面向众核处理器上的阴阳 Ｋｍｅａｎｓ

算法的高性能优化，通过向量化、ＮＵＭＡ亲和性内
存访问优化以及数据布局优化等手段实现阴阳

Ｋｍｅａｎｓ算法的高效并行，设计了多组实验来评
估优化方法的性能，并将本文提出的阴阳Ｋｍｅａｎｓ
实现与开源多线程阴阳Ｋｍｅａｎｓ［２５］实现进行性能
对比。

１　背景介绍

１．１　阴阳Ｋｍｅａｎｓ算法

传统阴阳Ｋｍｅａｎｓ算法的伪代码如算法１所
示。该算法随机选择 ｋ个样本点作为中心点，并
将它们分为ｔ个中心点组，然后初始化所有 ｎ个
样本点（第１～３行）。算法的核心是使用一个三
级过滤器过滤不必要进行距离计算的样本点或中

心点。具体来说，算法每轮迭代使用全局过滤器

（第９～１１行）过滤不必要进行距离计算的样本
点，使用组过滤器（第１２～１３行）和局部过滤器
（第１４～１５行）过滤不必要进行距离计算的中心
点，最后剩下的每个样本点与所有中心点进行距

离计算，根据计算结果为每个样本点找到最近的

中心点，如此反复迭代，直到迭代达到一定的次数

或者所有中心点的位置不再改变。

算法１　传统阴阳Ｋｍｅａｎｓ算法
Ａｌｇ．１　ＴｒａｄｉｔｉｏｎａｌＹｉｎｙａｎｇＫｍｅａｎｓａｌｇｏｒｉｔｈｍ

输入：ｎ个样本点Ｐｏｉｎｔｓ｛Ｘ１，Ｘ２，Ｘ３，…，Ｘｎ｝

输出：ｋ个中心点Ｃｅｎｔｒｏｉｄｓ｛Ｃ１，Ｃ２，Ｃ３，…，Ｃｋ｝

１随机选择ｋ个中心点
２将ｋ个中心点分成ｔ个组
３初始化ｎ个样本点
４ｗｈｉｌｅ未收敛 ｄｏ
５　更新ｋ个中心点的位置
６　＃ｏｍｐｐａｒａｌｌｅｌｆｏｒｓｃｈｅｄｕｌｅ（ｓｔａｔｉｃ）
／／并行遍历所有ｎ个样本点，每次循环的跨度为１

７　ｆｏｒｉ＝１∶１∶ｎｄｏｉｎｐａｒａｌｌｅｌ
８　　更新Ｘｉ的ｕｐｐｅｒｂｏｕｎｄ和ｇｒｏｕｐｌｏｗｅｒｂｏｕｎｄ

９　　ｉｆＸｉ的全局过滤器条件 ｔｈｅｎ

１０　　　收紧Ｘｉ的ｕｐｐｅｒｂｏｕｎｄ

１１　　　ｉｆＸｉ的全局过滤器条件 ｔｈｅｎ

　　　　　／／遍历所有的中心点组Ｇｌ
１２　　　　ｆｏｒｌ＝１ｔｏｔｄｏ
１３　　　　　ｉｆＧｌ的组过滤器条件 ｔｈｅｎ

　　　　　　　／／遍历每个中心点组中的所有中心点Ｃｍ
１４　　　　　　ｆｏｒｍ＝１ｔｏｋ／ｔｄｏ
１５　　　　　　　ｉｆＣｍ的局部过滤器条件 ｔｈｅｎ

１６　　　　　　　　ｄ（Ｘｉ，Ｃｍ）＝ ∑ｄ

ｊ＝１
（Ｘｉ，ｊ－Ｃｍ，ｊ）槡

２

１７　　　　　　　　将Ｘｉ分配给离它最近的Ｃｍ所在的簇

样本点和中心点之间的距离使用欧几里得距

离公式来计算：

ｄ（ｐｄｉ，ｃ
ｄ
ｉ）＝ ∑

ｄ

ｊ＝１
（ｐｉ，ｊ－ｃｉ，ｊ）槡

２ （１）

式中，ｄ（ｐｄｉ，ｃ
ｄ
ｉ）是样本点ｐｉ和中心点 ｃｉ之间的距

离，ｐｉ和ｃｉ都有 ｄ个维度。阴阳 Ｋｍｅａｎｓ算法的
整个执行过程如图１所示，图中ＹＹＧ表示只使用
全局过滤器的阴阳 Ｋｍｅａｎｓ算法，ＹＹＧＧ则表示
使用全局和组过滤器的阴阳Ｋｍｅａｎｓ算法。

图１　阴阳Ｋｍｅａｎｓ算法执行过程
Ｆｉｇ．１　ＥｘｅｃｕｔｉｏｎｐｒｏｃｅｓｓｏｆＹｉｎｙａｎｇＫｍｅａｎｓａｌｇｏｒｉｔｈｍ

·４９·



　第１期 周天阳，等：面向众核处理器的阴阳Ｋｍｅａｎｓ算法优化

值得一提的是，本文提出的阴阳 Ｋｍｅａｎｓ算
法的并行实现中没有考虑局部过滤器，因为

Ｎｅｗｌｉｎｇ等的研究［２６］表明局部过滤器会降低

性能。

１．２　向量化技术

向量化也称为数据级并行化，它依赖于众核

处理器中的向量处理单元以及对应的向量指令。

以ＩｎｔｅｌＸｅｏｎＧｏｌｄ６２４０为例，该处理器配备５１２
位向量处理单元，在ＡＶＸ－５１２指令集的支持下，
可以利用向量乘加指令同时处理８个双精度浮点
数或者１６个单精度浮点数的乘加操作，大大提高
了运算的并行性，从而可有效提高应用程序的

性能。

１．３　非一致内存访问

ＮＵＭＡ是一种由多个节点组成的内存架构。
每个节点包含一个或多个处理器核心以及本地存

储器，如图２所示。对于单个节点来说，每个节点
内部的存储器称为本地内存，其他所有节点的存

储器被称为远程内存，多个 ＮＵＭＡ节点通过互联
模块进行通信。在ＮＵＭＡ架构中，处理器核心访
问内存的时间取决于内存相对于处理器核心的位

置，任何处理器核心访问其本地内存的速度都比

远程内存快得多。

图２　典型ＮＵＭＡ体系结构
Ｆｉｇ．２　ＣｌａｓｓｉｃＮＵＭＡａｒｃｈｉｔｅｃｔｕｒｅ

２　问题分析

由于现有的研究主要使用多线程技术来对阴

阳 Ｋｍｅａｎｓ算法进行并行优化，却没有利用众核
处理器的向量处理单元来进一步提高算法的性

能，所以对阴阳 Ｋｍｅａｎｓ算法进行向量化并行优
化是非常值得研究的。向量化是并行计算中最常

见的优化技术之一，对阴阳 Ｋｍｅａｎｓ算法进行向
量化优化之前需要确定基于样本点数据还是中心

点数据进行向量化。前者将所有样本点数据视为

一个长向量，一次计算多个样本点到每个中心点

的距离；后者则将所有中心点数据视为一个长向

量，一次计算多个中心点到一个样本点的距离。

Ｗｕ等的研究［９］表明，如果需要获得良好的性能，

所构建的长向量必须足够长才能有效隐藏相关单

元的延迟，而样本点数量要比中心点数量大得多，

从而可以为 ＳＩＭＤ指令流构建更长的向量。因
此，决定基于样本点数据进行向量化优化。考虑

到阴阳Ｋｍｅａｎｓ算法的执行特性，不仅可以在距
离计算阶段引入向量化，在其他任何可以批处理

的地方都可以引入向量化。例如，可以将全局过

滤器条件中的标量距离界限的比较转换为向量距

离界限的比较，从而一次检查多个样本点的全局

过滤器条件。但是必须调整数据内存布局，使其

更适合向量化并有更好的数据局部性。

ＮＵＭＡ架构良好的扩展性以及更高的访存带
宽使其在超级计算机或服务器上得到了广泛应

用。但是ＮＵＭＡ架构具有其天然的缺点，即远程
内存访问成本高。因此，传统阴阳 Ｋｍｅａｎｓ算法
的实现直接在 ＮＵＭＡ架构处理器上运行时可能
会因为数据没有合理分配而导致远程内存访问次

数过多，从而可能会性能较差，当 ＮＵＭＡ节点较
多时性能下降尤其明显。所以如何减少远程内存

访问量是提升算法性能的关键。这个问题可以通

过线程绑定、数据分配、工作负载分配三个步骤来

解决。

３　优化方法

根据上述分析，为了提升阴阳 Ｋｍｅａｎｓ算法
的性能，可以利用众核处理器的向量单元进行向

量化优化、针对众核处理器的 ＮＵＭＡ架构进行
ＮＵＭＡ亲和性内存访问优化。此外，为了支持这
两种优化方法，还需优化内存数据布局，以获得更

好的数据局部性，以及便于在各个 ＮＵＭＡ节点进
行数据分配。

３．１　向量化

传统阴阳Ｋｍｅａｎｓ算法由于没有利用众核处
理器中的向量处理单元，所以处理样本点时单周

期最多只能处理一个样本点，而基于样本点数据

进行向量化后则可以在单周期内同时处理ｓ（ｓ为
向量长度，且大于１）个样本点，进而算法的性能
得到有效的提升。以ＡＲＭｖ８架构处理器为例，由
于其配备了１２８位的向量处理单元，所以利用向
量处理单元可在单周期内同时处理２个双精度存
储的样本点（即向量长度 ｓ＝２）。算法２展示了
同时采用向量化优化和 ＮＵＭＡ亲和性优化的阴
阳Ｋｍｅａｎｓ算法的执行过程，其中多处借助了向量
处理单元以提升性能。如样本点初始化阶段需要

·５９·
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算法２　并行加速阴阳Ｋｍｅａｎｓ算法
Ａｌｇ．２　ＯｐｔｉｍｉｚｅｄＹｉｎｙａｎｇＫｍｅａｎｓａｌｇｏｒｉｔｈｍ

输入：ｎ个样本点Ｐｏｉｎｔｓ｛Ｘ１，Ｘ２，Ｘ３，…，Ｘｎ｝

输出：ｋ个中心点Ｃｅｎｔｒｏｉｄｓ｛Ｃ１，Ｃ２，Ｃ３，…，Ｃｋ｝

１将每一个线程绑定到不同的核心
２并行访问所有样本点数据以分配样本点数据到每一
个节点的本地内存

３随机选择ｋ个中心点
４将ｋ个中心点分成ｔ个组
５初始化ｎ个样本点（使用ＳＩＭＤ指令来计算样本点与
中心点的距离）

６ｗｈｉｌｅ未收敛 ｄｏ
７　 更新ｋ个中心点的位置
８　 ＃ｏｍｐｐａｒａｌｌｅｌｆｏｒｓｃｈｅｄｕｌｅ（ｓｔａｔｉｃ）

／／并行遍历所有ｎ个样本点，每次循环的跨度为ｓ
９　 ｆｏｒｉ＝１∶ｓ∶ｎｄｏｉｎｐａｒａｌｌｅｌ
１０　　更新Ｘｉ～Ｘｉ＋１的ｕｐｐｅｒｂｏｕｎｄ和ｇｒｏｕｐｌｏｗｅｒｂｏｕｎｄ

１１　　ｉｆＸｉ～Ｘｉ＋ｓ－１的全局过滤器条件ｔｈｅｎ

１２　　　收紧Ｘｉ～Ｘｉ＋ｓ－１的ｕｐｐｅｒｂｏｕｎｄ

１３　　　ｉｆＸｉ～Ｘｉ＋ｓ－１的全局过滤器条件ｔｈｅｎ

　　　　　／／遍历所有的中心点组Ｇｌ
１４　　　　ｆｏｒｌ＝１ｔｏｔｄｏ
１５　　　　　ｉｆＧｌ的组过滤器条件ｔｈｅｎ

　　　　　　　／／遍历每个中心点组中的所有中心点Ｃｍ
１６　　　　　　ｆｏｒｍ＝１ｔｏｋ／ｔｄｏ
１７　　　　　　　ｉｆＣｍ的局部过滤器条件ｔｈｅｎ

１８　　　　　　　　ｆｏｒｏ＝１ｔｏｄｄｏ
　　　　　　　　　　／／将 Ｘｉ～Ｘｉ＋ｓ－１的第 ｏ个维度

数据放入向量Ｖ１中

１９　　 Ｖ１＝［Ｘｉ，ｏ，…，Ｘｉ＋ｓ－１，ｏ］

　　　　　　　　　　／／将 Ｃｍ的第 ｏ个维度数据广

播到向量Ｖ２中

２０　　 Ｖ２＝［Ｃｍ，ｏ，…，Ｃｍ，ｏ］

２１　　 ｔｍｐＶｅｃ＝（Ｖ１－Ｖ２）
２

２２　　 ｔｍｐＤｉｓＶｅｃ＋＝ｔｍｐＶｅｃ

２３　　　 ｄｉｓＶｅｃ＝槡ｔｍｐＤｉｓＶｅｃ
２４　　　　　　　　　将 Ｘｉ～Ｘｉ＋ｓ－１分配给与其最近

的Ｃｍ所在的簇

计算所有样本点与中心点之间的距离时（第 ５
行），一次可以同时计算两个样本点到一个中心

点的距离。具体做法是遍历样本点和中心点的

所有 ｄ个维度，将两个相邻样本点的同一个维
度数据放入一个向量中，并将单个中心点的对

应维度广播到另一个向量，最后使用 ＳＩＭＤ指令
计算两个向量的欧几里得距离。得益于分组聚

合内存数据布局所带来的良好的数据局部性，

计算多个样本点与一个中心点的距离所需的内

存访问都是连续的，所以非常高效。又如 ｆｏｒ循
环开始后，由于单次 ｆｏｒ循环处理两个样本点，
所以利用 ＳＩＭＤ指令可同时检查两个样本点的
全局过滤器条件（第１１行）。如果两个样本点所
在簇的中心点的位置在本次迭代都不会发生变

化，则可以跳过这两个样本点；反之，如果两个样

本点中至少有一个样本点通过全局过滤器，即样

本点所在簇的中心点的位置会在本次迭代中发生

改变，则继续收紧两个样本点的距离上限，并使用

ＳＩＭＤ指令再次同时检查它们的全局过滤器条件
（第１２～１３行）。与样本点初始化阶段的距离计
算过程相同，第１８～２３行详细阐述了利用向量化
后的样本点数据计算两个样本点与通过筛选后的

中心点的距离，并为两个样本点中通过全局过滤

器的样本点找到离它最近的中心点，从而在单次

ｆｏｒ循环中完成了两个样本点的分配，循环次数也
因此减半，但是总的迭代次数不变。以上向量化

操作由ＡＲＭｖ８架构提供的内部指令（ＡＲＭＮｅｏｎ
Ｉｎｔｒｉｎｓｉｃ）实现。

３．２　ＮＵＭＡ亲和性优化

阴阳 Ｋｍｅａｎｓ算法在 ＮＵＭＡ系统上运行时，
所有样本点数据将被加载到单个 ＮＵＭＡ节点的
本地内存中，导致其他 ＮＵＭＡ节点中的处理器核
心对样本点数据的访问都是远程内存访问，过多

的远程内存访问会明显降低算法的性能。阴阳

Ｋｍｅａｎｓ算法的执行特性表明单个ＮＵＭＡ节点中
的各个处理器核心对样本点数据的处理是独立

的，从而每个ＮＵＭＡ节点可以只持有部分样本点
数据。理想的情况是每个 ＮＵＭＡ节点需要的样
本点数据都预先放在该节点本地内存中，从而每

个ＮＵＭＡ节点都能快速且高效地访问自己所需
的样本点数据［２７］。此外，每个 ＮＵＭＡ节点都需
要持有所有中心点数据的一个副本。

根据对ＮＵＭＡ亲和性优化的分析，可以通过
以下三个步骤实现具有 ＮＵＭＡ亲和性的阴阳
Ｋｍｅａｎｓ算法：
１）线程绑定：该步骤指定线程如何绑定到处

理器核心。ＯｐｅｎＭＰ［２８］４０或更高版本提供了两
个环境变量———ＯＭＰ＿ＰＬＡＣＥＳ和 ＯＭＰ＿ＰＲＯＣ＿
ＢＩＮＤ，这两个环境变量通常结合使用。ＯＭＰ＿
ＰＬＡＣＥＳ用于指定线程绑定到的机器上的位置；
ＯＭＰ＿ＰＲＯＣ＿ＢＩＮＤ指定绑定策略（线程关联策
略），它规定了线程如何分配到位置。在算法 ２
的并行加速阴阳 Ｋｍｅａｎｓ算法实现中，指定线程
绑定到处理器核心上，并且将每个线程分配到靠
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近父线程所绑定处理器核心位置的处理器核心。

为了充分利用处理器的并行能力，使用与处理器

核心（ｃｏｒｅ）数相同的 ＯｐｅｎＭＰ线程数。基于以上
策略将每个ＯｐｅｎＭＰ线程逐一绑定到不同的处理
器核心（第１行）。
２）数据分配：线程绑定完成后，每个 ＮＵＭＡ

节点上运行的线程已经确定。因此，每个节点所

需的样本点数据同样是明确的。ＯｐｅｎＭＰ在
ＮＵＭＡ节点之间提供了一种名为 ＦｉｒｓｔＴｏｕｃｈ
Ｐｏｌｉｃｙ的数据分配方法，当线程第一次访问某个
样本点数据时，会将该样本点数据所在的页分配

到距离该线程最近的内存中。所以在阴阳

Ｋｍｅａｎｓ算法开始之前，可以并行地对所有的样本
点数据进行一次初始化（第２行），从而每个线程
处理的样本点数据都存放在该线程所属节点的本

地内存中。

３）工作负载分配：将所有的样本点处理任务
均匀地分成 ｍ个部分，然后静态地分配给 ｍ个
ＯｐｅｎＭＰ线程（第８行），其中 ｍ大小等于众核处
理器中计算核心的数量。

完成以上三个步骤后，每个线程都绑定了

一个处理器核心，且每个线程需要的样本点数

据都放在该处理器核心所属 ＮＵＭＡ节点的本地
内存中。因此消除了各个 ＮＵＭＡ节点对样本点
数据的远程内存访问，有效地降低了内存访问

开销。

图３　经典内存数据布局
Ｆｉｇ．３　Ｃｌａｓｓｉｃｍｅｍｏｒｙｄａｔａｌａｙｏｕｔ

３．３　内存数据布局优化

假设有ｎ个样本点，每个样本点有ｄ个维度，
这些样本点在内存中最常见的数据布局方式如

图３所示，样本点与样本点以及单个样本点的每
个维度之间都是顺序存储的。但是，当使用

式（１）计算多个相邻样本点到一个中心点的欧几
里得距离时，由于基于样本点数据进行向量化时

需要访问多个样本点的相同维度来构造一个向

量，经典内存数据布局将带来一个明显的缺点：相

邻样本点的相同维度数据不连续，向量化存储访

问开销较大。

如图４所示，为了使两个样本点的相同维度
的内存访问连续，可以直观地将所有样本点的相

同维度聚合在一起。但是，当访问样本点的下一

个维度时，聚合内存数据布局将面临两次内存访

问之间的跨度太大的问题，数据的空间局部性较

差。并且，在进行ＮＵＭＡ亲和性优化时该内存数
据布局不利于将样本点数据分配到各个 ＮＵＭＡ
节点。

图４　聚合内存数据布局
Ｆｉｇ．４　Ａｇｇｒｅｇａｔｅｄｍｅｍｏｒｙｄａｔａｌａｙｏｕｔ

为了提高数据访问局部性以及便于在各个

ＮＵＭＡ节点间分配样本点数据，提出了图５所示
的分组聚合内存数据布局。以 ＡＲＭｖ８架构处理
器的１２８位向量处理单元为例，将两个样本点的
数据划分为一组，并在组内使用聚合内存布局。

至此，无论是访问两个样本点的相邻维度还是相

邻的一组样本点，内存访问都是完全连续的。

图５　分组聚合内存数据布局
Ｆｉｇ．５　Ｇｒｏｕｐａｇｇｒｅｇａｔｅｄｍｅｍｏｒｙｄａｔａｌａｙｏｕｔ

４　实验

４．１　实验设置

为了证明向量化和 ＮＵＭＡ亲和性内存访问
优化对阴阳 Ｋｍｅａｎｓ算法的有效性，实验使用四
个大型的真实世界数据集，其中两个来自 ＵＣＩ机
器学习数据库［２９］，另外两个来自Ｋａｇｇｌｅ［３０］。表１
列出了四个数据集的参数。

·７９·
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表１　真实数据集参数
Ｔａｂ．１　Ｐａｒａｍｅｔｅｒｓｏｆｔｈｅｒｅａｌｗｏｒｌｄｄａｔａｓｅｔｓ

数据集 样本点数量ｎ 维度ｄ

ＹｅａｒＰｒｅｄｉｃｔｉｏｎ（ＹＰ） ５１５３４５ ９０

ＢｏｔｎｅｔＡｔｔａｃｋＤｅｔｅｃｔｉｏｎ（ＢＡＤ） ５５５９３２ １１５

ＷｉｆｉＷｉｔｈＰＣＡ（ＷＷＰ） ２５８１２５ ２５２

ＯＧＢＮＰｒｏｄｕｃｔｓ（ＯＰ） ２４４９０２９ １００

实验使用以下两种阴阳 Ｋｍｅａｎｓ算法的
实现：

１）ＹＹＧ：只使用全局过滤器的阴阳 Ｋｍｅａｎｓ
算法。

２）ＹＹＧＧ：使用全局过滤器和组过滤器的阴
阳Ｋｍｅａｎｓ算法。

此外，还使用一些缩写来表示应用不同优化

方法的ＹＹＧ（Ｇ）实现：
１）ＹＹＧ（Ｇ）ＳＶ：标量阴阳 Ｋｍｅａｎｓ算法在

ＣＰＵ上的多线程开源实现［２５］。

２）ＹＹＧ（Ｇ）ＶＶ：仅采用向量化优化的多线
程阴阳Ｋｍｅａｎｓ算法。
３）ＹＹＧ（Ｇ）ＮＵＭＡ：同时采用了向量化优化

和 ＮＵＭＡ亲和性优化的多线程阴阳 Ｋｍｅａｎｓ
算法。

所有代码都是用 Ｃ／Ｃ＋＋编写，使用 ＧＣＣ编
译器编译，并使用 －Ｏ３级别的编译优化以及
Ｉｎｔｒｉｎｓｉｃ指令来实现向量化。算法的收敛条件是
每个簇的中心点位置不再变化或迭代次数达到

１０００。在中心点数量 ｋ∈｛６４，１２８，２５６，５１２｝的
条件下使用四个数据集进行了实验，每种情况下

算法的性能测试重复三次，结果取平均值。所有

数据都存储为双精度浮点值。实验使用以下三个

平台：

１）ＰｈｙｔｉｕｍＦＴ２０００＋平台：由一块 Ｐｈｙｔｉｕｍ
ＦＴ２０００＋ＡＲＭｖ８ＣＰＵ构成，有８个ＮＵＭＡ节点，
６４个核心，核心的主频为２３ＧＨｚ，每个核心配备
一个硬件线程、３２ＫＢ私有 Ｌ１指令缓存以及
３２ＫＢ私有Ｌ１数据缓存。每４个核心共享２ＭＢ
的Ｌ２缓存［２２］。

２）ＭａｒｖｅｌｌＴｈｕｎｄｅｒＸ 平 台：两 块 Ｍａｒｖｅｌｌ
ＴｈｕｎｄｅｒＸＡＲＭｖ８ＣＰＵ构成一个 ＮＵＭＡ系统，每
块ＣＰＵ配备４８个２０ＧＨｚ的核心，每个核心配
备一个硬件线程、７８ＫＢ的 Ｌ１指令缓存和３２ＫＢ
的Ｌ１数据缓存。４８个核心共享 １６ＭＢ的 Ｌ２
缓存［３１］。

３）ＩｎｔｅｌＸｅｏｎＧｏｌｄ６２４０平台：两块ＣＰＵ构成

一个ＮＵＭＡ系统，每块ＣＰＵ配备１８个２６ＧＨｚ的
核心，每个核心配备两个硬件线程，并分别配备

５７６ＫＢ的Ｌ１指令缓存和数据缓存。１８个核心
共享１８ＭＢ的Ｌ２缓存、２４７５ＭＢ的Ｌ３缓存。支
持ＡＶＸ－５１２向量指令集［３２］。

４．２　向量化性能

为了验证向量化的效果，对 ＹＹＧ（Ｇ）ＳＶ和
ＹＹＧ（Ｇ）ＶＶ这两个算法进行了多次比较实验。
同时为了在ＮＵＭＡ节点上获得稳定的性能，执行
ＹＹＧ（Ｇ）ＳＶ和ＹＹＧ（Ｇ）ＶＶ算法时使用了Ｌｉｎｕｘ
命令 ｎｕｍａｃｔｌｉｎｔｅｒｌｅａｖｅ＝ａｌｌ来使所有数据均匀
分布到各个节点。Ｐｈｙｔｉｕｍ、Ｍａｒｖｅｌｌ和 Ｉｎｔｅｌ三个
平台的向量化优化实验结果所表现出的特征类

似，分别最高获得了约４６、１９以及８５的性能
加速比。考虑到篇幅原因，本小节仅以 Ｐｈｙｔｉｕｍ
ＦＴ２０００＋为例进行详细分析。

表２展示了ＦＴ２０００＋上向量化阴阳Ｋｍｅａｎｓ
算法相对于标量阴阳Ｋｍｅａｎｓ算法的加速比。

表２　ＰｈｙｔｉｕｍＦＴ２０００＋平台上向量化ＹＹＧ（Ｇ）算法
相对于标量ＹＹＧ（Ｇ）算法的加速比

Ｔａｂ．２　ＳｐｅｅｄｕｐｏｆｖｅｃｔｏｒｉｚｅｄｖｅｒｓｉｏｎｏｆＹＹＧ（Ｇ）ｏｖｅｒ
ｓｃａｌａｒｖｅｒｓｉｏｎｏｎＰｈｙｔｉｕｍＦＴ２０００＋

ｋ 算法 ＹＰ ＢＡＤ ＷＷＰ ＯＰ

６４

ＹＹＧＶＶ／
ＹＹＧＳＶ

２．６５ ３．６８ ２．９５ ３．７０

ＹＹＧＧＶＶ／
ＹＹＧＧＳＶ

０．６０ １．０４ １．０４ １．００

１２８

ＹＹＧＶＶ／
ＹＹＧＳＶ

２．６７ ４．２２ ３．２４ ３．６６

ＹＹＧＧＶＶ／
ＹＹＧＧＳＶ

０．５７ １．２１ １．２０ ０．８９

２５６

ＹＹＧＶＶ／
ＹＹＧＳＶ

３．３４ ４．５４ ３．６５ ４．５０

ＹＹＧＧＶＶ／
ＹＹＧＧＳＶ

０．６１ １．３１ １．２５ １．０３

５１２

ＹＹＧＶＶ／
ＹＹＧＳＶ

３．４７ ４．６１ ３．９０ ３．９３

ＹＹＧＧＶＶ／
ＹＹＧＧＳＶ

０．６３ １．３３ １．３５ １．００

由表可概括出如下几个关键特征：

１）向量化优化效果明显：在 ＦＴ２０００＋上，大
多数情况下向量化算法的性能都优于标量算法，

·８９·
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向量化算法的加速比最高达到约４６。
２）向量化优化效果 ＹＹＧ算法明显强于

ＹＹＧＧ算法：可以从两个方面来解释，一方面，前
者只有全局过滤器，因此算法中的逻辑判断语句

较少；另一方面，后者筛选了部分中心点，进一步

减少了样本点与中心点的距离计算次数，导致计

算量进一步降低，所以向量化之后的性能提升相

对较小。

３）超线性加速比：当不存在ＮＵＭＡ架构的影
响时，ＦＴ２０００＋上 ＡＲＭｖ８的１２８位向量单元对
应的向量化理论加速比是２。实验结果显示某些
情况下向量化加速比远超过了２，主要是原始标
量算法与优化向量算法受到 ＮＵＭＡ架构的影响
不一样导致的。为了屏蔽 ＮＵＭＡ架构对向量化
优化效果的测量，本文又在 ＦＴ２０００＋的单个
ＮＵＭＡ节点上进行了实验，所有情况下向量化加
速比都恢复到了小于２的正常范围。因此，超线
性加速比表明向量化算法比标量算法受 ＮＵＭＡ
架构的影响更小。

４）低维度数据集实验效果不佳：在实验中观
察到向量化算法在数据集 ＹＰ上的性能比标量算
法差。向量化在这些情况下不起作用的主要原因

是该数据集的维度相对较低，从而计算量较小，指

令流水线加载和排空的时间占总时间的比例较

大，导致向量化性能不佳。因此，向量化更适合高

维度的数据集。根据本文的测试结果显示，使用

维度超过１００的数据集的阴阳Ｋｍｅａｎｓ算法在向
量化后可以获得良好的性能。

５）加速比随ｋ值的增大而增大：实验结果表
明，随着ｋ值的增大，加速比整体呈上升趋势。对
于向量化算法来说，ｋ值增大意味着中心点数量
增多，从而样本点与中心点之间的距离计算显著

增多，程序并行部分运行时间占总时间的比例增

大，处理器数量不变，根据 Ａｍｄａｈｌ定律可知加速
比增大。

４．３　ＮＵＭＡ亲和性优化性能

为了评估 ＮＵＭＡ亲和性内存访问优化带来
的性 能 提 升，将 ＹＹＧ（Ｇ）ＮＵＭＡ 算 法 与
ＹＹＧ（Ｇ）ＶＶ进行性能比较。实验结果显示，当
ＮＵＭＡ节点数较少时，如Ｉｎｔｅｌ平台、Ｍａｒｖｅｌｌ平台，
以及仅使用两个 ＮＵＭＡ节点的 Ｐｈｙｔｉｕｍ平台，
ＮＵＭＡ亲和性优化效果甚微。但是，随着 ＮＵＭＡ
节点数的增加，ＮＵＭＡ亲和性优化性能显著增加。

表３和表４分别展示了同时使用向量化和
ＮＵＭＡ亲和性优化的 ＹＹＧ（Ｇ）算法相对于仅使
用向量化优化的ＹＹＧ（Ｇ）算法在８节点和４节点

的 Ｐｈｙｔｉｕｍ平台上的加速比。使用 ８节点的
ＦＴ２０００＋处理器时，ＹＹＧ（Ｇ）ＮＵＭＡ在四个数
据集上的性能始终优于 ＹＹＧ（Ｇ）ＶＶ，加速比为
１１１～１５１。而对于使用４节点的 ＦＴ２０００＋而
言，ＮＵＭＡ优化的加速比略低于８节点，最高只达
到了１３４。因此，在 ＮＵＭＡ节点数较多时，通过
ＮＵＭＡ亲和性内存访问优化策略，可以有效地避
免大量远程内存访问，实现性能提升。此外，随着

ｋ值的增大，加速比整体呈下降趋势，ｋ值的增大
意味着中心点数量增加，由于中心点只保存在主

节点内存中，且中心点被所有 ＮＵＭＡ节点共享，
所以中心点数据增多导致其他 ＮＵＭＡ节点访问
主节点的内存访问开销占比增大，从而加速比

下降。

表３　ＰｈｙｔｉｕｍＦＴ２０００＋平台上具有ＮＵＭＡ亲和性的向量化
ＹＹＧ（Ｇ）相对于向量化ＹＹＧ（Ｇ）的加速比（８节点）

Ｔａｂ．３　ＳｐｅｅｄｕｐｏｆＮＵＭＡａｗａｒｅｖｅｃｔｏｒｉｚｅｄｖｅｒｓｉｏｎｏｆＹＹＧ（Ｇ）
ｏｖｅｒｖｅｃｔｏｒｉｚｅｄｖｅｒｓｉｏｎｏｎＰｈｙｔｉｕｍＦＴ２０００＋（８ｎｏｄｅｓ）

ｋ 算法 ＹＰ ＢＡＤ ＷＷＰ ＯＰ

６４

ＹＹＧＮＵＭＡ／
ＹＹＧＶＶ

１．５１ １．４２ １．４４ １．２９

ＹＹＧＧＮＵＭＡ／
ＹＹＧＧＶＶ

１．３８ １．４４ １．４７ １．２４

１２８

ＹＹＧＮＵＭＡ／
ＹＹＧＶＶ

１．５１ １．２８ １．３８ １．２０

ＹＹＧＧＮＵＭＡ／
ＹＹＧＧＶＶ

１．３４ １．３０ １．３６ １．２４

２５６

ＹＹＧＮＵＭＡ／
ＹＹＧＶＶ

１．３２ １．２０ １．２９ １．１１

ＹＹＧＧＮＵＭＡ／
ＹＹＧＧＶＶ

１．３４ １．２０ １．２９ １．１４

５１２

ＹＹＧＮＵＭＡ／
ＹＹＧＶＶ

１．２７ １．２１ １．２２ １．１３

ＹＹＧＧＮＵＭＡ／
ＹＹＧＧＶＶ

１．１２ １．１９ １．２２ １．１２

４．４　整体优化性能

结合向量化优化和 ＮＵＭＡ亲和性优化，
ＹＹＧ（Ｇ）ＮＵＭＡ算法在 Ｐｈｙｔｉｕｍ平台、Ｍａｒｖｅｌｌ平
台以及 Ｉｎｔｅｌ平台上相对于标量算法的整体加速
比分别如表５、表６和表７中所示。当数据集的
维度比较高时，并行加速阴阳 Ｋｍｅａｎｓ算法相比
传统阴阳 Ｋｍｅａｎｓ算法能实现较大的性能提升，

·９９·
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表４　ＰｈｙｔｉｕｍＦＴ２０００＋平台上具有ＮＵＭＡ亲和性的向量化
ＹＹＧ（Ｇ）相对于向量化ＹＹＧ（Ｇ）的加速比（４节点）

Ｔａｂ．４　ＳｐｅｅｄｕｐｏｆＮＵＭＡａｗａｒｅｖｅｃｔｏｒｉｚｅｄｖｅｒｓｉｏｎｏｆＹＹＧ（Ｇ）
ｏｖｅｒｖｅｃｔｏｒｉｚｅｄｖｅｒｓｉｏｎｏｎＰｈｙｔｉｕｍＦＴ２０００＋（４ｎｏｄｅｓ）

ｋ 算法 ＹＰ ＢＡＤ ＷＷＰ ＯＰ

６４

ＹＹＧＮＵＭＡ／
ＹＹＧＶＶ

１．３４ １．２１ １．２５ １．１４

ＹＹＧＧＮＵＭＡ／
ＹＹＧＧＶＶ

１．３０ １．２１ １．２７ １．１１

１２８

ＹＹＧＮＵＭＡ／
ＹＹＧＶＶ

１．２２ １．２１ １．２４ １．１０

ＹＹＧＧＮＵＭＡ／
ＹＹＧＧＶＶ

１．２３ １．１９ １．１９ １．１１

２５６

ＹＹＧＮＵＭＡ／
ＹＹＧＶＶ

１．２０ １．１４ １．１６ １．０９

ＹＹＧＧＮＵＭＡ／
ＹＹＧＧＶＶ

１．１９ １．１５ １．１４ １．１０

５１２

ＹＹＧＮＵＭＡ／
ＹＹＧＶＶ

１．１４ １．１０ １．１２ １．０５

ＹＹＧＧＮＵＭＡ／
ＹＹＧＧＶＶ

１．１５ １．０８ １．１２ １．０６

表５　ＰｈｙｔｉｕｍＦＴ２０００＋平台上具有ＮＵＭＡ亲和性的
向量化ＹＹＧ（Ｇ）相对于标量ＹＹＧ（Ｇ）的加速比
Ｔａｂ．５　ＳｐｅｅｄｕｐｏｆＮＵＭＡａｗａｒｅｖｅｃｔｏｒｉｚｅｄｖｅｒｓｉｏｎｏｆ
ＹＹＧ（Ｇ）ｏｖｅｒｓｃａｌａｒｖｅｒｓｉｏｎｏｎＰｈｙｔｉｕｍＦＴ２０００＋

ｋ 算法 ＹＰ ＢＡＤ ＷＷＰ ＯＰ

６４

ＹＹＧＮＵＭＡ／
ＹＹＧＳＶ

３．９９ ５．２３ ４．２４ ４．７８

ＹＹＧＧＮＵＭＡ／
ＹＹＧＧＳＶ

０．８２ １．５０ １．５３ １．２４

１２８

ＹＹＧＮＵＭＡ／
ＹＹＧＳＶ

４．０２ ５．３８ ４．４９ ４．４１

ＹＹＧＧＮＵＭＡ／
ＹＹＧＧＳＶ

０．７６ １．５６ １．６３ １．１１

２５６

ＹＹＧＮＵＭＡ／
ＹＹＧＳＶ

４．４２ ５．４３ ４．７２ ５．００

ＹＹＧＧＮＵＭＡ／
ＹＹＧＧＳＶ

０．８１ １．５８ １．６２ １．１７

５１２

ＹＹＧＮＵＭＡ／
ＹＹＧＳＶ

４．３８ ５．５９ ４．７５ ４．４６

ＹＹＧＧＮＵＭＡ／
ＹＹＧＧＳＶ

０．７１ １．５８ １．６４ １．１１

表６　ＭａｒｖｅｌｌＴｈｕｎｄｅｒＸ平台上具有ＮＵＭＡ亲和性的
向量化ＹＹＧ（Ｇ）相对于标量ＹＹＧ（Ｇ）的加速比
Ｔａｂ．６　ＳｐｅｅｄｕｐｏｆＮＵＭＡａｗａｒｅｖｅｃｔｏｒｉｚｅｄｖｅｒｓｉｏｎｏｆ
ＹＹＧ（Ｇ）ｏｖｅｒｓｃａｌａｒｖｅｒｓｉｏｎｏｎＭａｒｖｅｌｌＴｈｕｎｄｅｒＸ

ｋ 算法 ＹＰ ＢＡＤ ＷＷＰ ＯＰ

６４

ＹＹＧＮＵＭＡ／
ＹＹＧＳＶ

１．２０ １．８８ １．５０ １．３３

ＹＹＧＧＮＵＭＡ／
ＹＹＧＧＳＶ

１．００ １．７９ １．４５ １．２４

１２８

ＹＹＧＮＵＭＡ／
ＹＹＧＳＶ

１．０８ １．９４ １．５２ １．２０

ＹＹＧＧＮＵＭＡ／
ＹＹＧＧＳＶ

１．００ １．８６ １．５０ １．１４

２５６

ＹＹＧＮＵＭＡ／
ＹＹＧＳＶ

１．１９ １．９７ １．５５ １．３６

ＹＹＧＧＮＵＭＡ／
ＹＹＧＧＳＶ

０．９６ １．８８ １．５０ １．２０

５１２

ＹＹＧＮＵＭＡ／
ＹＹＧＳＶ

１．１７ ２．００ １．５４ １．１８

ＹＹＧＧＮＵＭＡ／
ＹＹＧＧＳＶ

０．９５ １．８７ １．５１ １．１４

表７　ＩｎｔｅｌＸｅｏｎ平台上具有ＮＵＭＡ亲和性的向量化
ＹＹＧ（Ｇ）相对于标量ＹＹＧ（Ｇ）的加速比

Ｔａｂ．７　ＳｐｅｅｄｕｐｏｆＮＵＭＡａｗａｒｅｖｅｃｔｏｒｉｚｅｄｖｅｒｓｉｏｎｏｆ
ＹＹＧ（Ｇ）ｏｖｅｒｓｃａｌａｒｖｅｒｓｉｏｎｏｎＩｎｔｅｌＸｅｏｎ

ｋ 算法 ＹＰ ＢＡＤ ＷＷＰ ＯＰ

６４

ＹＹＧＮＵＭＡ／
ＹＹＧＳＶ

４．２７ ６．９０ ４．４７ ４．６０

ＹＹＧＧＮＵＭＡ／
ＹＹＧＧＳＶ

０．８７ ２．９６ ２．４６ １．６５

１２８

ＹＹＧＮＵＭＡ／
ＹＹＧＳＶ

３．９４ ７．７７ ５．１５ ４．９５

ＹＹＧＧＮＵＭＡ／
ＹＹＧＧＳＶ

０．８２ ３．４０ ３．０８ １．５８

２５６

ＹＹＧＮＵＭＡ／
ＹＹＧＳＶ

５．８１ ７．９５ ５．６５ ６．６６

ＹＹＧＧＮＵＭＡ／
ＹＹＧＧＳＶ

０．９９ ３．４１ ３．１６ １．９２

５１２

ＹＹＧＮＵＭＡ／
ＹＹＧＳＶ

５．４３ ８．６８ ５．８５ ４．８７

ＹＹＧＧＮＵＭＡ／
ＹＹＧＧＳＶ

１．０１ ３．３９ ３．２６ １．７３
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这表明本文的优化方法可以有效地提高阴阳

Ｋｍｅａｎｓ算法在众核处理器上的性能，在 Ｐｈｙｔｉｕｍ
平台、Ｍａｒｖｅｌｌ平台以及Ｉｎｔｅｌ平台上最高可分别获
得约５６、２０和８７的加速比。

对比测试结果可知，本文算法在 Ｉｎｔｅｌｘ８６平
台上的收益显著高于 Ｐｈｙｔｉｕｍ和 Ｍａｒｖｅｌｌ两个
ＡＲＭｖ８平台，主要原因有两点：一是ＩｎｔｅｌＸｅｏｎ处
理器配备了５１２位向量处理单元，相对于 ＡＲＭｖ８
架构１２８位向量处理单元，其向量宽度更宽，因此
向量化优化收益更大；二是Ｉｎｔｅｌ平台每个核心配
备了更大的 Ｌ１缓存、Ｌ２缓存以及独有的 Ｌ３缓
存，使得本文数据布局优化的效果更加明显，从而

提升了整体优化方案的效果。

４．５　扩展性

除上述实验外，在 Ｐｈｙｔｉｕｍ平台上以数据集
ＷＷＰ为例设计了一组实验来研究阴阳 Ｋｍｅａｎｓ
算法并行加速实现的强扩展性。分别测试了并行

加速阴阳Ｋｍｅａｎｓ算法和传统阴阳Ｋｍｅａｎｓ算法
从单个ＮＵＭＡ节点扩展到８个 ＮＵＭＡ节点时的
强扩展效率，实验结果如图６和图７所示。图６
表明向量化和 ＮＵＭＡ亲和性优化都提高了 ＹＹＧ
的扩展效率，ＹＹＧＳＶ的扩展效率经过向量化后
从３０％提升到 ６０％以上，经过 ＮＵＭＡ亲和性
优化后进一步提升到８５％以上。图７中传统的
ＹＹＧＧＳＶ算法的扩展效率已经高达９０％以上，

图６　ＹＹＧ算法的扩展性
Ｆｉｇ．６　ＳｔｒｏｎｇｓｃａｌｉｎｇｏｆＹＹＧａｌｇｏｒｉｔｈｍ

图７　ＹＹＧＧ算法的扩展性
Ｆｉｇ．７　ＳｔｒｏｎｇｓｃａｌｉｎｇｏｆＹＹＧＧａｌｇｏｒｉｔｈｍ

向量化大幅度提升了算法在单 ＮＵＭＡ节点上的
性能，从而计算出的扩展效率下降，但经过ＮＵＭＡ
亲和性优化后，扩展效率恢复到仅使用多线程技

术实现的水平。因此，并行加速阴阳 Ｋｍｅａｎｓ算
法依然具有较好的扩展性。

５　结论

本文使用向量化和 ＮＵＭＡ亲和性内存访问
优化对众核处理器上的阴阳Ｋｍｅａｎｓ算法进行了
优化，同时为了获得更好的数据局部性，还提出了

一种新的内存数据布局来支持上述优化。实验结

果表明，使用高维数据集时，向量化可以有效地提

高阴阳 Ｋｍｅａｎｓ算法在众核处理器上的性能；
ＮＵＭＡ亲和性内存访问优化在具有较多 ＮＵＭＡ
节点的 ＮＵＭＡ系统上可以进一步提升阴阳
Ｋｍｅａｎｓ算法的性能。在ＡＲＭｖ８和ｘ８６众核平台
上，本文提出的阴阳 Ｋｍｅａｎｓ算法的并行加速实
现最终分别获得了最高约 ５６倍与 ８７倍的
加速。

未来的研究拟将本文的阴阳Ｋｍｅａｎｓ并行加
速实现扩展到分布式系统中，以实现更大规模的

并行。

参考文献（Ｒｅｆｅｒｅｎｃｅｓ）

［１］　 ＬＬＯＹＤＳ．ＬｅａｓｔｓｑｕａｒｅｓｑｕａｎｔｉｚａｔｉｏｎｉｎＰＣＭ［Ｊ］．ＩＥＥＥ
ＴｒａｎｓａｃｔｉｏｎｓｏｎＩｎｆｏｒｍａｔｉｏｎＴｈｅｏｒｙ，１９８２，２８（２）：１２９－
１３７．　

［２］　 ＡＲＴＨＵＲ Ｄ， ＶＡＳＳＩＬＶＩＴＳＫＩＩ Ｓ． ｋｍｅａｎｓ＋＋： ｔｈｅ
ａｄｖａｎｔａｇｅｓｏｆｃａｒｅｆｕｌｓｅｅｄｉｎｇ［Ｃ］／／Ｐｒｏｃｅｅｄｉｎｇｓｏｆｔｈｅ
Ｅｉｇｈｔｅｅｎｔｈ ＡｎｎｕａｌＡＣＭＳＩＡＭ Ｓｙｍｐｏｓｉｕｍ ｏｎ Ｄｉｓｃｒｅｔｅ
Ａｌｇｏｒｉｔｈｍｓ，２００７．

［３］　 ＫＡＮＵＮＧＯＴ，ＭＯＵＮＴＤＭ，ＮＥＴＡＮＹＡＨＵＮＳ，ｅｔａｌ．Ａｎ
ｅｆｆｉｃｉｅｎｔ ｋｍｅａｎｓ ｃｌｕｓｔｅｒｉｎｇ ａｌｇｏｒｉｔｈｍ： ａｎａｌｙｓｉｓ ａｎｄ
ｉｍｐｌｅｍｅｎｔａｔｉｏｎ［Ｊ］．ＩＥＥＥＴｒａｎｓａｃｔｉｏｎｓｏｎＰａｔｔｅｒｎＡｎａｌｙｓｉｓ
ａｎｄＭａｃｈｉｎｅＩｎｔｅｌｌｉｇｅｎｃｅ，２００２，２４（７）：８８１－８９２．

［４］　 ＸＩＡＳＹ，ＰＥＮＧＤＷ，ＭＥＮＧＤＹ，ｅｔａｌ．Ｂａｌｌｋｍｅａｎｓ：ｆａｓｔ
ａｄａｐｔｉｖｅｃｌｕｓｔｅｒｉｎｇｗｉｔｈｎｏｂｏｕｎｄｓ［Ｊ］．ＩＥＥＥｔｒａｎｓａｃｔｉｏｎｓｏｎ
ｐａｔｔｅｒｎａｎａｌｙｓｉｓａｎｄｍａｃｈｉｎｅｉｎｔｅｌｌｉｇｅｎｃｅ，２０２２，４４（１）：
８７－９９．

［５］　 ＤＲＡＫＥＪ，ＨＡＭＥＲＬＹＧ．Ａｃｃｅｌｅｒａｔｅｄｋｍｅａｎｓｗｉｔｈａｄａｐｔｉｖｅ
ｄｉｓｔａｎｃｅｂｏｕｎｄｓ［Ｃ］／／Ｐｒｏｃｅｅｄｉｎｇｓｏｆ５ｔｈＮＩＰＳＷｏｒｋｓｈｏｐｏｎ
ＯｐｔｉｍｉｚａｔｉｏｎｆｏｒＭａｃｈｉｎｅＬｅａｒｎｉｎｇ，２０１２，８：１－４．

［６］　 ＨＡＭＥＲＬＹＧ．Ｍａｋｉｎｇｋｍｅａｎｓｅｖｅｎｆａｓｔｅｒ［Ｃ］／／Ｐｒｏｃｅｅｄｉｎｇｓ
ｏｆｔｈｅ ２０１０ ＳＩＡＭ ＩｎｔｅｒｎａｔｉｏｎａｌＣｏｎｆｅｒｅｎｃｅ ｏｎ Ｄａｔａ
Ｍｉｎｉｎｇ，２０１０．

［７］　 ＭＩＬＡＮＯＶＤＶ，ＭＩＬＡＮＯＶＡＹＶ，ＫＨＯＬＳＨＥＶＮＩＫＯＶＫ
Ｖ．Ｒｅｌａｘｅｄｔｒｉａｎｇｌｅｉｎｅｑｕａｌｉｔｙｆｏｒｔｈｅｏｒｂｉｔａｌｓｉｍｉｌａｒｉｔｙ
ｃｒｉｔｅｒｉｏｎｂｙＳｏｕｔｈｗｏｒｔｈａｎｄＨａｗｋｉｎｓａｎｄｉｔｓｖａｒｉａｎｔｓ［Ｊ］．
ＣｅｌｅｓｔｉａｌＭｅｃｈａｎｉｃｓ ａｎｄ ＤｙｎａｍｉｃａｌＡｓｔｒｏｎｏｍｙ， ２０１９，
１３１：５．

［８］　 ＤＩＮＧＹＦ，ＺＨＡＯＹ，ＳＨＥＮＸＰ，ｅｔａｌ．ＹｉｎｙａｎｇＫｍｅａｎｓ：
ａｄｒｏｐｉｎｒｅｐｌａｃｅｍｅｎｔｏｆｔｈｅｃｌａｓｓｉｃＫｍｅａｎｓｗｉｔｈｃｏｎｓｉｓｔｅｎｔ
ｓｐｅｅｄｕｐ［Ｃ］／／Ｐｒｏｃｅｅｄｉｎｇｓ ｏｆｔｈｅ ３２ｎｄ Ｉｎｔｅｒｎａｔｉｏｎａｌ

·１０１·



国 防 科 技 大 学 学 报 第４６卷

ＣｏｎｆｅｒｅｎｃｅｏｎＭａｃｈｉｎｅＬｅａｒｎｉｎｇ，２０１５．
［９］　 ＷＵＦＨ，ＷＵＱＢ，ＴＡＮＹＳ，ｅｔａｌ．ＡｖｅｃｔｏｒｉｚｅｄＫｍｅａｎｓ

ａｌｇｏｒｉｔｈｍｆｏｒｉｎｔｅｌｍａｎｙｉｎｔｅｇｒａｔｅｄｃｏｒｅａｒｃｈｉｔｅｃｔｕｒｅ［Ｍ］／／
ＬｅｃｔｕｒｅＮｏｔｅｓｉｎＣｏｍｐｕｔｅｒＳｃｉｅｎｃｅ．Ｂｅｒｌｉｎ：ＳｐｒｉｎｇｅｒＢｅｒｌｉｎ
Ｈｅｉｄｅｌｂｅｒｇ，２０１３：２７７－２９４．

［１０］　ＫＷＥＤＬＯＷ，ＣＺＯＣＨＡＮＳＫＩＰＪ．ＡｈｙｂｒｉｄＭＰＩ／ＯｐｅｎＭＰ
ｐａｒａｌｌｅｌｉｚａｔｉｏｎｏｆＫｍｅａｎｓａｌｇｏｒｉｔｈｍｓａｃｃｅｌｅｒａｔｅｄｕｓｉｎｇｔｈｅ
ｔｒｉａｎｇｌｅｉｎｅｑｕａｌｉｔｙ［Ｊ］．ＩＥＥＥＡｃｃｅｓｓ，２０１９，７：４２２８０－
４２２９７．　

［１１］　ＺＨＡＯＷ Ｚ，ＭＡＨＦ，ＨＥＱ．ＰａｒａｌｌｅｌＫｍｅａｎｓｃｌｕｓｔｅｒｉｎｇ
ｂａｓｅｄｏｎＭａｐＲｅｄｕｃｅ［Ｍ］／／ＬｅｃｔｕｒｅＮｏｔｅｓｉｎＣｏｍｐｕｔｅｒ
Ｓｃｉｅｎｃｅ．Ｂｅｒｌｉｎ：ＳｐｒｉｎｇｅｒＢｅｒｌｉｎＨｅｉｄｅｌｂｅｒｇ，２００９：６７４－
６７９．　

［１２］　ＫＵＭＡＲＪ，ＭＩＬＬＳＲＴ，ＨＯＦＦＭＡＮＦＭ，ｅｔａｌ．Ｐａｒａｌｌｅｌｋ
ｍｅａｎｓｃｌｕｓｔｅｒｉｎｇｆｏｒｑｕａｎｔｉｔａｔｉｖｅｅｃｏｒｅｇｉｏｎｄｅｌｉｎｅａｔｉｏｎｕｓｉｎｇ
ｌａｒｇｅｄａｔａｓｅｔｓ［Ｊ］．ＰｒｏｃｅｄｉａＣｏｍｐｕｔｅｒＳｃｉｅｎｃｅ，２０１１，４：
１６０２－１６１１．

［１３］　ＢＨＩＭＡＮＩＪ，ＬＥＥＳＥＲＭ，ＭＩＮＦ．ＡｃｃｅｌｅｒａｔｉｎｇＫｍｅａｎｓ
ｃｌｕｓｔｅｒｉｎｇ ｗｉｔｈ ｐａｒａｌｌｅｌ ｉｍｐｌｅｍｅｎｔａｔｉｏｎｓ ａｎｄ ＧＰＵ
ｃｏｍｐｕｔｉｎｇ［Ｃ］／／ＰｒｏｃｅｅｄｉｎｇｓｏｆＩＥＥＥ Ｈｉｇｈ Ｐｅｒｆｏｒｍａｎｃｅ
ＥｘｔｒｅｍｅＣｏｍｐｕｔｉｎｇＣｏｎｆｅｒｅｎｃｅ（ＨＰＥＣ），２０１５．

［１４］　ＺＥＣＨＮＥＲＭ，ＧＲＡＮＩＴＺＥＲＭ．Ａｃｃｅｌｅｒａｔｉｎｇｋｍｅａｎｓｏｎｔｈｅ
ｇｒａｐｈｉｃｓｐｒｏｃｅｓｓｏｒｖｉａＣＵＤＡ［Ｃ］／／ＰｒｏｃｅｅｄｉｎｇｓｏｆＦｉｒｓｔ
ＩｎｔｅｒｎａｔｉｏｎａｌＣｏｎｆｅｒｅｎｃｅ ｏｎ Ｉｎｔｅｎｓｉｖｅ Ａｐｐｌｉｃａｔｉｏｎｓ ａｎｄ
Ｓｅｒｖｉｃｅｓ，２００９．

［１５］　ＦＡＲＩＶＡＲＲ，ＲＥＢＯＬＬＥＤＯＤ，ＣＨＡＮＥ，ｅｔａｌ．Ａｐａｒａｌｌｅｌ
ｉｍｐｌｅｍｅｎｔａｔｉｏｎｏｆＫｍｅａｎｓｃｌｕｓｔｅｒｉｎｇｏｎ ＧＰＵｓ［Ｃ］／／
ＰｒｏｃｅｅｄｉｎｇｓｏｆｔｈｅＩｎｔｅｒｎａｔｉｏｎａｌＣｏｎｆｅｒｅｎｃｅｏｎＰａｒａｌｌｅｌａｎｄ
ＤｉｓｔｒｉｂｕｔｅｄＰｒｏｃｅｓｓｉｎｇＴｅｃｈｎｉｑｕｅｓａｎｄＡｐｐｌｉｃａｔｉｏｎｓ，２００８．

［１６］　ＨＵＳＳＡＩＮＨＭ，ＢＥＮＫＲＩＤＫ，ＳＥＫＥＲＨ，ｅｔａｌ．ＦＰＧＡ
ｉｍｐｌｅｍｅｎｔａｔｉｏｎ ｏｆＫｍｅａｎｓａｌｇｏｒｉｔｈｍ ｆｏｒｂｉｏｉｎｆｏｒｍａｔｉｃｓ
ａｐｐｌｉｃａｔｉｏｎ：ａｎａｃｃｅｌｅｒａｔｅｄａｐｐｒｏａｃｈｔｏｃｌｕｓｔｅｒｉｎｇＭｉｃｒｏａｒｒａｙ
ｄａｔａ［Ｃ］／／Ｐｒｏｃｅｅｄｉｎｇｓ ｏｆＮＡＳＡ／ＥＳＡ Ｃｏｎｆｅｒｅｎｃｅ ｏｎ
ＡｄａｐｔｉｖｅＨａｒｄｗａｒｅａｎｄＳｙｓｔｅｍｓ（ＡＨＳ），２０１１．

［１７］　ＤＩＡＳＬＡ，ＦＥＲＲＥＩＲＡＪＣ，ＦＥＲＮＡＮＤＥＳＭＡＣ．Ｐａｒａｌｌｅｌ
ｉｍｐｌｅｍｅｎｔａｔｉｏｎｏｆＫｍｅａｎｓａｌｇｏｒｉｔｈｍｏｎＦＰＧＡ［Ｊ］．ＩＥＥＥ
Ａｃｃｅｓｓ，２０２０，８：４１０７１－４１０８４．

［１８］　ＴＡＹＬＯＲＣ，ＧＯＷＡＮＬＯＣＫＭ．ＡｃｃｅｌｅｒａｔｉｎｇｔｈｅＹｉｎｙａｎｇｋ
ｍｅａｎｓａｌｇｏｒｉｔｈｍｕｓｉｎｇｔｈｅＧＰＵ［Ｃ］／／ＰｒｏｃｅｅｄｉｎｇｓｏｆＩＥＥＥ
３７ｔｈＩｎｔｅｒｎａｔｉｏｎａｌＣｏｎｆｅｒｅｎｃｅｏｎＤａｔａＥｎｇｉｎｅｅｒｉｎｇ（ＩＣＤＥ），
２０２１．　

［１９］　Ｉｎｔｅｌ．Ａｃｃｅｌｅｒａｔｅｙｏｕｒｃｏｍｐｕｔｅｉｎｔｅｎｓｉｖｅｗｏｒｋｌｏａｄｓ：Ｉｎｔｅｌ

ａｄｖａｎｃｅｄｖｅｃｔｏｒｅｘｔｅｎｓｉｏｎｓ５１２（Ｉｎｔｅｌ ＡＶＸ－５１２）［ＥＢ／ＯＬ］．
［２０２２－０７－１４］．ｈｔｔｐｓ：／／ｗｗｗ．ｉｎｔｅｌ．ｃｏｍ／ｃｏｎｔｅｎｔ／ｗｗｗ／
ｕｓ／ｅｎ／ａｒｃｈｉｔｅｃｔｕｒｅａｎｄｔｅｃｈｎｏｌｏｇｙ／ａｖｘ５１２ｏｖｅｒｖｉｅｗ．ｈｔｍｌ．

［２０］　ＡＲＭ．Ｎｅｏｎ［ＥＢ／ＯＬ］．［２０２２－０７－１４］．ｈｔｔｐｓ：／／
ｄｅｖｅｌｏｐｅｒ．ａｒｍ．ｃｏｍ／Ａｒｃｈｉｔｅｃｔｕｒｅｓ／Ｎｅｏｎ．

［２１］　ＡＭＤ．ＭｅｅｔｔｈｅＡＭＤＥＰＹＣＴＭ ｓｅｒｖｅｒｐｒｏｃｅｓｓｏｒｆａｍｉｌｙ［ＥＢ／
ＯＬ］．［２０２２－０７－１４］．ｈｔｔｐｓ：／／ｗｗｗ．ａｍｄ．ｃｏｍ／ｅｎ／
ｐｒｏｃｅｓｓｏｒｓ／ｅｐｙｃｓｅｒｖｅｒｃｐｕｆａｍｉｌｙ．

［２２］　飞腾．ＦＴ２０００＋／６４高性能服务器ＣＰＵ［ＥＢ／ＯＬ］．［２０２２－
０７－１４］． ｈｔｔｐｓ：／／ｗｗｗ．ｐｈｙｔｉｕｍ．ｃｏｍ．ｃｎ／ｈｏｍｅｐａｇｅ／
ｐｒｏｄｕｃｔｉｏｎ／３／．　
Ｐｈｙｔｉｕｍ．ＦＴ２０００＋／６４ｈｉｇｈｐｅｒｆｏｒｍａｎｃｅｓｅｒｖｅｒＣＰＵ［ＥＢ／
ＯＬ］．［２０２２－０７－１４］．ｈｔｔｐｓ：／／ｗｗｗ．ｐｈｙｔｉｕｍ．ｃｏｍ．ｃｎ／
ｈｏｍｅｐａｇｅ／ｐｒｏｄｕｃｔｉｏｎ／３／．（ｉｎＣｈｉｎｅｓｅ）

［２３］　王庆林，李东升，梅松竹，等．面向飞腾多核处理器的
Ｗｉｎｏｇｒａｄ快速卷积算法优化［Ｊ］．计算机研究与发展，
２０２０，５７（６）：１１４０－１１５１．
ＷＡＮＧＱＬ，ＬＩＤＳ，ＭＥＩＳＺ，ｅｔａｌ．ＯｐｔｉｍｉｚｉｎｇＷｉｎｏｇｒａｄ
ｂａｓｅｄｆａｓｔｃｏｎｖｏｌｕｔｉｏｎ ａｌｇｏｒｉｔｈｍ ｏｎ Ｐｈｙｔｉｕｍ ｍｕｌｔｉｃｏｒｅ
ＣＰＵｓ［Ｊ］．ＪｏｕｒｎａｌｏｆＣｏｍｐｕｔｅｒＲｅｓｅａｒｃｈａｎｄＤｅｖｅｌｏｐｍｅｎｔ，
２０２０，５７（６）：１１４０－１１５１．（ｉｎＣｈｉｎｅｓｅ）

［２４］　ＨＵＡＮＧＸＤ，ＷＡＮＧＱＬ，ＬＵＳＹ，ｅｔａｌ．ＥｖａｌｕａｔｉｎｇＦＦＴ
ｂａｓｅｄ ａｌｇｏｒｉｔｈｍｓ ｆｏｒ ｓｔｒｉｄｅｄ ｃｏｎｖｏｌｕｔｉｏｎｓ ｏｎ ＡＲＭｖ８
ａｒｃｈｉｔｅｃｔｕｒｅｓ［Ｊ］．ＰｅｒｆｏｒｍａｎｃｅＥｖａｌｕａｔｉｏｎ，２０２１，１５２：１０２２４８．

［２５］　Ｔａｙｌｏｒ．ＹｉｎｙａｎｇｋｍｅａｎｓｉｎＣＵＤＡ［ＥＢ／ＯＬ］．［２０２２－０７－
１４］．ｈｔｔｐｓ：／／ｇｉｔｈｕｂ．ｃｏｍ／ｃｔａｙｌｏｒ３８９／ｋ＿ｍｅａｎｓ＿ｙｉｎｙａｎｇ＿
ｇｐｕ．　

［２６］　ＮＥＷＬＩＮＧ Ｊ，ＦＬＥＵＲＥＴＦ．Ｆａｓｔｋｍｅａｎｓｗｉｔｈａｃｃｕｒａｔｅ
ｂｏｕｎｄｓ［Ｃ］／／Ｐｒｏｃｅｅｄｉｎｇｓ ｏｆ ｔｈｅ ３３ｒｄ Ｉｎｔｅｒｎａｔｉｏｎａｌ
ＣｏｎｆｅｒｅｎｃｅｏｎＩｎｔｅｒｎａｔｉｏｎａｌＣｏｎｆｅｒｅｎｃｅｏｎＭａｃｈｉｎｅＬｅａｒｎｉｎｇ，
２０１６．

［２７］　ＷＡＮＧＱＬ，ＬＩＤＳ，ＨＵＡＮＧＸＤ，ｅｔａｌ．ＯｐｔｉｍｉｚｉｎｇＦＦＴ
ｂａｓｅｄｃｏｎｖｏｌｕｔｉｏｎｏｎＡＲＭｖ８ｍｕｌｔｉｃｏｒｅＣＰＵｓ［Ｍ］／／Ｅｕｒｏ
Ｐａｒ２０２０：ＰａｒａｌｌｅｌＰｒｏｃｅｓｓｉｎｇ．Ｃｈａｍ：ＳｐｒｉｎｇｅｒＩｎｔｅｒｎａｔｉｏｎａｌ
Ｐｕｂｌｉｓｈｉｎｇ，２０２０：２４８－２６２．

［２８］　ＯｐｅｎＭＰ．Ｒｅｆｅｒｅｎｃｅｇｕｉｄｅｓ［ＥＢ／ＯＬ］．［２０２２－０７－１４］．
ｈｔｔｐｓ：／／ｗｗｗ．ｏｐｅｎｍｐ．ｏｒｇ／ｒｅｓｏｕｒｃｅｓ／ｒｅｆｇｕｉｄｅｓ／．

［２９］　ＵＣＩｒｖｉｎｅ．ＷｅｌｃｏｍｅｔｏｔｈｅＵＣＩｒｖｉｎｅｍａｃｈｉｎｅｌｅａｒｎｉｎｇ
ｒｅｐｏｓｉｔｏｒｙ［ＥＢ／ＯＬ］．［２０２２－０７－１４］．ｈｔｔｐ：／／ａｒｃｈｉｖｅ．ｉｃｓ．
ｕｃｉ．ｅｄｕ／ｍｌ．

［３０］　Ｋａｇｇｌｅ．Ｄａｔａｓｅｔｓ［ＥＢ／ＯＬ］．［２０２２－０７－１４］．ｈｔｔｐｓ：／／
ｗｗｗ．ｋａｇｇｌｅ．ｃｏｍ／ｄａｔａｓｅｔｓ．

［３１］　ＷｉｋｉＣｈｉｐ．ＴｈｕｎｄｅｒＸＣａｖｉｕｍ［ＥＢ／ＯＬ］．［２０２２－０７－１４］．
ｈｔｔｐｓ：／／ｅｎ．ｗｉｋｉｃｈｉｐ．ｏｒｇ／ｗｉｋｉ／ｃａｖｉｕｍ／ｔｈｕｎｄｅｒｘ．

［３２］　Ｉｎｔｅｌ．Ｉｎｔｅｌ Ｘｅｏｎ Ｇｏｌｄ６２４０ｐｒｏｃｅｓｓｏｒ［ＥＢ／ＯＬ］．［２０２２－
０７－１４］．ｈｔｔｐｓ：／／ｗｗｗ．ｉｎｔｅｌ．ｃｏｍ／ｃｏｎｔｅｎｔ／ｗｗｗ／ｕｓ／ｅｎ／
ｐｒｏｄｕｃｔｓ／ｓｋｕ／１９２４４３／ｉｎｔｅｌｘｅｏｎｇｏｌｄ６２４０ｐｒｏｃｅｓｓｏｒ２４７５ｍ
ｃａｃｈｅ２６０ｇｈｚ／ｓｐｅｃｉｆｉｃａｔｉｏｎｓ．ｈｔｍｌ

（编辑：熊立桃，杨琴）

·２０１·


