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摘　要：面向基于注意力机制模型的巨大计算和访存开销问题，研究量化和剪枝协同优化的模型压缩技
术，提出针对注意力机制中查询、键、值、概率共四个激活值矩阵的对称线性定点量化方法。同时，提出概率矩

阵剪枝方法和渐进式剪枝策略，有效降低剪枝精度损失。在不同数据集上的实验结果表明，针对典型基于注

意力机制模型ＢＥＲＴ，在较低或者没有精度损失的情况下该优化方法可达到４位或８位定点量化、０９３～０９８
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的稀疏度，大幅度降低模型计算量，为加速量化稀疏模型的推理奠定良好的基础。
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　　 近 年 来，基 于 Ｔｒａｎｓｆｏｒｍｅｒ的 模 型 （如
ＢＥＲＴ［１］、ＧＰＴ－２［２］）在机器翻译、句子分类、问
题回 答 等 自 然 语 言 处 理 （ｎａｔｕｒａｌｌａｎｇｕａｇｅ
ｐｒｏｃｅｓｓｉｎｇ，ＮＬＰ）任务中实现了最先进的（ｓｔａｔｅ
ｏｆｔｈｅａｒｔ，ＳＯＴＡ）成果。在一些具有挑战性的任
务上，典型的 ＢＥＲＴ模型处理效果甚至超过人
类［３］。相比传统的循环神经网络［４］（ｒｅｃｕｒｒｅｎｔ
ｎｅｕｒａｌｎｅｔｗｏｒｋ，ＲＮＮ）模型和长短期记忆［５］

（ｌｏｎｇｓｈｏｒｔｔｅｒｍ ｍｅｍｏｒｙ，ＬＳＴＭ）模 型，基 于
Ｔｒａｎｓｆｏｒｍｅｒ的模型采用注意力机制［６］，能更有

效地捕获输入序列中的上下文信息，使得模型

精度显著提高。

在注意力机制的原始计算流程中，注意力机

制的输入由查询（Ｑ）、键（Ｋ）和值（Ｖ）三个激活
值矩阵组成。注意力机制首先通过 Ｑ和 Ｋ的相
乘计算得到分数矩阵（Ｓ），然后采用归一化指数
函数（ｓｏｆｔｍａｘ）对分数矩阵进行逐行操作得出概
率矩阵（Ｐ）。最后将 Ｐ与 Ｖ相乘得到输出。相
较于 ＲＮＮ和 ＬＳＴＭ模型只计算了输入的局部信
息，注意力机制计算了每一对查询向量和键向

量的注意力结果，从而实现了对全局关系的提

取。但由于注意力机制的计算开销和输入序列

的长度的平方成正比，全局信息提取带来模型

精度提升的同时也使得计算复杂度大幅增加。
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例如，对于涉及图像或长文本的任务，输入的序

列长度可能高达１６×１０３，而对于具有 １６×１０３

个 Ｔｏｋｅｎ的单个输入序列，ＢＥＲＴＢａｓｅ中一个自
注意力模块的浮点运算次数［７］高达 ８６１９×
１０９。基于注意力机制模型的计算复杂性给实时
响应系统和移动设备上的开发部署带来了巨大

挑战，模型的轻量化方法是解决计算难题的关

键手段。

现有的大部分工作［７－１９］着重于对基于注意

力机制模型的权重进行量化和剪枝，取得了较好

的效果。但是在计算复杂度较高的注意力机制

中，大多数模型仍采用单精度浮点表示的稠密激

活值矩阵进行运算，激活值不属于权重量化剪枝

的范畴，因此计算开销依然很高。本文对基于注

意力机制模型的优化训练方法展开研究，通过有

效的量化和剪枝方法对激活值矩阵进行量化和剪

枝，从而达到大幅降低基于注意力机制模型的计

算量和访存量的目的，使得模型推理更适应轻量

化智能应用的需求。

１　相关工作

深度神经网络往往被认为是过度参数化的，

目前学术界提出了许多方法去除冗余的参数来实

现存储或者计算的优化。使用的方法包括量化、

剪枝、知识蒸馏、参数共享、专用的 ＦＰＧＡ和 ＡＳＩＣ
加速器等［２０－２３］。

１．１　深度神经网络的量化方法

量化指用低精度数（如定点８位）表示高精
度数（如浮点３２位）。除了可以减少神经网络模
型占用的空间大小，量化还能在支持低精度运算

的硬件中提升模型运算速度。文献［８］利用量化
感知训练（ｑｕａｎｔｉｚａｔｉｏｎａｗａｒｅｔｒａｉｎｉｎｇ，ＱＡＴ）和对
称线性量化将 ＢＥＲＴ量化到８位定点整数，同时
在下游任务中几乎没有精度损失，从而节省７５％
的存储空间占用。文献［９］利用权重矩阵的二阶
海森信息对ＢＥＲＴ进行混合精度和分组量化。文
献［１０］利用聚类的思想将 ＢＥＲＴ中９９９％的权
重量化到３ｂｉｔ，剩余权重按照原样存储，但是需
要在专用硬件上实现推理过程。为了得到更高的

模型压缩比，文献［１１］使用三值化的权重分割来
获得二值化的权重，文献［１２］通过引入二值注意
力机制和知识蒸馏［２４］得到二值化的权重，虽然二

值化后的模型理论上相较于原始模型可以获得

３２倍的压缩比，但是上述两种方法均会导致模型
精度相对于原始模型精度有显著的下降，难以在

实际应用中起到较好的效果。

１．２　深度神经网络的剪枝方法

剪枝分为结构化剪枝和非结构化剪枝。非结

构化剪枝去除不重要的神经元，可以显著减少模

型的参数量和理论计算量，但通用平台擅长的规

则计算难以利用其稀疏性，需要专用的硬件或者

计算库来支持稀疏矩阵运算。ｍａｇｎｉｔｕｄｅ剪
枝［１３－１５］是应用最广泛也是效果较好的非结构化

剪枝方法之一，该方法认为如果一个权重或激活

值的绝对值越小，那么对后续结果的影响也越小，

则可以将其置为０。文献［１４］发现在ＢＥＲＴ的预
训练过程中，对权重使用ｍａｇｎｉｔｕｄｅ剪枝在低稀疏
度（０３～０４）情况下不会影响模型在下游任务
中的精度，而在高稀疏度（高于０．７）情况下模型
难以在下游任务中取得较好的效果。文献［１６－
１７］提出了一种基于训练中权重移动方向的剪枝
方法，该方法认为在训练过程中，权重的更新如果

越靠近０，则表明该权重越不重要；权重的更新如
果越远离０，则表明该权重越重要。

结构化剪枝通常以神经网络中的一个注意力

头［１８－１９］或整层［１８］为剪枝的基本单位。结构化剪

枝的相关工作输出的模型在计算模式上更匹配

ＣＰＵ、ＧＰＵ规则计算构架，因此仍然可以通过ＣＰＵ
和ＧＰＵ完成推理加速，但是存在稀疏度远低于非
结构化剪枝的稀疏度等劣势。本文面向实时响应

系统和低算力移动设备的计算优化需求，主要研

究非结构化剪枝及量化在基于注意力机制模型上

的计算优化技术，能够在较好平衡任务准确率的

条件下达到良好的计算压缩效果。这种量化剪枝

技术能输出更为精简、采用低位宽数据表示的稀

疏化模型。面向该类模型，很多工作研究了低位

宽智能加速器，通过专用结构高效处理低位宽数

据，为低位宽计算和非结构化稀疏计算定制更适

合的运算结构，如４位定点运算器、专用稀疏格式
的数据运算通路等。相较于 ＣＰＵ、ＧＰＵ等面向规
则计算的体系结构，这些结构能进一步获得大幅

能效提升，更加适用于面向实时响应系统和低算

力移动设备应用的需求。

２　量化剪枝优化方法

注意力机制的原始计算流程和优化后的计算

流程如图１所示，在本文提出的注意力机制模型
量化剪枝优化总体流程中，输入激活值矩阵 Ｑ、
Ｋ、Ｖ是输入信息在不同空间的表达，在 ＢＥＲＴ模
型中具有相同的维度：①对于给定的输入激活值
矩阵Ｑ、Ｋ、Ｖ，首先量化Ｑ和Ｋ到４位或８位定点
整数，计算分数矩阵的结果；②将分数矩阵进行反

·４１１·
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量化并送入ｓｏｆｔｍａｘ得到Ｐ；③将Ｐ中绝对值低于
阈值的数剪枝为０；④将稀疏的 Ｐ量化到４位或
者８位定点整数并将其与量化后的 Ｖ相乘，得到
注意力机制的输出结果。第②步和第③步进行反
量化和量化操作的原因是直接将线性量化的数据

送入ｓｏｆｔｍａｘ，这一类非线性运算会显著影响模型
在数据集上的精度［２５］，同时为了后续量化计算，

需要将剪枝后的结果进行量化。考虑到对计算过

程进行简化，该方法根据是否为同一矩阵乘的输

入采取了分组量化，即 Ｑ和 Ｋ为一组，Ｐ和 Ｖ一
组。同一组的两个矩阵量化到相同的比特数，而

不同组之间可以量化到不同比特数。

（ａ）原始计算流程
（ａ）Ｏｒｉｇｉｎａｌｃｏｍｐｕｔａｔｉｏｎａｌ

ｆｌｏｗ
　　

（ｂ）优化后计算流程
（ｂ）Ｏｐｔｉｍｉｚｅｄｃｏｍｐｕｔａｔｉｏｎａｌ

ｆｌｏｗ

图１　注意力机制的原始计算流程和优化后的计算流程
Ｆｉｇ．１　Ｏｒｉｇｉｎａｌｃｏｍｐｕｔａｔｉｏｎａｌｆｌｏｗｏｆａｔｔｅｎｔｉｏｎｍｅｃｈａｎｉｓｍ
ａｎｄｏｐｔｉｍｉｚｅｄｃｏｍｐｕｔａｔｉｏｎａｌｆｌｏｗｏｆａｔｔｅｎｔｉｏｎｍｅｃｈａｎｉｓｍ

２．１　激活值矩阵的对称线性量化方法

对称线性量化、非对称线性量化、非线性量

化、Ｋｍｅａｎｓ量化等是典型的模型量化方法［２１］。

对称线性量化相较于其他方法所需的硬件计算更

加简单，更易于高效的专用加速器实现。本文采

取的激活值矩阵的 ｋｂｉｔ对称线性量化公式定义
如下：

Ｑ（ｒ，Ｓ，α）＝ｃｌｉｐ［ｒｏｕｎｄ（ｒ×Ｓ），－α，α］
ｃｌｉｐ（ｘ，ａ，ｂ）＝ｍｉｎ［ｍａｘ（ｘ，ａ），ｂ］
α＝２ｋ－１－１

Ｓ＝ α
ＥＭＡ［ｍａｘ（ｒ













）］

（１）

其中：Ｑ是量化函数；ｒ是输入的原始数据；Ｓ是量
化缩放因子；α是量化到 ｋｂｉｔ时的最大值，例如，
当量化到４位时，α＝７。由于注意力机制的输入
是动态变化的，故使用指数滑动平均（ｅｘｐｏｎｅｎｔｉａｌ

ｍｏｖｉｎｇａｖｅｒａｇｅ，ＥＭＡ）来收集其信息，并在训练的
过程中确定Ｓ。ｃｌｉｐ是截断函数，确保量化后的值
不超出ｋｂｉｔ所能表示的范围。ｒｏｕｎｄ函数起到四
舍五入的作用。对称线性量化本质上是将输入 ｒ
映射到对称区间［－α，α］之中。对于反量化公式
定义如下：

ＤＱ（Ｓ，ｑ）＝Ｓ×ｑ （２）
式中，ＤＱ是反量化函数，ｑ表示输入的量化值。
量化过程和反量化过程均采用相同的 Ｓ。训练过
程中为了传递量化误差，本文采用量化感知训练

实现伪量化；同时考虑到 ｒｏｕｎｄ函数的不可导性，
采用直通估计器（ｓｔｒａｉｇｈｔｔｈｒｏｕｇｈｅｓｔｉｍａｔｏｒ，ＳＴＥ）
进行梯度反向传播。

２．２　渐进剪枝训练

渐进剪枝策略［２６］能有效避免剪枝带来的模

型精度显著下降，参考其原理，本文采用

ｍａｇｎｉｔｕｄｅ剪枝方法实现，在每次剪枝迭代时，将
待剪枝的激活值矩阵中绝对值低于预设阈值的

数剪枝为０。训练过程采用三段式渐进剪枝方
法，在总迭代次数为 Ｔ的训练过程中，前 ｔｉ次迭
代只进行模型的微调；在 ｔｉ到 ｔｆ次迭代的过程
中稀疏度 ｓ从０提升到预设的目标稀疏度 ｓｔ，在
这期间 ｓ以三次函数的趋势呈先快后慢的非线
性增长；最后维持目标稀疏度 ｓｔ进行微调实现
精度的回调。其中稀疏度 ｓ表示一个矩阵中数
值为０的权重所占的比值，具体取值如分段函
数（３）所示：

ｓ＝

０ ０≤ｔ＜ｔｉ

ｓｔ－ｓｔ１－
ｔ－ｔｉ
Ｔ－ｔｉ－ｔ( )

ｆ

３

ｔｉ≤ｔ＜Ｔ－ｔｆ

ｓｔ










其他

（３）

本文提出的量化剪枝优化方法与工作

Ｓａｎｇｅｒ［７］有一定的相似性。Ｓａｎｇｅｒ首先将 Ｑ和 Ｋ
量化到ＩＮＴ４，计算得到分数矩阵后，对其按行进
行ｓｏｆｔｍａｘ得到 珘Ｐ。这是为了以较小的计算代价
获得 Ｐ的近似结果，然后对 珟Ｐ剪枝得到掩码矩
阵。最后通过对掩码矩阵的打包和分割重新完

成注意力机制的浮点运算。故 Ｓａｎｇｅｒ实际的推
理过程仍然以浮点的形式。但本文提出的优化

方法在前向推理中直接采取量化的 Ｑ和 Ｋ进行
运算，并进一步使用剪枝量化后的 Ｐ和量化后
的 Ｖ进行运算，最终完成注意力机制的推理过
程，而不需要重新计算。后续的实验也表明，本

文方法产生的稀疏度在大部分数据集中都远高

于 Ｓａｎｇｅｒ。

·５１１·
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３　实验分析

３．１　实验设置

本文在ＢＥＲＴＢａｓｅ［１］模型上针对通用语言理
解 评 估［２７］ （ｇｅｎｅｒａｌ ｌａｎｇｕａｇｅ ｕｎｄｅｒｓｔａｎｄｉｎｇ
ｅｖａｌｕａｔｉｏｎ，ＧＬＵＥ）基准进行了一系列的实验分
析。ＧＬＵＥ包含了９个数据集来对自然语言模型
进行训练、评估和分析，分别为 ＣｏＬＡ、ＲＴＥ、
ＭＲＰＣ、ＳＴＳＢ、ＳＳＴ２、ＱＮＬＩ、ＱＱＰ、ＭＮＬＩ、ＷＮＬＩ，但
是本文没有在 ＷＮＬＩ数据集上进行评估，因为它
通常被认为存在一定的问题［１］。此外，本文也在

问答任务 ＳＱｕＡＤｖ１．１［２８］上进行了评估。对于
ＭＲＰＣ、ＱＱＰ、ＳＱｕＡＤｖ１．１数据集采用Ｆ１值评估；
对于 ＳＴＳＢ数据集用皮尔逊相关系数评估；对于
ＣｏＬＡ数据集用马修斯相关系数评估；对于 ＧＬＵＥ
中剩余的数据集均采用准确率评估。所有数据集

的评估指标都与模型的精度成正相关。

实验中 ＢＥＲＴ实现代码是基于 ＨｕｇｇｉｎｇＦａｃｅ
的Ｔｒａｎｓｆｏｒｍｅｒ库［２９］，并在 ＰｙＴｏｒｃｈ深度学习框架
完成了量化剪枝实验和模型精度的评估。所有的

实验均运行在单 ＧＰＵ（ＮＶＩＤＩＡＴｅｓｌａＶ１００ＰＣＩｅ
３２ＧＢ）上。因为本文提出的方法不涉及预训练，
故直接将预训练好的 ＢＥＲＴＢａｓｅ模型在数据集
上进行量化剪枝训练。ＣｏＬＡ、ＲＴＥ、ＭＲＰＣ、ＳＴＳＢ
数据集训练时的批大小为８，学习率为２×１０－５；
ＳＳＴ２、ＱＮＬＩ、ＱＱＰ、ＭＮＬＩ、ＳＱｕＡＤｖ１．１数据集训
练时的批大小为３２，学习率为３×１０－５。每次训
练为１０个 ｅｐｏｃｈ：①前３个 ｅｐｏｃｈ对应渐进稀疏
的第一阶段，模型的稀疏度为 ０；②接下来 ４个
ｅｐｏｃｈ对应渐进剪枝的第二个阶段，此时稀疏度 ｓ
随时间从 ０增长到目标稀疏度 ｓｔ；③最后 ３个
ｅｐｏｃｈ对应渐进剪枝的第三个阶段，此时维持目
标稀疏度ｓｔ对模型进行微调完成最后的训练，该
阶段可以在一定程度上缓解剪枝带来的模型精度

损失。在整个训练过程中，都实施本文提出的对

称线性量化流程。

３．２　实验结果

图２表明了各数据集在不同的目标稀疏度
ｓｔ（大于０９）下对 Ｑ、Ｋ、Ｖ、Ｐ单独剪枝的结果，
基线表示没有进行剪枝和量化的结果，０９５

基线表示基线的 ９５％的精度。首先，结果显示
Ｑ和 Ｋ在剪枝效果上具有一致性：即 Ｑ和 Ｋ的
结果曲线具有相似的变化趋势。而 Ｐ和 Ｖ也有
类似的性质。这表明同一个矩阵乘的两个输入

具有相似的剪枝效果。其次，随着稀疏度的提

升，除 ＣｏＬＡ数据集外，Ｐ和 Ｖ的剪枝效果逐渐
优于 Ｑ和 Ｋ。本文认为这是因为 Ｐ之前的
ｓｏｆｔｍａｘ运算隐式的将重要的信息进行了提取，
并赋予其较大的值，这也表明 Ｐ更适合进行剪
枝。最后，在较高的稀疏度（大于 ０９５）下，所
有矩阵剪枝后的模型精度均出现了明显的下

降，尤其是 Ｑ和 Ｋ。

（ａ）ＣｏＬＡ数据集
（ａ）ＣｏＬＡｄａｔａｓｅｔ

（ｂ）ＲＴＥ数据集
（ｂ）ＲＴＥｄａｔａｓｅｔ

（ｃ）ＭＲＰＣ数据集
（ｃ）ＭＲＰＣｄａｔａｓｅｔ

·６１１·
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（ｄ）ＳＴＳＢ数据集
（ｄ）ＳＴＳＢｄａｔａｓｅｔ

图２　Ｑ、Ｋ、Ｖ、Ｐ的单独剪枝
Ｆｉｇ．２　ＳｅｐａｒａｔｅｐｒｕｎｉｎｇｏｆＱ，Ｋ，ＶａｎｄＰ

在单独剪枝的基础上，本文还比较了Ｑ、Ｋ、Ｖ
分别和Ｐ进行联合剪枝后模型精度的差异，如图
３所示。从图２和图３的对比可以看出，在大多
数情况下，Ｑ、Ｋ、Ｖ在单独剪枝中具有最好效果的
那一个矩阵，在和Ｐ进行联合剪枝时也会具有最

（ａ）ＣｏＬＡ数据集
（ａ）ＣｏＬＡｄａｔａｓｅｔ

（ｂ）ＲＴＥ数据集
（ｂ）ＲＴＥｄａｔａｓｅｔ

（ｃ）ＭＲＰＣ数据集
（ｃ）ＭＲＰＣｄａｔａｓｅｔ

（ｄ）ＳＴＳＢ数据集
（ｄ）ＳＴＳＢｄａｔａｓｅｔ

图３　Ｑ、Ｋ、Ｖ分别和Ｐ的联合剪枝
Ｆｉｇ．３　ＪｏｉｎｔｐｒｕｎｉｎｇｏｆＱ，Ｋ，ａｎｄＶｗｉｔｈＰｒｅｓｐｅｃｔｉｖｅｌｙ

好的效果。但是Ｑ、Ｋ、Ｖ分别和Ｐ的联合剪枝比单
独剪枝时的精度下降得更快。同时考虑到Ｐ的大
小与输入序列长度的大小的二次方成正比，故本文

在接下来的量化实验中只针对Ｐ进行剪枝。
实验结合了量化和剪枝来探究量化带来的

影响。实验设置了两种量化位宽，分别是 ４位
和８位。结合两种量化位宽的设定和分组量化，
图４展示了四种量化方案和剪枝共同优化的结
果。图例中的 ８＋４表明对于 Ｑ和 Ｋ量化到
８位，Ｐ和 Ｖ量化到４位。从图４中可以清楚地
看到，在大多数情况下，量化对 Ｐ的剪枝效果的
影响较小。在ＳＴＳＢ数据集中，即使量化比特方
案为４＋４，在相同稀疏度水平下，量化剪枝比非
量化剪枝还能获得更好的结果，这表明量化和

剪枝在实际的应用中具有正交性，同时量化能

提升模型的鲁棒性。

在ＳＴＳＢ和 ＣｏＬＡ数据集中，不同量化比特
方案产生的模型精度差异较小。但是在 ＲＴＥ和
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ＭＲＰＣ数据集中，不同的量化比特设定带来了明
显的精度差异，表明不同的数据集对于量化的敏

感程度不一样。同时较低的量化比特设定并不意

味着较低的模型精度。例如，４＋４的量化方案在
ＣｏＬＡ、ＭＲＰＣ、ＳＴＳＢ数据集中并不是精度最低
的，甚至在ＳＴＳＢ数据集中，４＋４的量化方案能
获得最好的整体效果，而８＋８的量化方案在整体
效果表现上最差。

（ａ）ＣｏＬＡ数据集
（ａ）ＣｏＬＡｄａｔａｓｅｔ

（ｂ）ＲＴＥ数据集
（ｂ）ＲＴＥｄａｔａｓｅｔ

（ｃ）ＭＲＰＣ数据集
（ｃ）ＭＲＰＣｄａｔａｓｅｔ

（ｄ）ＳＴＳＢ数据集
（ｄ）ＳＴＳＢｄａｔａｓｅｔ

图４　量化剪枝协同优化
Ｆｉｇ．４　Ｑｕａｎｔｉｚａｔｉｏｎａｎｄｐｒｕｎｉｎｇｃｏｌｌａｂｏｒａｔｉｖｅｏｐｔｉｍｉｚａｔｉｏｎ

在图２到图４的三组实验中，ＲＴＥ数据集均
为结果波动较大的数据集之一，本文认为是 ＲＴＥ
数据集对于量化和剪枝较敏感，特别是在量化和

剪枝协同优化时，波动更为明显。总体来说，即使

在较高的稀疏度下，本文的量化方案也不会使模

型的精度产生显著的下降。

３．３　和Ｓａｎｇｅｒ的比较

这一节将本文提出的优化方法与Ｓａｎｇｅｒ［７］稀
疏模式进行了比较，结果汇总见表 １。Ｓａｎｇｅｒ首
先通过低比特计算完成对于 Ｐ的预测，再利用预
测得到的 珘Ｐ重新完成 Ｑ和 Ｋ的稀疏计算。本文
的方案最高能在 ＳＳＴ２数据集上获得０９８的稀
疏度，此时量化方案为８＋８，而 Ｓａｎｇｅｒ的稀疏度
仅仅为０９０。表１说明本文提出的量化剪枝优
化方法在ＧＬＵＥ基准和 ＳＱｕＡＤｖ１１数据集上的
稀疏度全部超越了 Ｓａｎｇｅｒ，且最多比 Ｓａｎｇｅｒ高出
０１４。同时模型精度也高于 Ｓａｎｇｅｒ，而相对于基
线的精度下降也非常小。在ＳＳＴ２、ＣｏＬＡ、ＲＴＥ这
三个数据集中，本文提出方法的模型精度甚至超

越了基线。

一些相关研究表明［８－１０］，针对深度神经网络

一定程度的压缩（量化、剪枝、知识蒸馏等）能够

提升模型的鲁棒性，因此使得压缩后模型的精度

略微超过基线模型，而当压缩率继续提升时模型

的精度可能会逐渐下降。但目前尚无相关研究能

够定量说明什么程度的压缩能起到泛化的作用。

从定性的角度，本文分析深度学习模型一般具有

较大的信息冗余和噪声，一定的压缩使得这些冗

余噪声被更高比例去除，因此使得模型精度得以

保持甚至略有上升。
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表１　不同数据集上的量化剪枝结果
Ｔａｂ．１　Ｑｕａｎｔｉｚａｔｉｏｎａｎｄｐｒｕｎｉｎｇｒｅｓｕｌｔｓｏｎｄｉｆｆｅｒｅｎｔｄａｔａｓｅｔｓ

数据集 评价指标 基线精度
Ｓａｎｇｅｒ 本文

稀疏度 精度 稀疏度 量化方案 精度

ＭＲＰＣ Ｆ１值 ９０．５０ ０．８９ ８９．７９ ０．９５ ４＋８ ９０．３０

ＳＳＴ２ 准确率 ９２．３６ ０．９０ ９２．０８ ０．９８ ８＋８ ９２．４３

ＳＴＳＢ 皮尔逊相关系数 ８９．４３ ０．８１ ８９．０３ ０．９３ ８＋４ ８９．０７

ＣｏＬＡ 马修斯相关系数 ５８．０８ ０．７９ ５８．６９ ０．９３ ４＋４ ５９．０２

ＲＴＥ 准确率 ７２．２０ ０．８５ ６８．９５ ０．９６ ８＋８ ７２．５６

ＭＮＬＩ 准确率 ８３．９０ ０．９１ ８３．３６ ０．９５ ４＋４ ８３．４９

ＱＱＰ Ｆ１值 ８７．９３ ０．８８ ８７．５８ ０．９５ ８＋４ ８７．６１

ＱＮＬＩ 准确率 ９１．７１ ０．８９ ９０．９２ ０．９５ ８＋４ ９１．０２

ＳＱｕＡＤｖ１．１ Ｆ１值 ８７．８３ ０．９１ ８７．３０ ０．９３ ８＋８ ８７．３８

３．４　计算轻量化分析

模型稀疏量化可以从计算次数和数据表示两

方面降低模型推理的计算量，提升计算速度。以

ＢＥＲＴ模型的一个自注意力头模块为例，推理任
务的绝大多数计算是 Ｑ、Ｋ、Ｐ、Ｖ涉及的矩阵运
算，对于两个ｎ阶方阵的矩阵乘法，其他配套操作
（包括量化、反量化、ｓｏｆｔｍａｘ、剪枝）的计算量约为
其１／ｎ，当ｎ较大时，这部分运算量可忽略。模型
计算复杂度一般由矩阵乘加量代表。当把模型稀

疏度提升至 ｘ％时，稀疏模型计算复杂性约可降
为原模型稠密矩阵计算的１－ｘ％。稀疏矩阵一
般以ＣＳＲ稀疏格式存储，大小约为稠密矩阵的
２（１－ｘ％）。同时，当模型将原有数据位宽 Ｗ量
化为Ｗ／ｙ时，压缩后数据的存储量将降低为原来
的１／ｙ。

根据上述分析以及表１所获得的ＢＥＲＴ模型
稀疏量化结果，在Ｐ×Ｖ计算稀疏度为９５％、所有
矩阵４＋４量化协同优化下，得到式（４）：

加速比＝ １

ａ×（１－ｓＰ）×
１
ＮＰＶ
＋（１－ａ）×１ＮＱＫ

（４）
整个模块的理论推理速度可提升约 １６倍。

其中：ａ为Ｐ×Ｖ计算量占比，（１－ａ）为 Ｑ×Ｋ计
算量占比，在该模块中 ａ约为５０％；ｓＰ为 Ｐ的稀
疏度；ＮＰＶ和ＮＱＫ分别为 Ｐ、Ｖ和 Ｑ、Ｋ量化到 Ｎ比
特后Ｎ位定点运算相较于３２位浮点运算的加速
比，根据硬件运算单元速度的一般结论，４位定点
乘加单元的运算速度为３２位浮点乘加单元运算
速度的８倍以上。就存储量而言，４＋４量化后

Ｑ、Ｋ、Ｖ占用存储空间的大小可降为原始的１／８，
同时在９５％稀疏度下Ｐ的大小约为原始的１／８０。

上述分析面向可有效处理稀疏运算和低位宽

量化运算的定制加速器，有较多前沿相关工

作［３，７］基于此思路开展，相较于通用平台，加速器

不仅能高效处理上述运算，还可消除 ＣＰＵ、ＧＰＵ
等由于指令和调度执行带来的额外控制开销，大

幅提升最终性能。

４　结论

针对基于注意力机制模型计算复杂度和访存

开销过高等问题，本文提出了一种量化剪枝协同

优化方法，该方法通过采用对称线性量化和渐进

剪枝来降低注意力机制的计算复杂量。本文提出

的方法在较低或者没有精度损失的情况下，在

ＢＥＲＴ模型上有着较好的实验效果，对于 ＧＬＵＥ
基准和 ＳＱｕＡＤｖ１．１数据集，该方法将注意力机
制运算涉及的 Ｑ、Ｋ、Ｖ、Ｐ采用分组量化，其中 Ｑ
和Ｋ为一组，Ｖ和 Ｐ为一组，分别量化到４位或
者８位，并且剪枝 Ｐ，最终可以得到 ０９３～０９８
的稀疏度，大幅度降低模型计算量。在 ＳＳＴ２、
ＣｏＬＡ、ＲＴＥ数据集上，该优化方法得到的模型在
精度上甚至超过了基线。

本文提出的方法在各方面也优于 Ｓａｎｇｅｒ稀
疏模式，包括稀疏度和最终的模型精度。但本文

所提出优化方法是非结构化稀疏模式，该稀疏模

式具有稀疏度高和难以在通用平台加速等特点，

故下一步的工作展望为在专用的硬件平台上充分

利用其量化和稀疏特性，将量化剪枝的理论计算

性能提升转换为实际推理能耗和延迟的降低。

·９１１·
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