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摘　要：模型深度的不断增加和处理序列长度的不一致对循环神经网络在不同处理器上的性能优化提
出巨大挑战。针对自主研制的长向量处理器ＦＴＭ７０３２，实现了一个高效的循环神经网络加速引擎。该引擎
采用行优先矩阵向量乘算法和数据感知的多核并行方式，提高矩阵向量乘的计算效率；采用两级内核融合优

化方法降低临时数据传输的开销；采用手写汇编优化多种算子，进一步挖掘长向量处理器的性能潜力。实验

表明，长向量处理器循环神经网络推理引擎可获得较高性能，相较于多核ＡＲＭＣＰＵ以及ＩｎｔｅｌＧｏｌｄｅｎＣＰＵ，类
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循环神经网络模型长短记忆网络可获得最高６２６８倍和３１２倍的性能加速。
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　　传统的卷积神经网络（ｃｏｎｖｏｌｕｔｉｏｎａｌｎｅｕｒａｌ
ｎｅｔｗｏｒｋｓ，ＣＮＮ）在视觉领域取得了巨大的成功，例
如图像分类、目标检测等。但是对于语言类时序

数据任务，某些时刻前面的输入和后面的输入是

有关系的，ＣＮＮ这种只能处理独立输入的模型就
无法获得较好的效果。循环神经网络（ｒｅｃｕｒｒｅｎｔ
ｎｅｕｒａｌｎｅｔｗｏｒｋ，ＲＮＮ）是面向时序数据处理的一
类重要的深度神经网络，它以序列数据为输入，并

对每一个时刻的输入结合当前模型的状态给出一

个输出。目前，以 ＲＮＮ、长短记忆网络［１］（ｌｏｎｇ
ｓｈｏｒｔｔｅｒｍｍｅｍｏｒｙｎｅｔｗｏｒｋｓ，ＬＳＴＭ）、门控循环单

元［２］（ｇａｔｅｒｅｃｕｒｒｅｎｔｕｎｉｔ，ＧＲＵ）为代表的时序数
据处理类循环神经网络已广泛应用于文件分

类［３］、语音识别［４－５］和机器翻译［６］等自然语言相

关的任务处理中。随着自然语言处理任务的复杂

度增加，计算量更大的 Ｔｒａｎｓｆｏｒｍｅｒ结构和 ＢＥＲＴ
模型得到广泛的应用，对计算资源的需求和计算

效率的提升都提出很大的挑战。

随着模型规模的扩大和模型层次的增加，类

循环神经网络的训练和推理过程对目标平台的执

行效率提出了极大的挑战。如果沿用通用深度学

习框架，诸如 ＰｙＴｏｒｃｈ［７］、ＴｅｎｓｏｒＦｌｏｗ［８］等直接按
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照类循环神经网络的计算过程进行碎片式、拼接

化执行，硬件的利用率得不到保障。例如，在图形

处理器（ｇｒａｐｈｉｃｓｐｒｏｃｅｓｓｉｎｇｕｎｉｔ，ＧＰＵ）上直接调
用各个算子函数进行端到端的拼接执行，ＬＳＴＭ
的执行效率还不能达到峰值性能的１０％。当前
有很多的工作针对ＲＮＮ在ＧＰＵ上的执行过程进
行了优化，例如 ｃｕＤＮＮ［９］深度学习库。该工作通
过算子级的优化、层级融合等多种技术手段，大大

提高了ＲＮＮ计算在ＧＰＵ上的效率。随着物联网
技术的发展，越来越多的设备接入网络中，例如中

央处理器（ｃｅｎｔｒａｌｐｒｏｃｅｓｓｉｎｇｕｎｉｔ，ＣＰＵ）和数字信
号处理器（ｄｉｇｉｔａｌｓｉｇｎａｌｐｒｏｃｅｓｓｏｒ，ＤＳＰ）等，这类处
理器的数量远远多于 ＧＰＵ，并且离数据源更近。
然而，当前针对ＣＰＵ或者以长向量为重点计算单
元的ＤＳＰ的类循环神经网络计算优化工作相对
较少，只能借助于基础的矩阵乘等算子进行功能

实现，以 ＬＳＴＭ等为代表的类循环神经网络在
ＤＳＰ等长向量处理器上的性能优化空间还很大，
难度也很高。

首先，ＲＮＮ处理对象的序列长度可变性导致
计算不均衡。对于ＲＮＮ处理的序列数据而言，不
同语句的长度往往不一致，会导致描述语句的输

入向量长度不一致。在大 ｂａｔｃｈ＿ｓｉｚｅ主导的推理
应用模式下，所有的时序都会以当前 ｂａｔｃｈ中序
列长度最大的样本为参照，进行样本数据的填充

以保证输入的底层计算规模相同，从而不会影响

循环的深度，同时使得分批处理执行变得简单，但

是这种填充的方法会造成大量的额外的计算需

求。其次，序列长度的可变性导致内存管理的不

确定性。序列长度的不同会使得内存的分配和片

上存储分配动态变化，否则，所有序列都需要按照

最长序列的需求进行存储分配。另外，由于基于

长向量处理器的智能算子库的缺失，需要重新构

建完整的算子，需要对矩阵向量乘和矩阵乘进行

优化，同时 ＲＮＮ及其变种还存在大量的边缘算
子，这些算子的性能也会影响整体的效率，并且随

着参数的增大，ＲＮＮ等模型中核心矩阵规模增
大，矩阵计算效率的提高会放大边缘算子计算的

耗时占比。

针对上述问题，本文面向国产自主长向量处

理器ＦＴＭ７０３２，研究如何高效实现 ＲＮＮ等类循
环神经网络推理任务的并行优化实现。首先，为

了克服序列长度可变的问题，提出了一种行优先

的矩阵向量乘方法，通过改变原有的计算顺序，有

效地利用长向量处理器的计算单元和开发数据的

局域性，最大化提高计算效率。然后，建立了一个

手工汇编实现的高效的ＲＮＮ算子库，对矩阵向量
乘算子的底层实现进行了深度优化，包括单核内

的指令排布、多核任务划分以及片上存储空间的

替换策略等。最后，高效实现了ＲＮＮ等类循环神
经网络模型的边缘算子，并且基于有效利用片上

存储的原则对边缘算子和矩阵向量乘算子进行了

融合。通过上述工作，可以有效地利用自主长向

量处理器对循环神经网络算法进行加速。

１　背景介绍

１．１　ＲＮＮ介绍

１．１．１　模型结构介绍
ＲＮＮ常用于解决输入样本为连续序列且序

列的长短不一的问题，单层ＲＮＮ神经网络的结构
如图 １所示。

图１　单层ＲＮＮ神经网络的结构
Ｆｉｇ．１　ＳｔｒｕｃｔｕｒｅｏｆａｓｉｎｇｌｅｌａｙｅｒＲＮＮｎｅｕｒａｌｎｅｔｗｏｒｋ

ＲＮＮ每读取一个新的输入 ｘｔ，就会生成状态
向量ｈｔ作为当前时刻的输出和下一时刻的输入，
将Ｔ个输入ｘ０～ｘｔ依次输入 ＲＮＮ，相应地会产生
Ｔ个输出，其中Ｓ表示神经元。

图２　ＲＮＮ神经网络的计算原理
Ｆｉｇ．２　ＣａｌｃｕｌａｔｉｏｎｐｒｉｎｃｉｐｌｅｏｆＲＮＮｎｅｕｒａｌｎｅｔｗｏｒｋ

１．１．２　计算原理
典型的 ＲＮＮ神经网络的计算原理如图 ２所

示，主要由两条单向流动的信息流处理组成。一

条信息流从输入单元到达隐藏单元，另一条信息

流从隐藏单元到达输出单元。假设 ｘ为输入层，
一般为向量；Ｏ为输出层，ｈ为隐含层，而 ｔ指计
算次数；Ｗｉ、Ｗｈ为权重，一般为矩阵。其中计算
第ｔ次的输出结果如式（１）所示。

Ｏｔ＝ｆ（ｘｔ×Ｗｉ＋ｈｔ－１×Ｗｈ） （１）
从式（１）可以看出，循环神经网络的主要计

·２２１·
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算模式是矩阵向量乘，当以 ｂａｔｃｈ模式执行的时
候则是矩阵乘。除此之外，还涉及 ｔａｎｈ、ｓｉｇｍｏｉｄ
等边缘计算过程。诸如 ＬＳＴＭ和 ＧＲＵ等 ＲＮＮ变
种模型的计算模式也主要以矩阵计算为主，区别

在于ＬＳＴＭ相对于标准的 ＲＮＮ网络涉及的信息
流更多，即矩阵计算模块更多。

１．２　ＦＴＭ７０３２长向量处理器

ＦＴＭ７０３２是一款国防科技大学自主研制的长
向量处理器，采用异构结构，集成了 １个 １６核
ＡＲＭｖ８ＣＰＵ和４个通用数字信号处理器（ｇｅｎｅｒａｌ
ｐｕｒｐｏｓｅｄｉｇｉｔａｌｓｉｇｎａｌｐｒｏｃｅｓｓｏｒ，ＧＰＤＳＰ）。多核
ＣＰＵ主要负责线程管理和通信，其单精度浮点峰值
性能为２８１６ＧＦＬＯＰＳ。每个 ＧＰＤＳＰ集群包括８
个ＤＳＰ核心，它们共享６ＭＢ片上全局共享内存
（ｇｌｏｂａｌｓｈａｒｅｄｍｅｍｏｒｙ，ＧＳＭ）。每个计算簇中的
８个ＤＳＰ核和ＧＳＭ通过片上网络进行通信，通信带
宽可达３００Ｇｂｉｔ／ｓ。ＧＳＭ是软件可管理的片上存
储器，需要由开发人员维护ＧＳＭ和ＤＳＰ之间的数
据一致性。ＣＰＵ和每个ＧＰＤＳＰ计算簇以共享内存
的方式进行数据交互。ＣＰＵ可以访问整个内存空
间，但每个ＧＰＤＳＰ计算簇只能访问其对于内存通
道的存储空间，理论访存带宽为４２６Ｇｂｉｔ／ｓ。

ＧＰＤＳＰ中的每个 ＤＳＰ核心基于超长指令字
（ｖｅｒｙｌｏｎｇｉｎｓｔｒｕｃｔｉｏｎｗｏｒｄ，ＶＬＩＷ）架构，包括指令
调度单元（ｉｎｓｔｒｕｃｔｉｏｎｆｅｔｃｈｕｎｉｔ，ＩＦＵ）、标量处理单
元（ｓｃａｌｅｐｒｏｃｅｓｓｉｎｇｕｎｉｔ，ＳＰＵ）、向量处理单元
（ｖｅｃｔｏｒｐｒｏｃｅｓｓｉｎｇｕｎｉｔ，ＶＰＵ）和直接内存访问
（ｄｉｒｅｃｔｍｅｍｏｒｙａｃｃｅｓｓ，ＤＭＡ）引擎，如图３所示。
ＩＦＵ被设计为每个周期最多启动１１条指令，其中
包含５条标量指令和６条向量指令。ＳＰＵ用于指
令流控制和标量计算，主要由标量处理元素（ｓｃａｌｅ
ｐｒｏｃｅｓｓｉｎｇｅｌｅｍｅｎｔ，ＳＰＥ）和６４ＫＢ标量内存（ｓｃａｌｅ
ｍｅｍｏｒｙ，ＳＭ）组成，它们匹配５条标量指令。ＶＰＵ
是长向量处理单位，为每个 ＤＳＰ核心提供主要计
算性能，包括７６８ＫＢ阵列存储器（ａｒｒａｙｍｅｍｏｒｙ，
ＡＭ）和以单指令多数据（ｓｉｎｇｌｅｉｎｓｔｒｕｃｔｉｏｎｍｕｌｔｉｐｌｅ
ｄａｔａｓｔｒｅａｍ，ＳＩＭＤ）方式工作的１６个矢量处理元
件（ｖｅｃｔｏｒｐｒｏｃｅｓｓｉｎｇｅｌｅｍｅｎｔ，ＶＰＥ）。每个 ＶＰＥ
有 ６４个 ６４位寄存器和 ３个融合乘加（ｆｌｏａｔ
ｍｕｌｔｉｐｌｙａｃｃｕｍｕｌａｔｅ，ＦＭＡＣ）单元，１个 ＦＭＡＣ每
周期可以处理２个ＦＰ３２或者４个ＦＰ１６的乘加计
算。当工作在１８ＧＨｚ时，每个 ＤＳＰ核可以提供
的单精度浮点峰值性能为３４５６ＧＦＬＯＰＳ，半精度
浮点峰值性能为６９１２ＧＦＬＯＰＳ。ＡＭ可以通过
２个向量ｌｏａｄ／ｓｔｏｒｅ单元，在每个周期向寄存器传
输５１２个字节。ＳＰＵ和 ＶＰＵ之间通过广播指令

和共享寄存器传输数据。ＤＭＡ引擎用于在不同
级别的存储器（即主存储器、ＧＳＭ和 ＳＭ／ＡＭ）之
间进行块数据传输。

图３　ＦＴＭ７０３２长向量处理器体系结构
Ｆｉｇ．３　ＦＴＭ７０３２ｌｏｎｇｖｅｃｔｏｒｐｒｏｃｅｓｓｏｒａｒｃｈｉｔｅｃｔｕｒｅ

１．３　相关研究

当前，已有一些面向循环神经网络推理的优

化研究，比如：ＴｅｎｓｏｒＦｌｏｗ使用 ｃｕＤＮＮ对底层进
行优化，但是其核心采用矩阵乘算法并不能匹配

序列长度的可变性，导致不能最大化地利用计算

资源。Ｈｏｌｍｅｓ等提出了ＧＲＮＮ［１０］引擎，该引擎最
小化全局内存访问和同步开销，并通过新的数据

重组、线程映射和性能建模技术来平衡芯片上资

源的使用；Ｚｈａｎｇ等［１１］提出了 ＤｅｅｐＣＰＵ，创建了
专用缓存感知分区，通过形式分析优化共享Ｌ３缓
存到私有Ｌ２缓存之间的数据移动。ＤｅｅｐＣＰＵ和
ＧＲＮＮ存在类似的问题，主要优化的是底层算子，
没有考虑序列可变带来的问题。Ｇａｏ等［１２］和

Ｓｉｌｆａ等［１３］都试图通过批处理相关技术进行性能

优化，但是没有针对底层算子进行进一步的提升。

除此之外，还有很多针对 ＧＰＵ平台对 ＬＳＴＭ［１４］、
ＧＲＵ［１５］和 Ｔｒａｎｓｆｏｒｍｅｒ［１６］的性能优化工作，其目
的都是提升在复杂模型情况下序列任务的执行

效率。

除了批处理优化和内核优化，还有一些其他

方式的相关工作：Ｋｕｍａｒ等［１７］提出了一个名为

Ｓｈｉｆｔｒｙ自动编译器，将浮点深度学习模型编译成
８位和１６位定点模型，显著降低内存需求，并且
使用了ＲＡＭ管理机制，可在物流网设备上获得
更低的延迟和更高的准确性；Ｔｈａｋｋｅｒ等［１８－２１］提

出了多种 ＲＮＮ压缩方法，探索了一种新的压缩
ＲＮＮ单元实现，最终实现了比剪枝更快的推理运
行时间和比矩阵分解更好的精度的效果。然而，

上述工作都是在牺牲精度的情况下进行 ＲＮＮ推
理优化，存在一定的局限性。此外，还有一些基于

现场可编程门阵列［２２－２３］（ｆｉｅｌｄｐｒｏｇｒａｍｍａｂｌｅｇａｔｅ
ａｒｒａｙ，ＦＰＧＡ）的ＲＮＮ高效实现研究。

·３２１·
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２　面向ＦＴＭ７０３２处理器的ＲＮＮ推理并
行优化

　　包括ＲＮＮ、ＬＳＴＭ在内的类循环神经网络计
算过程主要分为矩阵向量乘和激活函数等边缘算

子。本节对两类算子均进行了优化。其中，重点

对计算耗时较大的矩阵计算进行了优化，提出并

实现了面向长向量体系结构的行优先通用矩阵向

量乘（ｇｅｎｅｒａｌｍａｔｒｉｘｖｅｃｔｏｒｍｕｌｔｉｐｌｉｃａｔｉｏｎ，ＧＥＭＶ）
算法，有效提升计算效率。为了减少对片外存储

空间的访问，还将边缘算子和部分矩阵算子进行

了融合。

２．１　面向长向量处理器的行优先矩阵向量方法

常见的矩阵向量乘有两种格式，第一种为ｙ＝
ｘＡ，第二种为 ｙ＝Ａｘ，ＲＮＮ模型更加接近于第一
种，其中ｘ代表输入序列向量，Ａ代表权重矩阵。
假定矩阵Ａ的大小为ｋ×ｎ，向量 ｘ的大小为１×
ｋ，向量ｙ的大小为１×ｎ，且

ｙｊ＝ｘｉ×∑
ｋ－１

ｉ＝０
Ａｉｊ （２）

式中，ｊ＝０，１，２，…，ｎ－１。传统的实现方式是取
向量ｘ中的第ｉ个元素与矩阵 Ａ的每一行的第 ｉ
个元素进行对应的计算。然而，对于超长向量体

系结构来说，这种实现方式难以有效利用长向量

处理单元：一是矩阵 Ａ需要转置，增加大量的数
据访问，对于存储带宽本就较低的处理器而言，会

导致性能急剧下降；二是需要对最后结果进行规

约，ＦＴＭ７０３２处理器结构对于规约计算并不
友好。

针对这一问题，提出按行计算的 ＧＥＭＶ算
法，该向量化方法的基本思想是每次计算矩阵 Ａ
的一行元素，计算向量ｙ的第ｊ个值由ｋ次向量累
加完成。首先将向量 ｘ分成 ｐ组，假定 ｋ能被 ｐ
整除，每组包含ｑ个元素，然后取矩阵 Ａ的 ｑ行，
与向量ｘ对应的 ｑ个元素进行乘加运算，之后分

别从矩阵Ａ以及向量 ｘ取下一组元素进行对应
的计算，并且与上一组的结果进行相加，最后在 ｐ
组内部进行对应相加运算。图 ４表示其中组内
的矩阵向量乘实现。

图４　组内的矩阵向量乘实现
Ｆｉｇ．４　Ｍａｔｒｉｘｖｅｃｔｏｒｍｕｌｔｉｐｌｉｃａｔｉｏｎｉｍｐｌｅｍｅｎｔａｔｉｏｎ

ｗｉｔｈｉｎａｇｒｏｕｐ

基于上述原理，为减少循环开销，本文通过

手动编排汇编代码，让 ＶＰＥ的 ｖ个 ＦＭＡＣ指令
同时并行执行，并根据 ＦＭＡＣ指令延迟槽进行
循环展开，以获得较好的流水排布和最佳的性

能。以 ｑ＝８为例，核心汇编循环如图 ５所示。
ＳＬＤＨ指令表示将输入数据从 ＳＭ中按照半字大
小格式加载到标量寄存器中，这时标量寄存器中

低位数据为传输的半字大小的数据，高位数据为

０，但是因为标量寄存器可以存储单字大小的数
据，所以使用ＳＦＥＸＴＳ３２Ｌ指令将标量寄存器中的
低位数据扩展到高位上，使得高低位的数据都为

传输进来的单字大小的数据，继而使用 ＳＶＢＣＡＳＴ
指令将数据从标量寄存器广播到向量寄存器

ＶＲ，使用 ＶＬＤＷ／ＶＬＤＤＷ指令将数据以单字／双
字大小从ＡＭ加载到另外的向量寄存器ＶＲ，并使
用ＶＦＭＵＬＡＳ３２指令对不同的 ＶＲ寄存器中的数
据进行乘加计算，其中的ＳＢＲ指令为条件跳转语
句，用于算法的循环，ＳＵＢ指令用于控制循环变
量的自减。

图５　矩阵向量乘的核心循环
Ｆｉｇ．５　ＣｏｒｅｌｏｏｐｏｆＧＥＭＶ

·４２１·
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　　本文提出的矩阵向量乘的汇编代码的计算单
元利用率很高，当 ｋ＝１０２４时，最高利用率为
９９３％；当ｋ＝５１２时，最高利用率为 ９８６％；当
ｋ＝２５６时，最高利用率为９７３％。

２．２　向量拼接

如式（３）所示，循环神经网络计算包括大量
的矩阵向量乘。

ｘ×Ｗｉ＋Ｂｉ＋ｈ×Ｗｈ＋Ｂｈ （３）
式中，ｘ和 ｈ为向量，Ｗｉ和 Ｗｈ为权重，Ｂｉ和 Ｂｈ
为偏置。如果按照式（３）进行计算和长向量内核
调用，需要调用２次矩阵向量乘，且每次调用的计
算量较小，对于计算能力较强的处理器，会导致硬

件利用率较低。此外，对于计算单元足够多的处

理器，这种直接碎片式的调用也导致大量碎片式

存储空间的搬运过程。如式（３）所示，完成 ＲＮＮ
的一次操作，需要１１次数据传输（每个原始数据
需要１次，一共６次；每次运算出的中间结果需要
一次输出数据的传输，一共 ５次）。基于上述问
题，可以通过数据拼接，将多个小规模计算拼接成

较大规模数据的计算，以利用长向量处理单元的

强大计算能力和ＤＭＡ的大块数据传输效率。
具体而言，将ｘ和ｈ以及Ｗｉ和Ｗｈ分别进行

拼接，并将Ｂｉ和Ｂｈ进行累加，将式（３）转换成：
　ｘ×Ｗｉ＋Ｂｉ＋ｈ×Ｗｈ＋Ｂｈ＝ｘ＿ｈ×Ｗｉｈ＋Ｂｉｈ （４）

按照上述公式，１次 ＲＮＮ样本的运算只需要
进行１次加法以及１次乘法，以及５次数据传输
（每个原始数据需要１次，共３次；每次运算出的
中间结果需要一次输出数据的传输，共 ２次）。
这样做的好处在于，虽然整体的计算量不变，但是

通过减少碎片化数据的传输，提高了带宽利用率。

合并方式如图６所示。对于有多个时间步的计算，
输入ｘ＿ｈｉｔｊ按照如图 ６方式在双倍速率同步动态
随机存储（ｄｏｕｂｌｅｄａｔａｒａｔｅｓｙｎｃｈｒｏｎｏｕｓｄｙｎａｍｉｃ
ｒａｎｄｏｍａｃｃｅｓｓｍｅｍｏｒｙ，ＤＤＲ）中排列。其中ｘ＿ｈｉｔｊ
表示第ｉ个ｂａｔｃｈ的第ｊ个时间步输入数据。

图６　向量拼接后输入数据结构
Ｆｉｇ．６　Ｉｎｐｕｔｄａｔａｓｔｒｕｃｔｕｒｅａｆｔｅｒｖｅｃｔｏｒｃｏｎｃａｔｅｎａｔｉｏｎ

２．３　边缘算子融合

ＲＮＮ模 型 的 边 缘 算 子 一 般 为 ｔａｎｈ和
ｓｉｇｍｏｉｄ，公式分别如式（５）和式（６）所示。

ｔａｎｈｘ＝ｓｉｎｈｘｃｏｓｈｘ＝
ｅｘ－ｅ－ｘ

ｅｘ＋ｅ－ｘ
（５）

ｓｉｇｍｏｉｄ（ｘ）＝ １
１＋ｅ－ｘ

（６）

这两个算子都和ｅｘ相关，所以问题转换为高
效求解ｅｘ。本文通过泰勒展开的方式构造 ｅｘ的
近似值，如式（７）所示。

ｅｘ＝１＋１１！ｘ＋
１
２！ｘ

２＋…＋１５！ｘ
５＋１６！ｘ

６ （７）

为了更快收敛，采用以下步骤进行优化（需

要注意的是，该方法需要上下界约束）：

步骤１：预先计算ｌｎ２。

步骤２：令ｌ＝?ｘｌｎ２」，ｒ＝ｘ－ｌ×ｌｎ２。

步骤３：ｅｘ＝ｅｒ＋ｌ×ｌｎ２＝ｅｒｅｌ×ｌｎ２＝ｅｒ·２ｌ。
因为０≤ｒ＜ｌｎ２＜１，所以 ｅｒ会收敛得比较

快，而２ｌ可以通过位平移得到。当求得 ｅｘ的近
似值（在深度学习推理中，一般展开６次就能得
到不影响最终结果的近似值），ｔａｎｈ和 ｓｉｇｍｏｉｄ
算子便也能较好地构造，其中构造 ｅｘ的伪代码
如算法１所示。

算法１　基于ＤＳＰ的ｅｘ汇编核心算法
Ａｌｇ．１　ＡｓｓｅｍｂｌｙｋｅｒｎｅｌｃｏｄｅｏｆｅｘｏｎＤＳＰ

输入：大小为ｄｌｅｎ的数据ｉｎｐｕｔ，数据的上界ｕｐｂｏｒ，下界
ｄｏｗｎｂｏｒ

输出：大小为ｄｌｅｎ的数据ｏｕｔｐｕｔ

１．ｚ←向量长度，ｄｉｎｄｅｘ←０
２．ｗｈｉｌｅｄｉｎｄｅｘ＜ｄｌｅｎｄｏ

３．　ＶＲ０～７←ｌｎ２，
１
ｌｎ２，１！，２！，３！，４！，５！，６！

４．　ＶＲ８～１０←ＶＬＤ（ｉｎｐｕｔ）
５．　ｉｆＶＲ８～１０＞ｕｐｂｏｒｔｈｅｎ
６．　　ＶＲ８～１０←ｕｐｂｏｒ
７．　ｅｎｄｉｆ
８．　ｉｆＶＲ８～１０＜ｄｏｗｎｂｏｒｔｈｅｎ
９．　　ＶＲ８～１０←ｄｏｗｎｂｏｒ
１０．ｅｎｄｉｆ

１１．ＶＲ１１～１３←?
ＶＲ８～１０
ＶＲ０ 」

１２．ＶＲ１４～１６←ＶＲ８～１０－ＶＲ１１～１３×ＶＲ０
１３．ＶＲ１４～１６←通过式（７）使用乘加运算及 ＶＲ０～７

计算ｅｒ

１４．ＶＲ１８～２０←ＶＲ１１～１３左移２３位
１５．ＶＲ１８～２０←ＶＲ１８～２０＋ＶＲ１１～１３定点加法得到

ｅｒ·２ｌ

１６．ｏｕｔｐｕｔ←ＶＳＴ（ＶＲ１８～２０）
１７．ｉｎｐｕｔ＋＝ｚ，ｏｕｔｐｕｔ＋＝ｚ，ｄｉｎｄｅｘ＋＝ｚ
１８．ｅｎｄｗｈｉｌｅ

·５２１·
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　　当使用训练框架时，如ＴｅｎｓｏｒＦｌｏｗ或ＰｙＴｏｒｃｈ
来推理ＲＮＮ模型时，大量的函数调用和中间临时
结果传输导致大量的时间花费在一些非计算密集

型的边缘算子上。可通过内核融合的方法减少内

存访问的数量，利用片上存储提高数据的局域性。

同时也可以减少内核启动开销以减少额外开销。

本文主要实现了两个级别的内核融合策略：对于

ｔａｎｈ、ｓｉｇｍｏｉｄ等逐元素计算的算子，利用寄存器进
行计算单元的融合；而对于向量加、点乘等需要两

个输入的算子，利用核内空间 ＡＭ的大容量进行
算子融合。

２．４　数据敏感的多核并行优化方法

ＦＴＭ７０３２处理器采用共享 ＧＳＭ和 ＤＤＲ的
存储结构，且拥有最多８个计算核心。如何利用
更多的计算核心对批量数据进行处理以提高计算

效率，以及如何进行任务划分以提高片上存储利

用率成为多核优化的关键所在。

ＦＴＭ７０３２异构处理器通过ＤＭＡ完成核内外
空间的数据传输，例如从 ＤＤＲ到 ＧＳＭ或者 ＡＭ
等片上存储空间，常用的传输方式包括点对点和

广播两种方式。

通常来说，ＧＳＭ的带宽是 ＤＤＲ带宽的１０倍
以上，为了更好地提高存储带宽利用率，可将数据

尽可能地存放在 ＧＳＭ上，但是由于 ＧＳＭ的空间
有限，所以有些数据也会溢出到ＤＤＲ中。为了尽
可能地减少对ＤＤＲ的访问，本文设计了数据敏感
的数据划分方式，根据输入数据的大小采用不同

的数据存储模式和传输方式。

当向量长度较大时，即ｎ较大的情况下，在 ｎ
方向分核。将Ｗｉｈ和Ｂｉｈ存储在ＤＤＲ上，通过点对
点传输到核内空间ＡＭ；ｘ存储在ＧＳＭ中，通过点
对点传输到核内空间 ＳＭ；Ｏ存储在 ＡＭ中，通过
点对点传输到ＤＤＲ中，如图 ７所示，图中ｎｃ表示
计算核的数量。此外，还根据权重的大小对数据

存储生命周期进行了优化，如果满足式（８），将会
让Ｗｉｈ常驻在 ＡＭ中，极大地减少数据在 ＡＭ和
ＤＤＲ之间的传输。

ｎ－ｎｃ×ｚ＜０ （８）
式中，ｚ表示ＦＭＡＣ能处理的向量长度。

在这种实现模式下，每个核上的ｘ是一样的，
而每个核上的 Ｗｉｈ和 Ｂｉｈ是不一样的。因为在
ＧＳＭ上使用点对点和广播方式的传输效率近似，
所以采用点对点传输。

然而，当ｎ较小时，根据向量长度在ｎ方向分
核会导致部分核长时间无法利用。而推理应用通

常会采用高吞吐模式，将大批量数据捆绑输入，也

就是说有很多条序列同时输入，使得 ｂａｔｃｈ＿ｓｉｚｅ
（ｂｓｚ）很大。针对这种情况，本文设计了序列维度
的任务划分方式，如图８所示。

当输入序列数量较多时，采用 ｂｓｚ方向并行
的模式。将Ｗｉｈ和Ｂｉｈ放在ＤＤＲ上，通过广播方式
传输；ｘ放在ＧＳＭ上，通过点对点传输。

在这种实现方式中，每个核上的ｘ不一样，而
Ｗｉｈ和 Ｂｉｈ是一样的。考虑到在 ＤＤＲ上使用点对
点和广播方式的传输效率差异大，而广播方式效

率更高，因此采用广播传输。

图７　基于向量长度并行的多核分配方案
Ｆｉｇ．７　Ｍｕｌｔｉｃｏｒｅｄｉｓｔｒｉｂｕｔｉｏｎｓｃｈｅｍｅｂａｓｅｄｏｎｖｅｃｔｏｒｌｅｎｇｔｈｐａｒａｌｌｅｌｉｓｍ

注：Ｗｉｈｎｐ表示Ｗｉｈ的列数除以ｎｃ并且向上取整。

图８　基于多批量并行的多核分配方案
Ｆｉｇ．８　Ｍｕｌｔｉｃｏｒｅｄｉｓｔｒｉｂｕｔｉｏｎｓｃｈｅｍｅｂａｓｅｄｏｎｍｕｌｔｉｂａｔｃｈｐａｒａｌｌｅｌｉｓｍ
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３　实验结果和分析

对提出的面向长向量处理器的 ＲＮＮ并行优
化实现在自主 ＦＴＭ７０３２处理器上进行了测试，
并与基于 ＦＴ２０００＋（１６核）以及 ＩｎｔｅｌＧｏｌｄ
６２４２Ｒ（２０核）的实现结果进行了对比和分析。
首先，基 于 ＳＱｕＡＤ －１１［２４］ 以 及 ＯｐｅｎＳＬＲ
ＬｉｂｒｉＳｐｅｅｃｈＣｏｒｐｕｓ［２５］两个数据集，分别在 ＦＴ
Ｍ７０３２处理器和其他平台上对 ＲＮＮ和 ＬＳＴＭ模
型进行了性能测试以及比较；然后，对提出的各种

优化方法的效果进行了细化评估；接着对循环神

经网络中主要的计算模式矩阵向量乘进行了测

试；最后与传统方法进行了对比。

测试中向量 ｘ的大小为１×ｋ，矩阵 Ａ的大
小为 ｋ×ｎ，得到的向量 ｙ的大小为中１×ｎ。为
了测试的多样性，对 ＲＮＮ以及 ＬＳＴＭ模型常用
的４个参数进行了６组配置，如表１所示。其中
ｂａｔｃｈ＿ｓｉｚｅ（ｂｓｚ）、ｉｎｐｕｔ＿ｓｉｚｅ（ｉｐｔｓ）、ｈｉｄｄｅｎ＿ｓｉｚｅ（ｈｉｄｓ）、

表１　ＲＮＮ测试参数
Ｔａｂ．１　ＲＮＮｔｅｓｔｐａｒａｍｅｔｅｒｓ

配置编号 ｂｓｚ ｉｐｔｓ ｈｉｄｓ ｎｌ

１ １ 　２４０ 　３２０ １

２ ３２ １０２４ １０２４ １

３ ６４ １０２４ １０２４ １

４ ６４ １０２４ １０２４ ４

５ １２８ １０２４ １０２４ ４

６ ６４ １０２４ ２０４８ ４

ｎｕｍ＿ｌａｙｅｒｓ（ｎｌ）分别代表批次大小、输入大小、隐
藏层大小、网络层数。

３．１　整体性能评测

采用矩阵向量乘的方法适应序列的可变

性，并将边缘算子与矩阵乘算子进行了融合以

获得在长向量处理器上的良好性能。以上述两

个数据集为输入，分别在 ＦＴＭ７０３２、ＦＴ２０００＋
（１６核）以及 ＩｎｔｅｌＧｏｌｄ６２４２Ｒ（２０核）上对 ＲＮＮ
和ＬＳＴＭ的性能进行了测试，对同一数据集在不
同平台下的吞吐量进行了对比。其中后面两个

ＣＰＵ平台的实现是基于 ＰｙＴｏｒｃｈ框架，后端是标
准的深度神经网络库。测试结果分别如图９和
图１０所示。

从图９中可以看出，在各组参数下，提出的方
法在两个数据集上的性能都能大幅超过对应循环

神经网络模型在 ＦＴ２０００＋上的性能。从多组参
数配置的加速效果可以看出，当参数配置较大时，

加速效果更加明显，主要是因为：参数小时的计算

量也较小，可并行度较低，计算占比较低；而当参

数量增大时，可并行度增加，计算占比增加，加速

比有明显提升，最大可高达６２６８。
从图１０中可以看出，除了小参数的情况，提

出的方法在两个数据集上的性能都能超过对应模

型在ＩｎｔｅｌＣＰＵ上的性能，ＲＮＮ模型加速比最大
能达到３５１，ＬＳＴＭ模型最大加速比为３１２。而
ＦＴＭ７０３２的峰值计算能力与 ＩｎｔｅｌＣＰＵ相当，说
明提出的实现方法针对硬件结构进行了有效的

优化。

图９　基于长向量处理器的ＲＮＮ和ＬＳＴＭ模型推理相比于ＦＴ２０００＋的性能加速比
Ｆｉｇ．９　ＰｅｒｆｏｒｍａｎｃｅａｃｃｅｌｅｒａｔｉｏｎｒａｔｉｏｏｆＲＮＮａｎｄＬＳＴＭｍｏｄｅｌｉｎｆｅｒｅｎｃｅｂａｓｅｄｏｎｌｏｎｇｖｅｃｔｏｒ

ｐｒｏｃｅｓｓｏｒｃｏｍｐａｒｅｄｔｏＦＴ２０００＋
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图１０　基于长向量处理器的ＲＮＮ和ＬＳＴＭ模型推理相比于ＩｎｔｅｌＧｏｌｄ６２４２Ｒ的性能加速比
Ｆｉｇ．１０　ＰｅｒｆｏｒｍａｎｃｅａｃｃｅｌｅｒａｔｉｏｎｒａｔｉｏｏｆＲＮＮａｎｄＬＳＴＭｍｏｄｅｌｉｎｆｅｒｅｎｃｅｂａｓｅｄｏｎｌｏｎｇｖｅｃｔｏｒ

ｐｒｏｃｅｓｓｏｒｃｏｍｐａｒｅｄｔｏＩｎｔｅｌＧｏｌｄ６２４２Ｒ

３．２　基于可变序列的ＲＮＮ以及ＬＳＴＭ性能加速效果

本文采取矩阵向量乘的方法而不是矩阵乘的

方法进行ＲＮＮ及其变种ＬＳＴＭ的处理，主要原因
是ｂａｔｃｈ中的序列长度不一致导致计算量不一
致，如果使用矩阵乘实现，将引入很多的无效计

算。分析了两个数据集的序列长度分布，如

图１１、图１２所示。从图中可以看出，序列长度非
常不均匀，如果对序列长度进行补齐的话，将存在

大量的无效计算，可能导致性能的下降。

图１１　ＳＱｕＡＤ－１．１数据集序列长度分布
Ｆｉｇ．１１　ＳｅｑｕｅｎｃｅｌｅｎｇｔｈｄｉｓｔｒｉｂｕｔｉｏｎｏｆＳＱｕＡＤ１．１ｄａｔａｓｅｔ

图１２　ＯｐｅｎＳＬＲＬｉｂｒｉＳｐｅｅｃｈＣｏｒｐｕｓ数据集序列长度分布
Ｆｉｇ．１２　ＳｅｑｕｅｎｃｅｌｅｎｇｔｈｄｉｓｔｒｉｂｕｔｉｏｎｏｆＯｐｅｎＳＬＲ

ＬｉｂｒｉＳｐｅｅｃｈＣｏｒｐｕｓｄａｔａｓｅｔ

　　在不同的参数下，为了适应可变序列，采用矩
阵向量乘的方法，并且根据数据集的特点，将

ＳＱｕＡＤ－１．１的最大序列长度设置为 ３８４，将
ＯｐｅｎＳＬＲＬｉｂｒｉＳｐｅｅｃｈＣｏｒｐｕｓ数据集的最大序列
长度设置为５００，将适应可变序列的方法与固定
最大序列长度的方法进行对比，其中ＲＮＮ模型的
对比结果如图１３所示。

图１３　使用ＲＮＮ模型时，可变序列长度相比于固定序列长度的性能加速比
Ｆｉｇ．１３　Ｐｅｒｆｏｒｍａｎｃｅａｃｃｅｌｅｒａｔｉｏｎｒａｔｉｏｏｆｖａｒｉａｂｌｅｓｅｑｕｅｎｃｅｌｅｎｇｔｈｃｏｍｐａｒｅｄｔｏｆｉｘｅｄｓｅｑｕｅｎｃｅ

ｌｅｎｇｔｈｗｈｅｎｕｓｉｎｇＲＮＮｍｏｄｅｌ
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　　从图１３中可以看出，当 ｂｓｚ、ｉｐｔｓ以及 ｈｉｄｓ较
小时，提出的实现方式收益较小，因为在此情况

下，主要的时间消耗在数据搬运上，提高计算效率

的影响不大。但是随着各个参数的增大，数据搬

运的耗时占比慢慢减小，因此，通过针对算子等进

行的极致优化效果变得明显，最高能产生１７９的
加速比。

３．３　矩阵向量乘性能

本文实现了高效的矩阵向量乘算子库，通过

手动编排汇编的方式提高计算效率，对优化实现

后的矩阵向量乘和基于 ＰｙＴｏｒｃｈ框架下矩阵向量
乘在ＦＴ２０００＋ＣＰＵ的执行时间进行对比，不同
规模下的加速比如图１４所示。

从图１４中可以看出，所有参数下，提出的矩
阵向量乘的效率都高于 ＦＴ２０００＋，而当矩阵向
量维度比较大的时候，性能提升更加明显，性能提

升可达６倍以上。同时，本文注意到矩阵向量乘
的加速效果不如 ＲＮＮ以及 ＬＳＴＭ模型整体效果
明显，其原因有两点：第一点是矩阵向量乘本质上

不受可变序列长度的影响；第二点是使用ＲＮＮ以
及ＬＳＴＭ模型时，可以采用大批次，能更好地复用
权重。

图１４　基于长向量处理器的矩阵向量乘相比于
ＦＴ２０００＋的性能加速比

Ｆｉｇ．１４　Ｐｅｒｆｏｒｍａｎｃｅａｃｃｅｌｅｒａｔｉｏｎｒａｔｉｏｏｆｍａｔｒｉｘ
ｖｅｃｔｏｒｍｕｌｔｉｐｌｉｃａｔｉｏｎｂａｓｅｄｏｎｌｏｎｇｖｅｃｔｏｒ
ｐｒｏｃｅｓｓｏｒｃｏｍｐａｒｅｄｔｏＦＴ２０００＋

３．４　不同ＲＮＮ推理方法对比测试

通用的框架，如ＰｙＴｏｒｃｈ，使用矩阵乘实现ＲＮＮ
模型的推理，其主要考虑的问题是可以批量执行。

因此，矩阵乘算法需要首先对序列进行预处理，将所

有的带处理的序列进行对齐，然后进行并行处理。

这种模式需要更大的内存空间，同时会引入很多额

外的计算。本文对比了在长向量处理器上使用矩阵

乘以及矩阵向量乘对ＲＮＮ模型进行推理的吞吐量
性能，如图１５所示，提出的基于矩阵向量乘的方法
在ＲＮＮ模型推理上的加速比最大可达１．８２。

图１５　基于矩阵向量乘优化方法相对于矩阵乘实现方法的ＲＮＮ模型推理加速
Ｆｉｇ．１５　ＰｅｒｆｏｒｍａｎｃｅａｃｃｅｌｅｒａｔｉｏｎｒａｔｉｏｏｆｍａｔｒｉｘｖｅｃｔｏｒｍｕｌｔｉｐｌｉｃａｔｉｏｎｆｏｒＲＮＮｍｏｄｅｌｉｎｆｅｒｅｎｃｅ

ｃｏｍｐａｒｅｄｔｏｍａｔｒｉｘｍｕｌｔｉｐｌｉｃａｔｉｏｎ

４　结论

本文面向 ＦＴＭ７０３２长向量处理器对 ＲＮＮ
模型推理进行了优化。首先，对ＲＮＮ神经网络结
构进行剖析，将其分为了矩阵向量乘算子和边缘

算子，并根据处理器的体系结构，针对矩阵向量乘

算子，提出了基于按行计算的矩阵向量乘算法，在

多核层面采用了内核选择等优化方法；而针对边

缘算子，提出了两个级别的内核融合优化方法，并

且使用手写汇编对单核的两种算子进行了优化，

旨在挖掘ＦＴＭ７０３２处理器的最佳性能。实验表
明，提出的面向长向量处理器的ＲＮＮ实现效果较
好，相较于 ＦＴ２０００＋以及 ＩｎｔｅｌＧｏｌｄ６２４２Ｒ，
ＬＳＴＭ模型最多分别获得了６２６８倍以及３１２倍

·９２１·



国 防 科 技 大 学 学 报 第４６卷

的性能加速。
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