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面向大规模异构计算平台的 ＭｉｎｉＧｏ高效训练方法

李荣春，贺周雨!，乔　鹏，姜晶菲，窦　勇，李东升
（国防科技大学 并行与分布计算全国重点实验室，湖南 长沙　４１００７３）

摘　要：提出一种适用于大规模异构计算平台训练ＭｉｎｉＧｏ智能体的高效多级并行训练方法，包括节点间
任务级并行、中央处理器 －数字信号处理器（ｃｅｎｔｒａｌｐｒｏｃｅｓｓｉｎｇｕｎｉｔｄｉｇｉｔａｌｓｉｇｎａｌｐｒｏｃｅｓｓｏｒ，ＣＰＵＤＳＰ）异构并
行、ＤＳＰ核内并行。实现了高效的输入／输出部署，消除网络通信瓶颈。提出了面向 ＣＰＵＤＳＰ共享内存结构
的异构计算内存管理，减少异构设备间的数据搬运。实现了共享内存编程优化，并利用ＤＳＰ实现密集卷积计
算算子加速优化。结果表明，与１６核ＣＰＵ计算相比，单核ＤＳＰ算子加速最大加速比达１６４４；该方法实现计
算节点规模从１０６７扩展至４１３９，得到达到给定终止条件所需时间从４３０２ｈ降至１６０５ｈ，可扩展效率为
６９１％。评估表明，该方法能够实现ＭｉｎｉＧｏ在大规模异构计算平台的高效并行训练。
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　　强化学习（ｒｅｉｎｆｏｒｃｅｍｅｎｔｌｅａｒｎｉｎｇ，ＲＬ）是处理
决策问题的有效方法之一。强化学习中，智能体

通过策略做出动作，在和环境的交互中收集样本，

最大化长期回报，从而逐渐适应环境。借助深度

神经网络（ｄｅｅｐｎｅｕｒａｌｎｅｔｗｏｒｋｓ，ＤＮＮｓ）技术，
ＡｌｐｈａＧｏ［１］、ＡｌｐｈａＳｔａｒ［２］等深度强化学习（ｄｅｅｐ
ｒｅｉｎｆｏｒｃｅｍｅｎｔｌｅａｒｎｉｎｇ，ＤＲＬ）智能体在围棋、星际

争霸等比赛中打败了人类职业选手。ＤＲＬ成为
当前机器学习领域的研究热点之一，被广泛应用

于机器人控制、资源调度、自动驾驶等领域［３－８］。

为了优化提升智能体的决策能力，ＤＲＬ方法
需要收集大量任务相关的样本数据来训练。以

Ａｔａｒｉ中的深度 Ｑ学习网络［９］（ｄｅｅｐＱｌｅａｒｎｉｎｇ
ｎｅｔｗｏｒｋ，ＤＱＮ）训练为例，为了复现论文中智能
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体的水平，需要智能体与游戏交互千万步。同

时，巨大的状态空间、动作空间和长期稀疏的奖

励导致 ＤＲＬ智能体训练对算力需求高。ＯｐｅｎＡＩ
Ｆｉｖｅ［１０］使用了２５６块 Ｐ１００显卡，持续训练了１０
个月。正是由于 ＤＲＬ算法计算模式复杂、对算
力需求高的特点，使得其适合作为大规模计算

平台的系统性能评测应用。如何根据系统结构

特性，提高训练速度和智能体能力成为研究热

点之一。

ＭＬＰｅｒｆ［１１］中强化学习测试程序选型为
ＭｉｎｉＧｏ。ＭｉｎｉＧｏ涉及对弈仿真模拟、深度神经网
络的推理以及训练，计算过程复杂，需要面向系统

结构进行定制化适配。当前，ＭｉｎｉＧｏ在超算平台
适配研究中通常采用通用中央处理器（ｃｅｎｔｒａｌ
ｐｒｏｃｅｓｓｉｎｇｕｎｉｔ，ＣＰＵ）或者图形处理器（ｇｒａｐｈｉｃ
ｐｒｏｃｅｓｓｉｎｇｕｎｉｔ，ＧＰＵ）的硬件平台，针对第三方芯
片的适配处于空白。同时，当前ＭｉｎｉＧｏ超算适配
优化工作中，存在没有对算子进行定制化汇编优

化、冗余操作导致读写频繁、计算节点间通信开销

大、未针对异构设备特点进行针对性并行优化等

问题，出现训练效率低、可扩展效率低的现象。针

对以上问题，本文提出了一种高效的多层并行策

略，实现ＭｉｎｉＧｏ训练中计算任务的高效并行。结
合原型系统结构特点和ＭｉｎｉＧｏ训练计算模式，包
含节点间任务级并行、中央处理器 －数字信号处
理 器 （ｃｅｎｔｒａｌ ｐｒｏｃｅｓｓｉｎｇ ｕｎｉｔｄｉｇｉｔａｌ ｓｉｇｎａｌ
ｐｒｏｃｅｓｓｏｒ，ＣＰＵＤＳＰ）异构并行、ＤＳＰ核内并行。
结合ＭｉｎｉＧｏ训练中对文件系统的操作和原型系
统共享文件系统的特性，实现了一种高效输入／输
出（ｉｎｐｕｔ／ｏｕｔｐｕｔ，Ｉ／Ｏ）模块。通过优化样本文件、
模型文件的读写特性和改写训练中数据的读写行

为，有效减少了大规模分布式计算的 Ｉ／Ｏ开销。
面向ＣＰＵＤＳＰ共享内存结构的异构计算内存管
理，有效降低 ＣＰＵＤＳＰ异构计算中的数据搬运，
实现ＣＰＵ和ＤＳＰ之间的流水并行优化。同时将
算子计算卸载到 ＤＳＰ，ＣＰＵ负责进行蒙特卡罗树
搜索（ＭｅｎｔｏＣａｒｌｏｔｒｅｅｓｅａｒｃｈ，ＭＣＴＳ）、网络通信、
调度等任务。针对各算子计算 －访存特性，设计
了ＭｉｎｉＧｏ应用中典型算子并行优化方案，实现了
典型算子的高效计算。

１　相关工作

１．１　相关应用

２０１３年 ＤｅｅｐＭｉｎｄ提出 ＤＱＮ，融合深度学习
与传统强化学习 Ｑｌｅａｒｎｉｎｇ方法，在以 Ａｔａｒｉ为代
表的决策类应用中取得了突破性进步。随后

ＤＲＬ在围棋、即时战略游戏等领域取得里程碑式
的突破。ＭＬＰｅｒｆ选择 ＭｉｎｉＧｏ为强化学习基准测
试应用。

ＭｉｎｉＧｏ是根据 ＡｌｐｈａＧｏＺｅｒｏ论文编写的开
源围棋智能体训练代码。ＭＬＰｅｒｆ封闭模型分区
的强化学习基准测试应用 ＭｉｎｉＧｏ提供的是单节
点执行版本，其流程如算法 １伪代码所示。主
要分为两个阶段：训练模型和评估模型。阶段１
又可分为训练和自我博弈。从当前模型前５个
模型产生样本中随机采样作为数据集。迭代 １
个ｅｐｏｃｈ得到新模型。新模型进行自我博弈，得
到对应的样本集，加入下一次迭代。当最新模

型产生指定对局数后，开启下一次训练。重复

阶段１，得到１００个模型。进入阶段２进行模型
评估。训练得到模型依次与目标模型对弈，记

录胜率。当胜率超过 ５０％，认为当前模型足够
智能，达到训练目标，输出训练该模型所需

时间。

算法１　单节点版本的ＭｉｎｉＧｏ算法
Ａｌｇ．１　ＭｉｎｉＧｏａｌｇｏｒｉｔｈｍｏｆｓｉｎｇｌｅｎｏｄｅｖｅｒｓｉｏｎ

输入：训练模型 Ｍ，读模型样本窗口数 Ｗ，自我博弈阶
段对弈局数Ｎ，模型自我博弈产生样本 Ｓ，模型评估对
局数Ｅ，目标模型Ｔ
输出：达到５０％胜率模型所需训练时间ｔ

根据模型Ｍ初始化参数
ｆｏｒｉ＝１∶１００ｄｏ
　　从最近Ｗ个模型产生的样本Ｓ＿｛ｉ－１｝，…，Ｓ＿｛ｉ－
Ｗ｝中随机采样，作为数据集
　　迭代１个ｅｐｏｃｈ训练得到新模型Ｍｉ
　　新模型Ｍｉ进行自我博弈，产生样本Ｓｉ
　　监控 Ｓｉ数量，达到 Ｎ局时，启动下一次训练；否

则，等待

ｅｎｄｆｏｒ
ｆｏｒｉ＝１∶１００ｄｏ
　　模型Ｓｉ与目标模型Ｔ对弈Ｅ局，统计胜率

　　胜率超过５０％，输出ｔ，中止
ｅｎｄｆｏｒ

１．２　深度强化学习方法、分布式和并行化

ＤＲＬ需要收集大量智能体和环境交互的数
据。利用样本训练来提升智能体的决策能力。

ＤＲＬ相关工作中除了训练算法方面的改进外，还
有围绕高效利用计算集群进行的研究。下面着重

对高效利用计算集群方面的相关研究工作进行

梳理。

·０１２·
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Ｏｎｇ等［１２］使用 ＤｉｓｔＢｅｌｉｅｆ［１３］实现了 ＤＱＮ的
多节点异步训练。２０１５年，ＤｅｅｐＭｉｎｄ构建了第
一个用于深度强化学习的大规模分布架构

Ｇｏｒｉｌａ［１４］。Ｍｎｉｈ等提出的Ａ３Ｃ［１５］算法针对Ｇｏｒｉｌａ
框架的限制，使用了１台机器的多个ＣＰＵ线程作
为多个异步 ａｃｔｏｒｓｌｅａｒｎｅｒｓ，挖掘并行探索样本多
样性对加快训练收敛速度的影响。ＡｐｅＸ［１６］设计
了分布式优先级经验回放策略，使智能体能够从

比以前更多数量级的数据中有效地学习。

ＩＭＰＡＬＡ［１７］提出了一种被称为 Ｖｔｒａｃｅ的非策略
校正方法，该方法保证了智能体在高吞吐量下的

稳定学习。ＩＭＰＡＬＡ框架也实现了扩展到数百台
机器的分布式学习。除了结合具体 ＤＲＬ应用和
算法的框架，研究人员也关注分布式训练框架。

例如 ＲＬｌｉｂ［１８］，一种基于 Ｒａｙ［１９］开发的强化学习
开发工具集。

１．３　ＭＬＰｅｒｆ中ＭｉｎｉＧｏ提交情况分析

ＭＬＰｅｒｆ是一套测量机器学习性能的基准，在
工业界和学界得到广泛的认可。强化学习应用分

区的基准测试应用是 ＭｉｎｉＧｏ。ＭｉｎｉＧｏ是根据
ＡｌｐｈａＧｏＺｅｒｏ论文编写的开源围棋智能体训练代
码。已向ＭＬＰｅｒｆ榜单提交 ＭｉｎｉＧｏ项目实验结果
的机构有：ＮＶＩＤＩＡ和 Ｉｎｔｅｌ。对它们提交的代码
和实验结果进行分析。ＮＶＩＤＩＡ以 ｄｇｘａ１００＿
ｎｇｃ２００６机器作为１个计算节点。每台 ｄｇｘａ１００＿
ｎｇｃ２００６拥有 ２个 ＡＭＤＥＰＹＣ７７４２ＣＰＵ；８个
Ａ１００ＳＸＭ４４０ＧＢＧＰＵ。计算节点规模分别为１
个节点、２个节点、３２个节点和２２４个节点。分析
ＮＶＩＤＩＡ提交的代码，使用 ＯＰＥＮＭＰＩ进行通信，
调用Ｈｏｒｏｖｏｄ框架［２０］实现分布式训练。优化的

重点是 ＤＮＮｓ的推理训练，比如推理时数据格式
为ＢＦ１６等。分析ＮＶＩＤＩＡ提交的实验结果，单节
点得到合格智能体需要训练１８７７０ｓ，节点规模
增加至２２４个时需要训练１１００ｓ，可扩展效率约
７８％。达到终止条件，智能体所需迭代次数随
着节点数增加而增加，从４２次迭代增加到６５次
迭代。随着节点数增大，ｄｇｘａ１００＿ｎｇｃ２００６系
统将面临的问题是：①迭代次数增大；②网络通
信成为性能瓶颈。Ｉｎｔｅｌ提交的结果和优化代码
也有类似的倾向。优化的重点是采用 ＩＮＴ８的
推理优化。

２　高效训练方法

２．１　系统架构

本文方法所依托的计算平台为如图１所示。

原型系统硬件平台由高速网络、并行文件系统、异

构计算芯片等构成。原型系统软件平台为计算任

务池提供任务调度、任务分配、数据管理和负载均

衡服务。原型系统的操作系统内核版本为

Ｕｂｕｎｔｕ１９．０４，编译环境为 ｇｃｃ８．３．０，并行文件系
统为Ｌｕｓｔｒｅ，信息传递服务由ＴＨＥｘｐｒｅｓｓ提供。

图１　大规模异构计算平台体系结构
Ｆｉｇ．１　Ｓｙｓｔｅｍａｒｃｈｉｔｅｃｔｕｒｅｏｆｌａｒｇｅｓｃａｌｅ
ｈｅｔｅｒｏｇｅｎｅｏｕｓｃｏｍｐｕｔｉｎｇｐｌａｔｆｏｒｍ

原型系统中，节点间通信使用的是自建高速

网络，分为配置网络和数据网络，如图１中双实
线②所示，通信带宽１００Ｇｂｉｔ／ｓ。节点间共享存
储使用的是自研高速网络，如图１中单实线①所
示，通信带宽１００Ｇｂｉｔ／ｓ。

图１中，每个计算节点③由 ＣＰＵ④和 ＤＳＰ⑤
构成 ＣＰＵＤＳＰ异构计算节点。ＣＰＵ和 ＤＳＰ簇之
间共享双倍数据速率（ｄｏｕｂｌｅｄａｔａｒａｔｅ，ＤＤＲ）内
存空间⑥。ＤＤＲ和 ＤＳＰ端数据之间有多个直接
存储访问（ｄｉｒｅｃｔｍｅｍｏｒｙａｃｃｅｓｓ，ＤＭＡ）通道⑦，实
现ＤＤＲ和ＤＳＰ端之间的高速数据访问，读写带
宽４２６ＧＢ／ｓ。每个计算节点包含 １个 １６核
ＡＲＭｖ８ＣＰＵ和 １个 ＤＳＰ簇。１６核 ＣＰＵ是裁剪
版的ＰｈｙｔｉｕｍＦＴ２０００ｐｌｕｓＰｒｏｃｅｓｓｏｒ。ＣＰＵ核可以
访问ＤＳＰ所有共享资源，ＤＳＰ核只能访问 ＤＳＰ核
内私有的资源和 ＤＳＰ簇内共享的资源。ＤＳＰ簇
包含２４个ＤＳＰ核，１个６ＭＢ的片上全局共享内
存（ｇｌｏｂａｌｓｈａｒｅｄｍｅｍｏｒｙ，ＧＳＭ）瑏瑡。ＤＳＰ单核内
拥有１个６４ＫＢ的私有标量内存（ｓｃａｌａｒｍｅｍｏｒｙ，
ＳＭ）⑧、１个 ７６８ＫＢ的私有向量内存（ａｒｒａｙ
ｍｅｍｏｒｙ，ＡＭ）⑨、一个向量处理单元（ｖｅｃｔｏｒ
ｐｒｏｃｅｓｓｉｎｇｕｎｉｔ，ＶＰＵ）⑩。ＶＰＵ由１６个向量处理
部件（ｖｅｃｔｏｒｐｒｏｃｅｓｓｉｎｇｅｌｅｍｅｎｔ，ＶＰＥ）组成，可以
实现高吞吐单精度浮点计算。单核 ＤＳＰ在
１８ＧＨｚ下处理ＦＰ３２的峰值性能是３４５６ＧＦｌｏｐｓ。

２．２　高效多级并行策略

ＭｉｎｉＧｏ应用计算复杂，主要分为训练和自我
博弈，如算法１所示。训练和自我博弈任务互相
依赖，交替进行。为了充分发挥原型系统中计算

节点多、加速卡计算速度快等优势，训练任务可按

·１１２·
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照多节点间数据并行、节点内ＣＰＵＤＳＰ异构流水
并行、ＤＳＰ核间并行以及 ＤＳＰ指令集并行进行。
同理，自我博弈任务也按照这三级并行对任务进

行映射。

本文设计了一种高效的多级并行策略，如

图２所示。该策略包括节点并行、节点内 ＣＰＵ
ＤＳＰ异构流水并行和 ＤＳＰ核间并行以及 ＤＳＰ指
令集并行。

图２　高效多级并行策略示意图
Ｆｉｇ．２　Ｓｃｈｅｍａｔｉｃｄｉａｇｒａｍｏｆｅｆｆｉｃｉｅｎｔｍｕｌｔｉｌｅｖｅｌｐａｒａｌｌｅｌｓｔｒａｔｅｇｙ

２．３　节点并行

算法１的训练任务、自我博弈任务的计算任
务按照上述三级并行策略映射。使用原型系统

Ｎｔｒａｉｎ＋Ｎｓｐ个节点进行 ＭｉｎｉＧｏ训练任务，其中
Ｎｔｒａｉｎ是分布式训练新的模型的节点数量，Ｎｓｐ是自
我博弈产生训练样本的节点数量。

２．３．１　分布式计算
分布式训练任务使用 Ｎｔｒａｉｎ个节点。节点间

执行数据并行，如图２的①训练所示。首先将当
前模型的样本文件夹中的样本打乱混洗、均匀分

为Ｎｔｒａｉｎ个片段。然后将样本传输到各个训练节
点。各个节点读取相同的最新模型参数值后开始

计算。经过前向和反向计算得到各参数的梯度。

各节点的梯度值归约得到参数的更新值，再广播

给各个训练节点，更新各自模型参数。像这样迭

代指定步数。其中，为减少节点间梯度值归约计

算时受通信带宽的影响，采用 ＲｉｎｇＡｌｌＲｅｄｕｃｅ方
法更新参数。

分布式自我博弈任务使用 Ｎｓｐ个节点。节点
间进行任务级并行，如图２的①自我博弈所示。
每个节点使用最新模型，进行自我博弈，从而得到

训练样本。产生的样本保存在最新模型对应的样

本文件夹下，作为下次训练的训练数据集。

２．３．２　高效Ｉ／Ｏ部署
不同于传统高性能计算（ｈｉｇｈｐｅｒｆｏｒｍａｎｃｅ

ｃｏｍｐｕｔｉｎｇ，ＨＰＣ）应用，在多节点分布式 ＭｉｎｉＧｏ
训练中，节点间会频繁进行数据交换。随着节点

规模增大，这种瞬时的并发跨节点通信将成为性

能瓶颈。

本文方法根据系统结构特性进行了高效 Ｉ／Ｏ
部署，将大规模节点间的瞬时通信转换成离散的

即时通信。在自我博弈中，Ｎｓｐ个自我博弈节点完
成１个对局即时写入共享存储中，将瞬时并发网
络访问消峰，变成若干异步网络访问。在训练开

始阶段，主训练节点从共享存储读取最近５个模
型产生的所有对局文件，进行样本文件压缩再写

回共享存储。Ｎｔｒａｉｎ个训练节点从共享存储中读取

·２１２·
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对应样本文件，开始分布式训练。得到最新的模

型后写入共享存储。自我博弈节点从共享存储读

取最新模型进行自我博弈。如此循环，直到得到

迭代足够多次的模型。通过更改 ＭｉｎｉＧｏ的文件
读写行为完成瞬时并发网络消峰和冗余操作消

除，实现了高效的Ｉ／Ｏ部署。

２．４　ＣＰＵＤＳＰ异构协同计算

ＣＰＵＤＳＰ异构协同计算可分为数据预取与
流水并行、共享内存编码两个部分。

２．４．１　数据预取与流水并行
本节优化可分为数据预取操作和流水并行操

作，如图２的②所示。
数据预取操作重叠了 ＣＰＵ数据准备和 ＤＳＰ

算子计算时间。通过设置一个根据需求动态改变

大小的缓冲池，多线程执行数据的入队到缓冲池

中。训练开始时，模型直接从缓冲池提取数据。

数据的加载和读取可以同时执行，没有阻塞，从而

Ｉ／Ｏ的时间几乎可以忽略不计。
异构设备流水并行操作重叠了 ＣＰＵ数据处

理和ＤＳＰ算子计算时间。ＣＰＵ数据处理包括网
络构建、节点间通信、归约计算、ＭＣＴＳ。以自我博
弈任务为例，智能体下一步行动根据 ＭＣＴＳ结果
确定。ＭＣＴＳ分为选择、扩展、推理、回溯，其中选
择和推理需要训练模型的推理结果。因此，将复

杂的计算任务分割，将网络算子计算卸载到 ＤＳＰ
进行，其余在 ＣＰＵ进行，实现了异构设备间的流
水并行。

２．４．２　共享内存编码
根据原型系统 ＣＰＵ和 ＤＳＰ有共享物理空间

的特性设计了共享内存编程，同时提供了一个基

于ＴｅｎｓｏｒＦｌｏｗ的共享内存编码模式下的算子异构
计算库。

根据原型系统中存储管理硬件逻辑设计，修

改ＴｅｎｓｏｒＦｌｏｗ等深度学习框架的算子内存管理，
去掉 ＣＰＵＤＳＰ和 ＤＳＰＣＰＵ的 ２次数据传递操
作，将数据存储在 ＣＰＵＤＳＰ共享存储段。变量、
输入／输出等内存管理全周期都在共享物理地址
空间，既无数据搬运的问题，也无须复杂的流水调

度重叠通信和计算。同时，提供了易于使用的共

享内存编码模式下的算子异构计算库。

２．５　ＤＳＰ并行

实现ＤＳＰ核间并行以及 ＤＳＰ指令集并行可
以加速算子计算。结合性能分析工具，发现

ＭｉｎｉＧｏ应用的计算热点集中在神经网络推理和
训练过程，具体而言是卷积、批归一化（ｂａｔｃｈ

ｎｏｒｍａｌｉｚａｔｉｏｎ，ＢＮ）等典型算子。为了降低ＭｉｎｉＧｏ
应用执行时间，针对上述算子进行了汇编优化，将

其卸载到ＤＳＰ中高效执行。
如图２中 所示，将输入数据均匀划分，实现

ＤＳＰ核间数据并行计算。如图２中 所示，充分

开发了向量处理器的标量、向量协同数据加载能

力，多计算资源并行计算能力，实现紧凑的流水线

并行。

以ｃｏｎｖ３×３的直接卷积过程为例，其计算过
程如图３所示。其中，图３（ａ）为前向计算过程，
图３（ｂ）为反向计算过程。在前向计算中，输入
ｆｅａｔｕｒｅ大小为 ＮＨＷＣ，卷积核大小为３×３×Ｃ×
Ｋ，输出大小为 ＮＨＷＫ。其中，Ｎ为批数据大小，Ｈ
为高，Ｗ为宽，Ｃ为通道数，Ｋ为输出通道数。通
过分析前向计算过程可知，其中 Ｎ维度 ｂａｔｃｈ之
间无计算相关性。可利用这个特点实现 ＤＳＰ簇
内多核并行。对于每个 ｂａｔｃｈ为 Ｎ／２４的直接卷
积，输出通道 Ｋ维度之间无计算相关性，可实现
ＤＳＰ计算单元的硬件并行。在反向计算中，输入
ｆｅａｔｕｒｅ大小为 ＮＨＷＣ，输入 ｌａｓｔ＿ｇｒａｄ大小为
ＮＨＷＫ，卷积核大小为３×３×Ｃ×Ｋ。输出是权重

（ａ）前向计算
（ａ）Ｆｏｒｗａｒｄｃａｌｃｕｌａｔｉｏｎ

（ｂ）反向计算
（ｂ）Ｂａｃｋｗａｒｄｃａｌｃｕｌａｔｉｏｎ

图３　ｃｏｎｖ３×３的计算过程示意图
Ｆｉｇ．３　Ｓｃｈｅｍａｔｉｃｄｉａｇｒａｍｏｆｃａｌｃｕｌａｔｉｏｎ

ｐｒｏｃｅｓｓｏｆｃｏｎｖ３×３

·３１２·
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更新值和输入更新值，大小不变，分别是３×３×
Ｃ×Ｋ和ＮＨＷＣ。根据对其计算过程进行拆分，可
以分为两个部分：第一，ｂａｔｃｈ之间无计算相关性
的，利用 ＤＳＰ多核、核内多计算单元并行；第二，
ｂａｔｃｈ之间存在的数据交互，则使用直接累加归约
和二分累加归约。

前向计算在核上的映射过程为：将特征图从

ＤＤＲ加载到核内ＳＭ中，卷积核从ＤＤＲ加载到核
内ＡＭ中。核心计算为特征图的１个数据广播为
Ｋ份，和卷积核 Ｋ个数据的向量乘，得到 Ｋ个累
加结果。循环核心计算，累加３×３×Ｃ次，得到
１×１×Ｋ个结果。然后再 Ｈ和 Ｗ上循环。设计
实现的卷积并行方案如图４。

图４　ｃｏｎｖ３×３前向计算映射示意图
Ｆｉｇ．４　Ｓｃｈｅｍａｔｉｃｄｉａｇｒａｍｏｆｃｏｎｖ３×３

ｆｏｒｗａｒｄｃａｌｃｕｌａｔｉｏｎｍａｐｐｉｎｇ

反向计算在核上的映射过程为：将特征图从

ＤＤＲ加载到核内 ＳＭ中，卷积核和输入梯度值加
载到核内ＡＭ中。核心计算是将一组输入梯度值
放入向量寄存器（ｖｅｃｔｏｒｒｅｇｉｓｔｅｒ，ＶＲ）中，特征图
放入寄存器（ｒｅｇｉｓｔｅｒ，Ｒ）中。将输入梯度值核特
征图放入浮点乘累加操作器 （ｆｌｏａｔｍｕｌｔｉｐｌｙ
ａｃｃｕｍｕｌａｔｅ，ＦＭＡＣ）中进行乘累加操作得到 １×
１×Ｃ×Ｋ的结果。如此平移循环９次，得到１组
Ｈｆ×Ｗｆ×Ｃ×Ｋ的参数梯度矩阵。单个核内同时
进行多组计算，得到多组参数梯度矩阵，将它们进

行直接累加归约，然后放入 ＧＳＭ。核间进行二分
累加，得到最后的结果。

３　实验分析

为了测试本文方法的性能，做了以下实验设

置。实验的数据集来自智能体自我博弈，每一次

模型迭代对弈８１９２局作为样本。训练停止条件
为智能体与目标智能体对弈胜率超过５０％。如
无特别说明，根据３１１实验分析选择Ｎｔｒａｉｎ＝４３，
ｂａｔｃｈｓｉｚｅ取９６。其他超参数设置与 ＭＬＰｅｒｆ默认

参数一致。

３．１　核心技术

３．１．１　节点间优化
节点间的优化主要表现在Ｉ／Ｏ优化和实现分

布式训练与自我博弈。

１）Ｉ／Ｏ优化：在大规模并行训练开始阶段时，
大量节点同时进行数据操作会对共享文件系统产

生很大的瞬时读写需求。在本小节展示了高效

Ｉ／Ｏ部署前后训练开始阶段数据传输耗时对比。
实验内容为记录在训练开始阶段，共享文件系统

中数据读写时间。实验分为优化前和优化后两

组，每组实验重复３次。Ｉ／Ｏ性能对比如表１所
示，重复实验得到的实验结果波动较大。这是由

于在多租户场景下，受到了其他租户负载的影响。

在优化前，最大耗时１１１９５ｓ，最小耗时２７３０ｓ。
在优化后，最大耗时７７９ｓ，最小耗时１４０ｓ。本文
提出的高效Ｉ／Ｏ部署优化方法取得了显著效果。
本文方法中的高效 Ｉ／Ｏ部署优化有效支撑了
ＭｉｎｉＧｏ的大规模并行训练。

表１　Ｉ／Ｏ性能对比
Ｔａｂ．１　Ｉ／Ｏｐｅｒｆｏｒｍａｎｃｅｃｏｍｐａｒｉｓｏｎ

类别 序号 开始 结束 时间间隔／ｓ

优化前

Ｔｒａｃｅ１ １１：３３：１３ １４：３９：４８ １１１９５

Ｔｒａｃｅ２ １５：０４：０１ １６：０１：０３ ３４２３

Ｔｒａｃｅ３ １０：１３：１４ １０：５８：４４ ２７３０

优化后

Ｔｒａｃｅ４ １６：５８：４９ １７：１０：５０ ７２１

Ｔｒａｃｅ５ １７：５３：２１ １８：０６：２０ ７７９

Ｔｒａｃｅ６ ０９：１４：０３ ０９：１６：２３ １４０

２）分布式自我博弈：本小节讨论了 Ｉ／Ｏ优化
后，分布式自我博弈完成速度。表２展示了迭代
１个模型，分布式自我博弈耗时随着节点数增加
的变化。可以看到，１０２４个节点平均耗时
３０００ｓ。当节点数量翻１倍时，耗时为原来的一
半，平均耗时约为１４００ｓ。从实验结果可知，经

表２　分布式自我博弈平均耗时分析
Ｔａｂ．２　Ａｖｅｒａｇｅｔｉｍｅｃｏｎｓｕｍｉｎｇａｎａｌｙｓｉｓｏｆ

ｄｉｓｔｒｉｂｕｔｅｄｓｅｌｆｇａｍｅ

总样本数 节点数 平均时间／ｓ

８１９２ １０２４ ３０００

８１９２ ２０４８ １４００

８１９２ ４０９６ ６９９
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过Ｉ／Ｏ优化，节点数增加伴随的 Ｉ／Ｏ操作增加没
有影响自我博弈样本产生速度。自我博弈节点规

模越大，自我博弈平均时间线性减少。

３）分布式训练：在本节讨论了分布式训练的
时间（通信时间、计算时间、归约时间）与节点数

的关系，如图 ５所示。固定总的 ｂａｔｃｈｓｉｚｅ都为
４１２８，ｓｔｅｐ数为 ２４１。当节点数减少，单节点
ｂａｔｃｈｓｉｚｅ增大，计算规模增大，计算时间随之增
大。当节点数增大，通信量增大，多节点归约的通

信时间随之增加。本文设置了４组实验。如图５
所示，当训练节点数为 ８６、单节点 ｂａｔｃｈｓｉｚｅ为
４８时，与其他实验设置相比，总的训练时间最短，
但通信时间最长。当训练节点数为 ４３、单节点
ｂａｔｃｈｓｉｚｅ为９６时，网络开销小于其他参数设置实
验。实验结果表明，节点数增加，ｓｔｅｐ的通信时间
变化不大。通信时间不变是因为将算子计算卸载

到ＤＳＰ进行，使得ＣＰＵ足够完成除算子计算以外
的其他操作。所以，在后续实验中 ｂａｔｃｈｓｉｚｅ设置
为９６，训练节点数量Ｎｔｒａｉｎ＝４３。

图５　网络开销与节点数的关系
Ｆｉｇ．５　Ｒｅｌａｔｉｏｎｓｈｉｐｂｅｔｗｅｅｎｎｅｔｗｏｒｋｏｖｅｒｈｅａｄａｎｄ

ｎｕｍｂｅｒｏｆｎｏｄｅｓ

３．１．２　ＣＰＵＤＳＰ异构计算优化
在本节中展示了 ＣＰＵＤＳＰ异构计算下的数

据预取优化的性能提升，以及共享内存编码优化

的性能提升。

１）数据预取：实验设置为使用单节点进行端
到端的模型训练，顺序地加载和读取大小为１３×
１９×１９×９６的ＦＰ３２数据。数据预取优化性能对
比如表３所示，ＣＰＵＤＳＰ执行异构流水并行重叠
的时间为５４５５ｍｓ。优化后加载和读取数据耗时
从５８９ｍｓ降至４３６ｍｓ，加速比高达１３５。从实
验结果可知，数据预取的优化折叠了大部分数据

加载和读取时间。

表３　数据预取优化性能对比
Ｔａｂ．３　Ｐｅｒｆｏｒｍａｎｃｅｃｏｍｐａｒｉｓｏｎｏｆｄａｔａ

ｐｒｅｆｅｔｃｈｉｎｇｏｐｔｉｍｉｚａｔｉｏｎ

操作
优化

前／ｍｓ
优化

后／ｍｓ
折叠时

间／ｍｓ
加速比

ＩｔｅｒａｔｏｒＧｅｔＮｅｘｔ ５８．９ ４．３６ ５４．５５ １３．５

２）共享内存编码：通过训练时间来衡量共享
内存编程模型带来的性能提升。共享内存编码优

化前后计算时间对比如表４所示，共享内存编程
模型优化对算子计算速度提升明显。卷积算子分

为四种，分别是：ｃｏｎｖ３＿ｉｎｉｔｉａｌ，ｃｏｎｖ３＿ｒｅｓｉｄｕａｌ，
ｃｏｎｖ１＿ｐｏｌｉｃｙ，ｃｏｎｖ１＿ｖａｌｕｅ。ｃｏｎｖ３＿ｉｎｉｔｉａｌ在反向计
算优化前后加速比达 ７２２。ｃｏｎｖ＿ｒｅｓｉｄｕａｌ优化
后，前向计算耗时从３９７３４ｍｓ降到７２５７ｍｓ，反
向计算耗时从６６５６５ｍｓ降到１３２８４ｍｓ。ＢＮ＋
ＲｅＬＵ算子在网络中被反复调用了１３次，前向计
算和后向计算的优化前后加速比分别是３７５和
３１３。从整个训练过程来说，１个步长，前向计算
总耗时从１６１９９６ｍｓ降至３９８７７ｍｓ，后向计算
总耗时从２６６１０６ｍｓ降至 ７５６５７ｍｓ。优化前
后，计算时间加速比为３７１，考虑到归约和训练
启动开销，训练时间的加速比为２３９。

表４　共享内存编码优化前后计算时间对比
Ｔａｂ．４　Ｃｏｍｐａｒｉｓｏｎｏｆｃａｌｃｕｌａｔｉｏｎｔｉｍｅｂｅｆｏｒｅａｎｄａｆｔｅｒ

ｓｈａｒｅｄｍｅｍｏｒｙｃｏｄｉｎｇｏｐｔｉｍｉｚａｔｉｏｎ

计算

类型
算子类型

算子

数量

优化

前／ｍｓ
优化

后／ｍｓ
加速

比

前向

计算

ｃｏｎｖ３＿ｉｎｉｔｉａｌ １ ２５．２９３ 　７．８０６ ３．２４

ｃｏｎｖ３＿ｒｅｓｉｄｕａｌ １２ ３９．７３４ ７．２５７ ５．４８

ｃｏｎｖ１＿ｐｏｌｉｃｙ １ ２５．０２４ ２．０９９ １１．９２

ｃｏｎｖ１＿ｖａｌｕｅ １ ２１．８４８ ２．０１３ １０．８５

ＢＮ＋ＲｅＬＵ １３ ７９．８９９ ２１．３２１ ３．７５

反向

计算

ｃｏｎｖ３＿ｉｎｉｔｉａｌ １ ２８．６５１ 　３．９６６ ７．２２

ｃｏｎｖ３＿ｒｅｓｉｄｕａｌ １２ ６６．５６５ １３．２８４ ５．０１

ｃｏｎｖ１＿ｐｏｌｉｃｙ １ ６９．６０６ １１．１９５ ６．２２

ｃｏｎｖ１＿ｖａｌｕｅ １ ５８．１９４ １１．０４５ ５．２７

ＢＮ＋ＲｅＬＵ １３ １２７．３９３ ４０．６３６ ３．１３

３．１．３　ＤＳＰ平台算子计算优化
在本节中，展示了 ＤＳＰ平台算子计算优化的

性能提升。首先，分析了模型训练过程中各个算

子所占用的训练时间。然后，将耗时占比大的算
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子计算卸载到ＤＳＰ进行，并展示了算子计算优化
效果。

１）计算热点分析：使用单核 ＣＰＵ进行训练
时，各个算子的计算时间占比如图６所示。各算
子占比有较大差异。特别地，卷积计算消耗了训

练中计算耗时的绝大部分，在前向计算中耗时占

比是 ９０８８％，在 反 向 计 算 中 耗 时 占 比 是
９０６６％。ＢＮ计算时间占前向计算时间的
７７８％，占反向计算时间的 ８１５％。ＲｅＬＵ和全
连接的前向、反向计算时间分别占比不到 １％。
因此，本文优化了耗时占比大的算子计算。

图６　当只使用ＣＰＵ进行训练时，各个算子在
前向计算和反向计算中的耗时

Ｆｉｇ．６　ＷｈｅｎｏｎｌｙＣＰＵｉｓｕｓｅｄｆｏｒｔｒａｉｎｉｎｇ，
ｔｈｅｔｉｍｅｃｏｎｓｕｍｐｔｉｏｎｏｆｅａｃｈｏｐｅｒａｔｏｒｉｎ
ｆｏｒｗａｒｄａｎｄｂａｃｋｗａｒｄｃａｌｃｕｌａｔｉｏｎ

２）算子优化：算子优化前后实验的设置为使
用１个ＤＳＰ进行优化后算子的计算，１６个 ＣＰＵ
核进行未优化算子的计算。算子优化性能对比如

表５所示，优化后的卷积算子计算速度都有不同
程度的涨幅。对于 ｃｏｎｖ３＿ｒｅｓｉｄｕａｌ的速度提升最
为明显，在前向计算中加速比高达８３，在反向计
算中加速比高达１６４４。ＢＮ＋ＲｅＬＵ算子性能不
理想，原因在于ＢＮ和 ＲｅＬＵ的计算十分简单，计
算过程中，待计算矩阵保存在共享内存上，申请空

间和通信的操作耗时大于 ＢＮ和 ＲｅＬＵ的计算耗
时，导致负优化的情况。从整体看，１个步长中，
前向计算加速比为 １６７，反向计算加速比为
２７８，有明显的性能提升。在 ＭｉｎｉＧｏ模型训练
中，算子计算发生在训练和自我博弈阶段。不同

的是，在训练阶段前向计算和后向计算都要发生，

在自我博弈阶段只发生前向计算进行推理。通过

对算子进行优化，自我博弈中一次推理由

６６６２７ｍｓ降到３９８７７ｍｓ，１个步长计算总耗时

由２７６６９８ｍｓ降到１１５５３４ｍｓ。　

表５　算子优化性能对比
Ｔａｂ．５　Ｃｏｍｐａｒｉｓｏｎｏｆｏｐｅｒａｔｏｒｏｐｔｉｍｉｚａｔｉｏｎｐｅｒｆｏｒｍａｎｃｅ

计算

任务
算子类型

优化前／
ｍｓ

优化后／
ｍｓ

加速比

前向

计算

ｃｏｎｖ３＿ｉｎｉｔｉａｌ １６．２４ ７．８１ ２．０８

ｃｏｎｖ３＿ｒｅｓｉｄｕａｌ ６０．２７ ７．２６ ８．３０

ｃｏｎｖ１＿ｐｏｌｉｃｙ ２．６８ ２．１０ １．２８

ｃｏｎｖ１＿ｖａｌｕｅ ２．５２ ２．０１ １．２５

ＢＮ＋ＲｅＬＵ １６．０６ ２１．３２ ０．７５

反向

计算

ｃｏｎｖ３＿ｉｎｉｔｉａｌ １８．６３ ３．９７ ４．７０

ｃｏｎｖ３＿ｒｅｓｉｄｕａｌ２１８．３６ １３．２８ １６．４４

ｃｏｎｖ１＿ｐｏｌｉｃｙ ３２．８５ １１．２０ ２．９３

ｃｏｎｖ１＿ｖａｌｕｅ ３６．０７ １１．０５ ３．２７

ＢＮ＋ＲｅＬＵ ２６．５２ ４０．６４ ０．６５

３．２　总体优化效果

输入为训练模型、读模型样本窗口数、自我

博弈阶段对弈局数、模型自我博弈产生样本、模

型评估对局数以及目标模型，输出为与目标模

型对弈超过５０％胜率模型所需训练时间。本文
完整地进行了连续训练，每次运行都超过１００００
步。在每一次运行中，网络初始化参数来自同

一训练模型。重复进行了多次实验。训练的单

节点ｂａｔｃｈｓｉｚｅ固定为９６，训练节点固定为４３，自
我博弈节点数从１０２４扩展至４０９６。总体训练
时间随节点数变化如表 ６所示，随着节点规模
增大，迭代次数增大，训练时间减小。１０６７节点
训练时间约为 ４３０２ｈ，４１３９节点训练时间为
１６０５ｈ。

表６　总体训练时间随节点数变化

Ｔａｂ．６　Ｃｈａｎｇｅｓｏｆｏｖｅｒａｌｌｔｒａｉｎｉｎｇｔｉｍｅｗｉｔｈｎｕｍｂｅｒｏｆｎｏｄｅ

训练节点

数量

自我博弈节

点数量

迭代

次数
时间／ｓ

４３ １０２４ ４３ １５４８８６

４３ ２０４８ ４５ ８８５３５

４３ ４０９６ ４７ ５７７８０

３．２．１　收敛性和稳定性分析
设置四组实验来对比多节点分布式训练的收
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敛性。四组对比实验中总的 ｂａｔｃｈｓｉｚｅ、自我博弈
样本量等主要参数设置一致。Ｖ１００１实验在单
个Ｖ１００上进行训练。Ｖ１００４在４个 Ｖ１００上进
行分布式训练。Ｏｕｒｓ２０９１为本文方法在２０９１个
节点上进行训练。Ｏｕｒｓ４１３９为本文方法在４１３９
个节点上进行训练。收敛表现和稳定性如图７所
示。图７（ａ）展示损失值随训练迭代次数变化。
可以看到，节点数增多，损失值波动较大。整体趋

势都是随着迭代次数增加，损失值减小。当迭代

到４５次以后，Ｖ１００４持续波动，且损失值保持在
３．１以上。相对应地，本文方法损失值逐渐稳定
在３以下。图７（ｂ）展示胜率随训练迭代次数变
化。Ｖ１００１迭代训练４３次达到目标，Ｖ１００４需
要迭代 ７４次，Ｏｕｒｓ２０９１需要迭代 ４５次，Ｏｕｒｓ
４１３９需要迭代４７次。

（ａ）损失值随训练迭代次数变化
（ａ）Ｌｏｓｓｃｈａｎｇｅｓｗｉｔｈｔｈｅｎｕｍｂｅｒｏｆｔｒａｉｎｉｎｇｉｔｅｒａｔｉｏｎｓ

（ｂ）胜率随训练迭代次数变化
（ｂ）Ｗｉｎｎｉｎｇｒａｔｅｃｈａｎｇｅｓｗｉｔｈｔｈｅｎｕｍｂｅｒｏｆ

ｔｒａｉｎｉｎｇｉｔｅｒａｔｉｏｎｓ

图７　性能对比随训练迭代次数变化
Ｆｉｇ．７　Ｐｅｒｆｏｒｍａｎｃｅｃｏｍｐａｒｉｓｏｎｃｈａｎｇｅｓｗｉｔｈｔｈｅ

ｎｕｍｂｅｒｏｆｔｒａｉｎｉｎｇｉｔｅｒａｔｉｏｎｓ

随着节点数增大，达到目标模型所需迭代次

数逐渐增大。原因在于，强化学习中样本效率很

难保证。分布式自我博弈和分布式训练，使得学

习变得更加困难。当节点规模达到 ２２４时，
ＮＶＩＤＩＡ方法的迭代次数为 ６５。Ｖ１００４相较于
Ｖ１００１滞后了３１个模型。在本文方法中，节点
规模达到４１３９时，迭代次数为４７。Ｏｕｒｓ４１３９比
Ｖ１００１仅仅滞后４次迭代，且节点规模翻倍对迭
代次数几乎没有影响。本文方法在总体训练迭代

次数上具有良好的稳定性。

３．２．２　可扩展性
参考强扩展性定义，将问题规模和迭代次数

的关系进行归一化，即将达到ＭＬＰｅｒｆ终止条件时
的时间用迭代次数进行归一化，再计算随着节点

规模增加时的可扩展效率。

选择固定训练节点数 Ｎｔｒａｉｎ＝４３，通过调整自
我博弈节点数量来缩减计算时间。表７展示了本
文方法的可扩展效率对比。以 Ｏｕｒｓ１０６７作为基
准，扩展系数为１。当自我博弈节点规模增大 １
倍，总节点规模增大１９５９倍时，训练所需时间是
８８５３５ｓ。与 Ｏｕｒｓ１０６７相比，Ｏｕｒｓ２０９１可扩展
效率为８９２％。与Ｏｕｒｓ１０６７相比，Ｏｕｒｓ４１３９可
扩展效率为６９１％。

表７　可扩展效率对比

Ｔａｂ．７　Ｃｏｍｐａｒｉｓｏｎｏｆｔｈｅｅｘｐａｎｄｅｄｅｆｆｉｃｉｅｎｃｙ

方法 节点规模
节点规模

增率
时间／ｓ

可扩展

效率／％

Ｏｕｒｓ１０６７ １０６７ １．０００ １５４８８６ １００．０

Ｏｕｒｓ２０９１ ２０９１ １．９５９ ８８５３５ ８９．２

Ｏｕｒｓ４１３９ ４１３９ ３．８７９ ５７７８０ ６９．１

Ｏｕｒｓ８２３５ ８２３５ ７．７１７ ４３１２０ ４６．５

在 ＭｉｎｉＧｏ应用中，自我博弈节点数 Ｎｓｐ＝
８１９２个能够完全展开任务级并行。因此，根据
Ｎｓｐ取１０００、２０００和４０００的实验数据，训练和自
我博弈的可扩展性实验数据，分析得到自我博弈

平均时间和节点规模呈现近似线性关系，同时训

练平均时间近似不变。通过稳定性分析，当节点

规模变大后自我博弈时间减少，随着其和训练时

间接近，由于训练样本中旧样本占比的提升，收敛

速度会受到一定影响，训练迭代次数呈现等差上

升趋势。当节点规模达到８２３５时，自我博弈平
均时间约为３５０ｓ，迭代次数约为４９次，训练所需
时间约为４３１２０ｓ，可扩展效率估计为４６５％。

·７１２·
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４　结论

本文提出了一种适用于大规模异构计算平台

训练ＭｉｎｉＧｏ智能体的高效多级并行训练方法。
实现了ＭｉｎｉＧｏ训练的充分并行，包括节点间任务
级并行、ＣＰＵＤＳＰ异构并行、ＤＳＰ核内并行。根
据ＭｉｎｉＧｏ应用特点和原型系统特点设计了节点
间任务级并行，同时也考虑到网络通信成为计算

瓶颈的可能性，进行了高效的 Ｉ／Ｏ部署。提出了
面向ＣＰＵＤＳＰ共享内存结构的异构计算内存管
理，减少异构设备间的数据搬运。共享内存编程

优化对算子计算速度提升明显，算子计算优化前

后加速比最大是１１９２。同时，将网络中计算密
集的算子卸载到ＤＳＰ计算，保留充足的ＣＰＵ资源
完成其他任务。结合 ＤＳＰ硬件特点，充分利用片
上存储带宽实现算子的高效计算。与１６核 ＣＰＵ
计算相比，单核 ＤＳＰ计算算子最大加速比达
１６４４。从整个智能体训练过程来看，本文方法实
现计算节点规模从１０６７扩展至４１３９，得到达到
给定终止条件所需时间从４３０２ｈ降至１６０５ｈ，
可扩展效率为６９１％。
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ｄｉｓｔｒｉｂｕｔｅｄｆｒａｍｅｗｏｒｋｆｏｒｅｍｅｒｇｉｎｇＡＩａｐｐｌｉｃａｔｉｏｎｓ［ＥＢ／ＯＬ］．
（２０１８－０９－３０）［２０２２－０１－２１］．ｈｔｔｐｓ：／／ａｒｘｉｖ．ｏｒｇ／ａｂｓ／
１７１２．０５８８９．

［２０］　ＳＥＲＧＥＥＶＡ，ＤＥＬＢＡＬＳＯ Ｍ．Ｈｏｒｏｖｏｄ：ｆａｓｔａｎｄｅａｓｙ
ｄｉｓｔｒｉｂｕｔｅｄｄｅｅｐｌｅａｒｎｉｎｇｉｎＴｅｎｓｏｒＦｌｏｗ［ＥＢ／ＯＬ］．（２０１８－
０２－２１）［２０２２－０３－０２］．ｈｔｔｐ：／／ａｒｘｉｖ．ｏｒｇ／ａｂｓ／
１８０２．０５７９９ｖ３．
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