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摘　要：目前应用于辐射源识别的卷积神经网络对时序同相正交（ｉｎｐｈａｓｅａｎｄｑｕａｄｒａｔｕｒｅｐｈａｓｅ，ＩＱ）信号
的处理有两种方式：一种方式是将其变换为图像，另一种方式是提取ＩＱ时序数据的浅层特征。前一种方式会
导致算法计算量大，而后一种方式会导致识别准确率低。针对上述问题，提出一种多尺度特征提取与特征选择

网络。该网络以ＩＱ信号为输入，经多尺度特征提取网络提取ＩＱ信号的浅层特征和多尺度特征，采用特征选择
网络降低多尺度特征的数据维度，通过自适应线性整流单元实现特征增强，使用单个全连接层对辐射源进行分

类。在ＦＩＴ／ＣｏｒｔｅＸｌａｂ射频指纹识别数据集上，与ＯＲＡＣＬＥ、ＣＮＮＤＬＲＦ和ＩＱＣＮｅｔ对比实验表明，所提网络在一
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定程度上提高了识别准确率，降低了计算量。
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　　在现代战争中，通过分析截获的辐射源脉冲
信号对不同的辐射源进行分类识别，是电子对抗、

电子情报和电子保障措施的关键环节。对辐射源

类型的正确识别是判断辐射源发射设备型号和功

能的基础［１］。然而，随着信息化技术和新型装备

不断革新，辐射源信号的密度和复杂度大大提高，

传统基于特征参数的辐射源识别方法已经不能适

用于辐射源识别。

随着大数据和人工智能技术的发展，深度

学习凭借着可以实现不同层次的特征表示和知

识抽象［２］的特点，已成功应用于计算机视

觉［３－５］、辐射源识别［６－１１］、通信信号识别［１２－１３］

等领域。其中，在辐射源识别领域，Ｑｉａｎ等［１４］

将神经网络与基于稀疏表示的分类结合，根据

网络层的深度将提取的特征分为浅层和深层特

征。该方法通过增加网络的深度来提高识别准

确率，导致网络参数量较大；并且网络中没有对

特征进行进一步的分析，造成了特征冗余的问
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题。周鑫等［１５］通过离散傅里叶变换（ｄｉｓｃｒｅｔｅ
Ｆｏｕｒｉｅｒｔｒａｎｓｆｏｒｍ，ＤＦＴ）将时序数据从时域转换
到频域，再借助图像处理技术，将多次 ＤＦＴ结果
拼接为二维频谱瀑布图，最后利用卷积神经网

络对这些二维频谱图进行分类识别。虽然此方

法通过将时序数据转化为频谱图，从图像角度

提升了数据的可识别性，但其多次转换过程中

计算量较大。崔天舒等［１６］提出了一种以时序同

相正交（ｉｎｐｈａｓｅａｎｄｑｕａｄｒａｔｕｒｅｐｈａｓｅ，ＩＱ）数据
作为网络输入，通过卷积神经网络提取信号中

的相关特征和时域特征，实现分类识别的方法。

该网络虽然提高了信息的利用率，减小了计算

量，但未充分提取 ＩＱ信号的多尺度深层特征。
Ｓａｎｋｈｅ等［１７］提出发射器特征是设备的硬件固有

的，通过提取这些固有特征来提高样本识别准确

率。该方法在人为引入硬件损伤后对１６个通用
软 件 无 线 电 外 设 （ｕｎｉｖｅｒｓａｌｓｏｆｔｗａｒｅ ｒａｄｉｏ
ｐｅｒｉｐｈｅｒａｌ，ＵＳＲＰ）设备的识别准确率可以达到
９９５％，然而，如果不人为引入硬件损伤其识别
准确率仅为３５９６％，这种方法的识别准确率过
于依赖设备内部的硬件损伤，通用性不高。

Ｍｅｒｃｈａｎｔ等［１８］指出符合相同标准的无线发射器

在每次传输中都会产生独特的、可重复的签名，

这些签名可以作为设备识别和验证的样本特

征。所提方法利用每次传输的误差信号作为特

征输 入 卷 积 神 经 网 络 （ｃｏｎｖｏｌｕｔｉｏｎａｌｎｅｕｒａｌ
ｎｅｔｗｏｒｋ，ＣＮＮ），获取了更高的识别率。但误差
信号的数据维度较高，导致网络的参数量庞大，

计算速度慢。

针对上述问题，本文提出一种基于多尺度特征

提取与特征选择网络（ｍｕｌｔｉｓｃａｌｅｆｅａｔｕｒｅｅｘｔｒａｃｔｉｏｎ
ａｎｄｆｅａｔｕｒｅｓｅｌｅｃｔｉｏｎｎｅｔｗｏｒｋ，ＭＳＦＥＳＮｅｔ）的辐射源
识别方法。该方法利用多个膨胀卷积提取Ｉ路、Ｑ
路和ＩＱ两路融合信号的多尺度特征信息，并且借
鉴ＳＫＮｅｔ（ｓｅｌｅｃｔｉｖｅｋｅｒｎｅｌｎｅｔｗｏｒｋ）的非线性融合
方法，对多尺度特征信息进行选择和融合，在提取

ＩＱ信号更多特征的同时降低了网络参数量。

１　问题分析

本文针对通信辐射源，所使用的数据集为

ＦＩＴ／ＣｏｒｔｅＸｌａｂ射频指纹识别数据集，该数据集的
调制类型均为正交相移键控（ｑｕａｄｒａｔｕｒｅｐｈａｓｅ
ｓｈｉｆｔｋｅｙｉｎｇ，ＱＰＳＫ），其时域波形和频域波形分别
如图１和图２所示。

上述数据集采用了 ＩＱ交替存储方式。在处
理 ＩＱ信号的时候，有两种常见的方法：一种是

图１　ＱＰＳＫ信号的时域波形
Ｆｉｇ．１　ＴｉｍｅｄｏｍａｉｎｗａｖｅｆｏｒｍｏｆａＱＰＳＫｓｉｇｎａｌ

图２　ＱＰＳＫ信号的频域波形
Ｆｉｇ．２　ＦｒｅｑｕｅｎｃｙｄｏｍａｉｎｗａｖｅｆｏｒｍｏｆａＱＰＳＫｓｉｇｎａｌ

将 ＩＱ信号进行域变换，将其转换为图像数据再
输入神经网络进行训练，但是这种方法计算量

大，识别率低；另一种是直接利用卷积网络提取

ＩＱ信号的特征，免去了域变换操作，计算量较
小，但是大多数使用单一卷积核的单分支卷积

网络，只能提取固定尺度的特征，因此存在识别

准确率低的问题。

针对上述问题，本文提出了一种名为

ＭＳＦＥＳＮｅｔ的方法，该方法采用多分支、多卷积核
的方式提取ＩＱ信号中不同尺度的特征，并将这些
不同尺度的特征进行非线性融合以减少计算量。

最终，使用该方法可以达到网络计算量小、特征利

用率高以及识别准确率高的效果。

２　多尺度特征提取与特征选择网络设计

２．１　整体网络结构设计

当前，辐射源识别网络通常由多个单一卷

积核的卷积层组成。如果卷积层数较少，则可

能无法有效地区分不同辐射源信号之间的差

·２４１·
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异；而如果增加卷积层数，则会导致网络计算量

大的问题。

为解决上述问题，本文受 Ｉｎｃｅｐｔｉｏｎ网络和
ＳＫＮｅｔ网络启发设计了多尺度特征提取与特征选
择网络。该网络是一个多分支结构网络，每个分

支由常规卷积或膨胀卷积构成，以提取辐射源信

号中的不同尺度特征。这样可以在不增加网络深

度的情况下，使网络可以学习多尺度特征。然后，

对提取出的多尺度特征进行非线性特征融合（特

征选择操作），以将多维特征数据转换为单维特

征数据，从而减少网络计算量。ＭＳＦＥＳＮｅｔ的整
体结构如图３所示。

从图３可以看出，该网络主要分为特征提取
层、特征选择层和分类层三部分。其中，一维卷积

（１６，３，１）表示使用通道数为１６、卷积核大小为
３、步长为１的一维卷积。

图３　ＭＳＦＥＳＮｅｔ整体结构
Ｆｉｇ．３　ＭＳＦＥＳＮｅｔｏｖｅｒａｌｌｓｔｒｕｃｔｕｒｅ

２．２　特征提取层结构设计

特征提取层将特征提取分为两步，依次提取

数据的浅层特征和多尺度特征。利用一维卷积层

（ｏｎｅｄｉｍｅｎｓｉｏｎａｌｃｏｎｖｏｌｕｔｉｏｎａｌｌａｙｅｒ，Ｃｏｎｖ１ｄ）分别
提取Ｉ路数据、Ｑ路数据和ＩＱ特征数据的浅层特
征，多个卷积层间采用最大池化（ｍａｘｐｏｏｌｉｎｇ）来
减小数据维度；然后将提取到的浅层特征分别输

入多尺度特征提取网络，以提取数据的多尺度特

征，即深层特征；最后将浅层特征与深层特征使用

拼接函数（ｃｏｎｔａｃｔ）进行首尾连接，提高特征利用
率。多尺度特征提取网络（ｍｕｌｔｉｓｃａｌｅｆｅａｔｕｒｅ
ｅｘｔｒａｃｔｉｏｎｎｅｔｗｏｒｋ，ＭＳＦＥＮｅｔ）是特征提取层的核
心网络。

该网络是在 Ｉｎｃｅｐｔｉｏｎｖ２［１９］模块的基础结构
上将部分常规一维卷积替换为一维膨胀卷积，使

用常规一维卷积提取数据中的浅层特征，一维膨

胀卷积提取数据中的多尺度特征，提高网络的特

征提取能力。ＭＳＦＥＮｅｔ结构如图４所示。
图４中一维卷积（１６，３，１，１）表示使用通道

数为１６、卷积核大小为３、步长为１、膨胀率为１的
一维卷积。其余的部分，如一维卷积（１６，３，１，
２）、一维卷积（１６，３，１，５）等操作与一维卷积
（１６，３，１，１）同理。

图４　多尺度特征提取网络
Ｆｉｇ．４　Ｍｕｌｔｉｓｃａｌｅｆｅａｔｕｒｅｅｘｔｒａｃｔｉｏｎｎｅｔｗｏｒｋ

２．３　特征选择层结构设计

在特征选择层，首先利用特征选择网络对特

征提取层提取到的多尺度特征进行特征选择与特

征融合。经过特征选择层可以大大降低特征数据

的维度，以便减少后续网络的计算量，从而提高网

络的计算速度。多尺度特征选择网络（ｍｕｌｔｉｓｃａｌｅ
ｆｅａｔｕｒｅｓｅｌｅｃｔｉｏｎｎｅｔｗｏｒｋ，ＭＳＦＳＮｅｔ）是特征选择层
的核心网络，其是借鉴 ＳＫＮｅｔ的非线性聚合方法
设计的。多尺度特征选择网络如图５所示。
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图５　多尺度特征选择网络
Ｆｉｇ．５　Ｍｕｌｔｉｓｃａｌｅｆｅａｔｕｒｅｓｅｌｅｃｔｉｏｎｎｅｔｗｏｒｋ

　　从图５可知，网络首先将多维特征数据按位
相加，再 通 过 一 维 全 局 平 均 池 化 层 （ｏｎｅ
ｄｉｍｅｎｓｉｏｎａｌａｖｅｒａｇｅｐｏｏｌｉｎｇｌａｙｅｒ，ＡｖｇＰｏｏｌ１ｄ１）、
全连接层和Ｓｏｆｔｍａｘ激活函数计算出每个特征在
整体特征中的比例系数，最后将比例系数乘以对

应的原始特征得到新的特征。

２．４　分类层结构设计

在分类层中，首先采用自适应参数化修正

线性单元（ａｄａｐｔｉｖｅｌｙｐａｒａｍｅｔｒｉｃｒｅｃｔｉｆｉｅｒｌｉｎｅａｒ
ｕｎｉｔ，ＡＰＲｅＬＵ）替换线性整流函数 ＲｅＬＵ，该操作
会计算出每个样本特征的权重系数，将权重系

数乘以对应的样本特征，可以对样本特征进行

特征增强。

然后采用平展层（ｆｌａｔｔｅｎ）将多维特征压平成
一维，使用全连接层（ｄｅｎｓｅ）将学到的“分布式特
征表示”映射到样本标记空间。最后采用Ｓｏｆｔｍａｘ
激活函数将多个神经元的输出映射到（０，１）区间
内对样本进行识别。

３　对比实验

３．１　对比网络选择

本文设计了单一尺度特征提取和特征选择网

络 （ｓｉｎｇｌｅｓｃａｌｅ ｆｅａｔｕｒｅ ｅｘｔｒａｃｔｉｏｎ ａｎｄ ｆｅａｔｕｒｅ
ｓｅｌｅｃｔｉｏｎｎｅｔｗｏｒｋ，ＳＦＥＳＮｅｔ），该网络将多尺度特征
提取网络中卷积层的膨胀率设置为１，其余部分
与ＭＳＦＥＳＮｅｔ完全相同，所以 ＳＦＥＳＮｅｔ不具有提
取数据中多尺度特征的能力。通过 ＭＳＦＥＳＮｅｔ与
ＳＦＥＳＮｅｔ在相同数据集上的对比实验，验证
ＭＳＦＥＳＮｅｔ中多尺度特征提取网络可以有效地提
高识别准确率。表 １是 ＭＳＦＥＳＮｅｔ的网络结构，
数据输入尺寸为６００×３。

表１　ＭＳＦＥＳＮｅｔ网络结构
Ｔａｂ．１　ＭＳＦＥＳＮｅｔｎｅｔｗｏｒｋｓｔｒｕｃｔｕｒｅ

名称 输入尺寸 尺寸 卷积核数 膨胀率

Ｃｏｎｖ１ｄ１ ６００×３ ３ １６ １

Ｃｏｎｖ１ｄ２ ６００×３ ３ １６ １

ＡｖｇＰｏｏｌ１ｄ１ ６００×３ ２ １６

ＭＳＦＥＮｅｔ ３００×３ ３ １６ 不等于１

ＭＳＦＳＮｅｔ ３００×１８ ３ １６ １

ＡＰＲｅＬＵ ３００×３ １６

ｃｏｎｔａｃｔ ３００×３

ｆｌａｔｔｅｎ ９００×１

ｄｅｎｓｅ ９００

本文选取网络深度、卷积核大小和通道数不同

的 ＩＱ卷 积 神 经 网 络［１６］（ｃｏｎｖｏｌｕｔｉｏｎａｌｎｅｕｒａｌ
ｎｅｔｗｏｒｋｓｔｒｕｃｔｕｒｅｂａｓｅｄｏｎＩＱｃｏｒｒｅｌａｔｉｏｎｆｅａｔｕｒｅｓ，
ＩＱＣＮｅｔ）、ＯＲＡＣＬＥ［１７］（ｏｐｔｉｍｉｚｅｄｒａｄｉｏｃｌａｓｓｉｆｉｃａｔｉｏｎ
ｔｈｒｏｕｇｈ ｃｏｎｖｏｌｕｔｉｏｎａｌ ｎｅｕｒａｌ ｎｅｔｗｏｒｋｓ）、ＣＮＮ
ＤＬＲＦ［１８］（ｄｅｅｐｌｅａｒｎｉｎｇｆｏｒＲＦｄｅｖｉｃｅｆｉｎｇｅｒｐｒｉｎｔｉｎｇ
ｉｎｃｏｇｎｉｔｉｖｅｃｏｍｍｕｎｉｃａｔｉｏｎｎｅｔｗｏｒｋｓ）、长短期记忆
（ｌｏｎｇ ｓｈｏｒｔｔｅｒｍ ｍｅｍｏｒｙ，ＬＳＴＭ）网 络 ［２０］、

ＣＬＳＴＭ［２１］（ｃｏｎｖｏｌｕｔｉｏｎａｌｎｅｕｒａｌｎｅｔｗｏｒｋｌｏｎｇｓｈｏｒｔ
ｔｅｒｍｍｅｍｏｒｙ）与 ＭＳＦＥＳＮｅｔ在相同数据集上进行
实验，以验证 ＭＳＦＥＳＮｅｔ可以在一定程度上提高
识别准确率，降低计算量。

３．２　数据集

对比实验所使用的数据集为 ＦＩＴ／ＣｏｒｔｅＸｌａｂ
实验室通过２２台通用软件无线电外设产生的射
频指纹识别数据集。２２台设备中，２１台作为发射
机，１台作为接收机，接收机的接收频段为
４３３ＭＨｚ，接收机采样速率为５ＭＳａｍｐｌｅ／ｓ。该数

·４４１·



　第６期 张顺生，等：面向辐射源识别的多尺度特征提取与特征选择网络

据集由３种数据传输形式和２种信号发射方式组
成。３种数据传输形式分别是：数据序列固定不
变，通过 ＱＰＳＫ调制的固定数据，称为固定包；数
据序列随机变化，通过ＱＰＳＫ调制的随机数据，称
为随机包；数据序列为噪声，且没有经过调制的随

机噪声数据，成为噪声包。２种信号发射方式分
别是：通过固定信号幅度模拟发射机发射功率固

定的普通模式；发射机不移动的情况下，改变信号

幅度的变功率模式，其模拟的功率变换范围为

２０ｄＢ［１６］。
由上述描述可知，可通过固定功率和改变功

率发送固定包、随机包、噪声包获取６种不同场景
的实验数据集。采集数据的过程中，分别控制

２１台发射机周期地发送不同信号，每个周期发送
６００个ＩＱ数据点，１台接收机接收相应的信号，并
对接收的信号进行编号存储［１８］。

本文所使用数据集的数据形式为复数。因为

本文所设计的网络只能处理实数数据，所以对该

数据集进行预处理操作。首先使用 ＭＡＴＬＡＢ读
取ＦＩＴ／ＣｏｒｔｅＸｌａｂ射频指纹识别数据集；然后将数
据中的Ｉ、Ｑ分别取出，这时Ｉ、Ｑ数据为实数数据；

最后将Ｉ、Ｑ数据进行 ｉ２＋ｑ槡
２运算（ｉ、ｑ为 Ｉ、Ｑ数

据中的对应数据点），得到 ＩＱ数据，ＩＱ数据包含
了调制信号的能量信息。

考虑到Ｉ、Ｑ数据中分别含有各自的幅度和相
位信息，而 ＩＱ数据中含有调制信号的能量信息，
所以将预处理后的Ｉ、Ｑ、ＩＱ作为网络输入，这样操
作可以使网络学习到更加丰富的特征，以提高辐

射源识别准确率。

３．３　评估方法

采用识别准确率对网络模型的泛化性能进行

评估。对于分类问题，根据真实值和预测值的结

果，可以将整个样本集分为真正例（ｔｒｕｅｐｏｓｉｔｉｖｅ，
ＴＰ）、伪正例（ｆａｌｓｅｐｏｓｉｔｉｖｅ，ＦＰ）、真反例（ｔｒｕｅ
ｎｅｇａｔｉｖｅ，ＴＮ）和伪反例（ｆａｌｓｅｎｅｇａｔｉｖｅ，ＦＮ）。识别
准确率定义为：

Ａ＝（ＴＰ＋ＴＮ）／（ＴＰ＋ＴＮ＋ＦＰ＋ＦＮ） （１）
其中：ＴＰ表示实际为正例、判定也为正例的次
数，即表示判定为正例且判定正确的次数；ＦＰ
表示实际为负例却判定为正例的次数，即表示

判定为正例但判断错误的次数；ＴＮ表示实际为
负例、判定也为负例的次数，即表示判定为负例

且判定正确的次数；ＦＮ表示实际为正例却判定
为负例的次数，即表示判定为负例但判断错误

的次数。

３．４　实验流程

整体实验采用多次随机实验取平均值的方法

获得最终识别准确率。单次实验流程为：首先将

数据集打乱，使数据集变得无序。将数据集进行

乱序处理后，将其中的７０％作为训练集、１０％作
为验证集、２０％作为测试集。使用训练集中的样
本对网络进行训练，每训练完一轮则使用验证集

中的样本进行验证，选择验证结果最好的网络参

数作为最终的网络参数。最后使用测试集对训练

好的网络进行测试，以测试集上的识别准确率作

为最终的识别准确率。多次实验中，网络第４０轮
训练时的损失值都会趋于平稳，因此文中所有实

验的训练轮次都设置为 ４０，实验流程如图 ６
所示。

图６　单次实验流程
Ｆｉｇ．６　Ｓｉｎｇｌｅｅｘｐｅｒｉｍｅｎｔｆｌｏｗｃｈａｒｔ

３．５　实验条件

所有 实 验 所 用 计 算 机 的 操 作 系 统 为

Ｕｂｕｎｔｕ１８０４４ＬＴＳ，内存为１２８ＧＢ，ＣＰＵ为 Ｉｎｔｅｌ
ｉ７－９７００ｋＣＰＵ＠ ３．６０ＧＨｚ，ＧＰＵ为 ＮＶＩＤＩＡ
ＧｅＦｏｒｃｅＲＴＸ２０８０Ｔｉ，ＣＵＤＡ版本为１０１，编程语
言为Ｐｙｔｈｏｎ３７，深度学习框架为ｔｅｎｓｏｒｆｌｏｗ２３。

在训练前对数据集进行乱序处理，每次训练

数据大小为１０２４；损失函数为交叉熵，优化器为
自适 应 矩 估 计 （ａｄａｐｔｉｖｅｍｏｍｅｎｔｅｓｔｉｍａｔｉｏｎ，
Ａｄａｍ）。学习率采用可变学习率，当损失函数的
计算结果再训练３轮后仍保持不变，则修改学习
率为原来的０７倍，初始学习率设置为０００１。

交叉嫡损失函数定义如下：

Ｃ＝－１Ｎ∑ｘ ［ｙｌｎ^ｙ＋（１－ｙ）ｌｎ（１－ｙ^）］（２）
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式中，ｘ表示样本，ｙ表示真实标签，Ｎ表示样本总
数，^ｙ表示预测的结果。

３．６　识别准确率

相对于其他网络结构，ＭＳＦＥＳＮｅｔ最大的特
点是具有多尺度特征提取网络可以提取数据的多

尺度特征。

首先选取具有多尺度特征提取网络的

ＭＳＦＥＳＮｅｔ和不具有多尺度特征提取网络的
ＳＦＥＳＮｅｔ进行比较验证，网络的输入数据为长度
为６００的时间序列，分别是固定包、随机包、噪声
包、变功率固定包、变功率随机包、变功率噪声包。

实验结果如图７所示。

图７　多尺度特征提取网络对识别准确率的影响

Ｆｉｇ．７　Ｉｎｆｌｕｅｎｃｅｏｆｍｕｌｔｉｓｃａｌｅｆｅａｔｕｒｅｅｘｔｒａｃｔｉｏｎ

ｎｅｔｗｏｒｋｏｎｒｅｃｏｇｎｉｔｉｏｎａｃｃｕｒａｃｙ

由图 ７可知，在 ６种场景下，ＭＳＦＥＳＮｅｔ和
ＳＦＥＳＮｅｔ在相同数据上表现出来的趋势是一致
的。但是从图中可以很明显地看出 ＭＳＦＥＳＮｅｔ在
数据集上的平均识别准确率高于 ＳＦＥＳＮｅｔ。其中
ＭＳＦＥＳＮｅｔ在６种场景下的平均识别准确率为
９４７１％，而 ＳＦＥＳＮｅｔ的平均识别准确率为
８９６％，前者比后者高５１１％，证明多尺度特征
提取网络有利于提高识别准确率。

图８展示了 ＭＳＦＥＳＮｅｔ与 ＩＱＣＮｅｔ（８，３２，３）、
ＯＲＡＣＬＥ、ＣＮＮＤＬＲＦ、ＬＳＴＭ、ＣＬＳＴＭ对比网络在
６种场景下的识别准确率。由图 ８可知：
ＭＳＦＥＳＮｅｔ的平均识别准确率最高。在６种场景
下，ＭＳＦＥＳＮｅｔ、ＯＲＡＣＬＥ、ＣＮＮＤＬＲＦ、ＩＱＣＮｅｔ（８，
３２，３）、ＬＳＴＭ、ＣＬＳＴＭ的平均识别准确率分别为
９４７１％、６１７１％、７２０９％、９１６７％、９１７６％、
９３１３％，ＭＳＦＥＳＮｅｔ的平均识别率相对后５者分
别高３３％、２２６２％、３０４％、２９５％、１５８％。可

以看出：与 ＯＲＡＣＬＥ、ＣＮＮＤＬＲＦ、ＩＱＣＮｅｔ（８，３２，
３）、ＬＳＴＭ、ＣＬＳＴＭ相比，本文所提网络在识别准
确率方面有一定的优势。

图８　ＭＳＦＥＳＮｅｔ与对比网络识别准确率的比较

Ｆｉｇ．８　Ｒｅｃｏｇｎｉｔｉｏｎａｃｃｕｒａｃｙｃｏｍｐａｒｉｓｏｎｂｅｔｗｅｅｎ

ＭＳＦＥＳＮｅｔａｎｄｃｏｎｔｒａｓｔｎｅｔｗｏｒｋ

３．７　计算复杂度

本文所提网络由一维卷积构成，因此网络的

计算时间复杂度可以表示为：

Ｔ＝Ｏ∑
Ｄ

ｌ＝１
Ｍｌ·Ｋ( )ｌ （３）

式中，Ｄ表示网络所具有的卷积层数，Ｍｌ表示第 ｌ
个卷积层输出特征图的长度，Ｋｌ表示第 ｌ个卷积
层的边长（卷积核的大小）。

以本文所设计的网络为例，因为在文中将辐

射源识别网络划分为特征提取层、特征选择层、分

类层三个部分进行叙述，所以分析计算复杂度依

然按照这三个部分进行分析。特征提取层（多分

支结构）中的２个分支为单个卷积层，另外２个分
支堆叠了２个卷积层，其中每个卷积层的特征图
长度、卷积核数都是１２００、３，因此特征提取部分
的计算复杂度为 Ｔｆｅ＝６×１２００×３＝２１６００。特
征选择层有６个单个卷积层，每个卷积层的特征
图长度、卷积核数都是１２００、１，同上计算出特征

选择部分的计算复杂度为 Ｔｆｓ＝７２００。分类层由

４个卷积层堆叠构成，４个卷积层的特征图长度、
卷积核数都是１２００、３，同上可得，分类层的计算

复杂度为Ｔｃ＝１４４００。

综上可知，本文所设计的网络计算复杂度为

Ｔｔｏｔａｌ＝Ｔｆｅ＋Ｔｆｓ＋Ｔｃ＝４３２００。使用相同方式计算

其他对比网络的计算复杂度，如表２所示。
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表２　网络模型计算复杂度
Ｔａｂ．２　Ｎｅｔｗｏｒｋｍｏｄｅｌｃａｌｃｕｌａｔｉｏｎｃｏｍｐｌｅｘｉｔｙ

网络 计算复杂度

ＩＱＣＮｅｔ［１６］（８，３２，３） 　１７２８００

ＯＲＡＣＬＥ［１７］ ８１６３８４

ＣＮＮＤＬＲＦ［１８］ ３４７４５６

ＭＳＦＥＳＮｅｔ ４３２００

ＬＳＴＭ［２０］ ６８５４９８

ＣＬＳＴＭ［２１］ １２８２９４６

由表２可知，与其他网络相比，本文所设计的
ＭＳＦＥＳＮｅｔ具有最低的计算复杂度。除此之外，
本文在相同的软硬件平台上使用相同数据对所有

网络进行了训练。不同网络的模型参数数量与训

练时间如表３所示。

表３　网络模型参数数量及训练时间
Ｔａｂ．３　Ｎｅｔｗｏｒｋｍｏｄｅｌｐａｒａｍｅｔｅｒｓａｎｄｔｒａｉｎｉｎｇｔｉｍｅ

网络 参数数量 训练时间／ｓ

ＩＱＣＮｅｔ［１６］（８，３２，３） 　２２７７３ ３９７

ＯＲＡＣＬＥ［１７］ ７５８４３６７ １３２９

ＣＮＮＤＬＲＦ［１８］ ３３４３７３ ２２７

ＭＳＦＥＳＮｅｔ １３７９４９ １３６

ＬＳＴＭ［２０］ ２００８５３ ６０２

ＣＬＳＴＭ［２１］ １６１２０５３ ５０１

从表３中可以看出，本文所提网络与其他网
络相比，在相同的软硬件平台上对同一数据进行

一轮训练所需的时间是最少的，仅需１３６ｓ。

４　结论

本文提出基于多尺度特征提取与特征选择网

络的辐射源识别方法。该方法通过多尺度特征提

取网络提取辐射源信号中的浅层特征和多尺度特

征，再通过特征选择网络对浅层特征和多尺度特

征进行降维和特征选择操作，这样既可以充分利

用辐射源信号的浅层特征和多尺度特征，提高辐

射源识别准确率，又能降低网络参数数量、减小网

络运算时间。
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