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改进协同演化算法求解超多目标云工作流调度问题
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（１．中国地质大学（武汉）计算机学院，湖北 武汉　４３００７８；２．华中科技大学 机械科学与工程学院，湖北 武汉　４３００７４）

摘　要：目前主流优化方法通常将云工作流调度建模为单目标或者不超过三个目标的多目标优化问题，未
能充分考虑实际应用场景需求。为克服传统方法局限性，将云工作流调度问题直接建模为涉及时间、费用、可靠

性、资源消耗度、负载均衡等众多指标的超多目标优化问题，并针对该问题提出一种改进协同演化算法，利用双

阶段策略和多性能指标协同机制有效地平衡解集的收敛性和多样性，提升算法寻优能力。在七类真实工作流实
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例上的实验表明，所提方法相比现有算法在大多数情况下可找到更好的调度方案。
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　　随着科学研究和工程实践活动的深入，计算
任务的规模和复杂度不断增加，许多实际工程应

用涉及大量的计算密集型任务，如天气预报、军事

模拟、森林火灾探测等，需要高性能计算系统的支

持。传统高性能计算系统配置和管理复杂，维护

成本相对高昂，对中小企业和组织并不友好。云

计算通过虚拟化技术汇聚海量计算资源，以按需

使用的方式为用户提供高性能计算服务，从而提

高资源利用率并降低使用成本［１］。工作流模型

将大规模计算过程划分为多个相互依赖的计算任

务，工作流调度即为这些计算任务分配合适的计

算资源，以达到较优的调度效果和目标［２］。如何

有效利用云平台提供的计算资源，为工作流任务

提供最佳的服务质量，是云计算的核心问题之一。

云平台以虚拟机的形式提供计算资源，但多

个服务质量指标之间通常相互冲突，如时间和费

用，执行任务耗费时间较短的计算资源通常性能

更好，但费用更高，反之，费用相对较低的计算资

源执行任务所需时间较长。此外，能耗近来也成

为云计算关注的重点［３］，以国家超级计算中心天
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河二号为例，整机平均功率约为 １７８０８ｋＷ，以
１元／（ｋＷ·ｈ）单价计算，天河二号平均每年的电
费约为１５６亿元［４－５］。随着云服务计算能力的

提升，用户越来越关注计算系统的可靠性，但高可

靠性往往伴随着更高的成本和更大的资源开销。

可靠性是任务成功执行的关键，硬件故障、资源丢

失、超时故障和网络故障等均会导致云计算的可

靠性下降［６］。计算资源的利用率是影响云计算

效率的关键因素，充分利用计算资源空闲时段以

降低工作流执行成本并提高计算资源利用率至关

重要［７］。在调度工作流任务时考虑负载均衡指

标，可提高虚拟机工作负荷相对均衡度，利于系统

稳定［８］。任务执行时间和通信开销反映资源消

耗度，异构嵌入式系统中工作流的可靠性和资源

消耗对提升其稳定性至关重要［９］。目前针对云

工作流调度优化目标的研究主要集中在执行时间

和费用两个指标，少部分研究涉及能耗和可靠性。

然而，其他重要优化目标如资源利用率、负载均衡

及资源消耗等很少被考虑。

云工作流调度为 ＮＰ难问题［１０］。目前，大

部分研究工作将其建模为带有约束的单目标问

题以及多目标问题，仅优化其中的两个或三个

目标，采用启发式算法或演化算法等方法进行

求解，已经取得了一定的进展。Ｒｏｄｒｉｇｕｅｚ和
Ｂｕｙｙａ［１１］提出截止日期约束下成本最小化单目
标工作流调度模型，旨在实现给定截止日期约

束下以最小成本执行目标任务。针对该模型，

多种求解算法相继被提出，如协同进化遗传算

法［１２］、动态分组学习分布式粒子群算法［１３］、蒙

特卡罗采样法［１４］等。在考虑能耗约束的情况

下，Ｓｈｉ等［１５］以最小化作业完成时间为优化目

标，确定任务放置计划和资源分配计划。Ｘｉｅ
等［１６］提出在给定响应时间范围内可靠性最大化

的优化方法。此外，部分研究针对响应时间和

可靠性约束条件下最小化能耗［１７］和资源消

耗［１８］的工作流调度问题进行了研究。以上工作

大多是面向单目标工作流调度优化。

部分研究直接采用多目标模型进行优化。

Ｃｈｅｎ等［１９］将云工作流调度问题建模为双目标

（时间和费用）优化问题，设计了一种基于协同进

化多目标多种群框架的多目标蚁群算法；Ｌｉ等［２０］

针对该问题模型提出了一种基于评分和动态层次

的非支配排序遗传算法。Ｌｉ等［２１］在该问题模型

的基础上增加了截止日期约束，并提出了一种基

于多群协同进化的混合智能优化算法。Ｘｕｅ
等［２２］构建了针对云环境下完工时间、成本和负载

最优化的云工作流调度模型，采用参考向量引导

进化算法获得合适的工作流调度策略。上述多目

标云工作流调度模型仅考虑两个或三个目标，忽

略了其他重要目标，缺乏对问题的全盘考虑，鲜有

涉及四个及以上目标的云工作流调度研究工作，

存在一定的局限性。将云工作流调度建模为超多

目标优化问题，并提出相应的求解方法，可为云计

算平台资源分配提供更丰富的决策信息。

超多目标通常指四个及以上目标，超多目标

优化存在维度爆炸、支配阻抗、收敛性与多样性难

以合理平衡以及非规则前沿面等难点。其中，维

度爆炸容易导致寻优种群陷入局部最优；支配阻

抗是指种群中非支配解的比例急剧增加，导致基

于非支配排序的选择机制难以区分解的质量；多

样性与收敛性难以平衡是指由于目标空间维度增

大、搜索难度增加，解集的收敛性和多样性难以平

衡；非规则前沿面使权重向量设计困难和种群多

样性维持机制失效。在这一具有挑战性的背景

下，需要一种更加高效、灵活且具备适应性的

算法。

目前，多目标演化算法主要分为基于非支配

排序、基于分解以及基于性能指标的方法［２３］，这

些算法在处理超多目标问题时表现出显著的性能

差异。随着非支配解的比例增加，基于非支配排

序的选择机制效率急剧降低。基于分解的算法中

设置合适的权向量和参考点较为困难，对复杂问

题的适应性不佳。基于性能指标的方法利用解的

性能指标贡献度来引导搜索，但单一性能指标难

以全面刻画解的贡献度。协同演化利用多个互补

的搜索机制对问题进行协作优化［２４］，被认为是弥

补单一性能指标不足的有效手段。目前将协同演

化算法应用于云工作流调度，尤其是将其应用于

超多目标的云工作流调度问题中的研究比较少

见。因此，基于协同演化机制，本文提出一种双阶

段改进协同演化算法，旨在解决超多目标云工作

流调度问题，该算法首先生成高质量解集，然后通

过双档案集和多性能指标协同机制在搜索过程中

平衡收敛性和多样性。

１　超多目标云工作流调度问题

将云工作流调度建模为包含７个目标的超多
目标问题，具体目标为可靠性、执行时间、能耗、执

行成本、资源空闲率、负载均衡度和资源消耗度，

问题模型所涉及的符号和变量含义见表１。云工
作流采用有向无环图（ｄｉｒｅｃｔａｃｙｃｌｉｃｇｒａｐｈ，ＤＡＧ）
表示，其简单示例如图１所示。

·６３·
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表１　符号和定义
Ｔａｂ．１　Ｓｙｍｂｏｌｓａｎｄｄｅｆｉｎｉｔｉｏｎｓ

符号 定义

Ｇ 云工作流

Ｔｉ 第ｉ个任务

Ｖｊ 第ｊ个虚拟机

ｎ 任务数量

珟ｍ 虚拟机数量

Ｐｊ 第ｊ个虚拟机的计算能力

Ｃｊ 第ｊ个虚拟机的单位时间租赁价格

ＤＴｉ 第ｉ个任务数据大小

Ｔｐｒｅｄ（ｉ） 第ｉ个任务的前驱

Ｔｓｕｃｃ（ｉ） 第ｉ个任务的后继

ｘ［ｉ］ 第ｉ个任务选择的虚拟机编号

λｊ 虚拟机Ｖｊ的恒定故障率

β 虚拟机电路相关常数

Γｖ 虚拟机静态电路系数

γ 虚拟机增长率

γ 虚拟机通信成本增长率

ｗｉ，ｊ 第ｉ个任务在第ｊ个虚拟机上的执行时间

ｅｉ，ｊ 第ｉ个任务到第ｊ个任务的数据传输时间

ＳＴ（ｉ） 第ｉ个任务的开始时间

ＥＴ（ｉ） 第ｉ个任务的结束时间

ＬＳＴ（ｊ） 第ｊ个虚拟机的租赁开始时间

ＬＥＴ（ｊ） 第ｊ个虚拟机的租赁结束时间

Ｒ（Ｔｉ，Ｖｊ） 虚拟机Ｖｊ执行任务Ｔｉ的可靠性

Ｅ（Ｔｉ，Ｖｊ） 虚拟机Ｖｊ执行任务Ｔｉ产生的能耗

ｕ（ｊ） 虚拟机Ｖｊ的利用率

ｉｄｌｅ（ｊ） 虚拟机Ｖｊ的空闲率

Ｒ（Ｇ） 总可靠性

ＴＥＴ 总执行时间

Ｅ（Ｇ） 总能耗

ＴＥＣ 总执行成本

ＩＲ（Ｇ） 总空闲率

ＬＢ 负载均衡度

ＲＣ（Ｇ） 资源消耗度

图１　简单云工作流示例
Ｆｉｇ．１　Ｓｉｍｐｌｅｃｌｏｕｄｗｏｒｋｆｌｏｗｅｘａｍｐｌｅ

１）设Ｖ＝｛Ｖ１，…，Ｖ珟ｍ｝是虚拟机集合，工作流
Ｇ＝（Ｔ，Ｅ），其中Ｔ＝｛Ｔ１，…，Ｔｎ｝代表任务集合，
Ｅｉｊ∈Ｅ代表任务之间的依赖关系，若 Ｅｉｊ＝１，则
Ｔｊ的开始时间必须在 Ｔｉ完成之后。工作流中第
ｉ个任务的调度方案可表示为 Ｓｉ＝［Ｔｉ，ｘ［ｉ］，
ＳＴ（ｉ），ＥＴ（ｉ）］，其中 ｘ［ｉ］代表执行任务 Ｔｉ的虚
拟机编号，且每个任务只能分配给一个虚拟机，

ＳＴ（ｉ）和 ＥＴ（ｉ）分别表示任务 Ｔｉ的开始时间和
结束时间。此外，虚拟机 Ｖｊ的租赁开始时间和
租赁结束时间分别为 ＬＳＴ（ｊ）和 ＬＥＴ（ｊ）。任务
Ｔｉ在虚拟机 Ｖｊ上的执行时间根据任务大小和虚
拟机的计算能力采用式 ｗｉ，ｊ＝ＤＴｉ／Ｐｊ得到。根
据任务之间的依赖关系，Ｔｉ的开始时间、结束时
间以及对应虚拟机的租赁开始时间和租赁结束

时间可采用递归的方式得到，具体计算方法

如下：

ＳＴ（ｉ）＝

ＬＥＴ（ｘ［ｉ］） 　Ｔｐｒｅｄ（ｉ）＝
ｍａｘ（ ｍａｘ

Ｔｋ∈Ｔｐｒｅｄ（ｉ）
｛ＥＴ（ｋ）｝，ＬＥＴ（ｘ［ｉ］））

　Ｔｐｒｅｄ（ｉ）
{

≠

（１）

Ｔｒａｎｓｆｅｒ（ｉ）＝ ∑
Ｔｋ∈Ｔｓｕｃｃ（ｉ）
ｘ［ｉ］≠ｘ［ｋ］

ｅｉ，ｋ （２）

ＥＴ（ｉ）＝ＳＴ（ｉ）＋ｗｉ，ｘ［ｉ］＋Ｔｒａｎｓｆｅｒ（ｉ） （３）
ＬＳＴ（ｘ［ｉ］）＝ＳＴ（ｉ） （４）
ＬＥＴ（ｘ［ｉ］）＝ＥＴ（ｉ） （５）

其中，Ｔｒａｎｓｆｅｒ（ｉ）代表任务 Ｔｉ在分配虚拟机之后
传输数据所需时间。如果工作流中有多个输入和

输出节点，则在对应位置设虚拟任务节点，初始任

务的开始时间 ＳＴ为０。总执行时间 ＴＥＴ和总执
行成本ＴＥＣ的计算如下：

ＴＥＴ＝ｍａｘ｛ＥＴ（ｉ）｝，１≤ｉ≤ Ｔ （６）

ＴＥＣ＝∑
Ｔ

ｉ＝１
Ｃｘ［ｉ］×（ＬＥＴ（ｘ［ｉ］）－ＬＳＴ（ｘ［ｉ］））

（７）
２）云工作流调度可靠性定义为虚拟机在给

定时间间隔内连续工作不发生故障的概率，即在

虚拟机Ｖｊ上执行任务Ｔｉ的可靠性为 Ｒ（Ｔｉ，Ｖｊ）＝
ｅ－λｊ×ｗｉ，ｊ，其中 λｊ代表虚拟机 Ｖｊ的恒定故障率。
整个云工作流的可靠性为：

Ｒ（Ｇ）＝∏
Ｔｉ∈Ｇ
Ｒ（Ｔｉ，Ｖｘ［ｉ］） （８）

３）能耗功率模型可表示为 Γ＝Γｓ＋Γｄ＝

Γｓ＋β·ｆ
ｐ，其中：Γｓ代表虚拟机待机静态功耗；

Γｄ代表虚拟机处理任务时动态功耗，Γｄ取决于
虚拟机的电路相关常数β和虚拟机频率 ｆ；ｐ是动

·７３·



国 防 科 技 大 学 学 报 第４７卷

态幂指数，通常取大于２的固定值。为简化起见，
默认所有虚拟机运行时均以最大频率运行，频率ｆ
设为固定值１。因此，在虚拟机 Ｖｊ上执行任务 Ｔｉ
的能耗为：

Ｅ（Ｔｉ，Ｖｊ）＝（Γｖ（ｊ）＋βｊ）·ｗｉ，ｊ （９）
式中，Γｖ代表虚拟机的静态电路系数。整个云工
作流的总能耗为：

Ｅ（Ｇ）＝∑
Ｔ

ｉ＝１
Ｅ（Ｔｉ，Ｖｘ［ｉ］） （１０）

４）空闲率反映所分配的虚拟机有效利用的
情况，其值越小，代表被租用的虚拟机空置时间越

少。与之相对应的是虚拟机利用率，虚拟机空闲

率越小，则虚拟机利用率越高。虚拟机 Ｖｊ的利用
率计算方式如下：

ｕ（ｊ）＝ ∑（ＥＴ（ｉ）－ＳＴ（ｉ））
ｍａｘ｛ＥＴ（ｉ）｝－ｍｉｎ｛ＳＴ（ｉ）｝，ｘ［ｉ］＝ｊ

（１１）
当Ｖｊ上没有任何任务时，其利用率为０。虚拟机
Ｖｊ的空闲率为 ｉｄｌｅ（ｊ）＝１－ｕ（ｊ），整个云工作流
的空闲率为：

ＩＲ（Ｇ）＝∑
Ｖ

ｊ＝１
ｉｄｌｅ（ｊ） （１２）

５）负载均衡度反映虚拟机利用率的均衡程
度，具体计算方法为：

ＬＢ＝
∑
Ｖ

ｊ＝１
（ｕ（ｊ）－μ）２

Ｖ （１３）

式中，μ代表所有虚拟机利用率的平均值。
６）资源消耗度取决于任务的执行时间和通

信时间，用 ＲＣ表示，设 γｊ表示虚拟机 Ｖｊ的增长
率，对于在虚拟机 Ｖｊ上执行的任务 Ｔｉ，其计算代
价为 γｊ·ｗｉ，ｊ。同时，假定通信成本随着通信开
销而增长，并且对于所有处理器来说增长率是

恒定的，γ表示通信成本的增长率，则任务 Ｔｉ
在虚拟机 Ｖｊ上执行产生的资源消耗度为：

ＲＣ（Ｔｉ，Ｖｊ）＝γｊ·ｗｉ，ｊ＋ ∑
Ｔｋ∈Ｔｐｒｅｄ（ｉ）

γ·ｅｋ，ｉ

（１４）
云工作流的资源消耗度为：

ＲＣ（Ｇ）＝∑
Ｔ

ｉ＝１
ＲＣ（Ｔｉ，Ｖｘ［ｉ］） （１５）

云工作流调度问题的目标为：

ｍｉｎＦ＝（ＴＥＴ，ＴＥＣ，－Ｒ（Ｇ），Ｅ（Ｇ），ＩＲ（Ｇ），ＬＢ，ＲＣ（Ｇ））
（１６）

为便于理解，根据图１所示工作流，生成一个
简单实例。设虚拟机数量为４，表２为随机生成
的虚拟机各项参数。

表２　虚拟机参数

Ｔａｂ．２　Ｖｉｒｔｕａｌｍａｃｈｉｎｅｐａｒａｍｅｔｅｒｓ

虚拟机

编号

单位时间

成本
失败率 γ γ Γｖ β

１ ０．５５ ８×１０－５ １．１７ ０．５ ０．０６ １．１

２ ０．２９ ７×１０－５ ０．８３ ０．５ ０．０５ １．０

３ ０．８５ ９×１０－５ １．５０ ０．５ ０．０５ １．１

４ ０．０１ ６×１０－５ ０．５０ ０．５ ０．０５ ０．８

设任务在虚拟机上的执行时间矩阵 ｗ和任
务之间的数据传输时间矩阵ｅ为：

ｗ＝

Ｔ１
Ｔ２
Ｔ３
Ｔ４
Ｔ５
Ｔ６
Ｔ７
Ｔ８

８ ４ ４ ３
７ ８ １１ １２
４ ５ ４ ４
５ ９ １０ １０
４ ９ ７ １０
１０ ９ １２ １１
５ ７ ３ ３

























７ ３ ６ ６

Ｖ１ Ｖ２ Ｖ３ Ｖ４

ｅ＝

Ｔ１
Ｔ２
Ｔ３
Ｔ４
Ｔ５
Ｔ６
Ｔ７
Ｔ８

０２．８７１．２７ ０ ０ ０ ０ ０
０ ０ ０ ２．２７ ０ ０ ０ ０
０ ０ ０ ２．２３０．２９ ０ ０ ０
０ ０ ０ ０ ０ ２．３９２．０４ ０
０ ０ ０ ０ ０ ０ ０ ０
０ ０ ０ ０ ０ ０ ０ ０
０ ０ ０ ０ ０ ０ ０ １．５２

























０ ０ ０ ０ ０ ０ ０ ０

Ｔ１ Ｔ２ Ｔ３ Ｔ４ Ｔ５ Ｔ６ Ｔ７ Ｔ８　

给定初始解ｘ＝（４，２，４，１，１，２，３，２），待虚拟
机分配完成之后，任务执行顺序确定，解ｘ对应的
甘特图如图２所示。图中白色方块代表任务在虚
拟机上的执行时间，灰色方块代表任务之间的数

据传输时间。

图２　解ｘ对应的甘特图
Ｆｉｇ．２　Ｇａｎｔｔｃｈａｒｔｃｏｒｒｅｓｐｏｎｄｉｎｇｔｏｔｈｅｓｏｌｕｔｉｏｎｘ
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任务执行顺序确定后，根据前述公式，可得总

执行时间 ＴＥＴ＝３７５７ｓ，总执行成本 ＴＥＣ＝
１７８５，总可靠性 Ｒ（Ｇ）＝９９６２２４％，总能耗
Ｅ（Ｇ）＝６７７，总空闲率ＩＲ（Ｇ）＝０２９７，负载均衡
度ＬＢ＝００１７，资源消耗度ＲＣ（Ｇ）＝４１９７。

为对比初始解ｘ得到的结果，随机生成解ｙ＝
（４，１，４，１，３，１，４，２），其对应的甘特图如图 ３
所示。

图３　解ｙ对应的甘特图
Ｆｉｇ．３　Ｇａｎｔｔｃｈａｒｔｃｏｒｒｅｓｐｏｎｄｉｎｇｔｏｔｈｅｓｏｌｕｔｉｏｎｙ

可得解 ｙ对应的总执行时间 ＴＥＴ＝２９９１ｓ，
总执行成本 ＴＥＣ＝２０２６，总可靠性Ｒ（Ｇ）＝
９９６２２９％，总能耗 Ｅ（Ｇ）＝６３５３，总空闲率
ＩＲ（Ｇ）＝０３０８，负载均衡度ＬＢ＝００１８，资源消耗
度 ＲＣ（Ｇ）＝４８１４。对比解 ｘ和解 ｙ的性能指
标，可知解ｘ在总执行时间、可靠性和能耗上差于
解ｙ，但其余目标上均优于解 ｙ，二者在不同目标
上有各自优势。

云工作流调度问题的解空间具有组合爆炸特

征，图１工作流包含８个任务和４个虚拟机，其搜
索空间规模为４８＝６５５３６。随着任务数量和虚拟
机数量的增加，搜索空间规模呈指数增长。此外，

高维空间中不同目标冲突进一步加剧，对寻优算

法提出了更高要求。

２　双阶段改进协同演化算法

由于超多目标优化问题存在维度爆炸和支配

阻抗等特征，传统的演化算法在解决此类问题时

寻优性能下降，并且高维空间中平衡解集的收敛

性和多样性更加困难，为此，提出一种双阶段改进

协同演化算法（ｄｕａｌｓｔａｇｅｉｍｐｒｏｖｅｄｃｏｅｖｏｌｕｔｉｏｎａｒｙ
ａｌｇｏｒｉｔｈｍ，ＤＳＩＣＥＡ）：
１）引入双阶段策略使算法分阶段探索解空

间。第一阶段通过集成指标选择综合性能较好的

个体，作为第二阶段的初始解；第二阶段通过双档

案集互补指标协同来引导种群搜索，兼顾收敛性

和多样性。

２）在第一阶段搜索进程中，提出一种融合解
集收敛性与多样性的集成指标，引导种群进化，以

期提高解集质量，缓解支配阻抗问题。

３）对第二阶段中父代个体更新方式进行改
进，从双档案集中选择父代个体，以提升生成新解

的多样性，避免种群陷入局部最优。

２．１　算法框架

ＤＳＩＣＥＡ流程如图 ４所示，第一阶段采用集
成指标获得综合性能较好的解集，第二阶段采用

双指标双档案集引导种群进化，以更好地平衡解

集收敛性和多样性。ＤＳＩＣＥＡ伪代码见算法 １。
首先初始化种群 Ｐ和第二阶段初始化标志位
Ｉｎｉｔｉａｌｉｚｅｄ（１～２行），算法执行第一阶段搜索的条
件为ＦＥ＜ｔ×ｍａｘＦＥｓ，其中 ＦＥ代表当前迭代的
评价次数，参数 ｔ控制第一阶段搜索资源投入占
比。在第一阶段中（５～７行），首先采用随机配对
选择得到父代集合 Ｐａｒｅｎｔ（５行），通过遗传算子
产生子代种群 Ｏｆｆ（６行），之后执行环境选择算
子，通过集成指标选择个体得到更新后的种群 （７
行）。在第二阶段中（９～１８行），对Ｔｗｏ＿Ａｒｃｈ２算
法［２５］进行延伸和拓展，首先对收敛性档案集 ＣＡ
和多样性档案集ＤＡ赋值 ，通过随机配对选择生
成父代集合 Ｐａｒｅｎｔ１和 Ｐａｒｅｎｔ２。Ｐａｒｅｎｔ２在 Ｔｗｏ＿
Ａｒｃｈ２中仅从档案集 ＣＡ中选择个体，未考虑档
案集 ＤＡ中的个体，难以充分发挥档案集的作用，

图４　ＤＳＩＣＥＡ流程图
Ｆｉｇ．４　ＤＳＩＣＥＡｆｌｏｗｃｈａｒｔ

·９３·
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算法１　ＤＳＩＣＥＡ程序

Ａｌｇ．１　ＰｒｏｃｅｄｕｒｅｏｆＤＳＩＣＥＡ

输入：种群大小Ｎ
最大评价次数ｍａｘＦＥｓ

输出：最终种群 Ｐ

１．ＩｎｉｔｉａｌｉｚｅＰ
２．Ｉｎｉｔｉａｌｉｚｅｄ＝０
３．ｗｈｉｌｅＦＥ＜ｍａｘＦＥｓｄｏ
４．　ｉｆＦＥ＜ｔ×ｍａｘＦＥｓｔｈｅｎ
５．　　Ｐａｒｅｎｔ←ＭａｔｉｎｇＳｅｌｅｃｔｉｏｎ（Ｐ）
６．　　Ｏｆｆ←ＯｐｅｒａｔｏｒＧＡ（Ｐａｒｅｎｔ）
７．　　Ｐ←ＥｎｖｉｒｏｎｍｅｎｔａｌＳｅｌｅｃｔｉｏｎ（Ｐ∪Ｏｆｆ）
８．　ｅｌｓｅ
９．　　ｉｆＩｎｉｔｉａｌｉｚｅｄ＝０ｔｈｅｎ
１０．　　　ＣＡ＝Ｐ
１１．　　　ＤＡ＝Ｐ
１２．　　ｅｎｄｉｆ
１３．　　［Ｐａｒｅｎｔ１，Ｐａｒｅｎｔ２］←ＭａｔｉｎｇＳｅｌｅｃｔｉｏｎ（ＣＡ，ＤＡ）

１４．　　Ｏｆｆ←ＯｐｅｒａｔｏｒＧＡ（Ｐａｒｅｎｔ１，Ｐａｒｅｎｔ２）

１５．　　ＣＡ←ＵｐｄａｔｅＣＡ（Ｏｆｆ，ＣＡ）
１６．　　ＤＡ←ＵｐｄａｔｅＤＡ（Ｏｆｆ，ＤＡ）
１７．　　Ｐ＝ＤＡ
１８．　　Ｉｎｉｔｉａｌｉｚｅｄ＝１
１９．　ｅｎｄｉｆ
２０．ｅｎｄｗｈｉｌｅ
２１．ｒｅｔｕｒｎＰ

ＤＳＩＣＥＡ对此进行改进。通过遗传算子生成子代
后根据指标 Ｉ＋更新档案集 ＣＡ（１５行），根据 Ｌｐ
距离指标更新档案集ＤＡ（１６行）。迭代进化完成
后将多样性表现更好的档案集 ＤＡ作为最终解集
输出。

２．２　集成指标策略

ＤＳＩＣＥＡ第一阶段搜索过程中，采用集成指
标Ｉ反映解的综合性能，其由两部分组成，其中第
一部分Ｉ１（ｘ）为：

Ｉ１（ｘ）＝ ∑
ｙ∈Ｐ，ｙ≠ｘ

－ｅ－Ｉ＋（ｘ，ｙ）／０．０５ （１７）

Ｉ＋（ｘ，ｙ）＝ｍｉｎ（ｆｉ（ｘ）－≤ｆｉ（ｙ），ｉ∈｛１，…，ｍｄ｝）

（１８）
式中，ｍｄ为目标空间维度，Ｉ＋（ｘ，ｙ）代表个体ｘ在
目标空间中支配个体 ｙ所需要的最小距离。Ｉ＋
具有支配保持的特性，若ｘ支配ｙ，则Ｉ＋（ｘ，ｙ）＜
０。指标Ｉ１仅和个体目标值相关，无须设置参考
点或者相关参数，避免了参数设置对结果的影响。

第二部分Ｉ２（ｘ）可以反映个体的多样性，具体计
算方式如下：

Ｉ２（ｘ）＝ｍｉｎｙ∈Ｐ，ｙｐｒｅｃｅｄｅｓｘ｛ＩＳＤＥ（ｘ，ｙ）｝ （１９）

　ＩＳＤＥ（ｘ，ｙ）＝ ∑
１≤ｉ≤ｍ

ｓｄ（ｆｉ（ｘ），ｆｉ（ｙ））槡
２ （２０）

ｓｄ（ｆｉ（ｘ），ｆｉ（ｙ））＝
ｆｉ（ｙ）－ｆｉ（ｘ） ｆｉ（ｘ）＜ｆｉ（ｙ）{０ ｏｔｈｅｒｗｉｓｅ

（２１）
其中：ＩＳＤＥ通过距离反映个体的密度值，较小的距
离值对应较大的密度值，在进化过程中更容易被

淘汰，可有效维持种群多样性；ｙｐｒｅｃｅｄｅｓｘ代表
个体ｙ在种群 Ｐ中的下标位置先于个体 ｘ［２６］，经
过验证，使用该设置不仅可减少计算开销，而且会

使得ＤＳＩＣＥＡ的寻优效果进一步提升。为平衡解
集的收敛性和多样性，集成指标由Ｉ１和Ｉ２归一化
处理后相加：

Ｉ（ｘ）＝
Ｉ１（ｘ）－ｍｉｎ（Ｉ１）
ｍａｘ（Ｉ１）－ｍｉｎ（Ｉ１）

＋
Ｉ２（ｘ）－ｍｉｎ（Ｉ２）
ｍａｘ（Ｉ２）－ｍｉｎ（Ｉ２）

（２２）
Ｉ（ｘ）的值越大，对应个体 ｘ质量越好。算法２给
出了基于集成指标Ｉ的环境选择步骤。

算法２　环境选择
Ａｌｇ．２　Ｅｎｖｉｒｏｎｍｅｎｔａｌｓｅｌｅｃｔｉｏｎ

输入：当前种群Ｐ′
子代种群Ｏｆｆ
种群大小Ｎ

输出：下一代种群Ｐ

１．Ｐ←Ｐ′∪Ｏｆｆ
２．Ｉ１←Ｃｏｍｐｕｔｅｅａｃｈｉｎｄｉｖｉｄｕａｌｂｙ（１７）

３．Ｉ２←Ｃｏｍｐｕｔｅｅａｃｈｉｎｄｉｖｉｄｕａｌｂｙ（１９）

４．Ｉ←Ｃｏｍｐｕｔｅｅａｃｈｉｎｄｉｖｉｄｕａｌｂｙ（２２）
５．Ｐ←ＳｅｌｅｃｔＮｉｎｄｉｖｉｄｕａｌｓｗｉｔｈｍａｘｉｍｕｍＩ
６．ｒｅｔｕｒｎＰ

２．３　父代集合更新策略

在Ｔｗｏ＿Ａｒｃｈ２中，档案集 ＣＡ维持收敛性，档
案集ＤＡ维持多样性，并且ＣＡ在多样性方面远差
于ＤＡ。Ｔｗｏ＿Ａｒｃｈ２中父代集合 Ｐａｒｅｎｔ２通过随机
方式只从ＣＡ当中生成，没有考虑 ＤＡ中的个体。
为了充分利用档案集中的信息，ＤＳＩＣＥＡ从 ＣＡ和
ＤＡ的合集中选择表现更好的个体组成 Ｐａｒｅｎｔ２，
具体操作过程见算法３。

２．４　复杂度分析

ＤＳＩＣＥＡ的时间复杂度与迭代次数Ｋ、种群规
模Ｎ、目标个数ｍ和任务数 Ｔ有关。ＤＳＩＣＥＡ包
括两个阶段，第一阶段通过集成指标选择优势个

·０４·
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算法３　配对选择Ｐａｒｅｎｔ２
Ａｌｇ．３　ＭａｔｉｎｇｓｅｌｅｃｔｉｏｎｆｏｒＰａｒｅｎｔ２

输入：收敛性档案集ＣＡ
多样性档案集ＤＡ
种群大小Ｎ

输出：Ｐａｒｅｎｔ２

１．Ｐ１←ＳｅｌｅｃｔＮ／２ｉｎｄｉｖｉｄｕａｌｓｒａｎｄｏｍｌｙｆｒｏｍＤＡ

２．Ｐ２←ＳｅｌｅｃｔＮ／２ｉｎｄｉｖｉｄｕａｌｓｒａｎｄｏｍｌｙｆｒｏｍＤＡ

３．ｉｆＰ１ｄｏｍｉｎａｔｅＰ２ｔｈｅｎ

４．　Ｐａｒｅｎｔ２←ＳｅｌｅｃｔｉｎｄｉｖｉｄｕａｌｆｒｏｍＰ１
５．ｅｌｓｅ
６．　Ｐａｒｅｎｔ２←ＳｅｌｅｃｔｉｎｄｉｖｉｄｕａｌｆｒｏｍＰ２
７．ｅｎｄｉｆ
８．Ｐａｒｅｎｔ２←ＳｅｌｅｃｔＮ／２ｉｎｄｉｖｉｄｕａｌｓｒａｎｄｏｍｌｙｆｒｏｍＣＡ

９．ｒｅｔｕｒｎＰａｒｅｎｔ２

体，该阶段时间复杂度为Ｏ（０３ＫｍＮ２ Ｔ２）；第二

阶段通过双档案集指导种群进化，该阶段时间复杂

度为ｍａｘ｛Ｏ（０７ＫＮｌｇｍ－２ＮＴ２），Ｏ（０７ＫｍＮ２ Ｔ２）｝。

综上，ＤＳＩＣＥＡ的总时间复杂度为Ｏ（ｍＫＮ２ Ｔ２＋
ｍａｘ｛ＫＮｌｇｍ－２ＮＴ２，ｍＫＮ２ Ｔ２｝）。

３　实验结果及分析

本节对 ＤＳＩＣＥＡ进行实验验证，首先分析参
数ｔ对算法性能的影响，随后通过消融实验检验
改进策略的有效性，最后通过与目前主流方法进

行对比实验，检验 ＤＳＩＣＥＡ的寻优能力。所有算
法独立重复运行３０次，并采用非参检验测试所得
结果的显著性差异。

３．１　实验设置

实验数据集为科学工作流 ＣｙｂｅｒＳｈａｋｅ、
Ｅｐｉｇｅｎｏｍｉｃｓ、Ｉｎｓｐｉｒａｌ、Ｍｏｎｔａｇｅ、ＳＩＰＨＴ 以 及

Ｇａｕｓｓｉａｎ工作流和ＦａｓｔＦｏｕｒｉｅｒ工作流。每一类工
作流均设置其对应的小、中、大不同规模的问题

实例。

５类科学工作流的所有实例数据及任务之间
的依赖关系均来自南加州大学开发的一套开源工

作流仿真软件的真实数据，Ｇａｕｓｓｉａｎ和 Ｆａｓｔ
Ｆｏｕｒｉｅｒ工作流的所有实例数据随机生成。云服
务中虚拟机的各项参数参考文献［２７－２８］，其中
虚拟机电路相关常数为０８≤β≤１．２，虚拟机静
态电路系数为００３≤Γｖ≤００７，虚拟机Ｖｊ的恒定
故障率与虚拟机单位时间租赁价格线性相关，单

位时间租赁价格越高的虚拟机代表其故障率越

低，范围设为［６×１０－５／ｍｓ，９×１０－５／ｍｓ］。结合

实际情况将虚拟机增长率设为 ０．５≤ γ≤
１２ｋｂｉｔ／ｍｓ，虚拟机通信成本增长率设为 γ ＝
０５ｋｂｉｔ／ｍｓ。表３为不同规模工作流对应的任务
数量和虚拟机数量，小规模任务场景下工作流的

拓扑结构如图 ５所示。所有实验中种群规模 Ｎ
设为 １００，目标函数最大评价次数 ｍａｘＦＥｓ为
５００００。采用逆世代距离（ｉｎｖｅｒｔｅｄｇｅｎｅｒａｔｉｏｎａｌ
ｄｉｓｔａｎｃｅ，ＩＧＤ）对解集进行评价，ＩＧＤ值越小，代
表解集的收敛性和分布性越好。

表３　云工作流实例参数配置
Ｔａｂ．３　Ｐａｒａｍｅｔｅｒｃｏｎｆｉｇｕｒａｔｉｏｎｓｏｆｃｌｏｕｄｗｏｒｋｆｌｏｗｉｎｓｔａｎｃｅｓ

工作流类型 工作流规模 任务数量 虚拟机数量

ＣｙｂｅｒＳｈａｋｅ 小／中／大 ３０／５０／１００ ５／８／１０

Ｅｐｉｇｅｎｏｍｉｃｓ 小／中／大 ２４／４７／１００ ５／８／１０

Ｉｎｓｐｉｒａｌ 小／中／大 ３０／５０／１００ ５／８／１０

Ｍｏｎｔａｇｅ 小／中／大 ２５／５０／１００ ５／８／１０

ＳＩＰＨＴ 小／中／大 ２９／５８／９７ ５／８／１０

Ｇａｕｓｓｉａｎ 小／中／大
１４，３５／７７／
１３５，２０９

４／８／１６

ＦａｓｔＦｏｕｒｉｅｒ 小／中／大 １５／３９／９５，２２３ ４／８／１６

（ａ）Ｍｏｎｔａｇｅ　　（ｂ）Ｅｐｉｇｅｎｏｍｉｃｓ　　（ｃ）Ｉｎｓｐｉｒａｌ

（ｄ）ＣｙｂｅｒＳｈａｋｅ　　　　　　　（ｅ）ＳＩＰＨＴ

　（ｆ）Ｇａｕｓｓｉａｎ　　　　（ｇ）ＦａｓｔＦｏｕｒｉｅｒ

图５　云工作流拓扑结构
Ｆｉｇ．５　Ｃｌｏｕｄｗｏｒｋｆｌｏｗｔｏｐｏｌｏｇｙｓｔｒｕｃｔｕｒｅｓ
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ＩＧＤ（ＰＦ，Ｑ）＝
∑
ν∈ＰＦ
ｄｉｓｔ（ν，Ｑ）

ＰＦ （２３）

其中，ＰＦ代表真实 Ｐａｒｅｔｏ解集，Ｑ代表算法输出
的解集，ｄｉｓｔ（ν，Ｑ）代表 ＰＦ中的个体 ν与 Ｑ中的
目标向量之间的最小欧氏距离。由于所求问题理

论最优前沿解集未知，因此通过多次运行所有参

与比较的算法，从获取的解集中筛选出非支配解，

以构建参考前沿解集。

３．２　参数分析

ＤＳＩＣＥＡ中的参数 ｔ用于控制第一阶段计算
资源投入占比，为考察其取值对算法性能的影响，

对比参数ｔ的９个不同取值（从０１至０９，间隔
为０１），在 ２４个问题实例上分别运行 ３０次。
表４给出了单因素方差分析（ａｎａｌｙｓｉｓｏｆｖａｒｉａｎｃｅ，
ＡＮＯＶＡ）的结果，从表中可以得到 ｐ值远小于
００５，表明参数 ｔ对算法有显著影响。为寻找参
数ｔ的最佳取值，观察３０次运行得到的ＩＧＤ指标
值具体分布情况。图６给出了 ＩＧＤ指标归一化
之后的具体结果，当 ｔ＝０３时，ＩＧＤ值处于最佳
状态，并且在该取值情况下，ＩＧＤ中位数的值明显
好于其余情况。

表４　单因素方差分析结果
Ｔａｂ．４　Ｏｎｅｗａｙａｎａｌｙｓｉｓｏｆｖａｒｉａｎｃｅｒｅｓｕｌｔｓ

误差来源 平方和 自由度 均方 Ｆ统计量 ｐ值（Ｆ）

组间误差 　６．７２０１ ８ ０．８４００２ ９．４４ ２．０９０２Ｅ－１１

组内误差 ２２．４１８７ ２５２ ０．０８８９６

合计 ２９．１３８８ ２６０

图６　ＩＧＤ指标值箱线图
Ｆｉｇ．６　ＢｏｘｐｌｏｔｏｆＩＧＤｉｎｄｉｃａｔｏｒｖａｌｕｅｓ

图７给出了参数 ｔ不同取值下在２４个问题
实例上运行３０次计算得到ＩＧＤ值的 Ｆｒｉｅｄｍａｎ排

名情况，从图中可以看出，ｔ＝０３时排名第一。与
图６对应，以ｔ＝０３为分界点，增大或减小ｔ值，算
法性能均有所降低。ｔ值过小，算法第一阶段中生
成解集的质量欠佳，进而影响后续的进化过程；ｔ值
过大，算法第一阶段消耗计算资源过多，导致第二

阶段没有足够的计算资源对解集进行优化，使最终

结果变差，当ｔ取０３时平衡效果较佳。

图７　在不同ｔ取值下所得ＤＳＩＣＥＡ的
Ｆｒｉｅｄｍａｎ排名

Ｆｉｇ．７　ＦｒｉｅｄｍａｎｒａｎｋｉｎｇｏｆＤＳＩＣＥＡｆｏｒ
ｄｉｆｆｅｒｅｎｔｖａｌｕｅｓｏｆｔ

３．３　消融分析

为考察所提策略对算法性能的影响，设计了

四种变体，记作 ＤＳＩＣＥＡⅠ、ＤＳＩＣＥＡⅡ、ＤＳＩＣＥＡⅢ、
ＤＳＩＣＥＡⅣ。ＤＳＩＣＥＡⅠ 中，Ｉ被 替 换 为 Ｉ＋；
ＤＳＩＣＥＡⅡ中Ｉ被替换为ＩＳＤＥ；ＤＳＩＣＥＡⅢ中，将第
一阶段删除；ＤＳＩＣＥＡⅣ中，将第二阶段 Ｐａｒｅｎｔ２
的更新方式用随机生成的方式替换。

表５给出了ＤＳＩＣＥＡ与其他四种变体在２４个
问题实例上运行３０次得到的ＩＧＤ平均值、标准差
及统计分析结果。Ｆｒｉｅｄｍａｎ代表算法在所有实例
上排名的平均值，括号中的数值代表算法的最终排

名；Ｂｅｓｔ代表算法排名第一的问题数量和问题总
数；表格最后给出了Ｗｉｌｃｏｘｏｎ秩和检验结果，其中
＋／＝／－分别代表 ＤＳＩＣＥＡ显著优于、相似于、劣
于该算法的问题实例数量。表格中灰色背景数值

为该问题上的 ＩＧＤ最优值，符号●／§／○代表
ＤＳＩＣＥＡ优于、相似于、劣于该算法。从表中数据可
以观察到ＤＳＩＣＥＡ在１１个实例上表现效果最优，而
剩下四种变体分别只在３、３、１、６个实例上表现最好，
并且ＤＳＩＣＥＡ只在３个实例上略差于ＤＳＩＣＥＡⅡ，在
１个实例上略差于 ＤＳＩＣＥＡⅣ，在剩余实例上
ＤＳＩＣＥＡ优于或相似于其他变体，且 ＤＳＩＣＥＡ的
Ｆｒｉｅｄｍａｎ排名第一，证明改进策略有效。

·２４·
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表５　ＤＳＩＣＥＡ与变体在所有问题实例上的ＩＧＤ指标均值及标准差
Ｔａｂ．５　ＭｅａｎａｎｄｓｔａｎｄａｒｄｄｅｖｉａｔｉｏｎｏｆＩＧＤｍｅｔｒｉｃｆｏｒＤＳＩＣＥＡａｎｄｖａｒｉａｎｔｓｏｖｅｒａｌｌｉｎｓｔａｎｃｅｓ

问题实例 ＤＳＩＣＥＡ ＤＳＩＣＥＡⅠ ＤＳＩＣＥＡⅡ ＤＳＩＣＥＡⅢ ＤＳＩＣＥＡⅣ

ＣｙｂｅｒＳｈａｋｅ＿３０ ５．４３Ｅ＋１（２．３Ｅ＋１） ６．３９Ｅ＋１（１．６Ｅ＋１）§５．９４Ｅ＋１（２．６Ｅ＋１）§７．６２Ｅ＋１（４．７Ｅ＋１）● ６．１０Ｅ＋１（２．０Ｅ＋１）§

ＣｙｂｅｒＳｈａｋｅ＿５０ ３．８１Ｅ＋２（１．５Ｅ＋２） ３．９０Ｅ＋２（１．５Ｅ＋２）§４．１３Ｅ＋２（１．８Ｅ＋２）§５．１４Ｅ＋２（１．８Ｅ＋２）● ２．７６Ｅ＋２（１．４Ｅ＋２）○

ＣｙｂｅｒＳｈａｋｅ＿１００ ６．２４Ｅ＋２（２．６Ｅ＋２） ５．７４Ｅ＋２（１．９Ｅ＋２）§５．９６Ｅ＋２（１．９Ｅ＋２）§９．２４Ｅ＋２（４．０Ｅ＋２）● ５．９９Ｅ＋２（２．８Ｅ＋２）§

Ｅｐｉｇｅｎｏｍｉｃｓ＿２４ ５．５２Ｅ＋１（５．９Ｅ＋０） ８．４６Ｅ＋１（１．７Ｅ＋１）● ５．５６Ｅ＋１（５．１Ｅ＋０）§５．７１Ｅ＋１（８．３Ｅ＋０）§ ５．５６Ｅ＋１（５．１Ｅ＋０）§

Ｅｐｉｇｅｎｏｍｉｃｓ＿４７ ２．１９Ｅ＋２（４．０Ｅ＋１） ２．７５Ｅ＋２（９．７Ｅ＋１）● ２．２２Ｅ＋２（４．１Ｅ＋１）§２．５１Ｅ＋２（５．０Ｅ＋１）● ２．２５Ｅ＋２（４．３Ｅ＋１）§

Ｅｐｉｇｅｎｏｍｉｃｓ＿１００ ４．１８Ｅ＋３（２．０Ｅ＋２） ４．３４Ｅ＋３（３．２Ｅ＋２）● ４．２８Ｅ＋３（２．８Ｅ＋２）§４．３７Ｅ＋３（４．７Ｅ＋２）● ４．２６Ｅ＋３（２．７Ｅ＋２）§

ＦａｓｔＦｏｕｒｉｅｒ＿１５ ２．２５Ｅ＋１（２．３Ｅ＋１） ２．９６Ｅ＋１（２．５Ｅ＋１）● １．２２Ｅ＋１（１．５Ｅ＋１）○ ３．６９Ｅ＋１（３．２Ｅ＋１）● １．４９Ｅ＋１（１．７Ｅ＋１）§

ＦａｓｔＦｏｕｒｉｅｒ＿３９ １．４８Ｅ＋２（１．１Ｅ＋２） １．４５Ｅ＋２（７．４Ｅ＋１）§１．４７Ｅ＋２（１．１Ｅ＋２）§３．０３Ｅ＋２（１．９Ｅ＋２）● １．４３Ｅ＋２（９．６Ｅ＋１）§

ＦａｓｔＦｏｕｒｉｅｒ＿９５ ３．８７Ｅ＋２（１．８Ｅ＋２） ４．６９Ｅ＋２（２．６Ｅ＋２）§５．０３Ｅ＋２（２．１Ｅ＋２）● １．００Ｅ＋３（４．３Ｅ＋２）● ５．４４Ｅ＋２（２．４Ｅ＋２）●

ＦａｓｔＦｏｕｒｉｅｒ＿２２３ １．５０Ｅ＋３（６．７Ｅ＋２） １．３５Ｅ＋３（７．６Ｅ＋２）§１．９２Ｅ＋３（８．９Ｅ＋２）§４．３６Ｅ＋３（９．６Ｅ＋２）● １．２８Ｅ＋３（７．０Ｅ＋２）§

Ｇａｕｓｓｉａｎ＿１４ ２．１６Ｅ＋１（４．４Ｅ＋１） １．７６Ｅ＋１（２．５Ｅ＋１）§８．８４Ｅ＋０（１．１Ｅ＋１）○ ６．８８Ｅ＋１（１．０Ｅ＋２）● ７．９０Ｅ＋０（１．９Ｅ＋０）§

Ｇａｕｓｓｉａｎ＿３５ １．５０Ｅ＋２（６．５Ｅ＋１） １．８０Ｅ＋２（６．０Ｅ＋１）§１．７３Ｅ＋２（７．６Ｅ＋１）§１．６９Ｅ＋２（６．４Ｅ＋１）§ １．７７Ｅ＋２（３．３Ｅ＋１）§

Ｇａｕｓｓｉａｎ＿７７ ３．９９Ｅ＋２（１．５Ｅ＋２） ３．４１Ｅ＋２（１．１Ｅ＋２）§４．３７Ｅ＋２（２．１Ｅ＋２）§６．４７Ｅ＋２（３．１Ｅ＋２）● ３．８１Ｅ＋２（１．２Ｅ＋２）§

Ｇａｕｓｓｉａｎ＿１３５ ８．００Ｅ＋２（２．３Ｅ＋２） ７．４７Ｅ＋２（２．１Ｅ＋２）§１．０７Ｅ＋３（４．２Ｅ＋２）● １．６４Ｅ＋３（４．７Ｅ＋２）● ７．４２Ｅ＋２（１．６Ｅ＋２）§

Ｇａｕｓｓｉａｎ＿２０９ １．３５Ｅ＋３（５．７Ｅ＋２） １．４２Ｅ＋３（４．８Ｅ＋２）§１．２７Ｅ＋３（６．１Ｅ＋２）§２．３３Ｅ＋３（８．８Ｅ＋２）● １．３１Ｅ＋３（６．２Ｅ＋２）§

Ｉｎｓｐｉｒａｌ＿３０ ２．９６Ｅ＋１（２．８Ｅ＋０） ３．９３Ｅ＋１（９．８Ｅ＋０）● ３．０８Ｅ＋１（７．１Ｅ＋０）§３．３２Ｅ＋１（７．９Ｅ＋０）§ ２．９７Ｅ＋１（３．７Ｅ＋０）§

Ｉｎｓｐｉｒａｌ＿５０ １．１１Ｅ＋２（１．０Ｅ＋１） １．３６Ｅ＋２（２．１Ｅ＋１）● １．１５Ｅ＋２（１．２Ｅ＋１）§１．１７Ｅ＋２（１．２Ｅ＋１）§ １．１７Ｅ＋２（１．１Ｅ＋１）●

Ｉｎｓｐｉｒａｌ＿１００ ２．７０Ｅ＋２（５．１Ｅ＋１） ２．８３Ｅ＋２（７．１Ｅ＋１）§２．４９Ｅ＋２（４．３Ｅ＋１）§３．６２Ｅ＋２（７．７Ｅ＋１）● ２．７６Ｅ＋２（６．６Ｅ＋１）§

Ｍｏｎｔａｇｅ＿２５ ４．３３Ｅ＋０（２．７Ｅ＋０） ３．３８Ｅ＋０（１．３Ｅ＋０）§３．７２Ｅ＋０（２．５Ｅ＋０）§８．５４Ｅ＋０（５．２Ｅ＋０）● ３．４６Ｅ＋０（２．５Ｅ＋０）§

Ｍｏｎｔａｇｅ＿５０ １．０８Ｅ＋１（３．４Ｅ＋０） １．２８Ｅ＋１（４．９Ｅ＋０）§１．４０Ｅ＋１（６．７Ｅ＋０）● ２．５６Ｅ＋１（１．１Ｅ＋１）● １．３１Ｅ＋１（６．６Ｅ＋０）§

Ｍｏｎｔａｇｅ＿１００ ４．２２Ｅ＋１（８．８Ｅ＋０） ４．５７Ｅ＋１（９．３Ｅ＋０）§４．５６Ｅ＋１（１．２Ｅ＋１）§９．２２Ｅ＋１（４．１Ｅ＋１）● ４．６６Ｅ＋１（９．８Ｅ＋０）●

ＳＩＰＨＴ＿２９ ４．１２Ｅ＋１（２．６Ｅ＋０） ４．４３Ｅ＋１（７．３Ｅ＋０）§４．２０Ｅ＋１（３．４Ｅ＋０）§４．１８Ｅ＋１（１．９Ｅ＋０）§ ４．２４Ｅ＋１（５．８Ｅ＋０）§

ＳＩＰＨＴ＿５８ １．８１Ｅ＋２（６．０Ｅ＋１） ２．４６Ｅ＋２（１．２Ｅ＋２）● １．７０Ｅ＋２（８．１Ｅ＋１）○ １．６５Ｅ＋２（６．６Ｅ＋１）§ １．６７Ｅ＋２（６．６Ｅ＋１）§

ＳＩＰＨＴ＿９７ ２．９６Ｅ＋２（３．６Ｅ＋１） ３．２５Ｅ＋２（５．９Ｅ＋１）§２．９０Ｅ＋２（３．３Ｅ＋１）§３．６３Ｅ＋２（６．１Ｅ＋１）● ２．８３Ｅ＋２（３．５Ｅ＋１）§

Ｆｒｉｅｄｍａｎ ２．２０８３（１） ３．３７５（４） ２．６２５（３） ４．４１６７（５） ２．３７５（２）

Ｂｅｓｔ １１／２４ ３／２４ ３／２４ １／２４ ６／２４

＋／＝／－ ７／１７／０ ３／１８／３ １８／６／０ ３／２０／１

　　实验结果表明，第一阶段生成的高质量解集对
第二阶段双档案集协同搜索具有积极作用，使得最

终解集质量更好。仅使用有偏好的单一性能指标

Ｉ＋或ＩＳＤＥ无法兼顾收敛性和多样性，难以产生综合
性能较好的解集。相较于仅从 ＣＡ中选择配对个
体，从ＣＡ与ＤＡ的合集中选择配对个体可提升配
对个体的多样性，一定程度上避免陷入局部最优，

进而提高算法寻优能力。

３．４　对比实验

为验证ＤＳＩＣＥＡ的寻优能力，将其与目前主流
方法 ＡＧＥＭＯＥＡ［２９］、ＢＣＥＩＢＥＡ［３０］、ＢＣＥＭＯＥＡ／
Ｄ［３０］、ＮＳＧＡⅢ［３１］、ＳＰＥＡ２［３２］、Ｔｗｏ＿Ａｒｃｈ２ 和
ＭＳＰＳＯ［３３］进行对比。表６给出了８种算法在２４个
实例上运行３０次得到的ＩＧＤ平均值、标准差及统

计分析结果。ＤＳＩＣＥＡ的Ｆｒｉｅｄｍａｎ排名为１１６６７，
在８种算法当中排名第一。ＤＳＩＣＥＡ在２０个问题
实例上表现最优，且分别在１９、２１、１７、２４、２１、１９、
１６个实例上显著优于其余算法，仅在 ＣｙｂｅｒＳｈａｋｅ
规模为１００和ＳＩＰＨＴ规模为５８时表现欠佳。

Ｆｒｉｅｄｍａｎ检验结果为：Ｆｒｉｅｄｍａｎ值为１０９４５８３，
大于临界值 χ２＝１４０７，因此在显著性水平 α＝
００５的情况下，８种算法在２４个实例上运行３０
次得到的平均 ＩＧＤ值存在显著差异。结合
ＢｏｎｆｅｒｒｏｎｉＤｕｎｎｔｅｓｔ计算得到临界差 ＣＤ＝２１４３２，
算法Ｆｒｉｅｄｍａｎ排名差值大于该值即存在显著差
异。８种算法的平均排名如图 ８所示，阈值
Ｔｈｒｅｓｈｏｌｄ＝３３０９９小于所有对比算法的排名，且
ＤＳＩＣＥＡ的平均排名与对比算法有明显差距，充
分证明了ＤＳＩＣＥＡ远远优于其余７种算法。

·３４·
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表６　对比算法在全部实例上的ＩＧＤ指标均值及标准差
Ｔａｂ．６　ＭｅａｎａｎｄｓｔａｎｄａｒｄｄｅｖｉａｔｉｏｎｏｆＩＧＤｍｅｔｒｉｃｏｆｃｏｍｐａｒｅｄａｌｇｏｒｉｔｈｍｓｏｖｅｒａｌｌｉｎｓｔａｎｃｅｓ

问题实例 ＤＳＩＣＥＡ ＡＧＥＭＯＥＡ ＢＣＥＩＢＥＡ ＢＣＥＭＯＥＡ／Ｄ ＭＳＰＳＯ ＮＳＧＡⅢ ＳＰＥＡ２ Ｔｗｏ＿Ａｒｃｈ２

ＣｙｂｅｒＳｈａｋｅ＿
３０

５．４３Ｅ＋１
（２．３Ｅ＋１）

６．１７Ｅ＋１
（２．５Ｅ＋１）§

６．５６Ｅ＋１
（２．１Ｅ＋１）●

７．２４Ｅ＋１
（２．２Ｅ＋１）●

５．５３Ｅ＋２
（２．６Ｅ＋２）●

６．６８Ｅ＋１
（２．７Ｅ＋１）§

５．９８Ｅ＋１
（１．７Ｅ＋１）§

８．４４Ｅ＋１
（５．２Ｅ＋１）●

ＣｙｂｅｒＳｈａｋｅ＿
５０

３．８１Ｅ＋２
（１．５Ｅ＋２）

３．８９Ｅ＋２
（２．１Ｅ＋２）§

４．６２Ｅ＋２
（１．５Ｅ＋２）●

４．６６Ｅ＋２
（１．７Ｅ＋２）§

１．６４Ｅ＋３
（２．５Ｅ＋２）●

３．６３Ｅ＋２
（１．８Ｅ＋２）§

４．０３Ｅ＋２
（１．６Ｅ＋２）§

４．８０Ｅ＋２
（１．８Ｅ＋２）●

ＣｙｂｅｒＳｈａｋｅ＿
１００

６．２４Ｅ＋２
（２．６Ｅ＋２）

６．９３Ｅ＋２
（３．４Ｅ＋２）§

８．７５Ｅ＋２
（３．５Ｅ＋２）●

４．７１Ｅ＋２
（２．２Ｅ＋２）○

６．７５Ｅ＋３
（１．３Ｅ＋３）●

８．６３Ｅ＋２
（２．３Ｅ＋２）●

１．３１Ｅ＋３
（４．４Ｅ＋２）●

８．４０Ｅ＋２
（３．０Ｅ＋２）●

Ｅｐｉｇｅｎｏｍｉｃｓ＿
２４

５．５３Ｅ＋１
（５．９Ｅ＋０）

９．５３Ｅ＋１
（１．１Ｅ＋１）●

８．７４Ｅ＋１
（８．９Ｅ＋０）●

１．１９Ｅ＋２
（１．４Ｅ＋１）●

５．２７Ｅ＋２
（１．５Ｅ＋２）●

１．７８Ｅ＋２
（１．９Ｅ＋１）●

９．０８Ｅ＋１
（２．１Ｅ＋１）●

５．７５Ｅ＋１
（６．７Ｅ＋０）§

Ｅｐｉｇｅｎｏｍｉｃｓ＿
４７

２．１９Ｅ＋２
（４．０Ｅ＋１）

３．５８Ｅ＋２
（８．７Ｅ＋１）●

３．１１Ｅ＋２
（７．７Ｅ＋１）●

４．２０Ｅ＋２
（１．９Ｅ＋２）●

６．５３Ｅ＋３
（１．３Ｅ＋３）●

１．５５Ｅ＋３
（２．７Ｅ＋２）●

３．８１Ｅ＋２
（７．４Ｅ＋１）●

２．９４Ｅ＋２
（１．１Ｅ＋２）●

Ｅｐｉｇｅｎｏｍｉｃｓ＿
１００

４．１８Ｅ＋３
（２．０Ｅ＋２）

５．２２Ｅ＋３
（５．０Ｅ＋２）●

５．１７Ｅ＋３
（７．０Ｅ＋２）●

６．４５Ｅ＋３
（１．０Ｅ＋３）●

７．８４Ｅ＋４
（１．２Ｅ＋４）●

１．６７Ｅ＋４
（６．６Ｅ＋３）●

５．２９Ｅ＋３
（３．８Ｅ＋２）●

４．３４Ｅ＋３
（５．４Ｅ＋２）§

ＦａｓｔＦｏｕｒｉｅｒ＿１５ ２．２５Ｅ＋１
（２．３Ｅ＋１）

３．３２Ｅ＋１
（２．４Ｅ＋１）●

３．０２Ｅ＋１
（１．９Ｅ＋１）●

３．１７Ｅ＋１
（２．４Ｅ＋１）§

２．０４Ｅ＋２
（１．０Ｅ＋２）●

３．３５Ｅ＋１
（１．８Ｅ＋１）●

２．８９Ｅ＋１
（２．３Ｅ＋１）§

３．１４Ｅ＋１
（２．５Ｅ＋１）●

ＦａｓｔＦｏｕｒｉｅｒ＿３９ １．４８Ｅ＋２
（１．１Ｅ＋２）

２．４３Ｅ＋２
（１．６Ｅ＋２）●

２．００Ｅ＋２
（１．２Ｅ＋２）§

２．１０Ｅ＋２
（１．２Ｅ＋２）●

１．０７Ｅ＋３
（３．０Ｅ＋２）●

２．５１Ｅ＋２
（１．４Ｅ＋２）●

２．０６Ｅ＋２
（１．１Ｅ＋２）●

２．８７Ｅ＋２
（２．０Ｅ＋２）●

ＦａｓｔＦｏｕｒｉｅｒ＿９５ ３．８７Ｅ＋２
（１．８Ｅ＋２）

８．２９Ｅ＋２
（３．２Ｅ＋２）●

６．４５Ｅ＋２
（２．５Ｅ＋２）●

５．１２Ｅ＋２
（３．０Ｅ＋２）§

２．６３Ｅ＋３
（３．８Ｅ＋２）●

６．８７Ｅ＋２
（２．８Ｅ＋２）●

６．７１Ｅ＋２
（３．２Ｅ＋２）●

８．５７Ｅ＋２
（３．２Ｅ＋２）●

ＦａｓｔＦｏｕｒｉｅｒ＿２２３ １．５０Ｅ＋３
（６．７Ｅ＋２）

３．０４Ｅ＋３
（９．８Ｅ＋２）●

２．６２Ｅ＋３
（９．５Ｅ＋２）●

２．５２Ｅ＋３
（９．４Ｅ＋２）●

１．４７Ｅ＋４
（１．１Ｅ＋３）●

１．９３Ｅ＋３
（８．１Ｅ＋２）●

３．１５Ｅ＋３
（７．８Ｅ＋２）●

３．５６Ｅ＋３
（１．１Ｅ＋３）●

Ｇａｕｓｓｉａｎ＿１４ ２．１７Ｅ＋１
（４．４Ｅ＋１）

５．６４Ｅ＋１
（５．８Ｅ＋１）●

２．６７Ｅ＋１
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图８　对比算法的Ｆｒｉｅｄｍａｎ排名
Ｆｉｇ．８　Ｆｒｉｅｄｍａｎｒａｎｋｉｎｇｏｆｃｏｍｐａｒｅｄａｌｇｏｒｉｔｈｍｓ

　　图 ９和图 １０给出了 ８种算法在大规模
Ｇａｕｓｓｉａｎ工作流和Ｍｏｎｔａｇｅ科学工作流上 ＩＧＤ度
量值中位数对应的归一化解集的对比情况，子图

中每条不同颜色的折线代表一个可行解。ＡＧＥ
ＭＯＥＡ和 ＮＳＧＡⅢ解集收敛性较好，但在多样性
方面表现较差；ＢＣＥＩＢＥＡ、ＢＣＥＭＯＥＡ／Ｄ和Ｔｗｏ＿
Ａｒｃｈ２在收敛性方面表现较差；ＢＣＥＭＯＥＡ／Ｄ和
ＳＰＥＡ２在多样性方面表现较优，但解集整体质量
效果欠佳。ＭＳＰＳＯ易陷入局部最优且易出现只
关注某一目标而忽略其余目标的情况。结果表明

７种对比算法无法同时兼顾收敛性和多样性，而

ＤＳＩＣＥＡ拥有良好的收敛性和多样性，且得到的
解集质量更优。

造成上述结果的可能原因如下：

１）ＡＧＥＭＯＥＡ对前沿解集的几何形状进行
预估，通过多样性和收敛度指标来选择优势个体，

然而该策略难以应对高维多目标前沿面，易陷入

局部最优。ＤＳＩＣＥＡ在进化过程中不依赖前沿面
的形状，通过集成指标和双档案集协同引导种群

搜索，有效提升算法的鲁棒性。

２）ＢＣＥＩＢＥＡ和 ＢＣＥＭＯＥＡ／Ｄ中支配准则
和ＳＰＥＡ２的支配强度准则无法解决超多目标问
题中的支配阻抗问题，收敛压力不足，致使最终解

集质量变差。ＤＳＩＣＥＡ使用多阶段策略及集成指
标和多指标协同机制引导种群进化，有效缓解了

支配阻抗问题，进而提升算法寻优能力。

３）在高维目标空间中，ＢＣＥＭＯＥＡ／Ｄ算法和
ＮＳＧＡⅢ算法面临维度爆炸和种群数量限制的挑
战，导致其基于分解的策略和基于参考点的策略

无法发挥作用。具体而言，预设的权重向量和参

考点可能难以适应实际问题，导致寻优种群无法

充分探索目标空间，容易陷入局部最优，影响解集

的质量。同时，种群数量的限制也是一个制约因

素，限制了算法在高维目标空间中的搜索能力，无

法寻找到高质量解集。ＤＳＩＣＥＡ不受预设参考向
量或参考点限制，对非规则前沿面适应性较好。

４）ＭＳＰＳＯ通过适应度函数将多目标问题转
化为单目标问题，在迭代过程中易出现仅优化其

　 （ａ）ＤＳＩＣＥＡ
（ＩＧＤ＝１５４９．９５４２）

　　　　 （ｂ）ＡＧＥＭＯＥＡ
（ＩＧＤ＝１８９２．４９８９）

　　　　 （ｃ）ＢＣＥＩＢＥＡ
（ＩＧＤ＝１８２１．８７８６）

　　　　 （ｄ）ＢＣＥＭＯＥＡ／Ｄ
（ＩＧＤ＝１９８５．９３７７）

　 （ｅ）ＭＳＰＳＯ
（ＩＧＤ＝１２９０８．０８５１）

　　　　 （ｆ）ＮＳＧＡⅡ
（ＩＧＤ＝２０１６．７５５１）

　　　　 （ｇ）ＳＰＥＡ２
（ＩＧＤ＝２８１６．９００４）

　　　　 （ｈ）Ｔｗｏ＿Ａｒｃｈ２
（ＩＧＤ＝２１６４．６３７７）

图９　对比算法在７目标大规模Ｇａｕｓｓｉａｎ工作流上所得解集的目标值的平行坐标
Ｆｉｇ．９　Ｔｈｅｆｉｎａｌｓｏｌｕｔｉｏｎｓｅｔｓｏｆｃｏｍｐａｒｅｄａｌｇｏｒｉｔｈｍｓｏｎｔｈｅ７ｏｂｊｅｃｔｉｖｅｌａｒｇｅｓｃａｌｅＧａｕｓｓｉａｎｗｏｒｋｆｌｏｗ，

ｓｈｏｗｎｂｙｐａｒａｌｌｅｌｃｏｏｒｄｉｎａｔｅｓ
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　 （ａ）ＤＳＩＣＥＡ
（ＩＧＤ＝４０．３２７１）

　　　　　 （ｂ）ＡＧＥＭＯＥＡ
（ＩＧＤ＝８２．９４６３）

　　　　　 （ｃ）ＢＣＥＩＢＥＡ
（ＩＧＤ＝６７．８２４５）

　　　　　（ｄ）ＢＣＥＭＯＥＡ／Ｄ
（ＩＧＤ＝６０．１７４１）

　 （ｅ）ＭＳＰＳＯ
（ＩＧＤ＝９９７．４６１２）

　　　　　 （ｆ）ＮＳＧＡⅢ
（ＩＧＤ＝１０１．９３７２）

　　　　　 （ｇ）ＳＰＥＡ２
（ＩＧＤ＝１０８．７３２９）

　　　　　 （ｈ）ＴｗｏＡｒｃｈ２
（ＩＧＤ＝８６．５０３８）

图１０　对比算法在７目标大规模Ｍｏｎｔａｇｅ科学工作流上所得解集的目标值的平行坐标
Ｆｉｇ．１０　Ｔｈｅｆｉｎａｌｓｏｌｕｔｉｏｎｓｅｔｓｏｆｃｏｍｐａｒｅｄａｌｇｏｒｉｔｈｍｓｏｎｔｈｅ７ｏｂｊｅｃｔｉｖｅｌａｒｇｅｓｃａｌｅＭｏｎｔａｇｅｗｏｒｋｆｌｏｗ，

ｓｈｏｗｎｂｙｐａｒａｌｌｅｌｃｏｏｒｄｉｎａｔｅｓ

中某一目标而忽略了其余目标的情况，且 ＭＳＰＳＯ
虽然使用不同种类的粒子组成的多个子群来提高

算法的探索能力，但在高维空间易陷入局部最优，

难以充分探索目标空间。ＤＳＩＣＥＡ使用集成指标
在第一阶段选择优秀个体，在第二阶段通过双档

案集指导种群进化可以有效避免种群陷入局部最

优，并提升解集质量。

５）Ｔｗｏ＿Ａｒｃｈ２通过多样性档案集和收敛性档
案集协同指导种群的进化，但是随机初始化档案

集质量难以保证，导致双档案集协同搜索效果欠

佳。ＤＳＩＣＥＡ通过第一阶段生成高质量解集作为
第二阶段的初始解，可以有效发挥双档案集的指

导作用，加快种群进化速度，进而提升算法性能。

３．５　运行时间

所有实验在一台 Ｃｏｒｅｉ５２．３ＧＨｚ、１６ＧＢ
ＲＡＭ、Ｗｉｎｄｏｗｓ１０的笔记本电脑上使用 ＰｌａｔＥＭＯ
平台［３４］运行，表７记录了８种算法在２４个问题
实例上运行 ３０次的平均运行时间。ＤＳＩＣＥＡ使
用多性能指标协同机制平衡解集的收敛性和多

样性，增加了一部分额外的计算开销，因此在运

行时间方面 ＤＳＩＣＥＡ无法取得较大的优势。但
随着问题规模的增加，ＤＳＩＣＥＡ与对比算法之间
的差距逐渐缩小，证明 ＤＳＩＣＥＡ有着良好的可扩
展性和适应性。ＭＳＰＳＯ算法通过适应度函数对
比个体好坏，因此运行时间最短，但其对问题的

优化效果最差。Ｔｗｏ＿Ａｒｃｈ２算法因维护双档案
集造成了较大的运行时间开销。ＢＣＥＭＯＥＡ／Ｄ
算法的分解策略和支配准则无法缓解维度爆炸

和支配阻抗等问题，导致了运行时间增加。虽

然 ＤＳＩＣＥＡ在运行时间方面无法超越所有对比
算法，但 ＤＳＩＣＥＡ中的双阶段策略和多性能指标
协同机制可以有效平衡解集的收敛性与多样

性，充分探索目标空间，提升解集质量，其效果

显著优于对比算法。

４　结论

研究将云工作流调度建模为超多目标优化问

题，提出改进协同演化算法，通过双阶段策略使算

法分阶段探索解空间，有效平衡收敛性和多样性，

避免陷入局部最优。第一阶段中使用集成性能指

标引导种群搜索，缓解支配阻抗，通过改进第二阶

段中父代更新方式以提升算法的寻优能力。在７
类工作流实例上的测试结果表明，ＤＳＩＣＥＡ在收
敛性、多样性和解集质量等方面均有更好的表现，

算法的寻优能力远优于目前主流演化算法。

今后可尝试将不同特征的指标结合运用在算

法的第一阶段生成更高质量的解集，还可考虑将

不同的算法融入第二阶段当中引导算法在保持多

样性的同时快速收敛，对于第一阶段搜索资源投

入占比的控制参数ｔ的自适应研究同样也是一个
具有前景的方向。
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表７　对比算法在全部实例上的平均运行时间
Ｔａｂ．７　Ａｖｅｒａｇｅｒｕｎｔｉｍｅｏｆｃｏｍｐａｒｅｄａｌｇｏｒｉｔｈｍｓｏｎａｌｌｉｎｓｔａｎｃｅｓ

单位：ｓ

问题实例 ＤＳＩＣＥＡ ＡＧＥＭＯＥＡ ＢＣＥＩＢＥＡ ＢＣＥＭＯＥＡ／Ｄ ＭＳＰＳＯ ＮＳＧＡⅢ ＳＰＥＡ２ Ｔｗｏ＿Ａｒｃｈ２

ＣｙｂｅｒＳｈａｋｅ＿３０ ５１．３８ ２９．８２ ３５．５０ ５９．２２ １９．１７ ２１．５１ ３７．３１ ５１．２４

ＣｙｂｅｒＳｈａｋｅ＿５０ ５８．１５ ３３．６７ ３８．４８ ６１．６３ ２７．７２ ３０．５１ ４１．９８ ５２．９４

ＣｙｂｅｒＳｈａｋｅ＿１００ ７３．９９ ５６．９７ ５９．４７ ８１．８６ ５４．２３ ５０．９６ ６１．６７ ７２．０４

Ｅｐｉｇｅｎｏｍｉｃｓ＿２４ ４８．３３ ２７．９２ ３４．５３ ５４．３６ １６．０７ １８．２０ ４４．３４ ５３．９４

Ｅｐｉｇｅｎｏｍｉｃｓ＿４７ ５１．３４ ３２．８５ ３８．９７ ６７．４２ ２７．８２ ２７．７５ ４１．２３ ５２．１３

Ｅｐｉｇｅｎｏｍｉｃｓ＿１００ ７７．６３ ５８．１４ ６４．５１ ９１．９９ ５５．８１ ４９．６３ ７９．８３ ８２．９１

ＦａｓｔＦｏｕｒｉｅｒ＿１５ ４６．１２ ２２．２１ ２８．０１ ５１．９１ １２．３７ １６．２６ ３６．２３ ４８．４５

ＦａｓｔＦｏｕｒｉｅｒ＿３９ ５７．００ ３０．８３ ３９．０３ ６２．９３ ２０．０７ ２５．５９ ４１．６７ ５６．８８

ＦａｓｔＦｏｕｒｉｅｒ＿９５ ８１．０６ ５６．２８ ６２．７５ ９０．０６ ４５．０１ ５１．５５ ６５．３９ ８４．２４

ＦａｓｔＦｏｕｒｉｅｒ＿２２３ １５５．２４ １３０．１５ １３７．８５ １７３．７３ １１２．３３ １２５．５４ １３６．２２ １４９．４８

Ｇａｕｓｓｉａｎ＿１４ ５０．９８ ２２．０６ ３１．２４ ５５．７９ ９．６２ １４．５９ ４９．９５ ５２．０７

Ｇａｕｓｓｉａｎ＿３５ ５２．５４ ３０．３９ ３５．８６ ６０．２０ １９．１１ ２５．２２ ３７．７９ ５１．９４

Ｇａｕｓｓｉａｎ＿７７ ６９．３２ ４５．８３ ５３．７７ ７３．７５ ３６．１２ ４０．８５ ５２．０４ ６８．６３

Ｇａｕｓｓｉａｎ＿１３５ ９６．４４ ７５．７２ ７８．５８ １０１．６６ ６１．９０ ６８．８９ ８０．５１ ９６．６９

Ｇａｕｓｓｉａｎ＿２０９ １３７．２７ １１７．２８ １２２．７４ １５１．２１ １１３．０１ １１５．３２ １２７．２７ １４３．１６

Ｉｎｓｐｉｒａｌ＿３０ ４８．６３ ２８．５７ ３２．８６ ５６．１７ １７．８０ １９．８２ ４０．６６ ５１．２０

Ｉｎｓｐｉｒａｌ＿５０ ５５．８４ ３５．４４ ４１．３９ ６７．２５ ２６．４４ ２８．１５ ５４．７３ ５９．６７

Ｉｎｓｐｉｒａｌ＿１００ ７６．９７ ５４．４１ ６０．２９ ９１．６３ ４８．６４ ４８．０４ ８２．５３ ８０．３３

Ｍｏｎｔａｇｅ＿２５ ４８．１８ ２５．１２ ３０．８９ ５３．１３ １６．８８ １９．４９ ３２．０６ ５２．１１

Ｍｏｎｔａｇｅ＿５０ ５５．７５ ３３．７４ ４３．３１ ６４．４５ ２６．９３ ２７．４１ ３６．７０ ５０．５７

Ｍｏｎｔａｇｅ＿１００ ７１．１８ ５０．５０ ５６．０２ ８０．９７ ４８．２９ ４７．９４ ５６．４１ ６９．０１

ＳＩＰＨＴ＿２９ ４６．１０ ２７．２８ ３１．０８ ５１．４８ １３．５６ １６．６１ ４８．７８ ５１．８２

ＳＩＰＨＴ＿５８ ５２．９９ ３３．１９ ３８．３３ ６２．６２ ２４．４６ ２５．５９ ５６．２０ ５８．６９

ＳＩＰＨＴ＿９７ ６６．３５ ４５．７９ ５２．１３ ８３．６２ ３６．８７ ４０．４０ ７２．１８ ７３．２９
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