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摘　要：针对深度强化学习在柔性作业车间调度问题上泛化能力不足的问题，提出结合课程学习和深度
强化学习的方法。通过动态调整训练实例难度，重点增强最难实例的训练，以适应不同数据分布，避免学习

过程中的遗忘问题。仿真测试结果表明，算法在未经训练的大规模问题和基准数据集上保持了不错的性能。

在２种人造分布的４个未训练大规模问题上取得了更好的性能表现。相较于精确方法和元启发式方法，对于
计算量较大的问题实例，能快速地获得质量不错的解。同时算法可以适应不同的数据分布的柔性作业车间调度
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问题，具有较快收敛速度和较好泛化能力。
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　　作业车间调度问题（ｊｏｂｓｈｏｐｓｃｈｅｄｕｌｉｎｇ
ｐｒｏｂｌｅｍ，ＪＳＰ）是一个经典的组合优化问题，对于
实际任务的调度优化具有重大影响。随着新一代

人工智能技术的发展，企业的制造、改进和分销模

式朝着快速、智能和灵活的制造方向发展［１－３］。

柔性作业车间调度问题［４］（ｆｌｅｘｉｂｌｅｊｏｂｓｈｏｐ
ｓｃｈｅｄｕｌｉｎｇｐｒｏｂｌｅｍ，ＦＪＳＰ）是作业车间调度问题的

扩展。相较于作业车间调度问题只需要确定作业

排序，柔性作业车间调度问题包含２个子问题：确
定各工件的加工机器选择子问题和确定各个机器

上的加工工序排序子问题。

ＦＪＳＰ是一个ＮＰｈａｒｄ问题［４］，因此使用传统

数值优化方法（如约束规划方法）求解其最优解

具有挑战性［５］。对它的研究在学术界和工业界
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一直是一个热点，现有的一些研究方法主要分为

启发式调度规则［６－７］、元启发式算法［８－９］和深度

强化学习（ｄｅｅｐｒｅｉｎｆｏｒｃｅｍｅｎｔｌｅａｒｎｉｎｇ，ＤＲＬ）算
法［１０－１１］。①启发式调度规则可以灵活地对调度
计划中的意外事件做出反应，计算复杂度低且实

现简单，从而能实现最佳的时间效率。然而，设计

此类启发式规则是一项艰巨的任务，需要对问题

有专门的了解，需要一定的先验知识和大量的试

错成本。并且其既不能保证局部最优，也不能保

证全局最优［１２］。②元启发式算法是解决车间调
度问题最常用的优化算法，通过不同的优化迭代

算子在车间调度问题上搜索到局部最优解。元启

发式算法在调度问题上可以获得高于启发式规则

方法的准确度，目前此类方法广泛应用在各类车

间调度问题上。但是元启发式算法需要多次迭代

才能找到最优解，收敛速度较慢。并且由于元启

发式算法需要在搜索空间中进行大量的随机尝

试，因此计算量较大［１３］。③深度强化学习算法是
一种通过与环境交互来学习最优行为的机器学习

方法［１４］。在车间调度问题中，深度强化学习算法

可以通过与环境交互来学习最优的调度策略。相

比于启发式调度规则和元启发式算法，深度强化学

习算法可以通过与环境交互来学习最优行为，因此

可以处理车间调度中的不确定性。同时，深度强化

学习算法能够快速处理复杂问题（强化学习模型在

训练时需要跟环境多次交互产生大量数据来达到

收敛，但在应用时可以快速处理车间调度中较复杂

的问题）。与元启发式算法一样，深度强化学习算

法同样需要大量迭代训练和计算资源。但是元启

发式算法对于每一个问题都从头计算，每一个问题

都需要一定的计算量和耗时。而深度强化学习算

法在训练过程中计算量大和耗时，但在具体应用时

可以非常快地给出一个较好的解。深度强化学习

算法可以根据环境的反馈来自适应地调整策略，因

此可以更好地适应车间调度中的变化。

但是目前大多数现有的深度强化学习算法都

只是针对特定规模的问题训练，存在内存利用效

率低的问题［１０］。虽然在简单的场景中可以对每

个特定规模的问题单独训练得到不错的效果，但

是在复杂环境中学习成本不断增高，学习时间过

长，泛化问题尚未得到解决。因此，现有技术需要

一种提高柔性作业车间调度问题的深度强化学习

模型收敛速度和泛化能力的方法。课程学习

（ｃｕｒｒｉｃｕｌｕｍｌｅａｒｎｉｎｇ，ＣＬ）是一种机器学习方法，
最初的概念是由 Ｂｅｎｇｉｏ等提出的［１５］。它将训练

数据集分为多个难度级别，并按照从易到难的顺

序对模型进行训练。这种方法可以有效地解决模

型收敛和泛化能力的问题。

针对上述问题，本文提出一种采用课程学习

训练策略的深度强化学习算法，用于求解柔性作

业车间调度方法。①通过结合图嵌入方法和注意
力机制，构建了一种适应不同问题规模的深度强

化学习算法。在应用时可以通过一个模型对不同

规模问题实例快速给出较好质量的解。②通过类
比人类在教育领域的常见做法，设计了一种可以

不断返回表现最差的实例规模进行再学习的阶梯

课程学习算法，可以解决现有模型泛化能力不足

的问题。

１　柔性作业车间调度问题的数学模型

首先描述柔性作业车间调度问题，然后建立

模型并定义问题涉及的参数和变量。

１．１　问题描述

柔性作业车间调度问题可以描述为涉及ｎ个
工件和 ｍ台机器的调度问题，用集合 Ｊ＝｛Ｊ１，
Ｊ２，…，Ｊｎ｝和Ｍ＝｛Ｍ１，Ｍ２，…，Ｍｍ｝分别表示工件
集合和机器集合。其中每个工件 Ｊｉ由 ｎｉ道工序
组成，这些工序必须按照特定的顺序处理，由Ｏｉ＝
｛Ｏｉ１，Ｏｉ２，…，Ｏｉｎｉ｝表示。所有工件的所有工序构

成一个集合 Ｏ＝∪
ｎ

ｉ＝１
Ｏｉ。每个工序 Ｏｉｊ有多台机器

可以选择，但是最终只能选择在可用机器集合

ＭｉｊＭ中的一台机器上处理。每道工序的加工
时间与选择的机器有关，工序 Ｏｉｊ在机器 Ｍｋ∈Ｍｉｊ
上的处理时间被表示为 ｐｋｉｊ＞０。柔性作业车间调
度问题需要为每个工序确定一个适当的加工机器

和机器上的排序以获得一个符合调度性能指标的

良好调度方案。此外对于柔性车间调度问题还需

要满足如下约束：

１）所有工件在初始０时刻同时到达；
２）所有机器在初始０时刻均空闲，能够被安

排执行加工任务；

３）每个工序必须分配给一个合适的机器且
只能分配给一个机器；

４）每台机器一次最多可以处理一个工序；
５）机器在加工过程中不可被中断；
６）不考虑机器的准备时间和维修时间；
７）不考虑工件的运输时间。
析取图是描述作业车间调度问题和柔性作业

车间调度问题的良好工具。图１和图２分别展示
了一个柔性作业车间调度问题的实例和一个该问

题的可行解。图１～２中不同颜色的线分别表示

·０５·
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不同的机器，Ｓ和 Ｅ分别是虚拟的开始节点和约
束节点。图１中虚线代表机器可处理的工序关
系，图２中实线代表已经调度好的工序关系。

图１　柔性作业车间调度问题实例
Ｆｉｇ．１　Ｉｎｓｔａｎｃｅｏｆｆｌｅｘｉｂｌｅｊｏｂｓｈｏｐｓｃｈｅｄｕｌｉｎｇｐｒｏｂｌｅｍ

图２　可行解
Ｆｉｇ．２　Ｆｅａｓｉｂｌｅｓｏｌｕｔｉｏｎ

１．２　模型构建

表１为柔性作业车间调度问题的数学模型涉
及的符号的说明。

表１　柔性作业车间问题符号说明
Ｔａｂ．１　Ｎｏｔａｔｉｏｎｓｄｅｓｃｒｉｐｔｉｏｎｏｆｆｌｅｘｉｂｌｅｊｏｂｓｈｏｐｐｒｏｂｌｅｍｓ

类别 符号 意义

集合

Ｊ 工件集合

Ｍ 机器集合

Ｏ 工序集合

参数

ｐｋｉｊ 工序Ｏｉｊ在机器Ｍｋ上的处理时间

ｓｉｊ 工序Ｏｉｊ的加工开始时间

ｃｉｊ 工序Ｏｉｊ的加工完成时间

Ｃｉ 工件Ｊｉ的完工时间

Ｃｍａｘ 最大完工时间

ｘｉｊｋ 工序Ｏｉｊ是否在机器Ｍｋ上加工

ｙｉｊｅｆｋ 工序Ｏｉｊ是否在机器Ｍｋ上比工序Ｏｅｆ先加工

ｎ 工件总数

ｎｉ 工件Ｊｉ的工序总数

ｍ 机器总数

索引

ｉ，ｅ 工件序号

ｊ，ｆ 工序序号

ｋ 机器序号

　　本文以最小化最大完工时间 Ｃｍａｘ为优化目
标。最大完工时间是从作业最早开始时间到最后

结束时间的时间长度，具体为最后一道工序完成

的时间，是衡量调度方案的最根本指标，主要体现

车间的生产效率。柔性作业车间调度问题的数学

模型如下所示。

目标函数：

ｍｉｎＣｍａｘ＝ｍｉｎｍａｘ１≤ｉ≤ｎ
Ｃｉ （１）

约束条件：

ｓｉｊ＋ｐ
ｋ
ｉｊ≤ｃｉｊ （２）

ｃｉｊ≤ｓｉ（ｊ＋１），ｊ＋１≤ｎｉ （３）
ｃｉｎｉ≤Ｃｍａｘ （４）

（ｓｉｊ＋ｐ
ｋ
ｉｊ）·ｙｉｊｅｆｋ≤ｓｅｆ （５）

ｙｉｊｅｆｋ＝
１，工序Ｏｉｊ在机器Ｍｋ上比工序Ｏｅｆ先加工

０，{ 其他

（６）

∑
ｍ

ｋ
ｘｉｊｋ ＝１ （７）

ｘｉｊｋ＝
１，工序Ｏｉｊ在机器Ｍｋ上加工

０，{ 其他
（８）

ｓｉｊ≥０

ｐｋｉｊ≥０

ｃｉｊ≥
{

０

（９）

式（１）描述了柔性作业车间调度问题的优化
目标函数；式（２）限制了工序必须在机器上不间
断地处理；式（３）限制了工件的工序必须按照规
定的顺序处理；式（４）表示每个工件的完工时间
不能超过总的完工时间；式（５）和式（６）限制了机
器在同一时刻只能处理一道工序；式（７）和式（８）
限制了每道工序只能安排在一台机器上加工；

式（９）要求工序的开始加工时间、处理时间和完
成时间都大于或等于０。

２　算法构建

本文参考了Ｗａｎｇ等提出的深度强化学习模
型［１６］，并将其训练过程重构，使其能够在不同的

大小规模上训练模型，这是本文能够采用课程学

习算法进行泛化研究的基础。

２．１　深度强化学习算法

如图３所示，经典的强化学习范式包括生成
动作的智能体、返回奖励和更新状态的环境。给

定一个 ｎ×ｍ规模的柔性作业车间调度问题，调
度过程如下：其工序总数为 Ｏ，智能体逐步地构
造解，在每个决策时刻 ｔ，智能体观察当前系统状
态ｓｔ并做出动作ａｔ，将未调度的工序分配给空闲

·１５·
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机器。环境过渡到下一个决策时刻ｔ＋１。该过程
不断迭代，直到所有工序都被调度。

图３　经典强化学习范式
Ｆｉｇ．３　Ｃｌａｓｓｉｃａｌｒｅｉｎｆｏｒｃｅｍｅｎｔｌｅａｒｎｉｎｇｐａｒａｄｉｇｍ

状态：时刻ｔ处所有工序和机器的条件构成
状态ｓｔ。工序可以根据其在确定时刻的状况分成
三组：已完成的工序、正在处理的工序和未调度的

工序。其中在某时刻ｔ的决策只取决于正在处理
的工序和未调度的工序，所以称正在处理的工序

和未调度的工序为相关工序。已完成的工序不影

响后续调度，为不相关工序。在某时刻 ｔ，机器分
为两组：不能处理任何剩余未调度工序的机器称

为不相关机器，能够处理剩余未调度工序的机器

称为相关机器。定义 Ｏｕ（ｔ）和 Ｍｕ（ｔ）为在时刻 ｔ
处的相关工序集合和相关机器集合。在每个状态

ｓｔ，会更新工序 Ｏｉｊ的开始时间 ｓｉｊ（ｔ）。如果工序
Ｏｉｊ已经调度，ｓｉｊ（ｔ）为确定的值 ｓｉｊ。如果工序 Ｏｉｊ
未调度，ｓｉｊ（ｔ）是一个估计值：如果工序 Ｏｉｊ的前一
个工序 Ｏｉ（ｊ－１）已经调度在机器 Ｍｋ，则ｓｉｊ（ｔ）＝
ｓｉ（ｊ－１） ＋ｐ

ｋ
ｉ（ｊ－１）；否则 ｓｉｊ（ｔ）＝ｓｉ（ｊ－１） ＋珋ｐｉ（ｊ－１），

珋ｐｉ（ｊ－１）＝（∑ｍ

ｋ＝１
ｐｋｉ（ｊ－１））／ｍ为工序Ｏｉ（ｊ－１）的平均处

理时间。

动作：将工序选择和机器分配结合起来作

为一个复合决策。Ａ（ｔ）为时刻 ｔ处互相匹配
的工序 －机器对的集合。在某时刻 ｔ的动作空
间（所有可能的动作）是由 Ａ（ｔ）中所有工序 －
机器对集合定义的。对于一个动作 ａｔ∈Ａ（ｔ），
ａｔ是一个可行的工序和机器对（Ｏｉｊ，Ｍｋ），Ｏｉｊ的
前一个工序 Ｏｉ（ｊ－１）已经调度，Ｍｋ∈Ｍｉｊ是空闲的
机器。

状态转换：根据状态 ｓｔ和动作 ａｔ，环境会确
定性地转移到新的状态ｓｔ＋１。

奖励：奖励ｒｔ＝ｒ（ｓｔ，ａｔ，ｓｔ＋１）应被设计为引导
智能体选择能够最小化整个任务总完成时间的动

作。由此奖励定义为ｓｔ和ｓｔ＋１完工时间之差，ｒｔ＝
Ｃｍａｘ（ｓｔ）－Ｃｍａｘ（ｓｔ＋１）。其中 Ｃｍａｘ（ｓｔ）为状态 ｓｔ时
最大完工时间的估计。当折扣因子γ＝１时，累积

奖励为 Ｇ＝∑
Ｏ

ｔ＝０
ｒ（ｓｔ，ａｔ，ｓｔ＋１）＝Ｃｍａｘ（ｓ０）－Ｃｍａｘ。

对于一个具体的柔性作业车间调度问题，

Ｃｍａｘ（ｓ０）是一个常数，所以根据累计奖励的公式，
最小化Ｃｍａｘ等价于最大化累计奖励 Ｇ。真实的完
工时间只有在调度完成后才能知道，所以在调度过

程中使用不同状态的估计完工时间下界。具体的

估计过程如下：Ｃ（Ｏｉｊ，ｓｔ）＝Ｃ（Ｏｉ（ｊ－１），ｓｔ）＋ｍｉｎｋ∈Ｍｉｊ
ｐｋｉｊ，

其中Ｃ（Ｏｉｊ，ｓｔ）表示当前工序 Ｏｉｊ在当前状态 ｓｔ下
的完工时间下界，Ｃ（Ｏｉ（ｊ－１），ｓｔ）表示前序工序
Ｏｉ（ｊ－１）在当前状态ｓｔ下的完工时间下界。为了计
算的一般性，规定Ｃ（Ｏｉ，０）＝０。

策略：随机策略用 π（ａｔ ｓｔ）表示，其实质是
一个条件概率函数，表示在状态ｓｔ对应动作ａｔ的
概率分布。π（ａｔ ｓｔ）函数可以使用 ＤＲＬ算法拟
合。给定一个 ｔ时刻的状态 ｓｔ，该策略函数会返
回选择ａｔ的概率分布。

结合嵌入和注意力机制的强化学习如图 ４
所示，相关工序 Ｏｕ（ｔ）和相关机器 Ｍｕ（ｔ）嵌入
后的向量通过注意力层后与 Ａ（ｔ）拼接，然后一
起作为 ａｃｔｏｒ和 ｃｒｉｔｉｃ的输入，因此对于不同规模
的问题，都能用同一个模型处理，提高内存利

用率。

图４　结合嵌入和注意力机制的强化学习
Ｆｉｇ．４　Ｒｅｉｎｆｏｒｃｅｍｅｎｔｌｅａｒｎｉｎｇｃｏｍｂｉｎｅｄｗｉｔｈ

ｅｍｂｅｄｄｉｎｇａｎｄａｔｔｅｎｔｉｏｎｍｅｃｈａｎｉｓｍ

假设ｈ（０）Ｏｉｊ和ｈ
（０）
Ｍｋ分别为初始未经过注意力层

的工序Ｏｉｊ和机器Ｍｋ的原始特征向量。其中工序
对应的注意力层模块将相关工序 Ｏｉｊ∈Ｏｕ（ｔ）的特
征向量ｈ（０）Ｏｉｊ作为输入，通过计算与它的前继工序
和后继工序（如果存在）的注意系数，来构建与它

的前继工序和后继工序（如果存在）之间的关系。

具体的注意系数为：

ｅｉ，ｊ，ｐ＝Ｌ（ａ
Ｔ［（Ｗｈ（０）Ｏｉｊ）‖（Ｗｈ

（０）
Ｏｉｐ）］） （１０）

式中：Ｌ（·）是激活函数；ａＴ是权重向量，Ｗ是线

·２５·
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性变换矩阵；ｐ是前继或后继下标，需满足
ｐ－ｊ≤１。
通过 ｓｏｆｔｍａｘ激活函数 ρ（·）对注意系数

ｅｉ，ｊ，ｐ进行处理，得到归一化后的注意系数：

αｉ，ｊ，ｐ＝ρ（ｅｉ，ｊ，ｐ） （１１）
通过注意系数αｉ，ｊ，ｐ变换工序的特征向量：

ｈ（１）Ｏｉｊ ＝σ（∑
ｊ＋１

ｐ＝ｊ－１
αｉ，ｊ，ｐＷｈ

（０）
Ｏｉｐ） （１２）

式中，σ是非线性激活函数。
类似地，机器对应的注意力层模块将相关机

器 Ｍｋ∈Ｍｕ（ｔ）的特征向量ｈ
（０）
Ｍｋ作为输入。计算它

与它的所有竞争机器的注意系数ｕｋｑ。
显然两台机器在它们都可以处理的工序上存

在竞争关系，而随着不断有工序在被调度，这种竞

争关系会不断变化。

定义Ｃｋｑ为机器Ｍｋ和机器Ｍｑ相互竞争的工
序集合。定义 Ｎｋ＝｛ｑＣｋｑ≠｝表示与机器 Ｍｋ
存在竞争关系的机器集合。为了方便计算，定义

ｃｋｑ＝∑Ｏｉｊ∈Ｃｋｑ∩Ｏｕ（ｔ）
ｈＯｉｊ表示机器Ｍｋ和机器Ｍｑ之

间竞争强度的度量（工序Ｏｉｊ的特征向量ｈＯｉｊ越大，

工序Ｏｉｊ越重要，竞争也就越激烈）。
借助ｃｋｑ计算注意系数ｕｋｑ：

ｕｋｑ＝Ｌ（ｂ
Ｔ［（Ｚ１ｈＭｋ）‖（Ｚ

１ｈＭｑ）‖（Ｚ
２ｃｋｑ）］）

（１３）
式中：Ｍｋ∈Ｍｕ（ｔ），对每个输入特征 ｈＭｋ计算它与

所有竞争机器的 ｑ∈Ｎｋ的注意系数 ｕｋｑ；Ｚ
１和 Ｚ２

是权值矩阵；ｂＴ是线性变换。
值得注意的是，Ｃｋｋ是机器 Ｍｋ可以处理的未

调度工序集合，ｋ总是属于集合Ｎｋ。因此ｃｋｋ可以
被看成机器 Ｍｋ处理能力的一种度量。当集合
Ｃｋｑ∩Ｏｕ（ｔ）为空时，ｃｋｑ置为全零。

通过ｓｏｆｔｍａｘ激活函数对注意系数ｕｋｑ进行处
理，得到归一化后的注意系数：

αｋｑ＝ρ（ｕｋｑ） （１４）
通过注意系数αｋｑ变换机器的特征向量：

ｈ（１）Ｍｋ ＝σ（∑
ｑ∈Ｎｋ
αｋｑＷｈ

（０）
Ｍｑ） （１５）

假设ｈ（Ｌ）Ｏｉｊ和 ｈ
（Ｌ）
Ｍｋ分别是 ｈ

（０）
Ｏｉｊ和 ｈ

（０）
Ｍｋ经过 Ｌ层

注意力层后获得的特征向量。通过平均池化和拼

接操作获得全局特征向量 ｈ（Ｌ）Ｇ ，并作为后面决策
部分的输入：

ｈ（Ｌ）Ｇ ＝ １
Ｏｕ ∑Ｏｉｊ∈Ｏｕ

ｈ（Ｌ）Ｏ( )ｉｊ

１
Ｍｕ ∑Ｍｋ∈Ｍｕ

ｈ（Ｌ）Ｍ( ) ][ ｋ

（１６）
在决策部分，采用基于 ａｃｔｏｒｃｒｉｔｉｃ的决策网

络。对于ａｃｔｏｒ和ｃｒｉｔｉｃ分别采用两个多层感知机
（ｍｕｌｔｉｌａｙｅｒｐｅｒｃｅｐｔｒｏｎｓ，ＭＬＰｓ），它们的参数分别
用θ和φ表示。

具体地，ａｃｔｏｒ网络通过两个步骤生成随机策
略函数πθ（ａｔｓｔ）：

首先通过连接所有与动作ａｔ＝（Ｏｉｊ，Ｍｋ）有关
的特征向量作为多层感知机 Ｃθ的输入得到动作
的标量函数μ（ａｔｓｔ）：

μ（ａｔｓｔ）＝Ｃθ［ｈ
（Ｌ）
Ｏｉｊ‖ｈ

（Ｌ）
Ｍｋ‖ｈ

（Ｌ）
Ｇ ‖ｈ（Ｏｉｊ，Ｍｋ）］

（１７）
然后 通 过 ｓｏｆｔｍａｘ把 动 作 的 标 量 函 数

μ（ａｔｓｔ）转化成策略函数πθ（ａｔｓｔ）：

πθ（ａｔ ｓｔ）＝
ｅｘｐ（μ（ａｔ ｓｔ））

∑
ｂｔ∈Ａ（ｔ）

ｅｘｐ（μ（ｂｔ ｓｔ））
（１８）

式中，πθ（ａｔｓｔ）输出的是在状态ｓｔ下选择动作 ａｔ
的概率。

类似地，ｃｒｉｔｉｃ网络以 ｈ（Ｌ）Ｇ 作为多层感知机

Ｃφ的输入，生成一个标量函数 νφ（ｓｔ）作为状态 ｓｔ
价值的估计。

νφ（ｓｔ）＝Ｃφ［ｈ
（Ｌ）
Ｇ ］ （１９）

２．２　课程学习算法

为了解决模型的泛化问题，引入如图５所示
的课程学习算法。Ｉｋｌａｓｓｏｖ等曾利用课程学习提
高了深度强化学习在 ＪＳＰ问题上的泛化能
力［１７］。本文针对柔性车间调度问题设计了增强

自适应阶梯课程学习，以提高模型的泛化能力。

课程学习是一种模仿人类课程中有意义的学习

顺序，从简单的数据向困难的数据训练机器学

习模型的训练策略。课程学习策略作为一种易

于使用的插件，在计算机视觉和自然语言处理

等场景中，能提高各种模型的泛化能力和收敛

速度。

如图６所示，课程学习算法是一种使用渐进
式复杂的数据进行策略学习的训练方法。简而言

之，课程学习意味着“从容易的数据训练到难的

数据”。更具体地说，其基本思想是“从小处开

始”，用更容易的数据子集（或更容易的子任务）

·３５·
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图５　课程学习训练流程
Ｆｉｇ．５　Ｃｕｒｒｉｃｕｌｕｍｌｅａｒｎｉｎｇｔｒａｉｎｉｎｇｆｌｏｗ

图６　课程学习难度等级图
Ｆｉｇ．６　Ｃｕｒｒｉｃｕｌｕｍｌｅａｒｎｉｎｇｄｉｆｆｉｃｕｌｔｙｌｅｖｅｌｃｈａｒｔ

训练机器学习模型，然后逐渐提高数据（或子任

务）的难度水平，直到训练整个数据集（或目标

任务）。

如算法１所示，将不同规模的实例划分成不
同的难度等级，训练从最低难度等级ｌ＝ｌｍｉｎ开始，
目的是达到最高难度等级ｌ＝ｌｍａｘ。传统的课程学
习往往在求解大规模问题时会出现灾难性遗忘的

问题。为了解决这个问题，提出了增强自适应阶

梯 课 程 学 习 （ｅｎｈａｎｃｅｄ ａｄａｐｔｉｖｅ ｓｔａｉｒｃａｓｅ
ｃｕｒｒｉｃｕｌｕｍｌｅａｒｎｉｎｇ，ＥＡＳＣＬ）算法。具体地，每 ｉ
次迭代后将预期结果和最优解的结果进行比较得

到差值 ｇ。在数值上，算法对每个难度等级 ｌ′≤ｌ

的ｇ进行归一化得到ｇ（ｌ）数组，并将其转化为概
率形式。这样ｇ越大就会被赋予越高的概率，而
每个概率对应一个特定的问题大小。智能体在难

度等级ｌ迭代学习ｕ次后，将ｇ（ｌ）与阈值ｔｏｐｔ进行
比较，当ｇ（ｌ）≤ｔｏｐｔ时，ＥＡＳＣＬ选择下一个难度等
级ｌ←ｌ＋１。否则，算法从ｇ的分布中选取一个更
小的困难等级ｌ′。该算法通过重新访问已学习过
的难度等级和锚定最困难的难度等级来强化训

练，这极大避免了遗忘问题。

３　仿真实验

在本节中，将本文算法与几种基准方法进行

比较，包括几种流行的启发式规则、ＧｏｏｇｌｅＯＲ
Ｔｏｏｌｓ的精确方法；并且将本文算法与当前先进的
两种基于ＤＲＬ的方法［１６，１８］进行对比。

３．１　数据集

一个有ｎ个作业和 ｍ台机器的 ＦＪＳＰ实例简
称为“ｎ×ｍ”（工序的数量在不同的实例中有所

·４５·
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算法１　增强自适应阶梯课程学习

Ａｌｇ．１　Ｅｎｈａｎｃｅｄａｄａｐｔｉｖｅｓｔａｉｒｃａｓｅｃｕｒｒｉｃｕｌｕｍｌｅａｒｎｉｎｇ

输入：训练数据 ｔｒａｉｎ＿ｄａｔａ，测试数据 ｔｅｓｔ＿ｄａｔａ，非负的
浮动最优阈ｔｏｐｔ，正整数ｕ、正实数λ、ｆａｉｌＣｏｕｎｔ＝０

和ｌｍａｘ，初始化网络参数θ←θ０和非负整数 ｌ←ｌ０

ｗｈｉｌｅｌ≤ｌｍａｘｄｏ

　ｆｏｒｉ＝０，１，… ｄｏ
　　　使用ｔｅｓｔ＿ｄａｔａ的最优解计算ｇ（ｌ）数组
　　　根据ｇ（ｌ）数组归一化为ｇｐ概率分布

　　　ｉｆｉ％ｕ＝＝０ｔｈｅｎ
　　　　ｉｆｇ（ｌ）≤ｔｏｐｔｔｈｅｎ

　　　　　更新ｌ←ｌ＋１
　　　　ｅｌｓｅ
　　　　　ｆａｉｌＣｏｕｎｔ←ｆａｉｌＣｏｕｎｔ＋１
　　　　　从ｇｐ概率分布采样难度等级ｌ

　　　　　ｔｏｐｔ←ｔｏｐｔ＋０．０１×ｅλ
×ｆａｉｌＣｏｕｎｔ

　　　　ｅｎｄｉｆ
　　　ｅｎｄｉｆ
　　　根据ｔｒａｉｎ＿ｄａｔａ更新θ
　ｅｎｄｆｏｒ
ｅｎｄｗｈｉｌｅ
ｒｅｔｕｒｎθ

不同）。与大多数相关工作一样，本文采用人工

合成数据（ｓｙｎｔｈｅｔｉｃｄａｔａ，ＳＤ）的ＦＪＳＰ实例用于训
练和测试。第一种数据改编自文献［１８］，它允许
作业拥有不同数量的工序，用 ＳＤ１表示，其生成
方法与文献［１９］中众所周知的过程类似。如表２
所示，对于 ＳＤ１生成的 ｎ×ｍ的 ＦＪＳＰ实例，每个
作业Ｊｉ有ｎｉ个工序，ｎｉ是从均匀分布 Ｕ（０８ｍ，
１２ｍ）中采样的整数。对于每个工序 Ｏｉｊ，可以选
择的机器集合 Ｍｉｊ和处理时间 ｐ

ｋ
ｉｊ是从均匀分布

Ｕ（１，ｍ）和Ｕ（１，２０）采样的整数。

表２　数据集ＳＤ１实例分布

Ｔａｂ．２　ＤａｔａｓｅｔＳＤ１ｉｎｓｔａｎｃｅｄｉｓｔｒｉｂｕｔｉｏｎｓ

ｎ×ｍ ｎｉ Ｍｉｊ ｐｋｉｊ

１０×５ Ｕ（４，６） Ｕ（１，５） Ｕ（１，２０）

２０×５ Ｕ（４，６） Ｕ（１，５） Ｕ（１，２０）

１５×１０ Ｕ（８，１２） Ｕ（１，１０） Ｕ（１，２０）

２０×１０ Ｕ（８，１２） Ｕ（１，１０） Ｕ（１，２０）

３０×１０ Ｕ（８，１２） Ｕ（１，１０） Ｕ（１，２０）

４０×１０ Ｕ（８，１２） Ｕ（１，１０） Ｕ（１，２０）

第二种数据改编自文献［１６］，其工序的随机

处理时间范围更大，用 ＳＤ２表示。如表３所示，
对于ＳＤ２生成的ｎ×ｍ的ＦＪＳＰ实例，每个作业有
ｎｉ个工序。对于每个工序Ｏｉｊ，可以选择的机器集
合 Ｍｉｊ和处理时间 ｐ

ｋ
ｉｊ是从均匀分布 Ｕ（１，ｍ）和

Ｕ（１，９９）采样的整数。

表３　数据集ＳＤ２实例分布
Ｔａｂ．３　ＤａｔａｓｅｔＳＤ２ｉｎｓｔａｎｃｅｄｉｓｔｒｉｂｕｔｉｏｎｓ

ｎ×ｍ ｎｉ Ｍｉｊ ｐｋｉｊ

１０×５ ５ Ｕ（１，５） Ｕ（１，９９）

２０×５ ５ Ｕ（１，５） Ｕ（１，９９）

１５×１０ １０ Ｕ（１，１０） Ｕ（１，９９）

２０×１０ １０ Ｕ（１，１０） Ｕ（１，９９）

３０×１０ １０ Ｕ（１，１０） Ｕ（１，９９）

４０×１０ １０ Ｕ（１，１０） Ｕ（１，９９）

为了方便比较，考虑了６种不同的ＦＪＳＰ问题
规模：１０×５、２０×５、１５×１０、２０×１０、３０×１０、４０×
１０。在４个较小的规模上执行训练，并使用最大
的２种规模（３０×１０和４０×１０）来测试训练策略
的泛化能力。测试数据是预先生成的，每种规模

各有１００个实例。
同时为了更好地比较，本文和文献［１６］一样

在４组公共基准数据集上评估训练后的模型，以
探索它们在交叉分布任务上的能力，包括文

献［１８］中的 ｍｋ１－１０实例和文献［２０］中的３组
ｌａ１－４０实例。

３．２　参数配置

本文算法在 Ｐｙｃｈａｒｍ（ＣｏｍｍｕｎｉｔｙＥｄｉｔｉｏｎ）中
基于Ｐｙｔｈｏｎ３．１０语言编程实现，使用 ＰｙＴｏｒｃｈ和
Ｇｙｍ框架，实验平台为Ｉｎｔｅｌ ＣｏｒｅＴＭｉ７－１２６５０Ｈ
（＠２．３０ＧＨｚ）ＣＰＵ、ＮＶＩＤＩＡＧｅＦｏｒｃｅＲＴＸ４０６０和
８ＧＢＲＡＭ，运行在 Ｗｉｎｄｏｗｓ１１６４ｂｉｔ系统。为了
方便比较，参数设置与文献［１６］和文献［１８］中的
一致。σ激活函数采用指数线性单元（ｅｘｐｏｎｅｎｔｉａｌ
ｌｉｎｅａｒｕｎｉｔ，ＥＬＵ）。Ｃθ和 Ｃφ都有两个隐藏层，维
度为６４，ｔａｎｈ作为激活函数。在损失函数中设置
策略、值和熵系数分别为１、０５和００１。剪切参
数、广 义 优 势 估 计 （ｇｅｎｅｒａｌｉｚｅｄ ａｄｖａｎｔａｇｅ
ｅｓｔｉｍａｔｉｏｎ，ＧＡＥ）参数和折扣因子分别设置为
０２、０９８和 １。采用 Ａｄａｍ优化器，学习率 ｒ＝
００００３。

３．３　基准方法和性能指标

对于基准方法，本文选择了４个在文献［２１］
中显示出良好性能的启发式规则 （ｐｒｉｏｒｉｔｙ

·５５·
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ｄｉｓｐａｔｃｈｉｎｇｒｕｌｅｓ，ＰＤＲｓ），并将其推广到求解
ＦＪＳＰ。在实验中，考虑到随机性质，每个启发式规
则的结果采取５次独立运行的平均结果。具体启
发式规则如下：

先进先出（ｆｉｒｓｔｉｎｆｉｒｓｔｏｕｔ，ＦＩＦＯ）：选择最早
就绪的候选工序和最早就绪的可执行机器。

剩余最多工序（ｍａｘｉｍｕｍｏｐｅｒａｔｉｏｎｐｒｏｃｅｓｓｉｎｇ
ｎｕｍｂｅｒｒｅｍａｉｎｉｎｇ，ＭＯＰＮＲ）：选择具有最多剩余
后续工序的工序和可以立即处理它的机器。

最短加工时间 （ｓｈｏｒｔｅｓｔｐｒｏｃｅｓｓｉｎｇｔｉｍｅ，
ＳＰＴ）：选择加工时间最短的工序和机器的兼
容对。

剩余最多工作量 （ｍｏｓｔｗｏｒｋｒｅｍａｉｎｉｎｇ，
ＭＷＫＲ）：选择剩余后续工序的平均处理时间最
多的工序以及能够立即处理该工序的机器。

评估指标使用平均的最大完工时间（Ｏｂｊ．）
和最优解（最优近似解）之间的差距值（Ｇａｐ），两
者都是数值越小越好。为了与最优解进行比较，

参考了基于约束规划的精确求解器 ＧｏｏｇｌｅＯＲ
Ｔｏｏｌｓ，并且以其结果作为参考线计算 Ｇａｐ。Ｇａｐ
计算过程为：（当前解完工时间 －最优解完工时
间）／最优解的完工时间 ×１００％。为了便于比
较，直接导入文献［１６］和文献［１８］的公开结果，
文献［１８］为未使用注意力机制的深度强化学习
方法，文献［１６］为使用注意力机制的深度强化学
习方法。包括在所有６种规模的测试实例的结果
和在公共基准数据集上的结果，文献［１６］和文
献［１８］都为一种规模对应一个模型，本方法为一
个通用模型。在测试中和文献［１８］一样采取贪
婪和采样策略两种选择动作的策略。具体来说，

采样策略根据 ａｃｔｏｒ网络的输出概率分布并行地
采样一个实例１００次，并记录最好的一次，以在可
接受的计算负担下提高解决方案的质量。贪婪策

略根据ａｃｔｏｒ网络的输出概率分布每次贪婪地选
取概率最大的动作。

模型的性能根据平均的最大完工时间和其与

最优解（最优近似解）的相对差距进行评估。最

优解（最优近似解）要么是ＯＲＴｏｏｌｓ对实例的解，
要么是文献［２２］中公开的公共基准数据集的最
佳结果。在实验中，分别比较了贪婪和采样策略

两种策略的性能，并在每个问题中用粗体强调了

最佳结果。

３．４　结果

３．４．１　中等规模合成数据集上的结果
表４比较了本文模型和４种流行的启发式

规则在测试实例上的 Ｏｂｊ．和 Ｇａｐ。这些测试实
例是使用与训练实例相同的分布生成的，包含

了 ＳＤ１和 ＳＤ２两种分布和 １０×５、２０×５、１５×
１０、２０×１０四种规模。同时比较了本模型和文
献［１６］、文献［１８］提出的方法，文献［１６］和文
献［１８］的结果是公开的，为了公平比较，采用了
相同的测试实例。对于文献［１６］、文献［１８］的
模型，相同规模问题采用相同规模的模型进行

比较。

从粗体数字中可以清楚地看出，对于所有

问题规模的两个合成数据，本模型不仅明显优

于所有启发式规则，而且相对于文献［１６］和文
献［１８］中的 ＤＲＬ解决方案，也表现出了较好的
改进。

４种启发式规则受数据分布的影响较大，对
于同样规模的问题，在 ＳＤ２的数据集上表现出大
幅度的降低，而ＤＲＬ方法普遍保持了良好的性能
表现。

可以看出，采取采样策略的结果明显好于采

取贪婪策略的结果。在２种不同分布的６种规模
的测试实例中，采样策略在６个结果上比贪婪策
略提升５％。在所有的１２种结果中采样策略均
好于贪婪策略，平均提升６％。

另外，本模型在 ＳＤ１数据上的 ２０×１０规模
的测试实例上以１．０５％的优势超越了 ＯＲＴｏｏｌｓ
的结果。可以看出，所有方法在 ＳＤ２数据集上的
表现都不如在同等规模的 ＳＤ１数据集上的表现，
当处理时间范围变大时，性能会受到影响，导致与

最佳解决方案的差距增大。在这种情况下，本方

法仍然表现良好，特别是在使用采样策略时，在规

模为１５×１０和２０×１０的ＳＤ２数据集的测试实例
采样策略相对于贪婪策略分别提升了 １７％
和１２％。
３．４．２　泛化能力分析

如图７所示，在６种规模的合成数据集上，本模
型对比了表现最好的文献［１６］中的４个模型。除了
在较小的问题规模（１０×５和１５×１０）上表现略差，
本模型在其余问题规模均达到了较好的表现。

·６５·
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表４　在中等规模问题上的结果
Ｔａｂ．４　Ｒｅｓｕｌｔｓｏｎｍｅｄｉｕｍｓｉｚｅｄｐｒｏｂｌｅｍｓ

数据

集

问题

规模
指标

ＰＤＲｓ

ＦＩＦＯ ＭＯＰＮＲ ＳＰＴ ＭＷＫＲ

贪婪策略

文献［１８］文献［１６］ 本文

采样策略

文献［１８］文献［１６］ 本文

ＳＤ１

１０×５

２０×５

１５×１０

２０×１０

Ｏｂｊ． １１９．４０ １１５．３８ １２９．８２ １１３．２３ １１１．６７ １０６．７１ １０６．５６ １０５．５９ １０１．６７ １００．７８

Ｇａｐ ２４．０６％ １９．８７％ ３４．７６％ １７．５８％ １６．０３％ １０．８７％ １０．６５％ ９．６６％ ５．５７％ ４．６３％

Ｏｂｊ． ２１６．０８ ２１４．１６ ２３０．４８ ２０９．７８ ２１１．２２ １９７．５６ １９５．７２ ２０７．５３ １９２．７８ １９２．０１

Ｇａｐ １４．８７％ １３．８５％ ２２．５６％ １１．５１％ １２．２７％ ５．０３％ ４．０４％ １０．３１％ ２．４６％ ２．０６％

Ｏｂｊ． １８４．５５ １７３．１５ １９８．３３ １７１．２５ １６６．９２ １６１．２８ １６０．１４ １６０．８６ １５３．２２ １５１．２４

Ｇａｐ ２８．６５％ ２０．６８％ ３８．２２％ １９．４１％ １６．３３％ １２．４２％ １１．５７％ １２．１３％ ６．７９％ ５．４％

Ｏｂｊ． ２３３．４８ ２１９．８０ ２５５．１７ ２１６．１１ ２１５．７８ １９８．５０ １９８．５２ ２１４．８１ １９３．９１ １９３．８８

Ｇａｐ １９．２２％ １２．２０％ ３０．２５％ １０．３０％ １０．１５％ １．３１％ １．３１％ ９．６４％ －１．０３％ －１．０５％

ＳＤ２

１０×５

２０×５

１５×１０

２０×１０

Ｏｂｊ． ５６９．４１ ５５７．４８ ５１４．３９ ５４９．２８ ５５３．６１ ４０８．４０ ４０７．９９ ４８３．９０ ３６６．７４ ３６４．８４

Ｇａｐ ７６．４７％ ７２．５２％ ５７．９６％ ７０．０１％ ７１．４２％ ２５．６８％ ２５．４１％ ４９．７１％ １２．５７％ １１．９５％

Ｏｂｊ．１０４５．８３１０４５．９４８３５．９４１０２６．０３１０５９．０４６７１．０３ ６６３．１５ ９６２．９０ ６２９．９４ ６２４．０４

Ｇａｐ ７４．５９％ ７４．５８％ ３８．９１％ ７１．３１％ ７６．７９％ １１．５２％ １０．２４％ ６０．７０％ ４．６６％ ３．６７％

Ｏｂｊ． ８７１．１４ ８４５．１６ ７０３．０７ ８３０．５３ ８０７．４７ ５９１．２１ ５８３．４ ７５６．０７ ５２１．８３ ５１７．３７

Ｇａｐ１３２．２３％１２５．３２％８６．７４％ １２１．４５％１１５．２６％５７．１６％ ５５．１７％ １０１．５２％３８．７０％ ３７．５％

Ｏｂｊ．１０８８．０５１０５９．６８８２９．１４１０４０．６９１０４５．８２６１０．１６ ６０５．６３ ９９０．３７ ５５２．６４ ５４７．０５

Ｇａｐ１３５．２７％１２９．０９％７８．８２％ １２４．９８％１２６．１２％３１．５８％ ３０．６４％ １１４．１５％１９．１３％ １７．９７％

图７　不同问题规模Ｇａｐ对比
Ｆｉｇ．７　Ｇａｐｃｏｍｐａｒｉｓｏｎｆｏｒｄｉｆｆｅｒｅｎｔｐｒｏｂｌｅｍｓｃａｌｅｓ

　　如表５所示，在未训练过的规模为３０×１０和
４０×１０的测试实例中比较模型在２个数据集上
的泛化性能。由于文献［１６］和文献［１８］中一个
问题规模训练一个模型，选取其表现最好的２０×
１０模型用于比较。可以看出，除了在ＳＤ１数据集
的贪婪策略上的结果略差于文献［１６］的结果，本
模型在计算成本可接受的情况下，始终在未训练

过的大规模数据上表现良好。在使用采样策略时

本模型优于其他所有比较的方法。值得注意的

是，在规模为４０×１０的 ＳＤ２数据实例上，本模型
以７．０９％的优势超越了ＯＲＴｏｏｌｓ的结果。

这些结果表明本模型采用的增强自适应阶梯

课程学习算法可以通过小规模任务的训练来学习

一般知识，这些知识可以用于解决看不见的大规

模实例。同时相较于文献［１６］和文献［１８］中的
方法，本模型具有较好的泛化能力。

由于真实世界的问题可能来自未知的分布。

因此如表６所示，进一步测试了本模型（在合成
数据上训练）在４个公共基准数据集上的性能。
每个基准数据集包含不同问题规模的实例。

对于文献［１６］和文献［１８］，选择了在这些基
准测试中取得了最好的结果的模型比较（在 ＳＤ１
数据上训练的规模为１０×５和１５×１０的模型）。
对于启发式规则，在表６中只列出了４个 ＰＤＲ中
表现最好的ＭＷＫＲ的结果。

在４个公共基准数据集上，可以看出本模型
取得了良好的性能。在大多数情况下超过文

献［１６］和文献［１８］，在其余情况下表现相当。分
别在 ｍｋ实例和 ｌａ（ｖｄａｔａ）实例的采样策略、
ｌａ（ｒｄａｔａ）实例和 ｌａ（ｖｄａｔａ）实例的贪婪策略取得
了最好结果。这些结果展示了课程学习能够确实

提升模型的泛化能力，能够真正捕捉到ＦＪＳＰ问题
的内在结构信息，适应不同分布和不同规模的问

题，而不仅仅是学习特定规模问题的知识。

·７５·
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表５　在大规模问题上的结果
Ｔａｂ．５　Ｒｅｓｕｌｔｓｏｎｌａｒｇｅｓｃａｌｅｐｒｏｂｌｅｍｓ

数据

集

问题

规模
指标

ＴｏｐＰＤＲｓ

ＳＰＴ ＭＷＫＲ

贪婪策略

文献［１８］
２０×１０

文献［１６］
２０×１０

本文

采样策略

文献［１８］
２０×１０

文献［１６］
２０×１０

本文

ＳＤ１

３０×１０

４０×１０

Ｏｂｊ． ３５０．０７ ３１２．９３ ３１３．０４ ２８１．４９ ２８２．４９ ３１２．５９ ２７９．２０ ２７８．９９

Ｇａｐ ２７．４７％ １３．９６％ １４．０１％ ２．５０％ ２．８７％ １３．４９％ １．６７％ １．６％

Ｏｂｊ． ４４５．１７ ４１４．８２ ４１６．１８ ３７１．４５ ３７１．８９ ４１５．２５ ３７０．４８ ３６８．７３

Ｇａｐ ２１．６６％ １３．３７％ １３．７５％ １．５２％ １．６４％ １３．４９％ １．１４％ ０．７７％

ＳＤ２

３０×１０

４０×１０

Ｏｂｊ． １１０５．９９ １５３９．６７ １５４３．６９ ７７４．５６ ７６４．７４ １４６１．１６ ７２５．２７ ７２１．０５

Ｇａｐ ５９．７４％ １２２．８９％ １２３．５７％ １１．９５％ １０．５４％ １１１．５１％ ４．８０％ ４．１８％

Ｏｂｊ． １３５７．１６ ２０３７．６５ ２０３２．５４ ９６２．５８ ９４８．０３ １９４５．５３ ９１４．０２ ９０９

Ｇａｐ ３８．７４％ １０８．６６％ １０８．１２％ －１．６７％ －３．１１％ ９９．２６％ －６．６０％ －７．０９％

表６　在基准数据集上的结果
Ｔａｂ．６　Ｒｅｓｕｌｔｓｏｎｂｅｎｃｈｍａｒｋｄａｔａｓｅｔ

基准

数据集
指标

ＴｏｐＰＤＲｓ

ＭＷＫＲ

贪婪策略

文献［１８］

１０×５

文献［１８］

１５×１０

文献［１６］

１０×５

文献［１６］

１５×１０
本文

采样策略

文献［１８］

１０×５

文献［１８］

１５×１０

文献［１６］

１０×５

文献［１６］

１５×１０
本文

ｍｋ
Ｏｂｊ． ２０１．７４ ２０１．４０ １９８．５ １８５．７ １８４．４ １８５．１ １９０．３ １９０．６ １８０．８ １８０．９ １７９．５

Ｇａｐ ２８．９１％ ２８．５２％ ２６．７７％ １３．５８％ １２．９７％ １４．４３％ １８．５６％ １９．００％ ９．５３％ ８．９５％ ７．８９％

ｌａ（ｒｄａｔａ）
Ｏｂｊ．１０５３．１０ １０３０．８３ １０３１．３３ １０３１．６３ １０４０．０５ １０２７．１７ ９８５．３０ ９８８．３８ ９７８．２８ ９８３．３３ ９８２．８７５

Ｇａｐ １３．８６％ １１．１５％ １１．１４％ １１．４２％ １２．０７％ １０．７％ ５．５７％ ５．９５％ ４．９５％ ５．４９％ ５．５６％

ｌａ（ｅｄａｔａ）
Ｏｂｊ．１２１９．０１ １１８７．４８ １１８２．０８ １１９４．９８ １１７５．５３ １１８８．２７ １１１６．６８ １１１９．４３ １１２２．６０ １１１９．７３ １１３７．８５

Ｇａｐ １８．６％ １５．５３％ １５．０％ １６．３３％ １４．４１％ １５．５８％ ８．１７％ ８．６９％ ９．０８％ ８．７２％ １０．７４％

ｌａ（ｖｄａｔａ）
Ｏｂｊ． ９５２．０１ ９５５．９０ ９５４．３３ ９４４．８５ ９４８．７３ ９４１．８ ９３０．８０ ９３１．３３ ９２５．４０ ９２５．６８ ９２４．６２

Ｇａｐ ４．２２％ ４．２５％ ４．０２％ ３．２８％ ３．７５％ ２．８９％ １．３２％ １．３４％ ０．６９％ ０．７２％ ０．６２％

４　结论

针对柔性作业车间调度问题，本文提出了一

种创新的结合课程学习的深度强化学习端到端框

架。该框架整合了注意力机制和深度强化学习技

术，并展现出对各种问题规模的良好适应性，允许

从小规模问题训练起步，进而成功部署于大规模

问题。为了优化这一过程，借鉴教育领域课程学

习理念，设计了一种能够针对性地回溯并重新学

习性能瓶颈实例规模的算法。实验证明，相较于

传统ＰＤＲｓ方法及其他现有先进 ＤＲＬ方法，本方
法在合成数据集和公开基准数据集上展现出了良

好性能。特别是在未经直接训练过的不同规模实

例上，该模型呈现良好的泛化能力，验证了课程学

习策略的有效性。此外，区别于以往针对每个问

题规模训练独立模型的做法，本研究提出的单一

通用模型在限定内存条件下，能有效应对多种问

题规模并保持性能。

然而，面对具有随机不确定性和动态变化属

性的ＦＪＳＰ问题，以及其他局部可观测的复杂场景
时，尽管本方法初步显示出优势，但仍需深入探究

如何进一步提升模型在处理此类挑战性问题时的

稳健性和泛化能力，这将是未来工作的主要发展

方向。
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