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利用多层次特征融合网络的图像异常检测算法
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摘　要：图像异常检测旨在识别并定位图像中的异常区域，针对现有算法中不同层次特征信息利用不充
分的问题，提出了基于多层次特征融合网络的图像异常检测算法。通过使用融合了异常先验知识的伪异常

数据生成算法，对训练集进行了异常数据扩充，将异常检测任务转化为监督学习任务；构建了多层次特征融

合网络，将神经网络中不同层次特征进行融合，丰富了特征中的低层纹理信息和高层语义信息，使得用于异

常检测的特征更具区分性；训练时，设计了分数约束损失和一致性约束损失，并结合特征约束损失对整个网

络模型进行训练。实验结果表明，ＭＶＴｅｃ数据集上图像级检测接收机工作特性曲线下面积（ａｒｅａｕｎｄｅｒｔｈｅ
ｒｅｃｅｉｖｅｒｏｐｅｒａｔｉｎｇｃｈａｒａｃｔｅｒｉｓｔｉｃ，ＡＵＲＯＣ）平均值为９８７％，像素级定位ＡＵＲＯＣ平均值为９７９％，每区域重叠
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率平均值为９４２％，均高于现有的异常检测算法。
关键词：图像异常检测；伪异常；多层次特征融合；一致性约束
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　　异常检测通常是指在异常先验知识有限甚至
缺失的情况下，检测并定位出与正常模式不同的

异常模式。在计算机视觉领域中，图像中的异常

通常表现出局部性，如物体表面的划痕、破损等或

者因部分结构扭曲而显示出的缺陷，很多应用任

务都涉及异常检测问题，如工业图像缺陷检
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测［１－３］、医学图像分析［４］和视频监控［５－６］等。与

常见的监督分类问题［７－８］不同，图像中的异常模

式相比于正常模式十分罕见，在形式上呈现多样

性，因此难以获取足够的有标签或无标签的异常

数据［９］用于模型训练。为了解决这一挑战，研究

者们通常仅使用正常数据来训练异常检测器，现

有的检测算法总体上可分为三类：基于重构的方

法［１０－１３］、基于概率预测的方法［１４－１８］以及基于单

类分类［１９－２３］的方法。

基于重构和基于概率预测的方法，在训练时

模型通常仅学习正常示例的特征表示或数据分

布，测试时那些无法被模型很好表示的示例将被

视为异常。然而，Ｈｅｎｄｒｙｃｋｓ等［２３］表明，除了正常

数据，在训练时引入一些已知的异常来增加异常

先验知识，可以显著地提高异常检测性能。基于

单类分类的方法［１９］，旨在学习一个具有判别力的

特征空间，将仅包含正常模式的特征区域与所有

的异常特征区域分离开来。Ｌｉｚｎｅｒｓｋｉ等［２１］提出

完全 卷 积 数 据 描 述 （ｆｕｌｌｙｃｏｎｖｏｌｕｔｉｏｎａｌｄａｔａ
ｄｅｓｃｒｉｐｔｉｏｎ，ＦＣＤＤ）算法，该算法在训练时使用正
常数据和伪异常数据，通过交叉熵分类损失训

练一个超球体，实现将正常数据特征聚集在超

球体球心附近，异常数据特征映射到远离球心

的区域，测试阶段利用数据点到球心的距离来

生成相应的异常分数。然而，该算法存在如下

三个缺点：①所使用的伪异常数据类型单一，这
使得模型在测试阶段无法很好地处理复杂多样

的真实异常模式；②所使用特征的质量不高，缺
乏对图像底层纹理信息的利用；③直接通过将
数据点到球心的距离转化为异常分数，使得模

型性能严重依赖于数据的特征质量，当特征质

量不高时，模型性能十分有限。

为了解决 ＦＣＤＤ算法存在的上述缺点，构建
了一个多层次特征融合网络，用于提取和融合

不同类型的特征，该网络主要包括以下三个部

分：主干网络、统计纹理学习网络［２４］（ｓｔａｔｉｓｔｉｃａｌ
ｔｅｘｔｕｒｅｌｅａｒｎｉｎｇｎｅｔｗｏｒｋ，ＳＴＬＮｅｔ）以及自校准卷积
模块［２５］（ｓｅｌｆｃａｌｉｂｒａｔｅｄｃｏｎｖｏｌｕｔｉｏｎｓｂｌｏｃｋ）。另
外，与 ＦＣＤＤ算法不同，通过将数据特征经过一
个全连接层映射的方式生成相应的异常分数可

使模型能够很好地应对特征质量不高的情况。

具体而言：首先通过自监督方式在正常训练图

像上生成伪异常，同步训练多层次特征融合网

络和一个单类分类器，使正常数据特征集中在

设定的超球球心附近，生成的伪异常数据特征

映射在尽可能远离球心的区域；然后使用一个全

连接层将正常数据和异常数据特征映射为异常分

数，并使得正常数据的异常得分小，异常数据的异

常得分大；最后考虑到数据特征与分数之间应保

持相类似的拓扑结构，提出了特征与分数之间一

致性约束项，用于最终损失函数的设计。

１　多层次特征融合网络

多层次特征融合网络如图１所示，该网络整
体上可以分为主干网络、纹理特征提取网络［２４］和

自校准模块［２５］三个部分。通过将 ＳＴＬＮｅｔ提取的
底层纹理特征和自校准模块生成的高层语义特征

进行有效的融合，得到该网络最终的输出。

１１　主干网络

主干网络为残差网络 （ｒｅｓｉｄｕａｌｎｅｔｗｏｒｋ，
ＲｅｓＮｅｔ）［２６］，一个多尺度特征提取器，它的低层网

图１　多层次特征融合网络
Ｆｉｇ．１　Ｍｕｌｔｉｌｅｖｅｌｆｅａｔｕｒｅｆｕｓｉｏｎｎｅｔｗｏｒｋ

·４７１·
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络生成具有较少上下文信息的高分辨率特征，高

层网络生成具有较多上下文信息的低分辨率特

征。对于 ＳＴＬＮｅｔ，它由纹理增强模块（ｔｅｘｔｕｒｅ
ｅｎｈａｎｃｅｍｅｎｔｍｏｄｕｌｅ，ＴＥＭ）和金字塔纹理特征提
取模块（ｐｙｒａｍｉｄｔｅｘｔｕｒｅｆｅａｔｕｒｅｅｘｔｒａｃｔｉｏｎｍｏｄｕｌｅ，
ＰＴＦＥＭ）两个模块组成。该网络首先融合 ＲｅｓＮｅｔ
前两层网络输出的特征，并送入ＴＥＭ中提取一级
纹理特征；然后将ＴＥＭ提取的纹理特征和ＲｅｓＮｅｔ
前两层网络输出的特征进行融合，输入ＰＴＦＥＭ抽
取多尺度纹理特征；最后融合ＲｅｓＮｅｔ前两层网络
输出的特征、一级纹理特征和多尺度纹理特征获

取最终的图像底层纹理特征。自校准模块通过下

采样－上采样操作间接地增大了卷积核的感受
野，通过将ＲｅｓＮｅｔ第三层网络输出的特征输入自
校准模块中获得更高质量的特征。

１．２　纹理特征提取网络

ＳＴＬＮｅｔ从统计学角度学习图像纹理特征，提
出了使用量化计数算子（ｑｕａｎｔｉｚａｔｉｏｎａｎｄｃｏｕｎｔｉｎｇ
ｏｐｅｒａｔｏｒ，ＱＣＯ）来描述和统计图像中纹理信息的
方法，分析了图像底层信息的分布。考虑到在异

常检测任务中，图像中不同纹理之间的差异性，通

过ＳＴＬＮｅｔ提取底层纹理特征，有效地刻画了图像
中正常和异常区域的纹理，提高了异常检测的性

能。ＳＴＬＮｅｔ设计了 ＴＥＭ和 ＰＴＦＥＭ两个模块，分
别使用一维量化计数算子和二维量化计数算子描

述图像中的纹理分布。对于 ＴＥＭ，如图２所示，
它逐个考量每个像素在特征空间中的分布情况。

首先通过计算输入特征图中的每个像素特征

与其全局特征的余弦距离，得到特征相似度向量

Ｍ∈ＲＲ１×Ｋ，其中Ｋ＝Ｈ×Ｗ，Ｈ和 Ｗ分别表示输入
特征图的高度和宽度。

然后使用一维ＱＣＯ将Ｍ量化成Ｎ个级别，得
到量化矩阵Ｅ∈ＲＲＮ×Ｋ和量化级别Ｌ＝［Ｌ１，Ｌ２，…，

ＬＮ］，其中Ｌｎ＝（Ｍｍａｘ－Ｍｍｉｎ）÷Ｎ×ｎ＋Ｍｍｉｎ。Ｅｉ∈
ＲＲＮ（ｉ∈［１，Ｋ］）表示向量Ｍ第ｉ像素相似值Ｍｉ所
属的量级级别，Ｅｉ，ｎ表示向量Ｍ第ｉ像素相似值Ｍｉ
在第ｎ量化级别上的值，Ｅｉ，ｎ的计算公式为：

Ｅｉ，ｎ＝
１－ Ｌｎ－Ｍｉ －０．５Ｎ≤Ｌｎ－Ｍｉ＜

０．５
Ｎ

０ 其
{

他

（１）
将量化级Ｌ和归一化后的量化矩阵 Ｅ′融合生成
量化映射矩阵Ｂ∈ＲＲＮ×２，Ｂ的计算公式为：

Ｂ＝ＣａｔＬ，
∑
Ｋ

ｉ＝１
Ｅｉ，ｎ

∑
Ｎ

ｎ＝１
∑
Ｋ

ｉ＝１
Ｅｉ，









ｎ

（２）

式中，Ｃａｔ（）表示将两个向量拼接为一个矩阵。
最后将量化映射 Ｂ 通 过 多 层 感 知 机

（ｍｕｌｔｉｌａｙｅｒｐｅｒｃｅｐｔｒｏｎ，ＭＬＰ）增加通道数并与全
局特征相融合获得统计特征Ｄ∈ＲＲＮ×Ｃ，其中Ｃ表
示通道数。直接从 ＲｅｓＮｅｔ浅层提取的底层特征
质量通常较低，因此ＴＥＭ利用自注意力机制设计
了一个可学习的映射矩阵，该矩阵融合所有其他

节点特征来更新统计特征 Ｄ，得到重构的 Ｄ′；将
特征Ｄ′的信息平均分配给输入的每个像素，生成
高质量的纹理特征Ｒ＝Ｄ′·Ｅ。

对于ＰＴＦＥＭ，如图３所示，它使用二维 ＱＣＯ
来逐对考量两个相邻像素在特征空间中的分布情

况，旨在计算特征图相邻像素之间的共生关系，是

对一维 ＱＣＯ的扩展。此外，ＰＴＦＥＭ还使用四个
不同尺度（１，２，４，８）的并行分支来提取多尺度
纹理特征。每个分支上的特征图被划分为不同数

量的子区域，每个子区域通过纹理特征提取单元

得到相对应的纹理表示；将每个分支所得的特征

图上采样至输入特征图大小，并进行特征融合，生

成多尺度纹理特征。

图２　纹理增强模块
Ｆｉｇ．２　Ｔｅｘｔｕｒｅｅｎｈａｎｃｅｍｅｎｔｍｏｄｕｌｅ

·５７１·
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图３　金字塔纹理特征提取模块
Ｆｉｇ．３　Ｐｙｒａｍｉｄｔｅｘｔｕｒｅｆｅａｔｕｒｅｅｘｔｒａｃｔｉｏｎｍｏｄｕｌｅ

１．３　自校准模块

主干网络只使用了ＲｅｓＮｅｔ的前三层网络，导
致网络的感受野较小。因此，为了获得更大感受

野网络下的数据特征，且不改变特征图的高度和

宽度，将ＲｅｓＮｅｔ第三层网络输出的特征送入自校
准卷积模块，通过对特征图进行下采样间接增加

卷积核的尺寸，来扩大网络的感受野，进而生成语

义信息更为丰富的特征。

自校准模块在两个不同的尺度空间进行卷积

变换，高效地收集了每个空间位置的上下文信息。

如图１所示，在原始尺度空间中，输入特征经过
ＣｏｎｖＢＮ操作（Ｃｏｎｖ表示卷积操作，ＢＮ表示批次
归一化操作），不改变特征图宽度和高度；在小

尺度特征空间中，输入特征首先经过平均池化

下采样（下采样率为 ｒ）后通过 ＣｏｎｖＢＮ操作，然
后上采样到原始特征图尺寸，并与原始特征进

行相加融合，经过 Ｓｉｇｍｏｉｄ激活后与原始尺度空
间中特征相乘并通过 ＣｏｎｖＢＮ操作获得最终的
输出。

２　伪异常与损失

２．１　伪异常生成

在异常检测任务中，难以获取充足的异常数

据，因此研究人员通常仅使用正常数据来训练模

型。然而Ｌｉｚｎｅｒｓｋｉ等［２１］的研究表明，在训练阶段

引入一些人为生成的异常数据可以有效地提升模

型的检测性能。受此启发，本研究采用了两种伪

异常生成算法在正常训练图像上生成伪异常，并

为每张伪异常图像生成相应的掩膜［２１］（ｍａｓｋ），
如图４所示。其一为使用“五彩纸屑噪声”生成
合成异常，其二为通过 ＣｕｔＰａｓｔｅ［１７］随机剪切图像

上一小块区域然后贴在图像上的随机位置制造异

常。虽然生成的伪异常与真实异常存在不同，但

是实验表明，在训练集中引入伪异常数据，可以促

使模型对不规则性的学习，使得模型在处理真实

缺陷数据时具有很好的泛化能力。

（ａ）伪异常图像
（ａ）Ｐｓｅｕｄｏａｎｏｍａｌｏｕｓｉｍａｇｅ

（ｂ）伪异常标签
（ｂ）Ｐｓｅｕｄｏａｎｏｍａｌｙｌａｂｅｌ

图４　伪异常生成图
Ｆｉｇ．４　Ｐｓｅｕｄｏｅｘｃｅｐｔｉｏｎｇｅｎｅｒａｔｉｎｇｇｒａｐｈ

２．２　特征约束

通过改进超球体分类［２１－２２］（ｈｙｐｅｒｓｐｈｅｒｅ
ｃｌａｓｓｉｆｉｅｒ，ＨＳＣ）损失提出了正常 －异常特征约束
损失，如图５所示，该约束项旨在学习一个超球
体，通过对神经网络 ψ（·，Ｗ）的训练，将正常数
据特征聚集在球心附近，异常数据特征映射在远

离球心区域［１９］。因为图像中的异常通常是细粒

度的，为了更准确地分割出图像中的缺陷区域，这

里采用密集的像素级预测，即预测出每个像素所

属的类别（正常或异常）。设 Ｘ１，Ｘ２，…，ＸＮ表示
图像像素样本集合，ｙ１，ｙ２，…，ｙＮ表示每个像素所
对应的标签，其中 ｙｉ＝０表示正常、ｙｉ＝１表示异
常。特征约束损失表示为：

·６７１·
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Ｌｆ＝
１
Ｎ∑

Ｎ

ｉ＝１
（１－ｙｉ）Ａ（Ｘｉ）－ｙｉｌｎ｛１－ｅｘｐ［－Ａ（Ｘｉ）］｝

（３）

式中，Ａ（Ｘｉ）＝ ψ（Ｘｉ，Ｗ）
２

槡 ＋１－１，表示像素 Ｘｉ
到超球体球心的距离，球心为原点，ψ表示特征学
习网络，ψ（Ｘｉ，Ｗ）∈ＲＲ

Ｃ１表示像素 Ｘｉ的特征向
量，Ｗ为网络中的参数。通过最小化Ｌｆ学习一个
超球体，使得正常像素特征集中在超球体内，异常

像素特征映射到超球体外。通过 ｌ（ｚ）＝
ｅｘｐ（－Ａ（Ｘｉ））将像素Ｘｉ到球心的距离 Ａ（Ｘｉ）转
换为像素属于正常类别的概率，使用交叉熵损失

训练网络使得正常像素到球心的距离尽可能小，

异常像素到球心的距离尽可能大。

图５　超球体分类
Ｆｉｇ．５　Ｈｙｐｅｒｓｐｈｅｒｅｃｌａｓｓｉｆｉｅｒ

在异常检测与分割任务中，训练集往往不

包含异常数据，通过引入伪异常生成技术，一定

程度上解决了该问题。但是，该技术所生成的

异常图像中的异常像素数量远远小于正常像素

数量，这带来了类别不平衡问题。为了缓解类

别不平衡对模型训练阶段的影响，在正常和异

常特征损失中引入不同的权重，重新设计如下

特征约束损失。

Ｌｆ＝
１
２Ｎ１∑

Ｎ１

ｉ＝１
（１－ｙｉ）Ａ（Ｘｉ）＋

１
２Ｎ２∑

Ｎ２

ｊ＝１
－

ｙｊｌｎ｛１－ｅｘｐ［－Ａ（Ｘｊ）］｝ （４）
式中，Ｎ１表示训练图像中正常像素个数，Ｎ２表示
异常像素个数。

２．３　分数约束

如２．２节所述，特征约束将正常像素的特征
统一映射到超球体内，异常像素的特征映射到超

球体外，在特征层面对正常像素和异常像素进行

区分。但在图像异常分割任务中，还需要预测每

个像素的异常得分用于判断其所属的类别。与

ＦＣＤＤ［２１］直接将像素特征点到超球体球心的距离
转化成异常分数的方法不同，本文使用一个全连

接层η（·，θｓ）：Ｆ∈ＲＲ
Ｃ１｜→Ｓ∈ＲＲ，将像素特征 Ｆ

映射为异常得分Ｓ，其中θｓ为网络中的参数，有效
地应对所得数据特征质量不高的问题。设计分数

约束项使得正常像素异常得分低，异常像素异常

得分高。分数约束损失表示为：

Ｌｓ＝
１
Ｎｎ∑

Ｎｎ

ｉ＝１
ｍａｘ［０，Ｓ（Ｘｉｎ）－γ］＋

１
Ｎａ∑

Ｎａ

ｊ＝１
ｍａｘ｛０，λ－［Ｓ（Ｘｊａ）－Ｓ（Ｘｊｎ）］｝（５）

式中，Ｎｎ和Ｎａ分别表示正常像素个数和异常像
素个数，Ｘ．ｎ和 Ｘ．ａ分别表示正常像素和异常像
素，Ｓ（Ｘｉ）＝η［ψ（Ｘｉ，Ｗ），θｓ］表示像素 Ｘｉ的异常
得分，ψ（Ｘｉ，Ｗ）表示像素 Ｘｉ的特征，γ和 λ为超
参数，本实验中设置γ＝２５，λ＝５。Ｌｓ中的第一
项保证正常像素的异常得分小于阈值 γ，第二项
保证异常像素和正常像素的异常得分之差大于阈

值λ。

２．４　特征与分数之间一致性约束损失

在２．２节和２．３节中，引入伪异常数据来辅
助训练异常检测模型，使得异常检测器具有更好

的泛化性能，能够在测试阶段识别未知的异常模

式。然而，特征约束和分数约束都是对像素特征

逐个进行考量，未考虑到像素特征之间的相关性

在图像异常检测任务中也起着至关重要的作用。

因此，本小节设计了特征与分数之间的一致性损

失约束项，通过使像素特征间的拓扑性与分数之

间的拓扑性一致，来捕获像素特征之间的相关性。

一致性约束如图６所示，红色点表示像素特征，
绿色点表示像素得分，不同像素异常得分之间

的拓扑结构应与像素特征之间的拓扑结构保持

一致，这里使用 ＫＬ散度［２７］（ＫｕｌｌｂａｃｋＬｅｉｂｌｅｒ
ｄｉｖｅｒｇｅｎｃｅ）（记作 Ω）对两种拓扑结构关系进行
一致性约束。

图６　一致性约束示意图
Ｆｉｇ．６　Ｃｏｎｓｉｓｔｅｎｃｙｃｏｎｓｔｒａｉｎｔｄｉａｇｒａｍ

·７７１·
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　　为了便于后续计算，首先将输入的图像 Ｘ
的特征图 Ｆ∈ＲＲＣ１×Ｈ×Ｗ、分数图 Ｚ∈ＲＲ１×Ｈ×Ｗ的表

达形式分别改为 Ｆ∈ＲＲＫ×Ｃ１和 Ｚ∈ＲＲＫ×１，其中

Ｋ＝Ｈ×Ｗ；然后分别计算特征图 Ｆ、分数图 Ｚ中
每一个像素的特征向量与所有像素特征向量之

间的欧式距离，得到相应的特征相似度矩阵 Ｐ∈
ＲＲＫ×Ｋ、分数相似性矩阵 Ｑ∈ＲＲＫ×Ｋ。一致性损失

函数为：

Ｌｆｓ＝
１
Ｋ∑

Ｋ

ｉ＝１
Ω［σ（Ｑｉ）σ（Ｐｉ）］ （６）

式中，Ｋ表示图像中的像素点个数，ｉ表示相似性
矩阵的第ｉ行，Ｐｉ、Ｑｉ分别表示第 ｉ个像素特征、
分数与图像中所有其他像素特征、分数之间的相

似性关系。使用Ｓｏｆｔｍａｘ函数 σ将相似性关系转
换为概率分布，通过计算每一行概率分布之间的

ＫＬ散度约束特征与分数之间的一致性关系。假
设每个 ｂａｔｃｈ有 Ｎ张图像，则最终的一致性损失
函数为：

Ｌｂａｔｃｈ＿ｆｓ＝
１
Ｎ∑

Ｎ

ｉ＝１
Ｌｆｓ （７）

计算所有像素点之间相似度的代价十分高

昂，而且真实异常形式复杂多样，其特征间的相关

性难以捕获。因此，本实验中采用将多个像素点

打包成像素块（ｐａｔｃｈ）的方式，仅计算正常像素块
之间的一致性关系。

２．５　全局损失函数

全局损失函数包括了特征约束损失、分数约

束损失和一致性损失，具体形式为：

Ｌ＝αＬｆ＋βＬｓ＋ξＬｂａｔｃｈ＿ｆｓ （８）
式中，α、β、ξ为超参数，本实验中设置 α＝１，
β＝１，ξ＝１。

２．６　异常分数

在推理阶段，首先使用学习得到的分数映射

网络 η为每个测试对象生成异常分数图，如
式（９）所示，其中 Ｓｃ表示“异常分数”；然后采用
双线性插值技术将分数图上采样为原图大小，得

到像素级异常分数，用于图像异常定位；最后使用

每张图像像素中最大的异常分数作为该图像的异

常得分。

Ｓｃ（Ｘｉ）＝η［ψ（Ｘｉ，Ｗ），θｓ］ （９）

３　实验

本研究在 ＭＶＴｅｃ［１］数据集上进行实验评
估，该数据集包含５３５４张高分辨率彩色图像，
分为１０个对象类别和５个纹理类别，用于异常
检测任务。数据集的训练集中仅包含正常图

像，测试集由正常图像和具有各种类型缺陷的

异常图像组成，同时，这个数据集还为每张有缺

陷的测试图像提供了像素级注释。图７展示了
该数据集部分类别的一个正常示例图像和一个

异常示例图像以及异常所对应的真值图像即

Ｇｒｏｕｎｄ＿ｔｒｕｔｈ，为了便于观察，异常示例图像中的
部分异常区域被进行了放大显示。从异常示例

图像中可以看出，测试集中的异常图像所包含

的缺陷类型各种各样，如划痕、凹痕和破损等物

体表面的缺陷，或物体部分结构扭曲的缺陷以

及物体不完整而显示出的缺陷。由于该数据集

图像数量相对较少，其中每类训练集的图像数

量在 ６０～３９１张不等，分辨率在 ７００像素 ×
７００像素和１０２４像素 ×１０２４像素之间，且训
练集中不包含异常图像，这给深度表征学习带

来了挑战，因此在训练模型时，通过复制操作

（ｒｅｐｅａｔ）对训练集中的数据进行 １０倍扩充，并
在扩充后选取一半数量的图像用于生成伪异常

数据。与现有的方法一致，本研究为 ＭＶＴｅｃ数
据上每个类别单独训练一个分类器。

（ａ）胶囊
（ａ）Ｃａｐｓｕｌｅ

　 （ｂ）榛子
（ｂ）Ｈａｚｅｌｎｕｔ

　（ｃ）螺杆
（ｃ）Ｓｃｒｅｗ

　 （ｄ）晶体管
（ｄ）Ｔｒａｎｓｉｓｔｏｒ

　（ｅ）地毯
（ｅ）Ｃａｒｐｅｔ

图７　ＭＶＴｅｃ数据集图像
Ｆｉｇ．７　ＩｍａｇｅｏｆＭＶＴｅｃｄａｔａｓｅｔ

３．１　实验细节

模型的主干网络为 ＲｅｓＮｅｔ５０，参数初始化
为在 ＩｍａｇｅＮｅｔ上预训练参数，使用 ＳＴＬＮｅｔ纹理
网络提取底层纹理特征和自校准模块扩大感受

野。采 用 随 机 梯 度 下 降 （ｓｔｏｃｈａｓｔｉｃｇｒａｄｉｅｎｔ
ｄｅｓｃｅｎｔ，ＳＧＤ）作为优化器。初始学习率设置为
０００１，衰减率为 ０００００３，输入图像的分辨率
为２５６像素 ×２５６像素，批量大小设置为３２，训
练迭代次数为２００。
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３．２　评价指标与实验结果

对于图像级异常检测，使用接收机工作特

性曲线下面积（ａｒｅａｕｎｄｅｒｔｈｅｒｅｃｅｉｖｅｒｏｐｅｒａｔｉｎｇ
ｃｈａｒａｃｔｅｒｉｓｔｉｃ，ＡＵＲＯＣ）作为评价指标；对于图像
缺陷定位，使用像素级 ＡＵＲＯＣ和每区域重叠
率［２７］（ｐｅｒｒｅｇｉｏｎｏｖｅｒｌａｐ，ＰＲＯ）作为评价指标，
不同于简单地逐像素考量 ＡＵＲＯＣ值，ＰＲＯ评分
对任意大小的异常区域一视同仁。将本研究方

法与７种近期提出的典型图像异常检测算法进
行比较，包括：基于蒸馏学习的异常检测和异常定

位［２８］（ｕｎｉｎｆｏｒｍｅｄｓｔｕｄｅｎｔｓ：ｓｔｕｄｅｎｔｔｅａｃｈｅｒａｎｏｍａｌｙ
ｄｅｔｅｃｔｉｏｎｗｉｔｈｄｉｓｃｒｉｍｉｎａｔｉｖｅｌａｔｅｎｔｅｍｂｅｄｄｉｎｇｓ，ＵＳ）
方法、用于异常检测的无监督元转换器［２９］

（ｕｎｓｕｐｅｒｖｉｓｅｄＭｅｔａｆｏｒｍｅｒｆｏｒａｎｏｍａｌｙｄｅｔｅｃｔｉｏｎ，
ＭＦ）、图像ｐａｔｃｈ支持向量数据描述［３０］（ｐａｔｃｈｌｅｖｅｌ
ｓｕｐｐｏｒｔｖｅｃｔｏｒｄａｔａｄｅｓｃｒｉｐｔｉｏｎ，ＰＳＶＤＤ）算 法、
ＦＣＤＤ［２１］、基于图像ｐａｔｃｈ分布建模的异常检测［１６］

（ｐａｔｃｈ ｄｉｓｔｒｉｂｕｔｉｏｎ ｍｏｄｅｌｉｎｇ， ＰａＤｉＭ）方 法、

ＣｕｔＰａｓｔｅ［１７］以及基于一类嵌入的反蒸馏异常检

测［３１］（ａｎｏｍａｌｙｄｅｔｅｃｔｉｏｎｖｉａｒｅｖｅｒｓｅｄｉｓｔｉｌｌａｔｉｏｎｆｒｏｍ
ｏｎｅｃｌａｓｓｅｍｂｅｄｄｉｎｇ，ＲＤ）。

不同方法在 ＭＶＴｅｃ数据集上的实验结果如

表１和表２所示，本研究方法中１５个类别图像级

检测平均精度和像素级检测平均精度均高于现有

方法。图像级平均 ＡＵＲＯＣ达到９８７％，像素级

平均ＡＵＲＯＣ和ＰＲＯ分别达到９７９％和９４２％。

对于ＦＣＤＤ和 ＰＳＶＤＤ，本文遵循它们原论文的实

验设置，未在图像级异常检测任务上与 ＦＣＤＤ进

行比较，且未在像素级异常检测任务上与 ＰＳＶＤＤ

进行比较。异常检测可视化情况如图８所示，将

缺陷分为较大缺陷和微小缺陷两类，并通过可视

化定性评价其性能，图８（ａ）为 ＭＶＴｅｃ数据集中

部分异常图像，图８（ｂ）为 ＭＶＴｅｃ数据集为异常

图像所对应的真值图像，其中白色区域表示图像

中具体的异常区域，图８（ｃ）为模型的可视化结

果，可以看出本研究方法在整体上产生了优异的

检测效果。

表１　不同方法在ＭＶＴｅｃ数据集的图像级检测结果ＡＵＲＯＣ
Ｔａｂ．１　ＡＵＲＯＣｏｆｉｍａｇｅｌｅｖｅｌｄｅｔｅｃｔｉｏｎｒｅｓｕｌｔｓｉｎＭＶＴｅｃｄａｔａｓｅｔｓｂｙｄｉｆｆｅｒｅｎｔｍｅｔｈｏｄｓ

％

类别 ＵＳ［２８］ ＭＦ［２９］ ＰＳＶＤＤ［３０］ ＰａＤｉＭ［１６］ ＣｕｔＰａｓｔｅ［１７］ ＲＤ［３１］ 本文方法

Ｂｏｔｔｌｅ ９９．０ ９９．１ ９８．６ ９９．９ ９８．２ １００ １００

Ｃａｂｌｅ ８６．２ ９７．１ ９０．３ ９２．７ ８１．２ ９５．０ ９７．０

Ｃａｐｓｕｌｅ ８６．１ ８７．５ ７６．７ ９１．３ ９８．２ ９６．３ ９６．６

Ｃａｒｐｅｔ ９１．６ ９４．０ ９２．９ ９９．８ ９３．９ ９８．９ １００

Ｇｒｉｄ ８１．０ ８５．９ ９４．６ ９６．７ １００ １００ １００

Ｈａｚｅｌｎｕｔ ９３．１ ９９．４ ９２．０ ９２．０ ９８．３ ９９．９ ９９．８

Ｌｅａｔｈｅｒ ８８．２ ９９．２ ９０．９ １００ １００ １００ １００

ＭｅｔａｌＮｕｔ ８２．０ ９６．２ ９４．０ ９８．７ ９９．９ １００ ９８．６

Ｐｉｌｌ ８７．９ ９０．１ ８６．１ ９３．３ ９４．９ ９６．６ ９６．９

Ｓｃｒｅｗ ５４．９ ９７．５ ８１．３ ８５．８ ８８．７ ９７．０ ９３．２

Ｔｉｌｅ ９９．１ ９９．０ ９７．８ ９８．１ ９４．６ ９９．３ １００

Ｔｏｏｔｈｂｒｕｓｈ ９５．３ １００ １００ ９６．１ ９９．４ ９９．５ １００

Ｔｒａｎｓｉｓｔｏｒ ８１．８ ９４．４ ９１．５ ９７．４ ９６．１ ９６．７ ９８．９

Ｗｏｏｄ ９７．７ ９９．２ ９６．５ ９９．２ ９９．１ ９９．２ ９９．６

Ｚｉｐｐｅｒ ９１．９ ９８．６ ９７．９ ９０．３ ９９．９ ９８．５ １００

平均值 ８７．７ ９５．８ ９２．１ ９５．５ ９６．１ ９８．５ ９８．７
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表２　不同方法在ＭＶＴｅｃ数据集的实验结果像素级ＡＵＲＯＣ（左）和ＰＲＯ（右）
Ｔａｂ．２　ＥｘｐｅｒｉｍｅｎｔａｌｒｅｓｕｌｔｓｏｆｄｉｆｆｅｒｅｎｔｍｅｔｈｏｄｓｉｎＭＶＴｅｃｄａｔａｓｅｔｓａｔｐｉｘｅｌｌｅｖｅｌＡＵＲＯＣ（ｌｅｆｔ）ａｎｄＰＲＯ（ｒｉｇｈｔ）

％

类别 ＵＳ［２８］ ＭＦ［２９］ ＦＣＤＤ［２１］ ＰａＤｉＭ［１６］ ＣｕｔＰａｓｔｅ［１７］ ＲＤ［３１］ 本文方法

Ｂｏｔｔｌｅ —／９３．１ —／８８．８ ８７．０／— ９８．３／９４．８ ９７．６／— ９８．７／９６．６ ９９．０／９７．５

Ｃａｂｌｅ —／８１．８ —／９３．７ ９４．０／— ９６．７／８８．８ ９０．０／— ９７．４／９１．０ ９５．３／９１．８

Ｃａｐｓｕｌｅ —／９６．８ —／８７．９ ９４．０／— ９８．５／９３．５ ９７．４／— ９８．７／９５．８ ９８．５／９３．７

Ｃａｒｐｅｔ —／８７．９ —／８７．８ ９９．０／— ９９．１／９６．２ ９８．３／— ９８．９／９７．０ ９９．２／９７．４

Ｇｒｉｄ —／９５．２ —／８６．５ ９４．０／— ９７．３／９４．６ ９７．５／— ９９．３／９７．６ ９９．３／９７．５

Ｈａｚｅｌｎｕｔ —／９６．５ —／８８．６ ９７．０／— ９８．２／９２．６ ９７．３／— ９８．９／９５．５ ９９．２／９８．１

Ｌｅａｔｈｅｒ —／９４．５ —／９５．９ ９９．０／— ９９．２／９７．８ ９９．５／— ９９．４／９９．１ ９９．５／９８．９

ＭｅｔａｌＮｕｔ —／９４．２ —／８６．９ ９８．０／— ９７．２／８５．６ ９３．１／— ９７．３／９２．３ ９８．１／９３．１

Ｐｉｌｌ —／９６．１ —／９３．０ ９５．０／— ９５．７／９２．７ ９５．７／— ９８．２／９６．４ ９７．６／９５．５

Ｓｃｒｅｗ —／９４．２ —／９５．４ ９３．０／— ９８．５／９４．４ ９６．７／— ９９．６／９８．２ ９７．２／８９．６

Ｔｉｌｅ —／９４．６ —／８８．１ ９７．０／— ９４．１／８６．０ ９０．５／— ９５．６／９０．６ ９７．５／９４．５

Ｔｏｏｔｈｂｒｕｓｈ —／９３．３ —／８７．７ ８９．０／— ９８．８／９３．１ ９８．１／— ９９．１／９４．５ ９８．８／９０．９

Ｔｒａｎｓｉｓｔｏｒ —／６６．０ —／９２．６ ８２．０／— ９７．５／８４．５ ９３．０／— ９２．５／７８．０ ９１．６／８０．８

Ｗｏｏｄ —／９１．１ —／８４．８ ９５．０／— ９４．９／９１．９ ９５．５／— ９５．３／９０．９ ９７．９／９６．８

Ｚｉｐｐｅｒ —／９５．１ —／９３．６ ９７．０／— ９８．５／９５．９ ９９．３／— ９８．２／９５．４ ９９．１／９７．１

平均 —／９１．４ —／９０．１ ９４．０／— ９７．５／９２．１ ９６．０／— ９７．８／９３．９ ９７．９／９４．２

（ａ）原图
（ａ）Ｏｒｉｇｉｎａｌｉｍａｇｅ

（ｂ）真值图像
（ｂ）Ｔｒｕｔｈｉｍａｇｅ

（ｃ）可视化热图
（ｃ）Ｖｉｓｕａｌｈｅａｔｍａｐ

图８　异常检测可视化图
Ｆｉｇ．８　Ａｎｏｍａｌｙｄｅｔｅｃｔｉｏｎｖｉｓｕａｌｉｚａｔｉｏｎ

３．３　伪异常样本比例分析

通过在训练集中引入伪异常样本，将异常

检测任务转化为监督学习任务，本小节研究不

同伪异常样本比例对本文模型的性能影响。

表３给出了６种伪异常样本比例下该方法的实

验结果。表 ３中 ＡＵＲＯＣＡＤ和 ＡＵＲＯＣＡＬ及 ＰＲＯ
分别表示 ＭＶＴｅｃ数据集中１５个类别图像级检
测的平均精度和像素级检测的平均精度。通过

对表３中的实验结果进行分析，得到如下发现：
①模型在训练集中不加入伪异常时，性能表现
很差。这是因为本文的特征约束损失和分数约

束损失都是针对训练集中存在异常数据而设计

的，此时式（４）和式（５）的第二项均会失效，导
致实验结果不理想。②模型的检测精度随着训
练样本中伪异常比例的增加，呈现先上升再下

降的趋势，并且当伪异常样本占所有训练样本

的比例为５０％时，异常检测性能最优。③相比
于仅用训练集中５％的数据生成伪异常，在伪异
常样本占所有训练样本５０％时，图像级检测平
均 ＡＵＲＯＣ提升１１％，像素级检测平均ＡＵＲＯＣ
和ＰＲＯ分别提升０６％和３９％，证实了在训练
时加入适量伪异常样本可以显著提升模型性

能。④模型在７５％和１００％伪异常比例下的实
验结果均劣于５０％伪异常比例下的实验结果，
这是因为在训练集中引入过多的伪异常样本，

会使模型过于关注对伪异常模式的学习，导致

模型泛化性能下降。

·０８１·



　第２期 唐俊，等：利用多层次特征融合网络的图像异常检测算法

表３　本文方法在６种不同伪异常比例下的实验结果
Ｔａｂ．３　Ｅｘｐｅｒｉｍｅｎｔａｌｒｅｓｕｌｔｓｏｆｔｈｅｐｒｏｐｏｓｅｄｍｅｔｈｏｄｕｎｄｅｒｓｉｘｄｉｆｆｅｒｅｎｔｐｓｅｕｄｏａｎｏｍａｌｙｒａｔｉｏ

％

评价指标 ０％伪异常 ５％伪异常 ２５％伪异常 ５０％伪异常 ７５％伪异常 １００％伪异常

ＡＵＲＯＣＡＤ ６８．２ ９７．６ ９８．２ ９８．７ ９８．４ ９８．０

ＡＵＲＯＣＡＬ ６１．４ ９７．３ ９７．７ ９７．９ ９７．７ ９７．０

ＰＲＯ ３２．２ ９０．３ ９３．５ ９４．２ ９３．８ ９３．０

３．４　消融实验

本小节通过大量消融实验，对自校准模块

ＳＴＬＮｅｔ以及一致性损失的有效性进行验证。将多
尺度特征融合网络作为基线模型，该网络直接融合

ＲｅｓＮｅｔ５０前三层网络生成的特征作为其最终输出，
仅使用特征约束训练该网络，直接将像素特征点到

超球体球心的距离转化成异常分数。消融实验结

果见表４，表４中的 ＡＵＲＯＣＡＤ和 ＡＵＲＯＣＡＬ及 ＰＲＯ
分别表示ＭＶＴｅｃ数据集中１５个类别图像级检测
的平均精度和像素级检测的平均精度，可以观察到

自校准模块、ＳＴＬＮｅｔ、分数约束以及一致性损失都
在一定程度上提高了异常检测性能。

表４　消融实验结果
Ｔａｂ．４　Ｒｅｓｕｌｔｓｏｆａｂｌａｔｉｏｎｅｘｐｅｒｉｍｅｎｔ

％

评价指标 基线
基线＋
自校准

基线＋自校准＋
ＳＴＬ

基线＋自校准＋
ＳＴＬ＋分数约束

基线＋自校准＋
ＳＴＬ＋分数约束＋一致性

ＡＵＲＯＣＡＤ ９７．８４ ９８．３ ９８．５ ９８．６ ９８．７

ＡＵＲＯＣＡＬ ９７．３７ ９７．７ ９７．８ ９７．７ ９７．９

ＰＲＯ ９２．３３ ９３．２ ９３．３ ９４．０ ９４．２

４　结论

异常模式通常是罕见的、形式多样的，并且

难以获取充分的异常数据用于模型训练，这为

异常检测任务带来了极大的挑战。因此，本文

首先通过自监督的方式生成伪异常数据，扩充

了数据集；然后构建一个多层次特征融合网络，

使用 ＳＴＬＮｅｔ抽取底层纹理特征和自校准模块，
提取更具表示力的特征用于异常检测；最后使

用特征约束损失、分数约束损失和一致性损失

联合训练网络模型。实验结果表明，本文方法

在异常检测和异常定位等方面的性能显著地优

于现有的异常检测算法。
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