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摘　要：提出一种基于分层投影网络的自监督嵌入方法多视图异构投影网络（ｍｕｌｔｉｖｉｅｗｈｅｔｅｒｏｇｅｎｅｏｕｓ
ｇｒａｐｈｐｒｏｊｅｃｔｉｏｎｎｅｔｗｏｒｋ，ＭｅｇｈｅｎＮｅｔ）以学习多视图低维节点表征，其中多视图异构图被定义为明确允许模型
同时从多数据源中采集信息建模异构图。ＭｅｇｈｅｎＮｅｔ采用分层注意力映射机制，其跨关联投影模块用于提取
单视图中的语义信息，跨视图模块用于聚合多个视图中的上下文信息。计算每个视图嵌入与全局嵌入之间

的互信息损失函数以确保视图之间的信息一致性。在多个真实数据集上的实验表明，所提出算法在处理多视
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图异构图嵌入问题时明显优于基准算法。
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　　随着真实世界中实体关联更加复杂多样，异
构图建模与分析引起了广泛关注，异构图嵌入在

节点分类、链接预测和社区检测等多个应用领域

都取得了显著成果［１－３］。早期异构图嵌入方法主

要集中于提取由数量有限的人工定义元路径所关

联的高阶结构信息，然而定义元路径需要特定的

领域知识，并且此类方法假设同一类型的所有节

点共享相同的注意力权重，导致所得节点嵌入的

个性化表征十分有限［４－５］。近年来，图神经网络

（ｇｒａｐｈｎｅｕｒａｌｎｅｔｗｏｒｋｓ，ＧＮＮｓ）通过端到端的模式
学习特定于下游任务的节点表征，极大提升了异

构图嵌入算法的性能。通过引入注意力机制与异

构关联映射等方法，异构图神经网络能够自动生

成元路径并捕获异构语义［６－１２］，如图 Ｔｒａｎｓｆｏｒｍｅｒ
网络［６］（ｇｒａｐｈＴｒａｎｓｆｏｒｍｅｒｎｅｔｗｏｒｋ，ＧＴＮ）、元路径
提取图神经网络［１０］（ｍｅｔａｐａｔｈｅｘｔｒａｃｔｅｄｇｒａｐｈ
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ｎｅｕｒａｌｎｅｔｗｏｒｋ，ＭＥＧＮＮ）、节点属性增强和结构
感知注意的异构图神经网络［１２］（ｈｅｔｅｒｏｇｅｎｅｏｕｓ
ｇｒａｐｈｎｅｕｒａｌｎｅｔｗｏｒｋｗｉｔｈａｔｔｒｉｂｕｔｅｅｎｈａｎｃｅｍｅｎｔａｎｄ
ｓｔｒｕｃｔｕｒｅａｗａｒｅａｔｔｅｎｔｉｏｎ，ＨＡＥＳＡ）。

尽管图神经网络取得了显著成果［１３－１５］，但现

有嵌入方法主要集中于单视角图，即模型仅从单

数据源收集节点交互。然而，单数据源常因语义

单一而不足以独立支撑下游任务的分析，甚至难

以保证实体之间的连通性，因此真实场景中的训

练数据通常来自多个异构数据源［１６－１９］。如图１
中所示：基于用户行为和商品信息两个异构数据

源能够共同建模得到多视角的电子商务图。传统

单视图算法提取节点表征必须将多源关联压缩到

单个图中，然而不同数据源中实体关联的稀疏性

存在差异，可能会导致融合图中的关联分布极度

不平衡，从而使稀疏视图中的链接预测变得极为

困难。

图１　多视图异构图示例
Ｆｉｇ．１　Ａｎｅｘａｍｐｌｅｏｆｍｕｌｔｉｖｉｅｗｈｅｔｅｒｏｇｅｎｅｏｕｓｇｒａｐｈ

为了解决现实场景中异构实体之间具有多类

关联的问题，近年来针对属性多通路异构图

（ａｔｔｒｉｂｕｔｅｄ ｍｕｌｔｉｐｌｅｘ ｈｅｔｅｒｏｇｅｎｅｏｕｓ ｎｅｔｗｏｒｋｓ，
ＡＭＨＥＮ）的方法被相继提出［２０－２１］，如一种基于

ＡＭＨＥＮ的通用嵌入方法［１７］（ｇｅｎｅｒａｌａｔｔｒｉｂｕｔｅｄ
ｍｕｌｔｉｐｌｅｘ ｈｅｔｅｒｏｇｅｎｅｏｕｓ ｎｅｔｗｏｒｋ ｅｍｂｅｄｄｉｎｇ，
ＧＡＴＮＥ）将节点嵌入分割为基嵌入、边嵌入和属性
嵌入分别学习；自动捕获元路径的多通路异构图卷

积 网 络［１８］ （ｍｕｌｔｉｐｌｅｘ ｈｅｔｅｒｏｇｅｎｅｏｕｓ ｇｒａｐｈ
ｃｏｎｖｏｌｕｔｉｏｎａｌｎｅｔｗｏｒｋ，ＭＨＧＣＮ）通过不同关联对多
个通路进行解耦，然后利用关联加权整合生成整体

结构；基于行为模式的异构图神经网络［２２］

（ｂｅｈａｖｉｏｒｐａｔｔｅｒｎｂａｓｅｄｈｅｔｅｒｏｇｅｎｅｏｕｓｇｒａｐｈｎｅｕｒａｌ
ｎｅｔｗｏｒｋ，ＢＰＨＧＮＮ）通过深度和广度行为模式聚
合自适应学习各种行为模式对表征的重要性。

然而现有方法仍存在局限性，各视图内的节点

最终只生成统一表征，更加注重各视图中信息

的整合，忽视了各视图内部的独立信息，而常见

的下游任务如商品推荐只面向用户行为视图，

使用统一的节点表征可能会引入信息噪声。现

有方法对于各视图之间的相互作用也没有显式

建模，针对出现在多个视图中的共享节点，需要

在考虑节点特征具有全局一致性的同时在各视

图中发挥不同作用。

针对上述问题，本文对多个异构数据源中采

集的节点及其关联关系进行显式建模，从而定义

了多视图异构图（ｍｕｌｔｉｖｉｅｗｈｅｔｅｒｏｇｅｎｅｏｕｓｇｒａｐｈ，
ＭＨＧ）。单视图异构图限制每个节点只能扮演一
种角色，而 ＭＨＧ允许节点在不同的子视图中扮
演具有不同特性的角色并与其他节点之间进行包

含特定语义的异构关联。基于 ＭＨＧ的异构图嵌
入算法能够输出多个特定于不同下游任务的向量

表征。然而 ＭＨＧ的先进性也伴随着独特的挑
战：如何提取各数据源的有效信息，而不是简单地

拼接多个视图中的局部结构；如何在允许节点在

各子视图中有不同特征的同时保证节点高阶邻近

关系的一致性。因此本文提出一种基于分层投影

网络的自监督嵌入方法多视图异构投影网络

（ｍｕｌｔｉｖｉｅｗｈｅｔｅｒｏｇｅｎｅｏｕｓｇｒａｐｈｐｒｏｊｅｃｔｉｏｎｎｅｔｗｏｒｋ，
ＭｅｇｈｅｎＮｅｔ）。核心是使用分层注意力机制根据
“关系—节点—视图”的顺序由小及大地从 ＭＨＧ
中捕获个性化语义信息学习节点嵌入，取代了单

视图异构分析方法中低效的数据源融合预处理，

基于注意力机制于不同维度中生成加权聚合结构

表征，减少了语义信息损失；同时为捕获各视图间

潜在关联从而提取高阶信息，模型通过视图间的

共享交叉节点建立了跨视图交互，加强了视图间

的一致性；此外模型通过计算图重构损失与互信

息损失［２３］实现自监督参数更新。

１　问题定义

ＭＨＧ定义为 Ｇ＝｛Ｖ，Ｘ，Ｅ｝，节点属性 Ｘ＝
∪ｍ∈ＭＸｍ和边Ｅ＝∪ｍ∈ＭＥｍ在不同视图中存在差
异。对于Ｇ的每个视图 Ｇｍ＝｛Ｖｍ，Ｘｍ，Ｅｍ｝，节点
和边映射函数为 ：Ｖ→Ａ和 φ：Ｅ→Ｒ，Ａ ＋
Ｒ ＞２，其中Ａ和Ｒ分别表示所有节点类型和所
有边类型的集合。图 １为 ＭＨＧ的一个示例，其
中包含两个视图（用户行为视图、商品信息视

图）、三类节点（用户、商品、类别）和五类边（点

击、添加购物车、收藏、购买、从属）。给定包含

Ｍ 个视图的ＭＨＧ，多视图异构图嵌入旨在学习
每个视图中节点ｖ的低维向量表示。

２　算法描述

ＭｅｇｈｅｎＮｅｔ的学习过程如图２所示。跨关联

·２·
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投影模块从单个视图捕获结构和语义信息；跨视

图投影模块整合多个视图后提取高层交互信息；

最后模型利用关联负采样和互信息损失函数增强

所学习到的节点嵌入。

图２　ＭｅｇｈｅｎＮｅｔ模型架构
Ｆｉｇ．２　ＭｅｇｈｅｎＮｅｔｆｒａｍｅｗｏｒｋ

２．１　跨关联投影

ＭｅｇｈｅｎＮｅｔ首先分别对 ＭＨＧ的每个视图进
行建模。本节以学习 ｑ类型节点 Ｖｑ的嵌入过程
为例。对于每一个子视图异构图 Ｇｍ＝｛Ｖｍ，Ｘｍ，
Ｅｍ｝，Ｕ

ｌ
ｍ，ｑ∈ＲＲ

Ｖｑ×ｄｑ表示Ｖｑ在模型第 ｌ层 ｍ视图
中的ｄｑ维节点表征，此处简单表示为 Ｕｑ。由于
Ｖｑ与多种类型的邻居相关联，模型将多类邻居从
不同特征空间投射到一个公共特征域。以 ｓ类型
邻居为例，其投影表示计算为：

Ｙｑ－ｑ＝Ｕｑ·Ｗｑ－ｑ （１）
Ｙｓ→ｑ＝Ｕｓ·Ｗｓ→ｑ，ｓ∈Ｎｑ （２）

其中投影矩阵 Ｗｑ－ｑ∈ＲＲ
ｄｑ×ｄ′ｑ将嵌入 Ｕｑ从类型 ｑ

的特征域投影到新的公共特征域中，矩阵 Ｗｓ→ｑ∈
ＲＲｄｓ×ｄ′ｑ将嵌入 Ｕｓ从 ｓ类型域投影到公共特征域
中，Ｎｑ为节点Ｖ

ｑ的邻居节点类型集合。

为了整合不同节点类型与不同关联关系的邻

居信息，模型采用两层注意力聚合机制：

１）关联聚合。在这个层级中模型只考虑节
点的单一邻居类型。以 ｓ类型邻居举例，Ｖｑ和 Ｖｓ

之间可能存在多种关系ｒ。如图１所示，用户与商
品之间的关系包括｛点击、添加购物车、收藏、购

买｝，不同关系的重要程度存在显著差异，因此需

要针对不同的关系分别建模：

Ｚｓ，ｑ ＝∑
ｒ∈Ｒｓ，ｑ
αｒｓ，ｑ·Ａ

ｒ^
ｓ，ｑ·Ｙ

ｒ
ｓ→ｑ，ｓ∈Ｎｑ （３）

其中，αｒｓ，ｑ为关系ｒ的注意力系数。而对于同类型
节点聚合嵌入Ｚｑ，ｑ则定义为Ｚｑ，ｑ＝Ｙｑ，ｑ。为学习每
种关系的注意力系数，首先基于 Ｙｒｓ→ｑ和邻接矩阵

Ａｒ^ｓ，ｑ训练单维图卷积网络，采用自循环的行归一
化邻接矩阵。然后使用特定关系下的邻居节点嵌

入和目标嵌入Ｙｑ－ｑ计算α
ｒ
ｓ，ｑ：

αｒｓ，ｑ ＝
ｅｘｐ（σ（ｗＴａ·［Ｙ

ｒ
ｓ→ｑ Ｙｑ－ｑ］））

∑
ｒｉ∈Ｒｓ，ｑ

ｅｘｐ（σ（ｗＴａ·［Ｙ
ｒｉ
ｓ→ｑ Ｙｑ－ｑ］））

（４）

其中，节点类 ｓ∈Ｎｑ，σ为激活函数，‖为连接操
作，ｗａ为可训练的关系层注意力参数。采用注意
力机制而非依赖预定义的关系权重可以自动化学

习更为准确的语义表征。

２）类型聚合。在聚合 ｓ类型的邻居信息 Ｚｓ，ｑ
之后，需要将对不同下游任务有不同影响的多种

类型邻居表征进行融合，因此提出类型聚合来

扩充当前节点嵌入的类别知识。在此之前，需

要将各节点类型表征由各自的较低层特征空间

投影到较高的类型共享空间中。为计算包括当

前节点类型在内的不同节点类型的注意力系

数，模型首先将嵌入 Ｙｑ，ｑ分别投影到与同域空间
Ｋｓ，ｑ和目标空间Ｔｑ，ｑ相同的特征空间中（Ｗｂ和Ｗｃ
为权重矩阵）：

Τｑ，ｑ＝Ｚｑ，ｑ·Ｗｂ
Ｋｑ，ｑ＝Ｚｑ，ｑ·Ｗｃ
Ｋｓ，ｑ＝Ｚｓ，ｑ·Ｗ

{
ｃ

（５）

则类型级注意力系数β可通过以下公式计算：

βｉ，ｑ ＝
ｅｘｐ（σ（ｗＴｂ·［Ｋ

ｒ
ｉ，ｑ Ｔｑ，ｑ］））

∑
ｊ∈Ｎｑ∪ｑ

ｅｘｐ（σ（ｗＴｂ·［Ｋ
ｒ
ｊ，ｑ Ｔｑ，ｑ］））

（６）

其中，ｉ∈Ｎｑ∪ｑ，ｗｂ是节点类型（包括 ｑ）的注意
力参数。节点的特定视图级表征可以通过具有相

·３·
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应注意力权重的各类邻居投影嵌入生成：

Ｈｍ，ｑ ＝σ（∑
ｉ∈Ｎｑ∪ｑ

βｉ，ｑ·Ｚｉ，ｑ） （７）

其中，Ｈｍ，ｑ即为Ｖ
ｑ在ｍ视图中的特定嵌入。此处

Ｖｑ的信息偏好是由关系级和类型级权重决定的，
因此在每个视图中，ＭｅｇｈｅｎＮｅｔ可以学习到更加
个性与全面的元路径。

２．２　跨视图投影

由于数据的多样性和异构性，ＭＨＧ允许同一
节点出现在多个视图中。通过共享节点，可以建

立跨视图连接并联合多个视图提取有效的高层信

息。对于节点 Ｖｑ，Ｈｑ＝∪ｍ∈ＭｑＨｍ，ｑ表示节点在多
个子视图中的特定嵌入集合。为了学习其他视图

信息对当前目标视图及其下游任务的重要性，

ＭｅｇｈｅｎＮｅｔ首先通过非线性投影（例如，单层
ＭＬＰ）将多个特定于视图的嵌入投影到当前目标
子视图中：

Ｆｐ→ｍ＝ｔａｎｈ（Ｈｐ，ｑ·Ｗｐ→ｍ＋ｂ） （８）
其中，ｐ∈Ｍｑ，Ｆｐ→ｍ表示ｐ视图中 Ｖ

ｑ的投影嵌入，

Ｗｐ→ｍ为权重矩阵，ｂ为偏置向量。则视图 ｐ对于
当前视图ｍ的重要性参数可计算如下：

γｐ，ｍ ＝
ｅｘｐ［σ（ｗＴｃ·Ｆｐ→ｍ）］

∑
ｐｉ∈Ｍｑ

ｅｘｐ［σ（ｗＴｃ·Ｆｐｉ→ｍ）］
（９）

其中，ｗｃ为生成归一化系数 γｐ，ｍ的可训练向量。
使用该系数，Ｖｑ的最终高层表征可计算为：

Ｕｍ，ｑ ＝∑
ｐ∈Ｍｑ
γｐ，ｍ·Ｈｐ，ｑ （１０）

其中Ｕｍ，ｑ：＝Ｕ
（ｌ＋１）
ｍ，ｑ 是Ｖ

ｑ的新生成嵌入，可用作下

一层的输入。以上为一个ＭｅｇｈｅｎＮｅｔ层的完整描
述，通过多个ＭｅｇｈｅｎＮｅｔ层的学习，来自其他视图
的信息可以通过视图间共享的交互节点作为中介

扩展到当前视图ｍ，其中分层注意力向量 α、β和
γ的作用为保证聚合信息的有效性。

２．３　模型调优

为保证模型在最后一层生成的最终节点表征

在下游任务中的有效性，提出由图重建损失和一

致性损失组成的自监督损失函数。图重建损失的

目标为保证输入图中的关联节点对在相应嵌入空

间中比无关联节点对“更接近”，能够保留原子视

图中节点的结构与语义相似性。一致性损失则是

为多视图设置而设计，为保证各个视图中的节点

表征具有高层的全局一致性。例如，商品表征包

含用户行为视图中用户对商品的偏好及商品信息

视图中商品的详细信息，确保两个视图中商品表

征的全局一致性有助于深入探索用户对商品类别

的偏好，对于用户推荐任务十分重要。模型损失

函数可表示为以下两部分：

１）图重建损失。不同于之前绝大多数依赖
基于元路径的随机游走计算损失的无监督图嵌入

方法，ＭｅｇｈｅｎＮｅｔ将输入和输出之间的图重建直
接建模为嵌入向量之间的距离：

Ｌｒ＝ ∑
（ｑ，ｓ，ｒ）∈Ｒｐｏｓ

ＬＬ（ｑ，ｓ，ｒ）ｐ（ｒｕｑ，ｕｓ）＋

　 ∑
（ｑ，ｓ′，ｒ）∈Ｒｎｅｇ

ＬＬ（ｑ，ｓ′，ｒ）ｐ（ｒｕｑ，ｕｓ′） （１１）

其中：ｕｑ∈ＲＲ
ｄ为 ｖｑ的嵌入；Ｒｐｏｓ和 Ｒｎｅｇ分别是正负

关联的采样，在实践中模型从每个子视图中对训

练集进行采样。对于子视图 ｍ中的关联节点对
（ｑ，ｓ，ｒ），有ｕｑ：＝ｕｍ，ｑ和ｕｓ：＝ｕｍ，ｓ。
２）一致性损失。为保证出现在不同视图中

的节点的高层全局一致性，模型采用互信息［１３］

来衡量特定视图的嵌入与全局嵌入之间的一致

性。对视图 ｍ中的节点嵌入向量使用 ｓｑ∈ＲＲ
ｄ表

示 ｖｑ的全局向量，并使用读出函数 Ｇ：ＲＲ
Ｍｑ×ｄ→

ＲＲｄ将生成的特定视图的表征汇总到全局向量
中。为了最大化跨视图互信息，定义判别器为

Ｆ：ＲＲｄ×ＲＲｄ→ＲＲｄ，Ｆ（ｕｍ，ｑ，ｓｑ）表示分配给该视图 －
全局嵌入对的概率分数。通过干扰 ｖｑ和 ｕｍ，ｑ之
间的对应关系对一致性损失进行负采样。由于

节点的高层一致性，同一节点的特定视图嵌入

与其全局嵌入 ｓｑ之间的判别器得分应该更高。
一致性损失函数如下：

Ｌｃ＝∑
ｑ∈Ｄｐｏｓ
∑
ｍ∈Ｍｑ

ＥＥ（ｑ，Ｇ）ｌｏｇＦ（ｕｍ，ｑ，ｓｑ）＋

∑
珓ｑ∈Ｄｎｅｇ
∑
ｍ∈Ｍ珓ｑ

ＥＥ（珓ｑ，Ｇ～）［１－ｌｏｇＦ（ｕｍ，珓ｑ，ｓ珓ｑ）］（１２）

其中，Ｄｐｏｓ和Ｄｎｅｇ分别表示多个视图中节点的正采
样集和负采样集。在上述损失函数的指导下，

ＭｅｇｈｅｎＮｅｔ可以通过反向传播进行优化。算法１
给出 了 ＭｅｇｈｅｎＮｅｔ的 训 练 过 程，可 以 看 出
ＭｅｇｈｅｎＮｅｔ的计算复杂度按照“关系—节点—视
图”的顺序分别与关联、节点、视图对的数量呈线

性关系，且模型便于实现各部分嵌入的并行计算，

具备适应大规模多视图异构图数据处理的能力。

３　实验

本节通过大量的链接预测［２４］和节点分类［２５］

实验，证明所提出的ＭｅｇｈｅｎＮｅｔ的有效性。

３．１　实验设定

３．１．１　数据集
实验采用的四个真实数据集详情如表 １

所示。

·４·
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算法１　ＭｅｇｈｅｎＮｅｔ整体流程
Ａｌｇ．１　ＯｖｅｒａｌｌｐｒｏｃｅｓｓｏｆＭｅｇｈｅｎＮｅｔ

输入：异构图Ｇ＝｛Ｖ，Ｘ，Ｅ｝，嵌入维度ｄ
输出：各视图中节点的最终嵌入Ｕ，关系级权重α，类型
级权重β，视图级权重γ

１．初始化所有模型参数

２．ｆｏｒ所有节点Ｖｑ∈Ｖ

３．　ｆｏｒＶｑ所有邻居节点Ｖｓ

４．　　使用式（１）、式（２）将Ｕｑ和Ｕｓ投影至Ｙｑ，ｑ和Ｙｓ，ｑ
５．　　ｆｏｒＶｑ和Ｖｓ所有关系ｒ
６．　　　使用式（４）计算权重系数α
７．　　ｅｎｄｆｏｒ
８．　　使用式（３）计算类型级嵌入
９．　　使用式（６）计算权重系数β
１０．　ｅｎｄｆｏｒ
１１．　使用式（７）计算视图特定嵌入Ｈｍ，ｑ
１２．　ｆｏｒ所有视图ｍ∈Ｍ
１３．　　使用式（８）映射特定视图嵌入至公共域中
１４．　　使用式（９）计算权重系数γ
１５．　　使用式（１０）计算最终嵌入Ｕ
１６．　ｅｎｄｆｏｒ
１７．ｅｎｄｆｏｒ
１８．使用式（１１）、式（１２）计算图重建损失和一致性损失
１９．反向传播与参数更新

表１　实验数据集统计信息
Ｔａｂ．１　Ｓｔａｔｉｓｔｉｃｓｏｆｅｘｐｅｒｉｍｅｎｔａｌｄａｔａｓｅｔｓ

数据集 Ｖ１－Ｖ２ Ｖ１数量 Ｖ２数量 边数量 类型

ＩＭＤＢ

ＭＵ ３２２８ ２１０３ １４８５０２ ３

ＭＡ ３２２８ ４２５５３ ６８２８１ １

ＭＤ ３２２８ ２０１６ ３２１４ １

Ｙｅｌｐ

ＢＵ ２６１４ １２８６ ３０８３８ ３

ＢＳ ２６１４ ２ ２６１４ １

ＢＬ ２６１４ ９ ２６１４ １

ＢＲ ２６１４ ２ ２６１４ １

Ａｌｉｂａｂａ
ＩＵ １６４４７２ １２７６２３ ３５５０７２ ４

ＩＣ １２７６２３ １０１ １２７６２３ １

Ａｍａｚｏｎ

ＩＵ ２７５３ ６１７０ １９５７９１ ５

ＩＶ ２７５３ ３８５７ ５６９４ １

ＩＢ ２７５３ ３３４ ２７５３ １

ＩＭＤＢ：该数据集由 ＭｏｖｉｅＬｅｎｓ和 ＩＭＤｂ网站
提供，包括电影（Ｍ）、演员（Ａ）、用户（Ｕ）和导演
（Ｄ）四种节点类型，其中包含两个视图———用户
评分视图由ＭＵ之间的三类关系组成，电影信息

视图包含参与关系 ＭＡ和 ＭＤ。电影（Ｍ）可分
为喜剧片、纪录片、剧情片和恐怖片四类。

Ｙｅｌｐ：数据集包含用户（Ｕ）、业务（Ｂ）、预订
（Ｒ）、服务（Ｓ）和星级（Ｌ）五种类型的节点。实验
构建了由两种视图组成的多视图异构图———用户

评级视图包含ＢＵ的三种类型关系，业务信息视
图包含关系ＢＳ、ＢＬ和ＢＲ。业务（Ｂ）包含三个
标签。

Ａｌｉｂａｂａ：实验采用由阿里巴巴移动商务平台
真实用户－商品行为数据提取的多源数据集，用
户可以通过移动商务平台进行在线支付。如图１
所示，包含用户（Ｕ）、商品（Ｉ）和类别（Ｃ）三类节
点。用户与商品的关系包括在用户行为视图中重

要性不同的｛点击、收藏、添加购物车、购买｝；商

品信息视图由商品和类别之间的从属关系组成。

用户（Ｕ）可被归纳为四个类别。
Ａｍａｚｏｎ：亚马逊数据集可用于链接预测任

务，该数据集包含用户（Ｕ）、商品（Ｉ）、视图（Ｖ）和
品牌（Ｂ）四种类型的节点。此处构建了一个由用
户评价视图和商品信息视图组成的多视图异

构图。

３．１．２　基线模型
单视图同构图嵌入方法：Ｎｏｄｅ２Ｖｅｃ［２６］是一种

具有代表性的同构图嵌入方法，它首先通过随机

游走生成节点序列，然后通过ｓｋｉｐｇｒａｍ模型学习
节点嵌入；归纳表征方法图采样与聚合［２７］（ｇｒａｐｈ
ｓａｍｐｌｅａｎｄａｇｇｒｅｇａｔｅ，ＧｒａｐｈＳＡＧＥ）通过节点采样
后聚合局部邻域特征来生成嵌入。实验采用基于

卷积均值的聚合器和基于随机游走的无监督损失

函数。

单视图异构图嵌入方法：ＭＥＧＮＮ［１０］采用消
息传递范式同时将异构图拓扑结构、节点属性和

语义关系编码到节点嵌入中并自动提取有效的元

路径；ＧＴＮ［６］同样是一种有代表性的半监督异构
图神经网络，能够自动识别具有高阶关联的有效

元路径进行异构节点表征；ＨＡＥＳＡ［１２］提出了具
有节点属性增强和结构感知注意的异构嵌入。

多通路异构图嵌入方法：多通路网络嵌入方

法［１６］（ｍｕｌｔｉｐｌｅｘｎｅｔｗｏｒｋｅｍｂｅｄｄｉｎｇ，ＭＮＥ）通过统
一的图嵌入模型同步学习一个通用嵌入和不同类

型关联的附加嵌入；ＧＡＴＮＥ［１７］首次形式化了具有
节点属性的多通路异构网络嵌入问题，并将节点

嵌入分解为基嵌入、边嵌入和属性嵌入来进行自

监督训练；ＭＨＧＣＮ［１８］根据不同关联类型对多个
异构视图进行解耦，然后通过多种关联加权整合

来编码全局异构信息。

·５·
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３．１．３　参数设置
对于所有图嵌入方法，设置节点嵌入的维

度为 ６４，负 样 本 为 ５。对 于 同 构 图 方 法
Ｎｏｄｅ２Ｖｅｃ和 ＧｒａｐｈＳＡＧＥ，在实验中忽略数据的
异构性，平等计算所有类型的节点和边。对于

基于游走的算法，设置游走序列数为２０，游走长
度为５０，上下文的窗口大小设置为５。对于基于
元路径的方法，实验采用 ＩＭＤＢ中的元路径
｛ＭＡＭ，ＭＵＭ，ＭＤＭ｝、Ｙｅｌｐ中的元路径｛ＵＢＵ，
ＢＵＢ，ＵＢＳＢＵ｝、Ａｌｉｂａｂａ中的元路径｛ＵＩＵ，ＩＵＩ，
ＵＩＣＩＵ｝和 Ａｍａｚｏｎ中 的 元 路 径 ｛ＵＩＵ，ＩＵＩ，
ＵＩＶＩＵ，ＵＩＢＩＵ｝。对于单视图方法，实验将不同
的节点属性和异构关联直接拼接以融合生成全

局异构图。对于单视图异构图算法，实验为不同

的关系设置不同的权重：ＩＭＤＢ中的 ＭＵ和 Ｙｅｌｐ
中的ＢＵ之间关联权重为｛１，２，３｝；Ａｍａｚｏｎ中用
户评分为｛１，２，３，４，５｝；Ａｌｉｂａｂａ中用户与商品之
间权重设置为｛点击：１、收藏：２、添加购物车：３、
购买：４｝。对于提出的 ＭｅｇｈｅｎＮｅｔ，实验采用子视
图节点嵌入的平均值作为读出函数，判别器通过

一个双线性评分函数Ｆ（ｕｍ，ｘ，ｓｘ）＝σ（ｕｍ，ｘＷｄｓｘ）
对视图 －全局表征对进行评分，其中 Ｗｄ是一个
可训练的评分矩阵。

３．２　链接预测

链接预测任务针对 ＩＭＤＢ中 ＭＵ、Ｙｅｌｐ中 Ｂ
Ｕ、Ａｌｉｂａｂａ与Ａｍａｚｏｎ中ＩＵ关联进行预测。各数
据集中８０％的原始边被分为训练集，其余为测试
集，测试集分别包含１０％随机采样的正边与每类
关系中随机采样的具有相同数量的负边。模型通

过训练集进行训练，并在测试集上报告链接预测

任务的ＡＵＣ和Ｆ１分数。
四个数据集上的实验结果见表２。通过对比

实验结果可以得出，所提出的 ＭｅｇｈｅｎＮｅｔ持续且
显著地优于所有基线模型。与最优的基线模型相

比，ＭｅｇｈｅｎＮｅｔ在链接预测任务中的 ＡＵＣ在
ＩＭＤＢ、Ｙｅｌｐ、Ａｌｉｂａｂａ和 Ａｍａｚｏｎ上分别提高了
００２６３、００４６４、００２７０和００３８９。值得注意
的是，同构图方法 Ｎｏｄｅ２Ｖｅｃ和 ＧｒａｐｈＳＡＧＥ有时
会比ＭＥＧＮＮ等异构方法获得更高的 ＡＵＣ和 Ｆ１
分数，这表明不准确或不完整的元路径可能导致

更差的模型性能。由于多视图异构图更接近原始

数据结构，ＭｅｇｈｅｎＮｅｔ可以避免信息丢失带来的
性能下降。此外，ＭｅｇｈｅｎＮｅｔ通过自动化学习不
同结构和语义的重要性，并以自监督的形式进行

参数更新，能够减少对人工先验知识的需求。

表２　链接预测效果评估
Ｔａｂ．２　Ｐｅｒｆｏｒｍａｎｃｅｅｖａｌｕａｔｉｏｎｏｆｌｉｎｋｐｒｅｄｉｃｔｉｏｎ

数据集 指标 Ｎｏｄｅ２Ｖｅｃ ＧｒａｐｈＳＡＧＥ ＭＥＧＮＮ ＧＴＮ ＨＡＥＳＡ ＭＮＥ ＧＡＴＮＥ ＭＨＧＣＮ ＭｅｇｈｅｎＮｅｔ

ＩＭＤＢ
ＡＵＣ ０．７４６７ ０．７８４３ ０．８０６３ ０．７４４２ ０．８０７４ ０．６５０６ ０．７６３２ ０．８１６２ ０．８４２５

Ｆ１ ０．６０９６ ０．６８９９ ０．６７９４ ０．６１０３ ０．６９５８ ０．４８５９ ０．６２３１ ０．７０３１ ０．７４６２

Ｙｅｌｐ
ＡＵＣ ０．８１２５ ０．８４３８ ０．７８０１ ０．７９６３ ０．８０１２ ０．７５３０ ０．８０５６ ０．８２６９ ０．８９０２

Ｆ１ ０．６１６６ ０．６７４１ ０．６０７４ ０．６２４１ ０．６２９４ ０．５７９４ ０．６３３８ ０．６７９１ ０．８０３７

Ａｌｉｂａｂａ
ＡＵＣ ０．７６７７ ０．７９１３ ０．７９３３ ０．８１４２ ０．７９０１ ０．７７６６ ０．８０５０ ０．８３５９ ０．８６２９

Ｆ１ ０．６８６２ ０．７２３７ ０．７０５９ ０．７２９４ ０．６９６７ ０．６９８７ ０．７２５１ ０．７３９２ ０．８１７４

Ａｍａｚｏｎ
ＡＵＣ ０．７５５３ ０．８２８３ ０．８０４５ ０．８３１５ ０．７９８５ ０．７４９４ ０．８４６７ ０．８３６５ ０．８８５６

Ｆ１ ０．６４９２ ０．７６９７ ０．７６６４ ０．７９０２ ０．７３２３ ０．６５５９ ０．８０２５ ０．７９７９ ０．８５９１

３．３　节点分类

节点分类任务旨在通过模型学习到的节点嵌

入来预测测试集中节点最可能的标签。在生成节

点向量后，实验采用８０％的标记节点训练一个线
性分类器，并用剩余的节点进行测试。分类任务

采用ＩＭＤＢ中的电影节点（Ｍ）、Ｙｅｌｐ中的业务节
点（Ｂ）和 Ａｌｉｂａｂａ中的用户节点（Ｕ）。实验重复
进行１０次并报告 ＭｉｃｒｏＦ１和 ＭａｃｒｏＦ１的平均
分数。

表３展示了三个数据集上节点分类任务的
结果。由表可以看出，ＭｅｇｈｅｎＮｅｔ的性能明显
优于所有基线模型。在大多数情况下，同构方

法 Ｎｏｄｅ２Ｖｅｃ和 ＧｒａｐｈＳＡＧＥ的分类性能差于异
构方法，这是由模型中异构语义的缺失导致。

总体而言，对比最佳基线，ＭｅｇｈｅｎＮｅｔ在 Ｍｉｃｒｏ
Ｆ１和 ＭａｃｒｏＦ１上实现了约 ００５的提升。通
过与基于元路径的异构模型的对比，能够验证

多层注意机制的有效性。此外，与 ＭＮＥ和

·６·
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ＧＡＴＮＥ等多通路方法中将不同的关系简单地
视为不同视图的建模方式相比，ＭｅｇｈｅｎＮｅｔ的
多视图结构不仅能够自动捕获重要性权重，而

且可以防止表征融合过程中的信息丢失。通

过上述实验分析可以看出，所提出的 ＭｅｇｈｅｎＮｅｔ
能够对多视图异构图中的信息进行个性化且全

面的提取，并在两个经典任务上具有明显的性

能优势。

表３　节点分类效果评估
Ｔａｂ．３　Ｐｅｒｆｏｒｍａｎｃｅｅｖａｌｕａｔｉｏｎｏｆｎｏｄｅｃｌａｓｓｉｆｉｃａｔｉｏｎ

数据集 指标 Ｎｏｄｅ２Ｖｅｃ ＧｒａｐｈＳＡＧＥ ＭＥＧＮＮ ＧＴＮ ＨＡＥＳＡ ＭＮＥ ＧＡＴＮＥ ＭＨＧＣＮ ＭｅｇｈｅｎＮｅｔ

ＩＭＤＢ
ＭｉｃｒｏＦ１ ０．５４９３ ０．５７４７ ０．５３９６ ０．５８６５ ０．６０２３ ０．５２５３ ０．５８０６ ０．５９１３ ０．６３６５

ＭａｃｒｏＦ１ ０．４１３２ ０．４０７１ ０．３８２５ ０．４９７６ ０．４９７９ ０．３５１１ ０．４２１７ ０．５０２３ ０．５１１７

Ｙｅｌｐ
ＭｉｃｒｏＦ１ ０．７２４３ ０．７４３７ ０．７４９８ ０．７２３５ ０．７７６６ ０．７０６７ ０．７４８９ ０．７６０１ ０．８２１２

ＭａｃｒｏＦ１ ０．６６１２ ０．６７５３ ０．６７２０ ０．６３９４ ０．６９９８ ０．６１９４ ０．６６５１ ０．６８４９ ０．７８６９

Ａｌｉｂａｂａ
ＭｉｃｒｏＦ１ ０．３４７８ ０．３８４５ ０．４７１４ ０．４５７３ ０．４７６２ ０．４２９８ ０．３８５９ ０．４８５６ ０．５２３５

ＭａｃｒｏＦ１ ０．３１０５ ０．３４３３ ０．３９２５ ０．３６９２ ０．４０１５ ０．３４３５ ０．３４９６ ０．３９８７ ０．４５２３

３．４　消融实验

为验证多视图建模和一致性损失的有效性，

基于ＭｅｇｈｅｎＮｅｔ设计了以下三种变体模型：
１）ＭｅｇｈｅｎＮｅｔｗ／ｏβ（缩写 ＭＮｗ／ｏβ）是没有节点

类型级注意力系数 β的简化版本。在计算特定
视图的嵌入时简单使用平均函数来聚合不同类型

的邻居节点信息。

２）ＭｅｇｈｅｎＮｅｔｓｉｎｇｌｅ（缩写 ＭＮｓｉｎｇｌｅ）将模型中的
多视图表征结构替换为单视图异构图，相当于为

所有视图中的节点生成统一的聚合表征向量。

３）ＭｅｇｈｅｎＮｅｔｉｎｃｏｎｓ（缩写 ＭＮｉｎｃｏｎｓ）通过只计算
重建损失来训练模型，删除一致性损失函数。

各变体模型的参数设置与原模型 ＭｅｇｈｅｎＮｅｔ
相同。在Ｙｅｌｐ和Ａｌｉｂａｂａ数据集上的链接预测实
验结果如表４所示。原模型显著优于简化模型
ＭｅｇｈｅｎＮｅｔｗ／ｏβ和ＭｅｇｈｅｎＮｅｔｉｎｃｏｎｓ，验证了多层注意
力系数学习和一致性损失的有效性。此外，

ＭｅｇｈｅｎＮｅｔ的性能优于 ＭｅｇｈｅｎＮｅｔｓｉｎｇｌｅ，表明了多
视图建模能够减少视图融合过程中的信息丢失，

并减少数据不平衡带来的损失。

表４　消融实验分析

Ｔａｂ．４　Ａｂｌａｔｉｏｎｓｔｕｄｙ

数据集 指标 ＭＮｗ／ｏβ ＭＮｓｉｎｇｌｅ ＭＮｉｎｃｏｎｓ ＭｅｇｈｅｎＮｅｔ

Ｙｅｌｐ
ＡＵＣ ０．８７３５０．８６２１０．８８６７ ０．８９０２

Ｆ１ ０．７９０２０．７７３３０．７８８３ ０．８０３７

Ａｌｉｂａｂａ
ＡＵＣ ０．８４２８０．８２３３０．８４９１ ０．８６２９

Ｆ１ ０．８０２４０．７６９１０．７８９７ ０．８１７４

３．５　可解释实验

通过分析模型从关联级、类型级和视图级训练

得到的注意力权重参数（包括α、β和γ），能够证明
所提出的ＭｅｇｈｅｎＮｅｔ对特定下游任务具有一定的
可解释性。以ＩＭＤＢ数据训练结果为例，在每个视
图中可生成各个节点类型的平均注意力系数。可

以看出，在ＭＵ之间不同关联类型的注意力参数α
更为稳定，大部分趋近于｛０３７５，０２５，０３７５｝。
少数注意力系数分布如｛０２３１７，０１６３２，０６０５１｝
的语义信息可表示为“用户评分越高的电影对其越

重要”。表５中显示了参数β和γ的实验结果。
如表５所示，ＭｅｇｈｅｎＮｅｔ能够自发学习每种节点

类型的重要性。由ＩＭＤＢ训练得出的注意力系数可
以看出，电影信息视图比用户评分视图对最终节点

嵌入的贡献更大，在浅层聚合中演员节点在电影信

息视图中表现出较大的影响力。由此可以从单个和

多个视图中挖掘有效的元路径，例如｛ＭＡＭ｝和
｛ＭＵＭＡＭ｝。

３．６　其他参数影响

本节研究所提出模型ＭｅｇｈｅｎＮｅｔ中超参数的
影响。在其他超参数固定的情况下，逐渐将嵌入

维度ｄ从１６增加到２５６，在 Ｙｅｌｐ和 Ａｌｉｂａｂａ数据
集上进行链接预测的 ＡＵＣ报告如图３（ａ）所示。
可以看出维度的大小对Ｙｅｌｐ影响较小，这是因为
Ｙｅｌｐ数据集规模较小且关联数量相对而言较为
稀疏，因此 ＭｅｇｈｅｎＮｅｔ能够在表征维度有限的情
况下聚合足够的语义信息应用至下游任务。在

Ａｌｉｂａｂａ数据集上，模型性能在初始状态下随着 ｄ
的增加显著提升，到达峰值后趋于平稳并稍有下

降，这可能是聚合信息的增加导致的过拟合现象，

·７·
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表５　链接预测注意力系数分析

Ｔａｂ．５　Ａｔｔｅｎｔｉｏｎｃｏｅｆｆｉｃｉｅｎｔｓａｎａｌｙｓｉｓｏｆｌｉｎｋｐｒｅｄｉｃｔｉｏｎ

层数 类型 邻居类型 注意力β 注意力γ

ｌ１

Ｍ

Ｄ

Ａ

Ｕ

｛Ｍ，Ｄ，Ａ｝
｛０．３８７６，０．３２４１，

０．２８８３｝
０．６８４３

｛Ｍ，Ｕ｝ ｛０．７２６５，０．２７３５｝ ０．３１５７

｛Ｍ，Ｄ｝ ｛０．６７４８，０．３２５２｝

｛Ｍ，Ａ｝ ｛０．６１１５，０．３８８５｝

｛Ｍ，Ｕ｝ ｛０．２７３５，０．７２６５｝

ｌ２

Ｍ

Ｄ

Ａ

Ｕ

｛Ｍ，Ｄ，Ａ｝
｛０．２７５１，０．３１８２，

０．４０６７｝
０．６２１４

｛Ｍ，Ｕ｝ ｛０．３２６２，０．６７４８｝ ０．３７８６

｛Ｍ，Ｄ｝ ｛０．４９３１，０．５０６９｝

｛Ｍ，Ａ｝ ｛０．２５７９，０．７４２１｝

｛Ｍ，Ｕ｝ ｛０．００８６，０．９９１４｝

ｌ３

Ｍ

Ｄ

Ａ

Ｕ

｛Ｍ，Ｄ，Ａ｝
｛０．３３３４，０．３３３１，

０．３３３５｝
０．７８０６

｛Ｍ，Ｕ｝ ｛０．５０６９，０．４９３１｝ ０．２１９４

｛Ｍ，Ｄ｝ ｛０．５３７９，０．４６２１｝

｛Ｍ，Ａ｝ ｛０．３６２５，０．６３７５｝

｛Ｍ，Ｕ｝ ｛０．５２８６，０．４７１４｝

ｌ４

Ｍ

Ｄ

Ａ

Ｕ

｛Ｍ，Ｄ，Ａ｝
｛０．３３３４，０．３３３３，

０．３３３３｝
０．５１１５

｛Ｍ，Ｕ｝ ｛０．５３７７，０．４６２３｝ ０．４８８５

｛Ｍ，Ｄ｝ ｛０．４１９１，０．５８０９｝

｛Ｍ，Ａ｝ ｛０．９４０５，０．０５９５｝

｛Ｍ，Ｕ｝ ｛０．４６２３，０．５３７７｝

因此实验中模型设置维度为 ６４。同时，如
图３（ｂ）所示，随着负样本数量的增加，ＭｅｇｈｅｎＮｅｔ
的预测ＡＵＣ增加，当负样本数量达到５个时趋于
稳定。因此模型设置负样本为５。

（ａ）嵌入维度
（ａ）Ｅｍｂｅｄｄｉｎｇｄｉｍｅｎｓｉｏｎ

（ｂ）负采样节点
（ｂ）Ｎｅｇａｔｉｖｅｓａｍｐｌｅｓ

图３　超参数学习
Ｆｉｇ．３　Ｈｙｐｅｒｐａｒａｍｅｔｅｒｓｔｕｄｙ

４　结论

本文形式化定义了多视图异构图嵌入问题，

并提出一种无先验知识的自监督多视图异构图嵌

入算法 ＭｅｇｈｅｎＮｅｔ，通过多层注意力机制来学习
各视图中的个性化节点嵌入。该算法考虑不同层

次的异构性，首先通过关联聚合与类型聚合捕获

单个子视图内的语义信息来学习特定视图的嵌

入，然后通过跨视图投影来聚合多个视图之间的

高层交互信息，从而实现视图之间的信息互补，通

过潜在的全局语义使彼此受益。此外，算法使用

图重建和一致性损失函数来确保所学嵌入的有效

性和一致性。实验结果表明，ＭｅｇｈｅｎＮｅｔ在 ＭＨＧ
嵌入任务上明显优于最先进的基准方法。对于未

来可能的研究方向，首先是探索一种自动分割和

合并视图的策略，进一步减少预处理步骤；然后是

针对动态多视图异构图的研究，并尝试学习节点

的动态表示。
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