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混合变分模态长短期记忆网络水库表面位移形变预测

孙喜文１，贺小星２，鲁铁定１，王海城３，张云涛４，陈红康１

（１．东华理工大学 测绘与空间信息工程学院，江西 南昌　３３００１３；２．江西理工大学 土木与测绘工程学院，
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摘　要：为提高水库位移形变预测精度，通过改变变分模态分解（ｖａｒｉａｔｉｏｎａｌｍｏｄｅｄｅｃｏｍｐｏｓｉｔｉｏｎ，ＶＭＤ）的
分解方式，融合ＶＭＤ与长短期记忆网络对非线性非平稳的水库位移形变进行预测，提出了一种混合变分模
态长短期记忆网络（ｍｉｘｖａｒｉａｔｉｏｎａｌｍｏｄｅｄｅｃｏｍｐｏｓｉｔｉｏｎｌｏｎｇｓｈｏｒｔｔｅｒｍｍｅｍｏｒｙ，ＭＶＭＤＬＳＴＭ）模型预测方法；对
不同单一预测模型与组合模型采用多源数据集验证新方法的可靠性。实验结果表明：ＭＶＭＤＬＳＴＭ模型能有
效减弱单一预测模型与经验模态分解组合模型估计的偏差，ＭＶＭＤＬＳＴＭ模型预测精度更优，为稳定监测水库
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慢滑移和蠕动等微小变形预测预警提供有效的数据决策。
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　　据统计，我国建设的各类型大坝包括水库
大坝等已累计约１０万座，对水库大坝的监测类
型包括表面位移、浸润线、库水位、雨量、最小干

滩、内部位移、渗流等，精准预测水库表面位移

形变对确保洋河水库安全运营具有非常重要的

意义。

水库大坝监测设备和监测数据随着监测范

围的扩大而越来越庞大，使用传统的监测和管
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理模式工作量特别大，且受天气等各种因素影

响，难以做到实时监测。全球导航卫星系统

（ｇｌｏｂａｌｎａｖｉｇａｔｉｏｎｓａｔｅｌｌｉｔｅｓｙｓｔｅｍ，ＧＮＳＳ）具有高
精度、多功能、全天候、高效率、广应用、易操作、

自动化等特点，随着 ＧＮＳＳ技术精度的不断提
升，ＧＮＳＳ在灾害监测预警、防范中起到了重要
作用［１］。

ＧＮＳＳ大坝变形数据时间序列具有明显的
多尺度特征且为非平稳时间序列，文献［２］通过
经验模态分解（ｅｍｐｉｒｉｃａｌｍｏｄｅｄｅｃｏｍｐｏｓｉｔｉｏｎ，
ＥＭＤ）与径向基函数（ｒａｄｉａｌｂａｓｉｓｆｕｎｃｔｉｏｎ，ＲＢＦ）
神经网络方法探讨了大坝非线性周期信号变化

的内在规律，ＲＢＦ方法可提升精度 ５０％以上且
泛化能力强。文献［３］将大坝在不同时段的位
移数据作为一时间序列，通过本身数据时间进

行形变预测。文献［４－５］通过集合经验模态分
解 （ｅｎｓｅｍｂｌｅ ｅｍｐｉｒｉｃａｌｍｏｄｅ ｄｅｃｏｍｐｏｓｉｔｉｏｎ，
ＥＥＭＤ）方法对大坝、边坡进行预测，但分解的分
量个数随机，分解层数偏大而导致数据泄露。

文献［６］提出了自适应 ＥＭＤ方法，分析２０世纪
９０年代的非线性和非平稳过程。ＥＭＤ方法基
于时间序列的局部性质，适应性地、有效地将时

间序列分解为具有不同频带的稳态本模函数和

残差，ＥＭＤ的有效性已经在非线性和非平稳过
程的分析中得到了广泛的应用［７］，但 ＥＭＤ的应
用过程中仍存在一些局限性，如模式混合问题。

长短期记忆网络（ｌｏｎｇｓｈｏｒｔｔｅｒｍｍｅｍｏｒｙ，ＬＳＴＭ）
能够有效地解决循环神经网络中间隔较长的预

测时间序列，涌现新颖的预测框架处理时间序

列预测问题［８－１０］。文献［１１］结合变分模态分解
（ｖａｒｉａｔｉｏｎａｌｍｏｄｅｄｅｃｏｍｐｏｓｉｔｉｏｎ，ＶＭＤ）和 ＬＳＴＭ
的预测模型，累加各模态分量的预测值完成重

构，通过试凑法确定分割窗口长度，但选择的序

列较短，无法解决水库长时间位移形变序列的

非平稳、非线性问题。

因此，为实现水库大坝长时间序列的位移形

变预测，本文提出一种改进的混合变分模态长短

期记忆网络（ｍｉｘｖａｒｉａｔｉｏｎａｌｍｏｄｅｄｅｃｏｍｐｏｓｉｔｉｏｎ
ｌｏｎｇｓｈｏｒｔｔｅｒｍｍｅｍｏｒｙ，ＭＶＭＤＬＳＴＭ）模型预测方
法，通过改进的 ＶＭＤ将水库表面位移序列进行
分解重构为干净的序列，将其作为特征值代入

ＬＳＴＭ进行预测，同时利用不同数据集与组合模
型方法，如基于人工神经网络（ａｒｔｉｆｉｃｉａｌｎｅｕｒａｌ
ｎｅｔｗｏｒｋ，ＡＮＮ）的 ＶＭＤＡＮＮ 等 模 型 验 证

ＭＶＭＤＬＳＴＭ模型预测的有效性与稳定性。通过
改进ＭＶＭＤＬＳＴＭ法对位移形变监测数据进行预

测，建立多尺度形变预测模型，可提高水库位移形

变预测精度及计算结果的可靠性，为建立水库大

坝预测与预警决策模型、加强系统管理及安全运

营提供了科学有效的解决方法。

１　模型构建

１．１　变分模态分解

变分模态分解 ＶＭＤ是一种通过迭代寻找变
分模型最优解，确定各分量的中心频率和有限带

宽的内涵模态分量 （ｉｎｔｒｉｎｓｉｃｍｏｄｅｆｕｎｃｔｉｏｎｓ，
ＩＭＦ），从而自适应地实现信号的频域划分和各分
量有效分离的一种信号分解方法。通过 ＶＭＤ得
到了ｋ阶特征模函数的表达式［１２］，即

Ｆｕ＝Ａｋ（ｔ）ｃｏｓ（ｋ（ｔ）） （１）

Ｆω＝′ｋ（ｔ）＝
ｄｋ（ｔ）
ｄｔ （２）

其中：Ｆｕ为 ｕｋ（ｔ）函数；Ａｋ（ｔ）为 ｕｋ（ｔ）的瞬时振
幅；ｋ＝１，２，…，Ｋ；Ｆω为ωｋ（ｔ）函数，ωｋ（ｔ）为ｕｋ（ｔ）
的中心频率；ｋ（ｔ）为非单调递减的相位函数。通
过Ｈｉｌｂｅｒｔ变换得到 ｕｋ（ｔ）的解析信号，从而获得
单边频谱［１３］，即

δ（ｔ）＋ｊπ[ ]ｔｕｋ（ｔ） （３）

式中，δ（ｔ）为脉冲函数，ｊ表示该时刻。通过调整
每个ｕｋ（ｔ）的中心频率 ωｋ（ｔ），并将其与各模式的
单边频谱混合，得到基带信号：

δ（ｔ）＋ｊπ( )ｔｕｋ（ｔ[ ]）ｅ－ｊωｋｔ （４）

计算解调信号梯度，得到解调信号的带宽，并建立

以下约束变分模型表达式［１４］：

ｍｉｎ
｛μｋ｝，｛ωｋ｝

∑
Ｋ

ｋ＝１
ｔ δ（ｔ）＋ｊπ( )ｔｕｋ（ｔ[ ]）ｅ－ｊωｋｔ{ }２

２

（５）

ｓ．ｔ．∑
Ｋ

ｋ＝１
ｕｋ（ｔ）＝ｆ （６）

其中：ｆ表示为 ｆ（ｔ），代表输入信号；｛μｋ｝＝｛μ１，
μ２，…，μｋ｝为 ｋ个模态分量，｛ωｋ｝＝｛ω１，ω２，…，
ωｋ｝为ｋ个模态分量对应的频率中心。再引入二
阶惩罚因子与拉格朗日乘子转换为无约束变分问

题，得到的扩展拉格朗日表达式如下：

Ｌ（｛μｋ｝，｛ωｋ｝，λ）＝α∑
ｋ
ｔ δ（ｔ）＋ｊπ( )ｔｕｋ（ｔ[ ]）ｅ－ｊωｋｔ２

２
＋

ｆ（ｔ）－∑
ｋ
ｕｋ（ｔ）

２

２
＋〈λ（ｔ），ｆ（ｔ）－∑

ｋ
ｕｋ（ｔ）〉

（７）
式中，α为惩罚因子，λ（ｔ）为拉格朗日乘子，
“〈，〉”表示内积。用乘子交替方向法不断交替更

·２５１·
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新 ｕ^ｎ＋１ｋ ，当满足公式

∑
ｋ

ｋ＝１

ｕ^ｎ＋１ｋ －ｕ^ｎｋ
２
２

ｕ^ｎｋ
２
２

＜ε （８）

迭代结束，得到 ｋ个模态分量值。其中 ε为收敛
容差。

１．２　人工神经网络

人工神经网络 ＡＮＮ是对人脑神经网络的某
种抽象、简化和模拟后建立的复杂网络结构。建

立包含输入层、隐含层和输出层的神经网络结构

是机器学习的主要工具之一，ＡＮＮ结构如图 １
所示［１５］。

图１　ＡＮＮ结构示意图
Ｆｉｇ．１　ＡＮＮｓｔｒｕｃｔｕｒｅｄｉａｇｒａｍ

１．３　长短期记忆网络

Ｊｏｎａｔｈａｎｓ首次提出长短期记忆网络ＬＳＴＭ是
一种改进的循环神经网络［１６］（ｒｅｃｕｒｒｅｎｔｎｅｕｒａｌ
ｎｅｔｗｏｒｋｓ，ＲＮＮ），能够有效地解决循环神经网络
中间隔较长的预测时间序列［１７］，但其尚未被应用

于洋河水库表面位移形变预测中。ＬＳＴＭ结构示
意图［１１］如图２所示。

图２　ＬＳＴＭ结构示意图
Ｆｉｇ．２　ＳｃｈｅｍａｔｉｃｄｉａｇｒａｍｏｆＬＳＴＭｓｔｒｕｃｔｕｒｅ

时间序列从输入层开始，经ＬＳＴＭ层，到达连

接层，最后预测输出，ｈｉ为隐藏状态，Ｃｉ为单元状
态。单个ＬＳＴＭＢｌｏｃｋ模块如图２所示，包括输入
门ｉ、单元状态 ｇ、遗忘门 ｆ及输出门 ｏ，其数学模
型为：

ｉｔ＝σ（Ｗｉ［ｘｔ，ｈｔ－１］＋ｂｉ）

ｆｔ＝σ（Ｗｆ［ｘｔ，ｈｔ－１］＋ｂｆ）

ｇｔ＝ｔａｎｈ（Ｗｇ［ｘｔ，ｈｔ－１］＋ｂｇ）

ｏｔ＝σ（Ｗｏ［ｘｔ，ｈｔ－１］＋ｂｏ










）

（９）

式中，Ｗ为各单元权重矩阵，［ｘｔ，ｈｔ－１］为两个方向构
成的长向量，ｂ为偏置矩阵，σ表示ｓｉｇｍｏｉｄ函数。

１．４　ＭＶＭＤＬＳＴＭ模型构建

水库位移时间序列是一组非线性的时间序

列，如果从原始站时间序列直接进行预测，会引起

较大误差，而 ＶＭＤ能更好更有效地提取时间序
列的特征值。为了降低水库位移时间序列的非线

性变化，本文融合ＶＭＤ与ＬＳＴＭ模型建立预测精
度较高的ＭＶＭＤＬＳＴＭ模型。

将一维水库位移序列进行 ＶＭＤ分解，得到 ｋ
个子序列，原始序列定义［１１］为：

Ｆｋ＝｛ｆｋ（１），ｆｋ（２），…，ｆｋ（ｎ）｝ （１０）
设前ｍ组序列为训练集与验证集，表示为

ＸＴｋ，则ＸＴｋ表示为：
ＸＴｋ＝｛ｆｋ（１），ｆｋ（２），…，ｆｋ（ｍ）｝ （１１）

余下ｎ－ｍ组序列作为测试集，表示为ＸＣｋ，则ＸＣｋ
表示为：

ＸＣｋ＝｛ｆｋ（ｍ＋１），ｆｋ（ｍ＋２），…，ｆｋ（ｎ）｝，ｍ＜ｎ，ｎ∈ＮＮ

（１２）
对原始时间序列进行分割，设置分割长度为

Ｌ，则分割后序列为：
Ｘ′ｋ＝｛ｆｋ（１）ｆｋ（２）…ｆｋ（ｎ－Ｌ＋１），ｆｋ（２）ｆｋ（３）…

ｆｋ（ｎ－Ｌ＋２），…，ｆｋ（Ｌ）ｆｋ（Ｌ＋１）…ｆｋ（ｎ）｝

（１３）
设ＸＴｋ的输入为 Ｘ′Ｔｋ，ＸＴｋ输出为 Ｙ′Ｔｋ，其表达

式为：

Ｘ′Ｔｋ＝｛ｆｋ（１）ｆｋ（２）…ｆｋ（ｎ－Ｌ－２），ｆｋ（２）ｆｋ（３）…
ｆｋ（ｎ－Ｌ－１），…，ｆｋ（Ｌ）ｆｋ（Ｌ＋１）…ｆｋ（ｎ－３）｝

（１４）
Ｙ′Ｔｋ＝｛ｆｋ（２）ｆｋ（３）…ｆｋ（ｎ－Ｌ－１），ｆｋ（３）ｆｋ（４）…

ｆｋ（ｎ－Ｌ），…，ｆｋ（Ｌ＋１）ｆｋ（Ｌ＋２）…ｆｋ（ｎ－２）｝

（１５）
设 ＸＣｋ输入为 Ｘ′Ｃｋ，ＸＣｋ输出为 Ｙ′Ｃｋ，其表达

式为：

Ｘ′Ｃｋ＝｛ｆｋ（３）ｆｋ（４）…ｆｋ（ｎ－Ｌ），ｆｋ（４）ｆｋ（５）…
ｆｋ（ｎ－Ｌ＋１），…，ｆｋ（Ｌ＋２）ｆｋ（Ｌ＋３）…ｆｋ（ｎ－１）｝

（１６）

·３５１·
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Ｙ′Ｃｋ＝｛ｆｋ（４）ｆｋ（５）…ｆｋ（ｎ－Ｌ＋１），ｆｋ（４）ｆｋ（５）…
ｆｋ（ｎ－Ｌ＋２），…，ｆｋ（Ｌ＋３）ｆｋ（Ｌ＋４）…ｆｋ（ｎ）｝

（１７）
将水库位移序列进行 ＶＭＤ分解后得到 ａ

个模态分量与残差 ｒ值，通过不同参数 Ｋ值得
到相应的模态分量，将分解后得到的模态分量

相加得到融合后的模态分量 ＭＩＸＩＭＦ；再将原
时间序列的测试集按列合并得到融合的 ＶＭＤ，
表示为 ＭＩＸＶＭＤ；将 ＭＩＸＶＭＤ作为模型特征代
入 ＬＳＴＭ进行预测。为了验证 ＭＶＭＤＬＳＴＭ的
预测精度，同时将 ＭＩＸＶＭＤ作为模型特征代入
ＡＮＮ进行对比预测，并对预测结果进行精度分
析。本文构建的 ＭＶＭＤＬＳＴＭ预测模型框架如
图３所示，ＭＶＭＤＬＳＴＭ模型设计参数如表 １
所示。

图３　ＭＶＭＤＬＳＴＭ预测模型框架图
Ｆｉｇ．３　ＭＶＭＤＬＳＴＭｐｒｅｄｉｃｔｉｏｎｍｏｄｅｌｆｒａｍｅｗｏｒｋｄｉａｇｒａｍ

表１　ＭＶＭＤＬＳＴＭ预测模型设计参数
Ｔａｂ．１　ＤｅｓｉｇｎｐａｒａｍｅｔｅｒｓｏｆＭＶＭＤＬＳＴＭｐｒｅｄｉｃｔｉｏｎｍｏｄｅｌ

参数
ＭＶＭＤＬＳＴＭ
参数值

学习率 ０．００１

迭代次数 ５０

隐藏层 １２８

批尺寸 １６

测试集长度 ３００

验证集长度 ３００

训练集长度 ２４００

１．５　精度评价指标

采用均方根误差（ｒｏｏｔｍｅａｎｓｑｕａｒｅｅｒｒｏｒ，

ＲＭＳＥ）、平均绝 对误差 （ｍｅａｎａｂｓｏｌｕｔｅｅｒｒｏｒ，
ＭＡＥ）两个指标进行评价，数学模型［１８］为：

ＲＭＳＥ＝ １
ｎ∑

ｎ

ｉ＝１
（ｙｉ－ｙ^ｉ）槡

２ （１８）

ＭＡＥ＝１ｎ∑
ｎ

ｉ＝１
（ｙｉ－ｙ^ｉ） （１９）

其中，ｙｉ为原始位移序列，^ｙｉ为各模型的预测结
果，ｎ为水库数据数量。ＲＭＳＥ、ＭＡＥ值越小代
表该模型预测精度越高，反之，则说明该模型预

测精度较低。为了判断 ＭＶＭＤＬＳＴＭ模型预测
精度的效果，本文设 Ｑ表示精度提升幅度，Ｏ与
Ｏ′分别表示初始模型和组合模型（即优化后
的模型）的精度评价指标（如 ＲＭＳＥ、ＭＡＥ），Ｑ
越大说明组合模型提升幅度越大。则 Ｑ数学
表达式为：

Ｑ＝Ｏ－Ｏ′Ｏ （２０）

２　实例分析

为验证 ＭＶＭＤＬＳＴＭ模型预测精度的效果，
以洋河水库２０１４年９月—２０２２年１１月的表面
位移形变数据为例，以天为观测间隔，观测方向

包括北方向 Ｎ、东方向Ｅ及垂向Ｕ。利用水库迎
１Ａ、副坝２６Ｇ、马１３Ａ三个站点的数据集，经预
处理后将３０００组数据进行分割，前２４００组为
训练集、中间３００组为验证集、后３００组为测试
集，采用 ＲＭＳＥ、ＭＡＥ进行预测精度评价。因数
据量较大，所用设备处理器为ｉ７－１２７００Ｈ，ＣＰＵ为
２７０ＧＨｚ，机带ＲＡＭ为３２ＧＢ的６４位Ｗｉｎｄｏｗｓ１１
系统。

２．１　单模型预测分析

本文所用 ＭＶＭＤＬＳＴＭ模型为组合模型，为
了对比组合模型预测精度的效果，采用 ＲＮＮ、
ＡＮＮ与ＬＳＴＭ的单一模型进行对比，以迎１Ａ站
为例，ＲＮＮ、ＡＮＮ与 ＬＳＴＭ测试集预测北方向 Ｎ、
东方向Ｅ及垂向Ｕ结果曲线如图４所示。

图４中９５％预测带表示拟合后该模型预测
结果包含 ９５％数据点的区域。由图可知，单一
ＲＮＮ、ＡＮＮ与ＬＳＴＭ模型在北方向、东方向预测结
果具有一定的偏差，ＲＮＮ、ＡＮＮ与ＬＳＴＭ模型预测
的结果曲线在原始序列基础上下移，尤其在垂向

下移明显，预测结果不理想。单一模型预测精度

评价如表２所示。
由表２可知，单一模型预测精度在垂向变化

较大，且 ＬＳＴＭ模型预测结果精度更好。如马

·４５１·
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（ａ）北方向预测结果曲线
（ａ）Ｐｒｅｄｉｃｔｉｏｎｒｅｓｕｌｔｃｕｒｖｅｏｆｔｈｅｎｏｒｔｈｄｉｒｅｃｔｉｏｎ

（ｂ）东方向预测结果曲线
（ｂ）Ｐｒｅｄｉｃｔｉｏｎｒｅｓｕｌｔｃｕｒｖｅｏｆｔｈｅｅａｓｔｄｉｒｅｃｔｉｏｎ

（ｃ）垂向预测结果曲线
（ｃ）Ｐｒｅｄｉｃｔｉｏｎｒｅｓｕｌｔｃｕｒｖｅｏｆｔｈｅｕｐｄｉｒｅｃｔｉｏｎ

图４　三方向预测结果曲线分布
Ｆｉｇ．４　Ｃｕｒｖｅｄｉｓｔｒｉｂｕｔｉｏｎｏｆｐｒｅｄｉｃｔｅｄｒｅｓｕｌｔｓｉｎ

ｔｈｒｅｅｄｉｒｅｃｔｉｏｎｓ

１３Ａ站垂向 ＬＳＴＭ模型的 ＲＭＳＥ（１３７ｍｍ）比
ＡＮＮ模型的 ＲＭＳＥ（２１９ｍｍ）降幅达 ３７４％；
ＡＮＮ在部分场景下表现较差，如副坝２６Ｇ站东方
向ＡＮＮ模型的ＲＭＳＥ（１２７ｍｍ）与ＬＳＴＭ模型的
ＲＭＳＥ（０．６６ｍｍ）相比误差接近２倍；在马１３Ａ站
垂向，ＡＮＮ模型（ＲＭＳＥ为２．１９ｍｍ）与ＲＮＮ模型
（ＲＭＳＥ为２２４ｍｍ）误差相近，说明单一ＡＮＮ与
ＲＮＮ模型难以处理非线性时序特征。ＬＳＴＭ的
ＲＭＳＥ和ＭＡＥ在北方向与东方向普遍低于 ＲＮＮ
和ＡＮＮ模型，在垂向的改进尤为显著。

表２　不同单一模型预测精度
Ｔａｂ．２　Ｐｒｅｄｉｃｔｉｏｎａｃｃｕｒａｃｙｏｆｄｉｆｆｅｒｅｎｔｓｉｎｇｌｅｍｏｄｅｌ

单位：ｍｍ

站点 方向 指标 ＲＮＮ ＡＮＮ ＬＳＴＭ

迎１Ａ

Ｎ

Ｅ

Ｕ

ＲＭＳＥ ０．５５ ０．８１ ０．５３

ＭＡＥ ０．４５ ０．６６ ０．４１

ＲＭＳＥ ０．５６ ０．５９ ０．５０

ＭＡＥ ０．４６ ０．４２ ０．３５

ＲＭＳＥ １．６０ １．９３ １．５７

ＭＡＥ ０．２９ １．４８ １．２４

副坝２６Ｇ

Ｎ

Ｅ

Ｕ

ＲＭＳＥ ０．７９ １．２２ ０．７５

ＭＡＥ ０．６０ ０．９９ ０．６５

ＲＭＳＥ ０．８５ １．２７ ０．６６

ＭＡＥ ０．６５ ０．９９ ０．５３

ＲＭＳＥ １．５５ ２．６０ １．４５

ＭＡＥ １．２１ ２．０８ １．１０

马１３Ａ

Ｎ

Ｅ

Ｕ

ＲＭＳＥ ０．６５ １．１２ ０．５９

ＭＡＥ ０．５２ ０．９０ ０．４５

ＲＭＳＥ ０．４７ ０．５３ ０．４１

ＭＡＥ ０．３８ ０．４４ ０．３３

ＲＭＳＥ ２．２４ ２．１９ １．３７

ＭＡＥ １．９３ １．９０ １．０９

综上图４与表２可知，在大坝形变预测中优

先采用ＬＳＴＭ模型，且预测精度更高。但单一模

型ＲＮＮ、ＡＮＮ与ＬＳＴＭ模型均不能准确预测水库

位移序列，预测结果与原始位移序列拟合度较差。

２．２　ＭＶＭＤＬＳＴＭ预测分析

２．２．１　参数Ｋ值选取

ＶＭＤ参数Ｋ的选取是解决变分问题最优解

的重要步骤，为了取得更好的预测精度，以北方向

迎１Ａ站位移序列为例，不同 Ｋ值预测结果误差

如图５所示，各站点α取值见表３。

本文通过网格搜索的方法对 ＭＶＭＤＬＳＴＭ模

型中Ｋ值进行选取，当Ｋ值过大时会造成模型载

荷的梯度上升，影响预测效果。由图 ５可知，当

Ｋ＝４、α＝１９６时，ＭＶＭＤＬＳＴＭ模型预测的均方根

误差为 ０４６ｍｍ，平均绝对误差为 ０３６ｍｍ，

ＭＶＭＤＬＳＴＭ模型预测精度最高。
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图５　不同参数Ｋ值误差对比
Ｆｉｇ．５　ＣｏｍｐａｒｉｓｏｎｏｆｅｒｒｏｒｓｆｏｒｄｉｆｆｅｒｅｎｔｐａｒａｍｅｔｅｒｓＫ

表３　Ｋ＝４时不同方向的α值

Ｔａｂ．３　ＶａｌｕｅｓｏｆαｉｎｄｉｆｆｅｒｅｎｔｄｉｒｅｃｔｉｏｎｓｆｏｒＫ＝４

站点 Ｎ Ｅ Ｕ

迎１Ａ １９６ ２００ １６７

副坝２６Ｇ ２７７ １８３ ２７２

马１３Ａ ３７６ ２９３ ３８３

２．２．２　ＶＭＤ组合模型结果分析
单一模型均不能准确预测水库位移序列，

预测结果与原始位移序列拟合度较差。本文构

建 ＶＭＤ与不同预测模型进行验证，组合模型为
ＶＭＤＡＮＮ、ＶＭＤＲＮＮ与ＶＭＤＬＳＴＭ。特别注意的
是，目前组合算法中将 ＶＭＤ与 ＬＳＴＭ进行融合
时，先将训练集、验证集与测试集一同分解，再

对分解后的各模态分量代入模型进行预测，然

后将各分量预测结果相加得到最终预测结果；

而本文的新算法是将分解后得到的模态分量相

加得到融合后的模态分量 ＭＩＸＩＭＦ，再将原时间
序列的测试集按列合并得到融合的 ＭＩＸＶＭＤ。
ＶＭＤＬＳＴＭ与 ＭＶＭＤＬＳＴＭ 评 价 指 标 如 图 ６
所示。

（ａ）北方向各站点评价指标
（ａ）Ｅｖａｌｕａｔｉｏｎｉｎｄｅｘｏｆｅａｃｈｓｉｔｅｉｎｔｈｅｎｏｒｔｈｄｉｒｅｃｔｉｏｎ

（ｂ）东方向各站点评价指标
（ｂ）Ｅｖａｌｕａｔｉｏｎｉｎｄｅｘｏｆｅａｃｈｓｉｔｅｉｎｔｈｅｅａｓｔｄｉｒｅｃｔｉｏｎ

（ｃ）垂向各站点评价指标
（ｃ）Ｅｖａｌｕａｔｉｏｎｉｎｄｅｘｏｆｅａｃｈｓｉｔｅｉｎｔｈｅｕｐｄｉｒｅｃｔｉｏｎ

图６　ＶＭＤＬＳＴＭ与ＭＶＭＤＬＳＴＭ评价指标对比
Ｆｉｇ．６　Ｃｏｍｐａｒｉｓｏｎｏｆｅｖａｌｕａｔｉｏｎｉｎｄｉｃａｔｏｒｓｂｅｔｗｅｅｎ

ＶＭＤＬＳＴＭａｎｄＭＶＭＤＬＳＴＭ

由图６可知，ＶＭＤＬＳＴＭ模型在北方向、东
方向、垂向预测的均方根误差与平均绝对误差

值均虚高，如果采用 ＶＭＤＬＳＴＭ模型有两点不
足［１９－２０］：①训练集、验证集与测试集数据一同
进行 ＶＭＤ会导致训练集中数据大小受到测试
集中数据的影响，相当于测试集中数据已知，造

成信息泄露；②训练集、验证集与测试集数据一
同进行 ＶＭＤ后的各模态分量及残差与原数据
起伏波动相差较大且相关性较弱。本文之后不

再将 ＶＭＤＬＳＴＭ模型与其他组合模型进行对比
分析。

洋河水库位移时间序列具有非线性非平稳的

特性，采用单一的 ＲＮＮ、ＡＮＮ与 ＬＳＴＭ模型会影
响预测精度，可能导致预测结果产生偏差。ＶＭＤ
能将复杂的位移序列进行分解，再通过 ＬＳＴＭ训
练，重构序列从而获取更高的精度。为进一步验

证ＭＶＭＤＬＳＴＭ模型的有效性与可靠性，本文将
ＶＭＤ分解后数据作为特征值代入 ＲＮＮ、ＡＮＮ模
型以构建 ＶＭＤＲＮＮ、ＶＭＤＡＮＮ组合模型，对比三
个站不同方向不同组合模型预测效果，以马１３Ａ
为例，不同组合模型预测曲线如图７所示。
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（ａ）北方向组合模型预测结果曲线
（ａ）Ｐｒｅｄｉｃｔｉｏｎｒｅｓｕｌｔｃｕｒｖｅｏｆｔｈｅｎｏｒｔｈ

ｄｉｒｅｃｔｉｏｎｃｏｍｂｉｎａｔｉｏｎｍｏｄｅｌ

（ｂ）东方向组合模型预测结果曲线
（ｂ）Ｐｒｅｄｉｃｔｉｏｎｒｅｓｕｌｔｃｕｒｖｅｏｆｔｈｅｅａｓｔ

ｄｉｒｅｃｔｉｏｎｃｏｍｂｉｎａｔｉｏｎｍｏｄｅｌ

（ｃ）垂向组合模型预测结果曲线
（ｃ）Ｐｒｅｄｉｃｔｉｏｎｒｅｓｕｌｔｃｕｒｖｅｏｆｔｈｅｕｐ
ｄｉｒｅｃｔｉｏｎｃｏｍｂｉｎａｔｉｏｎｍｏｄｅｌ

图７　不同ＶＭＤ组合模型预测结果曲线
Ｆｉｇ．７　Ｐｒｅｄｉｃｔｉｏｎｒｅｓｕｌｔｃｕｒｖｅｏｆｄｉｆｆｅｒｅｎｔ

ＶＭＤｃｏｍｂｉｎａｔｉｏｎｍｏｄｅｌｓ

　　由图 ７组合模型预测结果曲线可知，
ＭＶＭＤＬＳＴＭ组合模型三方向预测结果曲线与原
序列曲线较为拟合。ＶＭＤＲＮＮ组合模型结果曲
线在三方向上比原序列整体呈现向下偏移的趋

势，但在北方向１７５ｄ出现增大的情况，可能与站
点所在地理环境有关。ＶＭＤＡＮＮ组合模型结果
曲线在北方向与垂向上比原序列向下偏移，但在

东方向［１００ｄ，３００ｄ］区间内结果曲线比原序列

向上偏移，说明 ＶＭＤＡＮＮ模型表现不稳定，预测
结果偏差较大。

表４为不同组合模型的评价指标。对比
ＶＭＤＲＮＮ组合模型，采用 ＭＶＭＤＬＳＴＭ模型对马
１３Ａ站北方向、东方向、垂向预测结果ＲＭＳＥ值降
低了约２１％、４９％、４３％，ＭＡＥ值降低了约３３％、
４４％、４１％；对比 ＶＭＤＡＮＮ组 合 模 型，采 用
ＭＶＭＤＬＳＴＭ模型对马１３Ａ站北方向、东方向、垂
向预测结果ＲＭＳＥ值降低了约２０％、４８％、６０％，
ＭＡＥ值降低了约２４％、４３％、６１％。由此证明了
ＭＶＭＤＬＳＴＭ模型比 ＶＭＤＲＮＮ、ＶＭＤＡＮＮ组合模
型预测效果更好。

表４　不同组合模型的评价指标

Ｔａｂ．４　Ｅｖａｌｕａｔｉｏｎｉｎｄｉｃａｔｏｒｓｏｆｄｉｆｆｅｒｅｎｔｃｏｍｂｉｎａｔｉｏｎｍｏｄｅｌｓ

单位：ｍｍ

站点 方向 指标 ＶＭＤＲＮＮ ＶＭＤＡＮＮＭＶＭＤＬＳＴＭ

迎１Ａ

Ｎ

Ｅ

Ｕ

ＲＭＳＥ ０．４８ ０．６１ ０．３５

ＭＡＥ ０．３８ ０．５２ ０．２８

ＲＭＳＥ ０．４４ ０．４９ ０．２５

ＭＡＥ ０．３６ ０．３５ ０．２１

ＲＭＳＥ １．４２ １．６５ ０．６３

ＭＡＥ １．２１ １．４１ ０．５１

副坝２６Ｇ

Ｎ

Ｅ

Ｕ

ＲＭＳＥ ０．７１ ０．８５ ０．３５

ＭＡＥ ０．５５ ０．５０ ０．２７

ＲＭＳＥ ０．７７ ０．６５ ０．５７

ＭＡＥ ０．６３ ０．５２ ０．４４

ＲＭＳＥ １．３５ １．２７ ０．４７

ＭＡＥ １．０７ １．００ ０．３７

马１３Ａ

Ｎ

Ｅ

Ｕ

ＲＭＳＥ ０．５７ ０．５６ ０．４５

ＭＡＥ ０．４８ ０．４２ ０．３２

ＲＭＳＥ ０．４５ ０．４４ ０．２３

ＭＡＥ ０．３６ ０．３５ ０．２０

ＲＭＳＥ １．２９ １．８２ ０．７３

ＭＡＥ １．０１ １．５５ ０．６０

综上所述，ＭＶＭＤＬＳＴＭ模型在北、东、垂向的
ＲＭＳＥ和 ＭＡＥ值均优于 ＶＭＤＲＮＮ与 ＶＭＤＡＮＮ
组合模型，表明 ＶＭＤ分解有效降低了非平稳非
线性序列的预测难度，通过“分解—预测—重

构”，ＭＶＭＤＬＳＴＭ显著提升了水库位移预测精
度，验证了该模型在复杂时序建模中的可靠性。
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２．２．３　ＬＳＴＭ组合模型结果分析
ＥＭＤ的有效性已经在非线性和非平稳过程

的分析中得到了广泛应用，为进一步验证

ＭＶＭＤＬＳＴＭ方法的可靠性，本文构建 ＥＭＤＬＳＴＭ
与ＥＥＭＤＬＳＴＭ模型，将 ＥＭＤ与 ＥＥＭＤ分解后的
ＩＭＦ值代入 ＬＳＴＭ预测模型中重构。以迎１Ａ站
北方向为例，ＥＭＤ与 ＥＥＭＤ部分模态分量如图８
所示，不同组合模型的预测结果曲线分布如图９
所示。

（ａ）ＥＭＤ方法分解的模态分量
（ａ）ＭｏｄａｌｃｏｍｐｏｎｅｎｔｓｄｅｃｏｍｐｏｓｅｄｂｙＥＭＤｍｅｔｈｏｄ

（ｂ）ＥＥＭＤ方法分解的模态分量
（ｂ）ＭｏｄａｌｃｏｍｐｏｎｅｎｔｓｄｅｃｏｍｐｏｓｅｄｂｙＥＥＭＤｍｅｔｈｏｄ

图８　ＥＭＤ与ＥＥＭＤ方法分解的模态分量
Ｆｉｇ．８　Ｍｏｄａｌｃｏｍｐｏｎｅｎｔｓｄｅｃｏｍｐｏｓｅｄｂｙ

ＥＭＤａｎｄＥＥＭＤｍｅｔｈｏｄｓ

由图９可知，ＭＶＭＤＬＳＴＭ模型的预测曲线
更 加 拟 合 于 原 序 列。以 迎 １Ａ 站 为 例，
ＥＭＤＬＳＴＭ模型在三方向上结果曲线比原序列
向下偏移，而 ＥＥＭＤＬＳＴＭ模型在北方向与垂向
结果曲线比原序列整体向上偏移，但在东方向

上结果拟合曲线向下偏移，说明模型难以处理

非线性时序特征。不同模型预测结果指标评价

如表５所示。ＭＶＭＤＬＳＴＭ的 ＲＭＳＥ与 ＭＡＥ值
均低于 ＬＳＴＭ、ＥＭＤＬＳＴＭ与 ＥＥＭＤＬＳＴＭ的。在

副坝２６Ｇ站的垂向上，ＥＭＤＬＳＴＭ的 ＲＭＳＥ甚至
达到３２５ｍｍ，说明通过 ＥＭＤ分解后的特征值
经ＬＳＴＭ网络训练后导致预测结果偏大，进一步
证明了 ＭＶＭＤＬＳＴＭ模型预测结果的有效性与
可靠性。

（ａ）北方向ＬＳＴＭ组合模型预测结果曲线
（ａ）Ｐｒｅｄｉｃｔｉｏｎｒｅｓｕｌｔｃｕｒｖｅｏｆｔｈｅｎｏｒｔｈｄｉｒｅｃｔｉｏｎ

ＬＳＴＭｃｏｍｂｉｎａｔｉｏｎｍｏｄｅｌ

（ｂ）东方向ＬＳＴＭ组合模型预测结果曲线
（ｂ）Ｐｒｅｄｉｃｔｉｏｎｒｅｓｕｌｔｃｕｒｖｅｏｆｔｈｅｅａｓｔｄｉｒｅｃｔｉｏｎ

ＬＳＴＭｃｏｍｂｉｎａｔｉｏｎｍｏｄｅｌ

（ｃ）垂向ＬＳＴＭ组合模型预测结果曲线
（ｃ）Ｐｒｅｄｉｃｔｉｏｎｒｅｓｕｌｔｃｕｒｖｅｏｆｔｈｅｕｐｄｉｒｅｃｔｉｏｎ

ＬＳＴＭｃｏｍｂｉｎａｔｉｏｎｍｏｄｅｌ

图９　不同ＬＳＴＭ组合模型预测结果曲线
Ｆｉｇ．９　Ｐｒｅｄｉｃｔｉｏｎｒｅｓｕｌｔｃｕｒｖｅｏｆｄｉｆｆｅｒｅｎｔ

ＬＳＴＭｃｏｍｂｉｎａｔｉｏｎｍｏｄｅｌｓ

对比ＬＳＴＭ模型，ＭＶＭＤＬＳＴＭ模型的分解与
重构能更好地拟合原序列，预测结果更可靠。以

迎１Ａ站为例，图１０为ＬＳＴＭ与ＭＶＭＤＬＳＴＭ预测
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结果曲线，表６为ＭＶＭＤＬＳＴＭ相比ＬＳＴＭ的精度
指标评价提升度。

表５　顾及ＬＳＴＭ的组合模型评价指标
Ｔａｂ．５　Ｅｖａｌｕａｔｉｏｎｉｎｄｉｃａｔｏｒｓｏｆｃｏｍｂｉｎａｔｉｏｎｍｏｄｅｌ

ｃｏｎｓｉｄｅｒｉｎｇＬＳＴＭ
单位：ｍｍ

站点 方向 ＥＭＤＬＳＴＭ ＥＥＭＤＬＳＴＭ ＬＳＴＭ ＭＶＭＤＬＳＴＭ

迎

１Ａ

Ｎ

Ｅ

Ｕ

ＲＭＳＥ １．３６ １．３３ ０．５３ ０．３５

ＭＡＥ １．１０ １．０９ ０．４１ ０．２８

ＲＭＳＥ ２．４６ １．８５ ０．５０ ０．２５

ＭＡＥ ２．１３ １．５９ ０．３５ ０．２１

ＲＭＳＥ ２．９９ ２．６７ １．５７ ０．６３

ＭＡＥ ２．１４ １．９１ １．２４ ０．５１

副坝

２６Ｇ

Ｎ

Ｅ

Ｕ

ＲＭＳＥ １．４３ １．３８ ０．７５ ０．３５

ＭＡＥ １．１８ １．１６ ０．６５ ０．２７

ＲＭＳＥ ２．３９ １．９９ ０．６６ ０．５７

ＭＡＥ ２．００ １．６６ ０．５３ ０．４４

ＲＭＳＥ ３．２５ ３．０４ １．４５ ０．４７

ＭＡＥ ２．６４ ２．５３ １．１０ ０．３７

马

１３Ａ

Ｎ

Ｅ

Ｕ

ＲＭＳＥ １．４２ １．３９ ０．５９ ０．４５

ＭＡＥ １．２２ １．２０ ０．４５ ０．３２

ＲＭＳＥ ２．６１ ２．０６ ０．４１ ０．２３

ＭＡＥ ２．４１ １．９２ ０．３３ ０．２０

ＲＭＳＥ ２．９１ １．９２ １．３７ ０．７３

ＭＡＥ ２．３５ １．９８ １．０９ ０．６０

图１０中ＬＳＴＭ与ＭＶＭＤＬＳＴＭ模型预测集拟
合相比，ＭＶＭＤＬＳＴＭ模型在迎 １Ａ站北方向、东
方向、垂向上的预测结果曲线与原序列拟合效果

更好，原序列经分解—重构后预测的数据集更接

近于原序列。由表 ６可得，垂向迎 １Ａ站
ＭＶＭＤＬＳＴＭ模型比 ＬＳＴＭ模型预测精度 ＲＭＳＥ
与ＭＳＥ值的 Ｑ值分别为５９８％、５８９％，其他站
在不同方向均有所提升，证明了 ＭＶＭＤＬＳＴＭ组
合模型相比 ＬＳＴＭ模型预测的优越性，且具有良
好的动态特征。

综上所述，本文提出的 ＭＶＭＤＬＳＴＭ模型不
仅解决了ＶＭＤＬＳＴＭ模型中存在的信息泄露等问
题，且对 ＬＳＴＭ模型中预测结果与原始数据偏差
较大问题进行了改正。ＭＶＭＤＬＳＴＭ模型相比不
同ＶＭＤ组合模型及 ＬＳＴＭ组合模型预测结果较

优，可见该模型具有较强的适应性。

（ａ）ＬＳＴＭ预测结果曲线
（ａ）ＰｒｅｄｉｃｔｉｏｎｒｅｓｕｌｔｃｕｒｖｅｏｆＬＳＴＭｍｏｄｅｌ

（ｂ）ＭＶＭＤＬＳＴＭ预测结果曲线
（ｂ）ＰｒｅｄｉｃｔｉｏｎｒｅｓｕｌｔｃｕｒｖｅｏｆＭＶＭＤＬＳＴＭｍｏｄｅｌ

图１０　ＬＳＴＭ与ＭＶＭＤＬＳＴＭ预测结果曲线
Ｆｉｇ．１０　ＰｒｅｄｉｃｔｉｏｎｒｅｓｕｌｔｃｕｒｖｅｏｆＬＳＴＭａｎｄＭＶＭＤＬＳＴＭ

表６　精度指标评价提升度
Ｔａｂ．６　Ｐｒｅｃｉｓｉｏｎｉｎｄｅｘｅｖａｌｕａｔｉｏｎｉｍｐｒｏｖｅｍｅｎｔｄｅｇｒｅｅ

％

指标 站点 Ｎ（Ｑ） Ｅ（Ｑ） Ｕ（Ｑ）

ＲＭＳＥ

迎１Ａ ３３．９ ５０．０ ５９．８

副坝２６Ｇ ５５．３ １３．６ ６７．６

马１３Ａ ２３．７ ４３．９ ４６．７

ＭＡＥ

迎１Ａ ３１．７ ４０．０ ５８．９

副坝２６Ｇ ５８．５ １６．９ ６６．４

马１３Ａ ２８．９ ３９．４ ４４．９

３　结论

本文通过融合 ＶＭＤ与 ＬＳＴＭ算法对非线性
非平稳的洋河水库位移形变进行预测，提出了一

种混合变分模态长短期记忆网络 ＭＶＭＤＬＳＴＭ模

·９５１·
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型。针对非平稳的洋河水库位移序列，通过引入

ＶＭＤ分解改善水库位移时间序列的非线性，构建
了 ＶＭＤＲＮＮ、ＶＭＤＡＮＮ、ＥＭＤＬＳＴＭ、ＥＥＭＤＬＳＴＭ
组合模型，且与单一模型 ＲＮＮ、ＡＮＮ、ＬＳＴＭ模型
进行对比分析，得出以下结论：

１）采用单一的ＲＮＮ、ＡＮＮ与 ＬＳＴＭ模型会影
响预测精度，可能导致预测结果产生偏差。与

ＲＮＮ、ＡＮＮ预测模型相比，ＬＳＴＭ模型的测试集预
测精度更高，证明了 ＬＳＴＭ模型对非线性非平稳
的大坝位移形变时间序列预测的优越性，验证了

ＭＶＭＤＬＳＴＭ组合模型的有效性。
２）引入 ＶＭＤ能将复杂的位移序列进行分

解，通过 ＬＳＴＭ训练后重构序列从而获取更高的
精度。ＶＭＤＲＮＮ在北方向与垂向上预测曲线比原
序列整体向下偏移，ＶＭＤＡＮＮ在东方向［１００ｄ，
３００ｄ］区间内结果曲线比原序列向上偏移，
ＭＶＭＤＬＳＴＭ组合模型预测结果曲线与原序列曲
线较为拟合，说明了 ＭＶＭＤＬＳＴＭ模型预测的有
效性。

３）构建 ＥＭＤＬＳＴＭ与 ＥＥＭＤＬＳＴＭ模型，将
ＥＭＤ与ＥＥＭＤ分解后的 ＩＭＦ值代入 ＬＳＴＭ预测
模型中重构，组合模型预测的结果评价指标

ＲＭＳＥ达到３２５ｍｍ，说明通过 ＥＭＤ分解后的特
征值经 ＬＳＴＭ网络训练后导致预测结果偏大，进
一步说明了 ＭＶＭＤＬＳＴＭ模型预测结果的可
靠性。

４）相比 ＬＳＴＭ模型，ＭＶＭＤＬＳＴＭ模型在三
方向上预测精度均有提升，在垂向站点预测结

果 ＲＭＳＥ与 ＭＡＥ的 Ｑ值最大分别为 ６７６％、
６６４％，证明了 ＭＶＭＤＬＳＴＭ模型预测的优越
性，为监测位移形变研究提供了可靠的数据

资料。
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