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摘  要：遥测参数是地面运管人员判断卫星在轨状态的重要依据，参数异常检测能有效保证卫星在轨可靠运行。针对现有异常检测算法对遥测参数特征提取缺乏区分度、异常决策信息丢失等问题，提出一种基于中心约束对比的自集成异常检测方法。融合对比损失和中心损失将正常样本映射到紧凑的特征分布，并采用多视角、多层次特征集成的方式实现样本的异常检测，提升了模型对卫星复杂工况的适应性。采用科学卫星真实遥测参数数据和基准数据集进行验证，结果表明所提方法在真实遥测参数上比最优基准方法的F1值提升21.7%，且具有更好的噪声抗干扰性。实验结果验证了方法的可行性，能够为卫星地面运管提供有效的判读支持。
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[bookmark: OLE_LINK9]Abstract: Telemetry data is the important basis for ground operators to judge the status of the on-orbit satellites. Anomaly detection can effectively ensure the reliable operation of satellites in orbit. To deal with the problem of the existing telemetry anomaly detection algorithms, such as the poor discrimination capability of the feature, and loss of anomaly decision-making information, a self-ensemble anomaly detection method based on center-constrained contrastive learning was proposed. The method mapped the normal samples to a compact feature distribution by combining contrastive loss and center loss, and a multi-view and multi-level ensembled feature decision method was used to obtain the anomaly detection of the sample. The method improves the adaptability of the model to the complex working conditions of the satellite. The proposed method is robust to noise, and achieves 21.7% improvement of F1 score than that of the state of the art method. The results of the experiment demonstrate the feasibility of the method, which can provide effective support for satellite operation.
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[bookmark: _Hlk107132373]受设计验证不充分、生产加工工艺风险、极端空间环境、损伤累积效应以及星上状态动态变化等因素影响，每颗卫星在整个生命周期内都或多或少会经历不同严重程度的异常事件[1, 2]，严重的异常还会导致任务降级或失败。卫星在轨运行过程中，及时有效地检测和识别出异常，并采取有效措施进行维护，对保证卫星安全、可靠运行与效能发挥有重要意义。
近年来，随着任务密度的提高以及待监测参数量的提升，相关学者提出了数据驱动的异常检测方法[3-6]，利用统计分析、数据挖掘和机器学习方法，对遥测数据建模，用得到的模型发现异常，具有良好的扩展性和适应性。目前本领域数据驱动的异常检测方法主要分为基于数据分布、基于偏差和基于分类。
基于数据分布的方法通常采用统计或机器学习等对正常数据的分布规律建模，标记不符合该分布的数据样本为异常。传统的方法包括基于高斯混合模型的参数化方法[7]和基于核密度估计的非参数化方法[8]，这些方法直接在原始数据上建模，而对高维和复杂数据分布的检测效果较差。
基于偏差方法的基本假设是，每个正常样本都能够使用一组基函数准确地重建，相比较异常样本会表现出更大的重建误差。传统方法主要采用最近邻[9]、主成分分析[10]、 K均值聚类[11]以及树模型[12, 13]等方法，这些方法计算复杂度高，不适用于高维数据的异常检测。
基于分类的方法将异常检测看作单类分类问题，在正常数据周围构建决策边界，以排除其他未知样本。传统方法主要使用单类分类支持向量机(OC-SVM) [14]和支持向量描述(SVDD)[15]，利用核函数得到分类超平面或超曲面，将正常样本与其他样本分离。
随着深度学习的发展，越来越多学者提出了两阶段的异常检测方法，首先利用深度网络得到样本的特征表示，然后采用基于数据分布[16, 17]、基于偏差[18-20]以及基于分类[21]的传统方法构建异常分数以实现异常检测。近年来，基于对比学习的深度学习方法依靠其优秀的特征表示能力，提升了异常检测效果，并成为该领域的研究热点[22-25]。直接将基于对比学习的异常检测算法用于卫星遥测参数异常检测面临着以下问题：
1）卫星参数维度高，异常引发遥测参数的不规则变化，正常和异常样本的区分度不明显，且对比学习倾向于将训练样本均匀地映射到特征空间中的单位超球面，这导致映射到特征空间之后正常和异常样本交叠，两者无法有效区分。
2）异常分数的构建只考虑代理任务中的单视角和单层特征，导致异常决策信息丢失，不能反映卫星的真实状态，且易受噪声数据干扰，异常检测效果较差。
针对上述问题，本文改进对比学习的损失函数和异常分数构建方法，提出一种新的卫星遥测参数异常检测算法。特征学习阶段，提出一种基于中心约束的对比学习方法(Center-constrained Contrastive Learning, CCL)，将对比损失与中心损失相结合，减小代理任务中同一视角下样本的方差，得到更加紧凑的特征分布，使特征空间中正常和异常样本更易于区分。异常决策阶段，提出一种自集成决策(Self-Ensemble Decision, SED)方法，综合考虑代理任务中各个视角不同层次的特征，采用马氏距离构建异常分数。并利用CCL-SED方法实现了卫星异常检测系统，在量子科学实验卫星健康管理系统中进行了初步应用。
1  问题定义
1.1  遥测参数数据和系统状态向量表示
[bookmark: _Hlk107133097]为便于描述遥测参数异常检测问题，首先形式化表示遥测参数。

[bookmark: MTBlankEqn]定义1：遥测参数向量，某分系统或某台设备下行的遥测参数。

		(1)	Comment by WPS_1614925996: 全文公式请统一检查修改：变量、特征数用斜体，其中向量、矢量、张量、矩阵等变量用黑斜体。自然对数底e、圆周率π、虚数单位i或j等用正体。计量单位用正体。公式中多字母变量建议改为单字母变量，多字母可作为下标。



式中：为第个参数的取值；为参数个数。

定义2：某时刻的遥测参数向量，该时刻采集的遥测参数。

		(2)



式中：为数据采集时间；为对应时刻的维遥测参数向量。



定义3：某分系统或某台设备的健康状态。表示正常，表示异常。

定义4：状态向量，某分系统或某台设备在某一时刻的健康状态。

		(3)

式中：为对应时刻设备的健康状态。
1.2  基于遥测参数数据的异常检测问题模型



受空间环境和星上状态动态变化等因素影响，不断有新类型异常出现，无法穷举所有类型的异常，且异常样本较少，而正常状态下的数据样本较容易取得。因此，问题归约为半监督异常检测：基于正常状态下的遥测参数数据构建模型，然后用该模型检测异常。设表示遥测参数数据的维空间，则异常检测问题可描述为寻求一个目标函数，使其满足：

		(4)





给定训练样本集，对于每个样本，。首先根据训练样本集学得特征提取函数，设为样本的特征空间，则该函数满足：

		(5)

然后根据样本特征构建异常分数函数：

		(6)

式中：为实数空间。

最后根据异常分数构建判别函数：

		(7)

则给定训练样本集学到的异常检测模型为：

	(8)
2  对比学习和中心损失
本节介绍文中用到的背景知识：对比学习和中心损失函数。
2.1  对比学习




[bookmark: _Hlk107134702]对比学习是一种自监督学习方法，利用数据自身样本对的相似或相异作为监督信息，以拉近正样本对并推远负样本对之间距离为目标，学习样本集的特征表达。文献[26]将对比学习归纳为字典查询问题，令为一个查询，和为的正样本和负样本集合，参考文献[24]的表示方法，对比损失函数定义为：

[bookmark: ZEqnNum425686]	(9)








式中：为集合的基数；超参数为温度系数；为样本的特征表示；为特征和之间的余弦距离。




























[bookmark: _Hlk103892323]本文采用SimCLR [27]作为对比学习框架。SimCLR主要包括数据增强器、特征提取器、映射头以及对比损失函数。对输入数据做不同的随机变换，生成和两个增强样本，和分别称为的第1和第2视角(view)，和称为正样本对，和与其他样本的增强样本组成负样本对。是一个基于神经网络的编码器，用于提取数据样本的特征，和通过分别得到和。是一个多层感知机网络，映射和到新特征空间，得到和，在该空间中应用对比损失函数。对于每次迭代的小批量数据，SimCLR的损失函数为：

	(10)


式中：；。
2.2  中心损失
中心损失目标是降低同类样本在特征空间的方差，将样本特征尽可能拉向其所属类的中心，以得到更加紧凑的特征分布[28-30]。中心损失函数定义为：

[bookmark: ZEqnNum956353]	(11)





式中：为样本的特征；为第类样本特征的中心。通过惩罚特征与其类中心之间的距离，减小类内方差。

式(11)中的为一个可学习的参数，每次迭代采用小批量的方式更新：

		(12)




式中：为指示函数，条件满足时为1，否则为0；超参数为学习率；为一个小的正值，避免分母为0。
3  中心约束对比的自集成卫星异常检测
3.1  异常检测框架



基于问题定义，设计卫星遥测参数异常检测框架如图1所示。首先，将卫星分包遥测得到的原始数据执行野值剔除、缺失值填补和归一化等预处理操作；然后划分为训练数据和测试数据，训练数据中只包含正常数据样本；训练数据用于训练CCL模型，得到编码器；测试数据通过映射到特征空间，并以自集成决策函数得到异常分数；最后根据异常分数和阈值判定样本是否异常。

[image: ]
	
[bookmark: _Ref107235506]图1  基于CCL-SED的卫星异常检测框架
Fig.1 The framework for satellite anomaly detection based on CCL-SED





3.2  中心约束对比学习
SimCLR用于异常检测时，编码器和映射头采用2.1节所述的神经网络，数据增强器和对比损失函数如下：

数据增强器采用文献[23]提出的随机仿射变换函数：

		(13)


式中：和分别为采样自高斯分布的随机 变换矩阵和随机向量。






对比损失函数受文献[24]的对比转移实例(Contrasting Shifted Instances, CSI)启发，将同一样本的各个增强样本和作为负样本对，不同样本和的同一视角和作为正样本对：

		(14)




式中：；；；。
异常检测旨在判定样本是否异常，要求学得的特征易于区分正常和异常样本。文献[31]证明并实验验证了采用对比损失函数优化网络参数过程中，训练样本逐渐被均匀映射到特征空间的单位超球面上。这意味着异常样本总可以在该超球面上某个邻域内找到一个正常样本，造成正常和异常样本的交叠，不利于正常和异常样本的区分。为了解决该问题，本文引入中心损失函数，通过减小训练样本在特征空间中的方差来增加特征分布的紧凑性，便于特征空间中正常和异常样本的区分。
本文提出的中心约束对比损失函数定义为：

		(15)


式中：超参数用于平衡对比损失和中心损失，本文的实验中，根据经验设。





中心约束对比学习示意图如图2所示。前向传播时，根据小批量训练数据中样本的个视角计算对比损失，同时对编码器输出的特征计算中心损失。反向传播时，根据中心约束对比损失的梯度更新网络参数和。
[image: ]
[bookmark: _Ref107149052]图2  中心约束对比学习示意图
Fig. 2 The diagram of center-constrained contrastive learning
3.3  自集成决策
自集成决策是一个异常分数函数，根据CCL得到的特征，度量样本异常程度。常用的异常分数主要采用基于核密度估计[17, 25]、基于单类支持向量机[25]以及基于马氏距离[32-34]的方法。特征学习阶段旨在将训练数据映射到一个紧凑的特征分布，以使得异常样本到学得的分布的距离大于正常样本到该分布的距离，从而对正常和异常样本进行区分，因此选用样本到训练数据分布的距离作为样本异常程度的度量。本文以马氏距离作为距离度量，提出了融合多视角和多层特征的自集成决策方法（Self-Ensemble Decision, SED）。SED的主要思想是利用各个神经网络层以及各个视角的信息，提升模型辨别异常样本的能力。

文献[25, 35]表明，映射头过于专注代理任务，输出的特征丢掉了对下游任务有用的信息。因此，本文基于编码器各层的特征构建异常分数函数。




以编码器第层特征计算增强样本的异常分数为：

	(16)










式中：为样本的第视角；为第层的特征；和分别为的均值和协方差矩阵，其中为训练样本个数。
自集成决策如图3所示，包括多视角特征集成(Multi-view Feature Ensembled, MVFE)和多层特征集成(Multi-layer Feature Ensembled, MLFE)。


样本第层的多视角特征集成异常分数为：

		(17)





式中：为聚合函数，可选mean、max和min，分别计算集合中元素的均值、最大值和最小值；为样本所有视角第层的异常分数集合；为视角个数。

样本的自集成异常分数为：

		(18)

式中：mean为均值聚合函数；为编码器层数。
[image: ]
[bookmark: _Ref107235566]图3  自集成决策
Fig. 3 Self-ensemble decision
4  实验验证与结果分析
4.1  数据来源
本实验采用预处理后的量子科学实验卫星(Micius)[36] 2017年1月7日至2018年2月28日的遥测参数数据，选取了与卫星姿控系统工作状态相关的23个参数。此外，为了验证算法的泛化性，还选取了异常检测领域的公开基准数据集Thyroid和Arrhythmia，两者均来源于传感器数据。数据集相关信息如表1所示。
[bookmark: _Ref104802128]表1 数据集统计信息
Tab. 1 Statistics of datasets
	数据集
	维度
	样本数
	异常样本比例

	Micius
	23
	205522
	0.034

	Thyroid
	6
	3772
	0.025

	Arrhythmia
	274
	452
	0.15


4.2  基准算法介绍
本文选取以下基准算法：经典方法中选择基于分布的KDE算法、基于分类的OC-SVM算法以及基于偏差的iForest方法，深度方法中选择基于分布的DAGMM算法、基于分类的Deep SVDD算法以及采用对比学习的基于偏差的GOAD算法。基准算法简介如下：
KDE[8]：一种基于核密度估计的异常检测方法，利用正常数据建立概率分布模型，以该概率模型判定异常。
OC-SVM[14]：一种基于核函数的异常检测方法，利用核函数将数据映射到高维空间，构建决策边界，以此为判定异常依据。
iForest[12]：一种基于树模型的异常检测算法，构建集成树模型，基于每个样本到达叶子节点的平均路径长度判定异常。
DAGMM[16]：一种基于深度自编码器的异常检测方法，包括基于自编码器的压缩网络和基于混合高斯的估计网络。压缩网络利用深度自编码器提取样本特征，估计网络根据特征建立高斯混合模型，以该概率模型判断异常。
Deep SVDD[21]：一种基于深度神经网络的异常检测方法，利用正常数据学得超球面，以超球面为决策边界判定异常。
GOAD[23]：一种基于自监督的异常检测方法，将增强样本分类作为代理任务，并引入三元组损失作为对比损失，根据分类器的Softmax值检测异常。
4.3  实验性能指标
异常检测可看作对样本的二分类，分类的目标只有两类，即正例(positive)为异常数据，负例(negative)为正常数据[37]。在对结果分类后，用F1值和AUC度量算法性能：

[bookmark: OLE_LINK10]		(19)

		(20)






式中：，；TP为true positive，表示实际为异常，算法检测为正常的样本数；FP为false positive，表示实际为正常，算法检测为异常的样本数；FN为false negative，表示实际为异常，算法检测为正常的样本数；TN为true negative，表示实际为正常，算法检测为正常的样本数；异常分数按升序排序，表示第条正样本的序号；和分别代表正样本和负样本个数。
4.4  实验设置


本实验采用文献[16, 38]中的实验设置方式：将20次(run)实验的评价指标的均值和标准差作为异常检测性能度量，单次实验运行50轮(epoch)；每次实验，从正常数据样本中随机抽取50%作为训练集，剩余的50%样本以及所有异常样本作为测试集；根据数据集中异常样本比例确定异常分数阈值，即异常分数升序排序，前的样本判定为异常；自集成决策时，数据集Micius、Thyroid和Arrhythmia分别选用mean、min和max作为聚合函数；各个基准算法采用网格搜索法得到最优超参数。
4.5  算法有效性
	[bookmark: _Ref107235653][bookmark: OLE_LINK12]表2 CCL-SED和基准算法的平均F1和AUC
[bookmark: OLE_LINK13]Tab. 2 Average F1 and AUC of CCL-SED and benchmark algorithms. 
                                                                                   单位：%
	算法
	数据集

	
	Micius
	Thyroid
	Arrhythmia

	
	F1  Std
	AUC  Std
	F1  Std
	AUC  Std
	F1  Std
	AUC  Std

	OC-SVM
	37.4  9.4
	49.9  9.2
	40.0  6.9
	93.4  1.1
	51.9  1.7
	80.6  0.7

	iForest
	47.8  4.5
	68.0  1.9
	49.8  2.0
	98.6  0.4
	29.8  5.3
	81.6  1.0

	KDE
	48.7  3.6
	65.6  2.5
	73.6  2.7
	98.1  0.4
	56.5  3.4
	79.0  2.3

	DSVDD
	16.4  9.9
	48.9  4.4
	22.8  7.6
	89.0  7.2
	44.2  4.7
	65.2  4.8

	DAGMM
	49.6  7.1
	33.9  4.3
	47.4  5.0
	94.7  3.0
	35.1  5.3
	69.1  3.6

	GOAD
	39.9  5.5
	54.0  6.5
	75.8  4.2
	95.4  4.0
	51.9  3.8
	71.1  4.7

	CCL-SED
	60.4  3.5
	76.5  3.0
	80.0  1.9
	98.7  0.3
	58.1  3.4
	78.7  2.0


注：每一项的最优结果已加粗表示



表2展示了CCL-SED及其对比算法在Micius、Thyroid和Arrhythmia数据集上的表现，其中最优结果加粗标注。由表2可知，CCL-SED算法在三个数据集上的F1分数和AUC明显优于其他6种基准算法，而且较低的标准差表明该算法表现更为稳定。CCL-SED在Micius数据集上F1分数比最优秀的基准算法DAGMM提升了21.7%，AUC比最优秀的基准算法KDE提升了12.5%。CCL-SED在Thyroid数据集上的效果也优于基准算法。在Arrhythmia数据集上，CCL-SED与OC-SVM较为接近，前者F1优势明显，后者AUC略优，这是由于Arrhythmia数据集的样本数较少，训练样本数193小于数据维度274，深度网络对训练集存在过拟合，对训练集数据分布的估计不足，而OC-SVM由于引入了核函数，能够在小数据量上取得较好效果。训练样本个数在大多数情况下大于数据维度，因此CCL-SED在另外两个数据集上表现良好，若要提高CCL-SED方法在Arrhythmia数据集上的AUC，则需要采用数据增强方法增加训练数据样本。
4.6  算法抗干扰性
实际应用中，训练集往往混杂有噪声或异常数据，为了验证算法的抗干扰性，采用不同污染程度的Micius数据集对算法进行验证。每次实验从正常数据中随机抽取50%的样本，并从异常数据中随机抽取一定比例的异常样本，将两者混合组成训练集。
图4描述了CCL-SED及其基准算法在Micius数据集上20轮实验的平均F1和AUC随污染率的变化情况。从图中可以看出，数据污染为各个算法都带来了负面的影响，随着污染率的提升，各个算法的平均F1和AUC都呈下降趋势，但不同算法对污染数据的敏感程度不同。由图4(a)可知，DAGMM对数据污染较为敏感，随着污染率的提升，F1值有较大下降，且算法效果逐渐落后于iForest和GOAD，但由图4 (b)可知，DAGMM在AUC指标上的下降程度远低于其在F1指标上的下降程度。AUC下降较小说明了DAGMM异常分数对正常、异常样本的区分度受污染数据影响不大，而F1下降率较大则说明了DAGMM异常阈值设置不合理，鲁棒性较差。CCL-SED算法在污染率从0增加至5%的过程中，F1和AUC的下降率较小，且和基准算法相比，均能保持最优秀的表现，表明了CCL-SED算法具有良好的噪声抗干扰性。
	[image: ]
（a）CCL-SED和基准算法F1值受训练数据集污染率的变化曲线
（a）The changing curve of F1 of CCL-SED and benchmark algorithms according to the contaminate ratio

	[image: ]
（b）CCL-SED和基准算法AUC值受训练数据集污染率的变化曲线
（b）The changing curve of AUC of CCL-SED and benchmark algorithms according to the contaminate ratio

	[bookmark: _Ref107236317]图4  Micius数据集上污染训练集的异常检测结果
Fig. 4 Anomaly detection results of contaminated training data on Micius


4.7  消融实验
为了验证CCL-SED算法中引入的中心损失和集成策略的有效性，本文进行了消融实验。
图5描述了中心损失和自集成策略对CCL-SED算法的影响，展示了中心损失和自集成的不同组合方式在数据集Micius、Thyroid和Arrhythmia上20次实验的F1和AUC的均值和标准差。从图中可以看出，无中心损失且不采用集成时，算法的性能最差；同时采用中心损失和自集成策略时，算法表现最优；中心损失和集成策略带来的提升程度不同。
	[image: ]
（a）中心损失和自集成对CCL-SED算法F1的影响
（a）The influence of center loss and self-ensemble on the F1 of CCL-SED

	[image: ]
（b）中心损失和自集成对CCL-SED算法AUC的影响
（b）The influence of center loss and self-ensemble on the AUC of CCL-SED

	[bookmark: _Ref107236528]图5  中心损失和自集成对CCL-SED算法的影响（CL表示中心损失；SE 表示自集成；w/o (without)表示不采用；w/ (with)表示采用；CL(w/o)SE(w/o)表示无中心损失且不采用集成，依此类推）	Comment by WPS_1614925996: 这段描述建议移至正文中
Fig. 5 The influence of center loss and self-ensemble on CCL-SED (CL is center loss, SE is self-ensemble, w/o denotes without, w/ denotes with, and CL(w/o)SE(w/o) denotes without CL and without SE, and so on)


由图5(a)中CCL-SED算法在Micius数据上的F1值可知，自集成策略比中心损失更能提升算法的平均F1，这是因为自集成策略能够利用更广泛的视角信息和不同深浅程度的特征信息。从图5 (b)中CCL-SED算法在Micius数据上的AUC可以看出，中心约束的引入除了能提升算法的AUC，也能更大程度减小方差，提升算法的稳定性，这是因为施加中心约束能将样本映射到特征空间中更紧凑的特征分布，避免了正常和异常样本在特征空间中的交叠，提升了正常异常样本的辨识度，减小了样本误判的可能。从图5可以看出，同时采用自集成和中心损失，能够更进一步提升算法效果并减少误差。
4.8中心损失对特征分布的影响

为了探究中心损失的引入对特征分布的影响，采用最大均值依赖(maximum mean discrepancy, MMD)对样本特征的分布的紧凑性进行量化，并对样本特征可视化，展示中心损失对特征空间中正常和异常样本的可分性以及特征分布紧凑性的影响。
根据文献[25, 39]中的分析方法，以特征分布和单位球面上采样得到的均匀分布之间的MMD作为特征分布紧凑性的度量。MMD是一个非负值，其越大意味着特征分布越紧凑，反之特征分布越趋近于均匀分布。表3展示了三个数据集在采用和不采用中心损失时的MMD值，从表中数据可知，采用中心损失能显著提高所得特征的MMD值，即采用中心损失提高了特征分布的紧凑性。
[bookmark: _Ref114867462]表 3特征分布与均匀分布之间的MMD（CL表示中心损失；w/o (without)表示不采用；w/ (with)表示采用）	Comment by WPS_1614925996: 这段描述建议移至正文中

Tab. 3 The MMD between the feature distribution and the uniform distribution (CL is center loss, w/o denotes without, w/ denotes with)
	数据集
	MMD值

	
	CL(w/o)
	CL(w/)

	Micius
	2.6165
	3.1186

	Thyroid
	0.5572
	0.9976

	Arrhythmia
	0.3205
	0.3906


	中心损失对特征空间的影响如图6所示，采用T分布随机近邻嵌入[40](T-Stochastic Neighbor Embedding, TSNE)将特征降至3维并归一化显示。图6(a)为原始数据经TSNE降维后的结果，正常和异常数据分布在整个球面空间，正常和异常数据样本堆叠在一起难以区分；图6(b)为不采用中心损失的CCL-SED得到的特征经TSNE降至3维的结果，异常样本周围的正常样本数量相比图6(a)有所下降，正常样本的紧凑性得到提高，能够在一定程度上防止异常样本映射到特征空间后与正常样本交叠；图6(c)为采用中心损失的CCL-SED得到的特征表示，采用中心损失提升了样本特征的紧凑性，降低了特征空间中正常和异常样本交叠的可能性，增强了正常和异常样本的可分性。

	[image: ]

	(a)原始特征空间
	(b)不采用中心损失的特征空间
	(c)采用中心损失的特征空间

	(a) Initialized feature space
	(b) Feature space obtained without center loss
	(c) Feature space obtained with center loss


[bookmark: _Ref114929241]图6中心损失对特征空间的影响
Fig. 6 The influence of center loss on feature space

5  结论
本文基于对比学习提出了一种基于中心约束对比的自集成异常检测方法（CCL-SED），并用于卫星遥测参数的异常检测。CCL-SED通过改进SimCLR的损失函数，将样本映射到特征空间中更加紧凑的特征分布，然后基于不同视角和不同层次的特征，采用自集成异常评分策略量化样本的异常程度，以实现异常检测。通过量子科学实验卫星的真实遥测参数数据以及文献中广泛使用的异常检测基准数据集进行了对比实验，CCL-SED均取得了优于当前主流异常检测算法的效果，并且在受污染数据上也能良好表现，具有良好的噪声抗干扰性，这为卫星地面运管提供了更有效的判读支持。
	未来进一步研究的问题：1）分析正常和异常样本在特征空间中的分布特点，以得到一种面向异常检测的特征学习方法；2）如何有效利用地面运管人员在日常监控工作中识别出的异常样本，提升异常检测算法的检测精度。
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