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摘  要：为提高水库位移形变预测精度，通过改变变分模态分解（Variational Mode Decomposition，VMD）的分解方式，融合VMD与长短期神经网络对非线性非平稳的水库位移形变进行预测，提出了一种混合变分模态长短期神经网络（Mix Variational Mode Decomposition Long Short-Term Memory，MVMDLSTM）模型预测方法；对不同单一预测模型与组合模型采用多源数据集验证新方法的可靠性。实验结果表明：MVMDLSTM模型能有效减弱单一预测模型与经验模态分解组合模型估计的偏差，MVMDLSTM模型预测精度更优，为稳定、监测水库慢滑移和蠕动等微小变形预测预警提供有效的数据决策。
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Abstract: In order to improve the prediction accuracy of the displacement and deformation of YANFGHE reservoir, the displacement and deformation of non-linear and non-stationary reservoir was predicted by changing the decomposition method of VMD(variational mode decomposition) and integrating VMD and long short-term memory. A MVMDLSTM (mixed variational mode decomposition long short-term memory) model prediction method was proposed. The reliability of the new method was verified with multi-source datasets for different single prediction models and combined models.The experimental results show that the MVMDLSTM model can effectively attenuate the bias of the single prediction model and the empirical mode decomposition combination model estimation, and the prediction accuracy of the MVMDLSTM model is better, which provides an effective data decision-making for the stabilization and monitoring of the prediction and warning of the reservoir's slow sliding and creeping and other small deformations.
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1
据统计，我国建设的各类型大坝包括水库大坝等已累计10万座，对水库大坝的监测类型包括表面位移、浸润线、库水位、雨量、最小干滩、内部位移、渗流等，精准预测水库表面位移形变对确保洋河水库安全运营具有非常重要的意义。
水库大坝监测设备和监测数据随着监测范围的扩大而越来越庞大，使用传统的监测和管理模式工作量特别大，且受天气等各种因素影响，难以做到实时监测。全球导航卫星系统(Gobal Navigation Satellite System, GNSS)具有高精度、多功能、全天候、高效率、应用广、易操作、自动化等特点，随着GNSS技术精度的不断提升，GNSS在灾害监测预警、防范中起到了重要作用[1]。
GNSS大坝变形数据时间序列具有明显的多尺度特征且为非平稳时间序列，文献[2]通过经验模态分解（Empirical Mode Decomposition，EMD）与径向基函数( Radial Basis Function，RBF) 神经网络方法探讨了大坝非线性周期信号变化的内在规律，RBF方法可提升精度50%以上且泛化能力强。文献[3]认为将大坝在不同时段的位移数据作为一时间序列，通过本身数据时间进行形变预测。文献[4-5]通过集合经验模态分解（ensemble empirical mode decomposition，EEMD）方法对大坝、边坡进行预测，但分解的分量个数随机，分解层数偏大而导致数据泄露。文献[6]提出了自适应EMD方法，分析20世纪90年代的非线性和非平稳过程。EMD方法基于时间序列的局部性质，适应性地、有效地将时间序列分解为具有不同频带的稳态本模函数和残差，EMD的有效性已经在非线性和非平稳过程的分析中得到了广泛的应用[7]，但EMD的应用过程中仍存在一些局限性，如模式混合问题。长短期记忆神经网络（Long Short-Term Memory，LSTM）能够有效的解决循环神经网络中间隔较长的预测时间序列，涌现出新颖的预测框架处理时间序列预测问题[8-10]。文献[11]结合变分模态分解（Variational Mode Decomposition，VMD）和LSTM的预测模型，累加各模态分量的预测值完成重构，通过试凑法确定分割窗口长度，但选择的序列较短，无法解决水库长时间位移形变序列的非平稳、非线性问题。
因此，为实现水库大坝长时间序列的位移形变预测，提出一种改进的混合变分模态长短期神经网络（Mix Variational Mode Decomposition Long Short-Term Memory，MVMDLSTM）模型预测方法，通过改进的VMD将水库表面位移序列进行分解重构为干净的序列，将其作为特征值带入LSTM进行预测，同时利用不同数据集与组合模型方法，如基于人工神经网络（Artificial Neural Network，ANN）的VMDANN等模型验证MVMDLSTM模型预测的有效性与稳定性。通过改进MVMDLSTM法对位移形变监测数据进行预测，建立多尺度形变预测模型，可提高水库位移形变预测精度及计算结果的可靠性，为建立水库大坝预测与预警决策模型、加强系统管理及运营数据提供了科学有效的解决方法。
1  模型构建
1.1  变分模态分解
变分模态分解VMD是一种通过迭代寻找变分模型最优解，确定各分量的中心频率和有限带宽的内涵模态分量(Intrinsic Mode Functions，IMF），从而自适应地实现信号的频域划分和各分量有效分离的一种信号分解方法。通过VMD分解得到了k阶特征模函数的表达式，即[12]：

                  (1)

                   (2)










为函数，为的瞬时振幅，为函数，为的中心频率，为非单调递减的相位函数。通过Hilbert变换得到的解析信号，从而获得单边频谱，即[13]：

                      (3)


为脉冲函数，j表示该时刻，通过调整每个的中心频率，并将其与各模式的单边频谱混合，得到基带信号：

               (4)
计算解调信号梯度，得到解调信号的带宽，并建立以下约束变分模型表达式[14]：

         (5)

                         (6)


[bookmark: _Hlk149487630]f表示为f(t)，代表输入信号，为k个模态分量，为k个模态分量对应的频率中心。再引入二阶惩罚因子与拉格朗日乘子转换为无约束变分问题，得到的扩展拉格朗日表达式如下：

    (7)





式中为惩罚因子；为拉格朗日乘子。用乘子交替方向法断交替更新，和为扩展Lagrange表达式的最小值，< , >表示内积。当满足公式：

                    (8)
其中ε为收敛容差。迭代结束得到k个模态分量值。
1.2  人工神经网络ANN
人工神经网络ANN是对人脑神经网络的某种抽象、简化和模拟后建立的复杂网络结构，建立包含输入层、隐含层和输出层的神经网络结构是机器学习的主要工具之一，网络结构如图1所示[15]。
[image: ]
[bookmark: OLE_LINK3]图1 ANN结构示意图
Fig.1 ANN structure diagram
假设人工神经网络输入层、隐含层和输出层的维度分别为m0、m1、m2、…、mk，第 n 个神经元接收前 m 个神经元的输入信号[16]。
1.3  长短期记忆网络LSTM
[bookmark: _Hlk121773192][bookmark: _Hlk142233193][bookmark: _Hlk142233207]Jonathans首次提出长短期记忆网络LSTM是一种改进的循环神经网络（recurrent neural networks，RNN）[14]，能够有效的解决循环神经网络中间隔较长的预测时间序列[17]，现未被应用于洋河水库表面位移形变预测中，LSTM结构示意图[11]如图2所示。
[image: ]
图2  LSTM结构示意图
Fig.2 Schematic diagram of LSTM structure
时间序列从输入层开始，经LSTM 层，到达连接层，最后预测输出，hi为隐藏状态，ci为单元状态。单个LSTM Block模块如图2所示，LSTM Block模块包括输入门i、单元状态g、遗忘门f及输出门o,其数学模型为：

           （9）

W为各单元权重矩阵，[xi,hi-1]为两个方向构成的长向量，b为偏置矩阵，表示sigmoid函数。
[bookmark: _Hlk150591541]1.4  MVMDLSTM模型构建
水库位移时间序列是一组非线性的时间序列，如果从原始站时间序列直接进行预测，会引起较大误差，而VMD能更好更有效的提取时间序列的特征值。为了降低水库位移时间序列的非线性变化，本文融合VMD与LSTM模型建立预测精度较高的混合变分模态长短期神经网络MVMDLSTM模型。
将一维水库位移序列进行VMD分解，得到k个子序列，原始序列定义为FK[11] ：

            (10)
设前m组序列为训练集与验证集，表示为XTk，则XTk表示为：

          (11)
余下n-m组序列作为测试集，表示为Xk，则Xk表示为：

     (12)
对原始时间序列进行分割，设置分割长度为L，则分割后序列为：

    (13)


设XTk的输入为，XTk输出为,其表达式为：

      (14)

        (15)


设Xk输入为，Xk输出为,其表达式为：

        (16)

          (17)
本文将水库位移序列进行VMD分解后得到a个模态分量与残差r值，通过不同参数K值得到相应的模态分量，将分解后得到的模态分量相加得到融合后的模态分量MIXIMF，再将原时间序列的测试集按列合并得到融合的VMD，表示为MIXVMD，将MIXVMD作为模型特征带入LSTM进行预测。为了验证MVMDLSTM的预测精度，同时将MIXVMD作为模型特征带入ANN进行对比预测，并对预测结果进行精度分析，本文构建的MVMDLSTM预测模型框架图如图3所示，MVMDLSTM模型设计参数如表1所示。
[image: ]
[bookmark: _Hlk149581002]图3 MVMDLSTM 预测模型框架图
Fig.3 MVMDLSTM prediction model framework diagram
表1  MVMDLSTM 预测模型设计参数
Tab.1 Design parameters of MVMDLSTM prediction model
	参数
	MVMDLSTM
参数值

	学习率（Ir）
	0.001

	迭代次数（epochs）
	50

	隐藏层（hidden_size）
	128

	批尺寸（batch_size）
	16

	测试集长度（test_size）
	300

	验证集长度（val_size）
	300

	训练集长度（train-size）
	2400


1.5  精度评价指标
本文采用均方根误差(Root Mean Square Error，RMSE)、平均绝对误差(Mean Absolute Error，MAE)两个指标进行评价，数学模型为[18]：

              (18)

                  (19)



式中为原始位移序列，为各模型的预测结果，n为水库数据数量。RMSE、MAE值越小代表该模型预测精度越高，反之，则说明该模型预测精度较低。为了判断MVMDLSTM模型预测精度的效果，本文设Q表示为精度提升幅度，O与分别表示初始模型和组合模型（即优化后的模型）的精度评价指标，如RMSE、MAE，Q越大说明组合模型提升幅度越大。则Q数学表达式为：

                          (20)
2  实例分析
[bookmark: _Hlk130837186][bookmark: _Hlk151123199][bookmark: _Hlk142235201]为验证MVMDLSTM模型预测精度的效果，本文以洋河水库2014年9月—2022年11月的表面位移形变数据为例，以天为观测间隔，观测方向包括北方向N、东方向E及垂向U。利用水库迎1A、副坝26G、马13A三个站点的数据集，经预处理后将3000组数据进行分割，前2400组为训练集、中间300组为验证集，后300组为测试集，采用RMSE、MAE进行预测精度评价。因数据量较大，本文所用设备处理器为i7-12700H，CPU为2.70 GHz，机带RAM为32GB的64位Windows11系统。
2.1  单模型预测分析
本文所用MVMDLSTM模型为组合模型，为了对比组合模型预测精度的效果，采用RNN、ANN与LSTM的单一模型进行对比，以迎1A站为例，RNN、ANN与LSTM测试集预测北方向N、东方向E及垂向沉降U结果曲线如图4所示。

（a）北方向预测结果曲线
（a）Prediction result curve of the north direction

（b）东方向预测结果曲线
（b）Prediction result curve of the east direction

（c）垂向预测结果曲线
（c）Prediction result curve of the up direction
图4  三方向不同站点预测结果曲线分布
Fig.4 Curve distribution of predicted results for different stations in three directions
图4中黑色曲线表示原始位移序列，红色曲线表示RNN模型预测结果，蓝色曲线表示ANN模型预测结果，绿色曲线表示LSTM模型预测结果，95% 预测带表示拟合后该模型预测结果包含95%数据点的区域，浅粉色区域为RNN模型95%预测带，淡紫色区域为ANN模型95%预测带，浅绿色区域为LSTM模型95%预测带。由图4可知，单一RNN、ANN与LSTM模型在北方向、东方向预测结果具有一定的偏差，RNN、ANN与LSTM模型预测的结果曲线在原始序列基础上下移，尤其在垂向下移明显，预测结果不理想，单一模型预测精度评价如表2所示。
表2 不同单一模型预测精度（单位/mm）
Tab.2 Prediction accuracy of different single model (unit: mm)
	站点
	方向
	RNN
	ANN
	LSTM

	迎1A
	N
	RMSE
	0.55
	0.81
	0.53

	
	
	MAE
	0.45
	0.66
	0.41

	
	E
	RMSE
	0.56
	0.59
	0.50

	
	
	MAE
	0.46
	0.42
	0.35

	
	U
	RMSE
	1.60
	1.93
	1.57

	
	
	MAE
	0.29
	1.48
	1.24

	副坝26G
	N
	RMSE
	0.79
	1.22
	0.75

	
	
	MAE
	0.60
	0.99
	0.65

	
	E
	RMSE
	0.85
	1.27
	0.66

	
	
	MAE
	0.65
	0.99
	0.53

	
	U
	RMSE
	1.55
	2.60
	1.45

	
	
	MAE
	1.21
	2.08
	1.10

	马13A
	N
	RMSE
	0.65
	1.12
	0.59

	
	
	MAE
	0.52
	0.90
	0.45

	
	E
	RMSE
	0.47
	0.53
	0.41

	
	
	MAE
	0.38
	0.44
	0.33

	
	U
	RMSE
	2.24
	2.19
	1.37

	
	
	MAE
	1.93
	1.90
	1.09


由表2可知，单一模型预测精度在垂向变化较大，且LSTM模型预测结果精度更好。迎1A站ANN模型预测在北方向、东方向、垂向的RMSE分别为0.81mm、0.59mm、1.93mm，平均绝对误差分别为0.66mm、0.42mm、1.48mm，LSTM模型预测在北方向、东方向、垂向的RMSE分别为0.53mm、0.50mm、1.57mm，平均绝对误差分别为0.41mm、0.35mm、1.24mm。副坝26G站在北方向、东方向、垂向LSTM模型预测RMSE分别为0.75mm、0.66mm、1.45mm，平均绝对误差分别为0.65mm、0.53mm、1.10mm。马13A站站在北方向、东方向、垂向LSTM模型预测RMSE分别为0.59mm、0.41mm、1.37mm，平均绝对误差分别为0.45mm、0.33mm、1.09mm。综上所述，LSTM模型比RNN、ANN模型预测精度更高。单一模型RNN、ANN与LSTM模型均不能准确预测水库位移序列，预测结果与原始位移序列拟合度较差。
2.2  MVMDLSTM预测精度分析
2.2.1  参数K值选取

VMD参数K的选取是解决变分问题最优解的重要步骤，为了取得更好的预测精度，以北方向迎IA站位移序列为例，不同K值预测结果误差如图5所示，各站点取值见表3。

图5 不同参数K值误差对比
Fig.5 Comparison of k-value errors for different parameters

表3  K=4时不同方向的值
Tab.3 Values of a in different directions for K=4.
	站点
	N
	E
	U

	迎1A
	196
	200
	167

	副坝26G
	277
	183
	272

	马13A
	376
	293
	383



本文通过网格搜索的方法对MVMDLSTM模型中K值进行选取，当K值过大时会造成模型载荷的梯度上升，影响预测效果，由图5可知，当K=4，=196时，MVMDLSTM模型预测的均方根误差为0.46mm，平均绝对误差为0.36mm，MVMDLSTM模型预测精度最高。
2.2.2  VMD组合模型结果分析
[bookmark: _Hlk141994270]单一模型均不能准确预测水库位移序列，预测结果与原始位移序列拟合度较差。本文构建VMD与不同预测模型进行验证，组合模型为VMDANN、VMDRNN与VMDLSTM模型进行预测，特别注意的是目前组合算法中将VMD与LSTM进行融合时，将训练集、验证集与测试集一同分解，再对分解后的各模态分量带入模型进行预测，将各分量预测结果相加得到最终预测结果，本文的新算法是将分解后得到的模态分量相加得到融合后的模态分量MIXIMF，再将原时间序列的测试集按列合并得到融合的MIXVMD，VMDLSTM与MVMDLSTM评价指标如图6所示。

（a）北方向各站点评价指标
（a）Evaluation index of each site in the north direction

（b）东方向各站点评价指标
（b）Evaluation index of each site in the east direction

（c）垂方向各站点评价指标
（c）Evaluation index of each site in the up direction
图6 VMDLSTM与MVMDLSTM评价指标对比
Fig.6 Comparison of evaluation indicators between VMDLSTM and MVMDLSTM
由图6可知，VMDLSTM模型在北方向、东方向、垂向预测的均方根误差与平均绝对误差值均虚高，如果采用VMDLSTM模型有两点不足[19,20]：（1）训练集、验证集与测试集数据一同进行VMD分解会导致训练集中数据大小受到测试集中数据的影响，相当于测试集中数据已知，造成信息泄漏。（2）训练集、验证集与测试集数据一同进行VMD分解后的各模态分量及残差与原数据起伏波动相差较大且相关性较弱，本文之后不再将VMDLSTM模型与其他组合模型进行对比分析。
洋河水库位移时间序列具有非线性非平稳的特性，采用单一的RNN、ANN与LSTM模型会影响预测精度，可能导致预测结果产生偏差。VMD能将复杂的位移序列进行分解，再通过LSTM训练，重构序列从而获取更高的精度，为进一步验证MVMDLSTM模型的有效性与可靠性，本文将VMD分解后数据作为特征值带入RNN、ANN模型以构建VMDRNN、VMDANN组合模型，对比三个站不同数据集不同组合模型预测效果，以马13A为例，不同组合模型预测曲线如图7所示。

（a）北方向组合模型预测结果曲线
（a）Prediction result curve of the north direction combination model

（b）东方向组合模型预测结果曲线
（b）Prediction result curve of the east direction combination model

（c）垂方向组合模型预测结果曲线
（c）Prediction result curve of the up direction combination model
图7 不同VMD组合模型预测结果曲线
Fig.7 Prediction result curve of different VMD combination models
由图7组合模型预测结果曲线可知，红色曲线表示VMDRNN模型预测结果，蓝色曲线表示VMDANN模型预测结果，绿色曲线表示MVMDLSTM模型预测结果，浅粉色区域为VMDRNN模型95%预测带，淡紫色区域为VMDANN模型95%预测带，浅绿色区域为MVMDLSTM模型95%预测带。MVMDLSTM组合模型预测结果曲线与原序列曲线较为拟合。在北方向与东方向上VMDANN预测曲线比原序列向下偏移，说明VMDANN模型在北方向与东方向的位移预测过低估计，但VMDANN模型在垂向的预测曲线大部分向下偏移，VMDRNN预测曲线比原序列略向上偏移，说明VMDRNN模型在北方向与东方向的位移预测过高估计。在垂向马13A站的VMDRNN预测结果曲线向下偏移明显，说明VMDRNN模型预测结果偏差较大。
表4为不同组合模型的评价指标，在北方向、东方向、垂向MVMDLSTM模型的均方根误差与平均绝对误差比VMDRNN、VMDANN模型预测的RMSE与MAE值均小，相比VMDRNN与VMDANN模型相比，采用MVMDLSTM模型对马13A站北方向、东方向、垂向预测结果RMSE精度分别提升了约24%、15%、34%，MAE精度分别提升了约30%、16%、55%，证明了MVMDLSTM模型比VMDRNN、VMDANN组合模型预测效果更好。
[bookmark: _Hlk150591368][bookmark: _Hlk150591072]表4不同组合模型的评价指标（单位/mm）

Tab.4 Evaluation indicators of different combination models (Unit/mm)
	站点
	方向
	VMD
RNN
	VMD
ANN
	MVMD
LSTM

	迎1A
	N
	RMSE
	0.48
	0.61
	0.46

	
	
	MAE
	0.38
	0.52
	0.36

	
	E
	RMSE
	0.44
	0.49
	0.40

	
	
	MAE
	0.36
	0.35
	0.32

	
	U
	RMSE
	1.42
	1.65
	1.32

	
	
	MAE
	1.21
	1.41
	1.11

	副坝26G
	N
	RMSE
	0.71
	0.85
	0.69

	
	
	MAE
	0.55
	0.50
	0.50

	
	E
	RMSE
	0.77
	0.65
	0.63

	
	
	MAE
	0.63
	0.52
	0.51

	
	U
	RMSE
	1.35
	1.27
	1.14

	
	
	MAE
	1.07
	1.00
	0.09

	马13A
	N
	RMSE
	0.57
	0.56
	0.46

	
	
	MAE
	0.48
	0.42
	0.37

	
	E
	RMSE
	0.45
	0.44
	0.39

	
	
	MAE
	0.36
	0.35
	0.31

	
	U
	RMSE
	1.29
	1.82
	0.96

	
	
	MAE
	1.01
	1.55
	0.67


综上所述，本文构建的MVMDLSTM组合模型预测精度相比VMDRNN与VMDANN组合模型的RMSE与MAE精度平均提升了12.79%、19.06%与23.87%与25.96%。VMD能将水库非稳定非线性的时间序列分解后重构，降低了组合模型对此类时间序列预测的难度，更好地提升了MVMDLSTM模型对“分解－预测－重构”模型的预测性能。
2.2.3  LSTM组合预测模型精度分析
EMD的有效性已经在非线性和非平稳过程的分析中得到了广泛应用，为进一步验证MVMDLSTM方法的可靠性，本文构建EMDLSTM与EEMDLSTM模型，将EMD与EEMD分解后的IMF值带入LSTM预测模型中重构。以迎1A北方向为例，EMD与EEMD部分模态分量如图8所示，不同组合模型的预测结果曲线分布如图9所示。
[bookmark: _Hlk151371751][bookmark: _Hlk151123645][bookmark: _Hlk151123005]（a）EMD方法分解的模态分量
（a）Modal components decomposed by EMD method

[bookmark: _Hlk151124074][bookmark: _Hlk151123022]（b）EEMD方法分解的模态分量
（b）Modal components decomposed by EEMD method
图8  EMD与EEMD方法分解的模态分量
Fig.8 Modal components decomposed by EMD and EEMD methods

（a）北方向LSTM组合模型预测结果曲线
（a）Prediction result curve of the north direction LSTM combination model

（b）东方向LSTM组合模型预测结果曲线
（b）Prediction result curve of the east direction LSTM combination model

[bookmark: _Hlk151124205]
（c）垂方向LSTM组合模型预测结果曲线
（c）Prediction result curve of the up direction LSTM combination model
图9  不同LSTM组合模型预测结果曲线
Fig. 9 Prediction result curve of different LSTM combination models
图9中红色曲线表示EMDLSTM模型预测结果，绿色曲线表示EEMDLSTM模型预测结果，蓝色曲线表示MVMDLSTM模型预测结果，浅粉色区域为EMDLSTM模型95%预测带，浅绿色区域为EEMDLSTM模型95%预测带。浅紫色区域为MVMDLSTM模型95%预测带。由图可知MVMDLSTM模型的预测曲线更加拟合于原序列，以副坝26G站为例，副坝26G站EMDLSTM与EEMDLSTM模型在北方向与垂向拟合曲线向上偏移，E方向上拟合曲线向下偏移，三方向拟合程度较差，EMDLSTM与EEMDLSTM模型预测效果不如MVMDLSTM模型预测结果，不同模型预测结果指标评价如表5所示。MVMDLSTM的RMSE与MAE值均低于LSTM、EMDLSTM与EEMDLSTM的评价指标值。在迎1A站、副坝26G与马13A站的U方向上，RMSE甚至达到3.25mm，说明通过EMD分解后的特征值经LSTM网络训练后导致预测结果偏大，进一步证明了MVMDLSTM模型预测结果的有效性与可靠性。
[bookmark: _Hlk150591378]表5 顾及LSTM的组合模型评价指标（单位/mm）
Tab. 5 Evaluation indicators of combination model considering LSTM (Unit/mm)
	站点
	方向
	END LSTM
	EEND LSTM
	MVMD
LSTM
	LS
TM

	迎1A
	N
	RMSE
	1.36
	1.33
	0.46
	0.53

	
	
	MAE
	1.10
	1.09
	0.36
	0.41

	
	E
	RMSE
	2.46
	1.85
	0.40
	0.50

	
	
	MAE
	2.13
	1.59
	0.32
	0.35

	
	U
	RMSE
	2.99
	2.67
	1.32
	1.57

	
	
	MAE
	2.14
	1.91
	1.11
	1.24

	副坝26G
	N
	RMSE
	1.43
	1.38
	0.69
	0.75

	
	
	MAE
	1.18
	1.16
	0.50
	0.65

	
	E
	RMSE
	2.39
	1.99
	0.65
	0.66

	
	
	MAE
	2.00
	1.66
	0.52
	0.53

	
	U
	RMSE
	3.25
	3.04
	1.14
	1.45

	
	
	MAE
	2.64
	2.53
	0.89
	1.10

	马13A
	N
	RMSE
	1.42
	1.39
	0.46
	0.59

	
	
	MAE
	1.22
	1.20
	0.37
	0.45

	
	E
	RMSE
	2.61
	2.06
	0.39
	0.41

	
	
	MAE
	2.41
	1.92
	0.31
	0.33

	
	U
	RMSE
	2.91
	1.92
	0.31
	1.37

	
	
	MAE
	2.35
	1.98
	0.67
	1.09


[bookmark: _Hlk150184378][bookmark: _Hlk150184391]对比LSTM模型，MVMDLSTM模型的分解与重构能更好的拟合原序列，预测结果更可靠。以迎1A站为例，图10为LSTM与MVMDLSTM预测结果曲线，表6为MVMDLSTM相比LSTM的精度指标评价提升度。
[bookmark: _Hlk151123836]
（a）LSTM预测结果曲线
（a）Prediction result curve of LSTM model

（b）MVMDLSTM预测结果曲线
（b）Prediction result curve of MVMDLSTM model
图10  LSTM与MVMDLSTM预测结果曲线
Fig.10 Prediction result curve of LSTM and MVMDLSTM
图10中LSTM与MVMDLSTM模型预测集拟合相比，迎1A站在北方向、东方向、垂向上MVMDLSTM模型的预测结果曲线与原序列拟合效果更好，原序列经分解—重构后预测的数据集更接近于原序列。由表6可得，U方向马13A站MVMDLSTM模型比LSTM模型预测精度RMSE与MSE值分别提升了42.7%、62.7%，其他站在不同方向均有所提升，证明了MVMDLSTM组合模型比LSTM模型预测的优越性，且具有良好的动态特征。
表6 精度指标评价提升度Q
Tab.6 Precision index evaluation improvement degree Q
	指标
	站点
	N(Q)
	E(Q)
	U(Q)

	RMSE
	迎1A
	15.2%
	25.0%
	18.9%

	
	副坝26G
	8.7%
	2.0%
	27.2%

	
	马13A
	28.3%
	5.1%
	42.7%

	MAE
	迎1A
	13.9%
	9.0%
	11.7%

	
	副坝26G
	30.1%
	2.0%
	23.6%

	
	马13A
	17.80
	6.5%
	62.7%


综上所述，本文提出的MVMDLSTM模型不仅解决了VMDLSTM模型中存在的信息泄漏等问题，且对LSTM模型中预测结果与原始数据偏差较大问题进行改正。MVMDLSTM模型相比不同VMD组合模型及LSTM组合模型预测结果较优，可见该模型具有较强的适应性。
3  结论
[bookmark: _Hlk149580690]本文通过融合VMD与LSTM算法对非线性非平稳的洋河水库位移形变进行预测，提出了一种混合变分模态长短期神经网络MVMDLSTM模型。针对非平稳的洋河水库位移序列，通过引入VMD分解改善水库位移时间序列的非线性，构建了VMDRNN、VMDANN、EMDLSTM、EEMDLSTM组合模型，且与单一模型RNN、ANN、LSTM模型进行对比分析，得出以下结论：
1）采用单一的RNN、ANN与LSTM模型会影响预测精度，可能导致预测结果产生偏差。与RNN、ANN预测模型相比，LSTM模型的测试集预测精度更高，证明了LSTM模型对非线性非平稳的大坝位移形变时间序列预测的优越性，验证了MVMDLSTM组合模型的有效性。
2）引入VMD能将复杂的位移序列进行分解，通过LSTM训练后重构序列从而获取更高的精度。构建VMDRNN、VMDANN组合模型，MVMDLSTM组合模型预测结果曲线与原序列曲线较为拟合，在北方向与东方向上VMDANN预测曲线比原序列向下偏移，VMDRNN预测曲线比原序列略向上偏移，说明了MVMDLSTM模型预测有效。
3）构建EMDLSTM与EEMDLSTM模型，将EMD与EEMD分解后的IMF值带入LSTM预测模型中重构，组合模型预测的结果评价指标RMSE达到3.25mm，说明通过EMD分解后的特征值经LSTM网络训练后导致预测结果偏大，进一步说明了MVMDLSTM模型预测结果的可靠性。
[bookmark: _Hlk149580719][bookmark: _Hlk149580639]4）相比LSTM模型，MVMDLSTM模型在三方向上预测精度均有提升，在U方向站点预测结果RMSE与MAE精度最大提升了62.7%、42.7%，更好地完善了位移序列“分解－预测－重构”模型的预测性能，证明了MVMDLSTM模型预测的优越性，为监测位移形变研究提供了可靠的数据资料。
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