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摘要：聚焦智能体在当前单任务中的在线高效探索展开研究。针对传统探索工作对交互数据利用率低、或需要额外的其他任务数据的问题，创新性地引入一个表征当前任务特点的可在线学习的探索隐变量，辅助策略网络进行行为决策。无需额外的其他多任务数据，也无需多余的当前任务的环境交互步，探索隐变量在所引入的可学习的环境模型中进行更新；而环境模型又进而通过智能体与真实环境的交互数据进行监督式更新。因此，探索隐变量即在模拟真实环境的模型中提前帮助“探路”，该任务探索信息可帮助智能体在真实环境中加强探索、提高性能。实验在强化学习典型连续控制任务上有约30%性能提升，对单任务探索工作和元强化学习研究具有指导和借鉴意义。
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Abstract: The efficient online exploration of intelligent agents is important in reinforcement learning tasks
, but still faces the problem of low utilization of interactive data with environment, or the need for additional tasks’ data. To solve this problem, an online exploration latent variable that obtained the characteristics of current task to assist the agents to behave was introduced. There was no need for additional multi-task data or additional environmental interaction steps in the current task. The exploring latent variable was updated in the learnable environment model, and the environment model underwent supervised updates based on the intelligent agent and real environment interaction data. The exploration in advance in the simulated environment model was assisted by the exploring latent variable, and thus the performance of agents in the real environment was improved. The performance in typical continuous control tasks was raised by about 30% in the experiments, which was of guiding significance for the single-task exploration and meta reinforcement learning research.
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当前，强化学习（Reinforcement Learning，RL）在游戏、机器人等领域都有着出色表现。然而，如何有效地对环境进行探索、解决“探索-利用”（Exploration-Exploitation）困境[1-2]仍是该领域的重要挑战。“探索”是帮助智能体遍历更多未知的状态空间以收集更多环境信息，“利用”是基于当前的已知环境信息做决策以最大限度获取高收益。“利用”的方案已较为明确，而“探索”仍面临许多悬而未决的研究。当前常用的探索策略大多是基于动作空间中的随机抖动实现的，即在贪婪策略或确定性策略输出的动作上添加随机噪声，例如Q-learning[3]和DQN[4]中使用的𝜖-greedy朴素探索；或是通过乐观初始估计[5]、不确定性优先[6-8]、概率匹配[9-12]、信息状态搜索[13-15]等方法实现。然而，这种基于动作空间的探索策略在简单强化学习任务[16-17]上效果尚可，在深度神经网络等复杂结构强化学习上的效果还难以满足需求。因此，逐渐有工作聚焦于在参数空间[18-19]进行探索研究，例如，ICM[20]、AIRS[21]通过内在奖励来鼓励特征参数上的探索；DeepMind利用环境模型进行想象[22]以辅助决策，在决策网络参数上体现探索；MAESN[2]和PEARL[23]引入探索隐变量（latent variable）[2,23-26]，通过在多任务上对探索隐变量进行学习，使策略网络能对新任务快速有效探索，这体现了对任务本质特点的“结构化”探索，即通过各任务的上下文数据，后验地学习表征任务特性的结构化信息，以快速有效探索新任务。然而，强化学习本身更强调在线地学习，即智能体在当前任务中进行行动不断“试错”。于是，如何在当前单任务中在线发掘表征任务本质特征的信息，帮助快速智能体有效探索当前环境，且无需额外利用其他任务数据去学习如何探索，是一个值得研究的课题。

因此，我们聚焦于强化学习中对当前单任务在线探索策略的学习，先验地引入一个可学习的表征任务特点的隐变量，并通过引入一个环境模型，以元学习[23,27-28]的方式在环境模型中更新任务隐变量，更新的隐变量从而帮助智能体在真实环境中高效探索。该元学习的探索方法结合了免模型（model-free）[29-36]和基于模型（model-based）[23,37-39]强化学习思想，适用于典型的在策略（on-policy）[40]强化学习算法，旨在当前任务中无需额外的其他任务数据，也无需多余的与环境交互步，即可有效提高性能。
1 方法

元学习探索隐变量的强化学习方法主要通过在元层和基层中迭代地实现：为在较高采样利用率情况下进行有效探索，结合免模型和基于模型强化学习思想，引入了一个可学习的环境模型（参数为
[image: image1.wmf]w

），通过多次演绎推理去更新优化所引入的探索隐变量
[image: image2.wmf]z

（参数为
[image: image3.wmf]μ

和
[image: image4.wmf]σ

），这在元层进行实现；而智能体的价值网络（参数为
[image: image5.wmf]q

）或策略网络（参数为
[image: image6.wmf]f

）仍然通过与环境交互以免模型的方式进行更新，这在基层进行实现，而且这也可以从源头上避免传统基于模型的方法中环境模型的偏差所带来的对智能体性能的直接影响。即，基于环境模型所学习的探索隐变量辅助智能体在真实环境中进行有效探索且不损失采样效率，以此提高智能体在当前单个任务中的学习性能。上文提及的所有参数都是逐步迭代优化的：探索隐变量会基于环境模型逐步加深对任务特点的深刻认识；策略网络会在探索隐变量的指导下在真实环境中进行优化，以获得尽可能高的收益；智能体真实行为轨迹会提供给环境模型的学习，使得环境模型更拟合于真实环境特性；更好的环境模型会帮助学习得到该环境下任务的更准确的探索隐变量。

该方法适用于对在策略（on-policy）强化学习的性能提升，因为在策略算法根据当前策略的执行轨迹去更新函数逼近器的过程可以为基于隐变量的基层更新过程和利用环境模型演绎评判探索隐变量的元层更新过程的一致性[36]提供保证。采用经典的在策略Actor-Critic[41]架构的PPO[40,42]算法作为基本算法，并将所提出的元学习探索隐变量方法标为PPO-latent。
1.1整体架构
PPO-latent的整体架构如图1所示。图1中间为免模型的基本算法网络（策略网络和价值网络），智能体会基于在环境模型（图右侧）中学到的探索隐变量（图右上角）直接与真实环境（图左上角）进行交互，交互的经验（图下侧）会用于更新环境模型。

针对当前单任务在线强化学习，探索隐变量定义为来自可迭代学习的先验高斯分布
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的采样，其中
[image: image8.wmf]μ

和
[image: image9.wmf]σ

是可学习的参数，将会随着元强化学习过程逐步加深和完善对当前任务特性的表征。可学习的分布是在当前任务的整体学习过程中逐步适应和优化的，即“自举”式地体现了对自我任务的认知，因此无需额外的其他任务数据及其他任务数据所提供的后验隐变量分布。
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图1基于探索隐变量元学习的在线强化学习
Fig.1 Online reinforcement learning based on exploratory latent variable meta-learning
元优化流程：元优化流程可以描述为一个双层优化[43]问题：元层学习为基于环境模型对探索隐变量的学习，基层学习为基于探索隐变量指导的基本网络（策略网络和价值网络）学习和环境模型的学习。PPO-latent在当前单个强化学习任务中在线迭代地进行基层和元层的学习。PPO-latent采用了基于模型的强化学习的特点，引入环境模型进行多次演绎，进而对探索隐变量进行学习。该可学习的环境模型连接了基层和元层的学习过程，该双层优化过程由以下公式进行描述，其中加星号的参数表示该公式中所要进行优化或刚刚优化过的参数：
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其整体工作流程具体解释如下：

    （1） 基层：基层学习在真实的环境中进行。固定当前探索隐变量分布
[image: image12.wmf](
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的值，从中进行采样
[image: image13.wmf]z

，进而PPO策略网络
[image: image14.wmf](
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会输入状态
[image: image15.wmf]s

和隐变量分布采样
[image: image16.wmf]z

，输出动作
[image: image17.wmf]a

。智能体在真实环境中运行一个轨迹
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，根据环境反馈的累积奖励，按照PPO原有的损失函数形式[40]更新策略网络参数
[image: image19.wmf]f

和价值网络参数
[image: image20.wmf]q

；并且根据真实环境的状态转移获得的若干个
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以监督学习的方式基于均方误差损失（Mean Squared Error, MSE）来更新环境模型参数
[image: image22.wmf]w

，即环境模型
[image: image23.wmf](
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学习拟合环境状态转移，输入是真实数据当前状态
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和动作
[image: image25.wmf]a

，期望环境模型输出的下一步状态
[image: image26.wmf]'

s

和奖励
[image: image27.wmf]r

要尽可能与真实环境状态转移中下一步状态和奖励相同。

需要注意，PPO的价值网络与通常情况下的更新方式相同，即期望状态价值函数越准确越好，这也在基层学习中进行更新，此处我们聚焦于策略网络和环境模型的优化过程，因此对价值网络
[image: image28.wmf]q

的更新过程不再做过多强调。
    （2） 元层：元层学习利用环境模型来评估当前智能体的探索水平并对探索隐变量进行更新。具体来说，环境模型参数
[image: image29.wmf]w

和策略网络参数
[image: image30.wmf]f

暂时固定，通过在环境模型
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中进行多次演绎（rollout）来更新探索隐变量的分布，即更新
[image: image32.wmf]μ

和
[image: image33.wmf]σ

。每次演绎时都从该隐变量分布中随机采样一个值
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，随后依据此隐变量的值，利用
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在环境模型中运行一定的训练步，因此多次演绎便意味着多条满足探索隐变量分布下的探索路径的试探，目的是使得多次演绎的平均累积回报越高越好，根据平均累积回报反向传播来更新
[image: image36.wmf]μ

和
[image: image37.wmf]σ

。另外，为了降低基于模型方法中可能存在的模型偏差带来的结果偏差，根据基于模型强化学习中不确定性的理论证明[37]，智能体仅在环境模型中运行少量的行动步，这也类似于蒙特卡洛树搜索中对枝干长度的控制。而且，为使隐变量分布较为稳定，基于信息瓶颈理论（Information Bottleneck）[44-45]，我们希望分布不至于偏离标准高斯分布太远，这也是PPO-latent的隐变量分布初始值从标准高斯分布开始进行探索优化的理论支撑，其具体设计会在之后进行详细介绍。
1.2基于探索隐变量的策略执行和学习

智能体基于探索隐变量的指导，逐渐在当前任务更高效地探索。为使智能体在决策时利用探索隐变量，我们在PPO-latent中将传统的策略网络设计
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修改为
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，在每一个训练回合中对
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进行一次随机采样使用，以保证在同一回合中的探索方案的一致性和稳定性。
[image: image41.wmf]z

从
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分布中随机采样而得，并随后提供给策略网络
[image: image43.wmf]f

p

作为其输入的一项，
[image: image44.wmf]f

p

采用非线性神经网络，可以将探索隐变量中蕴含的信息体现在复杂的动作分布中，以此来作用于智能体在真实环境中动作的执行。类似的策略网络的输入和表达方式在之前的一些对智能体多任务的迁移学习或快速适应的工作[2,32,35]中也有相关使用，而PPO-latent重点关注在单任务中在线元学习探索隐变量以提高当前任务中智能体的学习性能。在环境中每一回合结束后，价值网络参数
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（公式（2），其中
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为
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时刻之后的累积回报）和策略网络参数
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（公式（3））会按照PPO算法中的更新方式[40]进行优化。
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1.3基于环境交互数据的环境模型学习
在真实环境的强化学习每一回合中，智能体依据当前采样的
[image: image51.wmf]z

值，利用策略
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与真实环境交互，获得轨迹经验数据
[image: image53.wmf](

)

,,,,,,,

TTTT

sarssars

t

+

=

L

00011

，也就获得了很多个
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元组，即智能体处于
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状态，执行了动作
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，然后观察到环境转移到的下一状态
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以及收到奖励
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r

，这些信息会用来以监督学习的方式提高环境模型
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对其状态转移函数
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（属于密度估计问题）和奖励预测函数
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R

（属于回归问题）的估计的准确性。环境模型的优化可描述如公式（4），以MSE损失的形式来更新其参数。
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1.4利用环境模型对探索隐变量的元学习
这里重点描述探索隐变量的更新方式，PPO-latent使用了基于梯度的元学习和变分推断相结合的方式来对探索隐变量进行优化。在每一轮训练中，基层学习利用隐变量做出行动并更新策略网络，元层学习评估智能体当前的探索性能水平并对探索隐变量进行更新，即元层通过向自己发问:“基于当前探索隐变量指导下所更新的策略网络，使得智能体对自身任务的性能提升了吗？”，以期望性能提升为目标来更新隐变量。我们在元层学习中利用所学习的环境模型对其性能进行评估，这可以看作是一个在线的推理网络，无需再与环境进行真实交互，而是通过拟合真实环境的模型中的演绎推理不断优化探索隐变量分布。

隐变量分布的设计：就探索隐变量而言，不同于先前的隐变量元学习工作如PEARL[23]等，它们的隐变量服从的分布大多是需要基于多任务数据所学习的后验分布，PPO-latent隐变量分布是先验高斯分布
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，无需额外的其他任务数据进行辅助学习，可以直接在线迭代地进行优化，不断加强对自身任务的探索认知。PPO-latent利用神经网络反向传播直接优化可学习的参数
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，根据信息瓶颈理论，探索隐变量体现了当然任务中的普适规律和特性，其训练前的初始值对齐为标准高斯分布
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= 0,
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=1 (0表示一个元素全为0的向量或矩阵；1表示一个元素全为1的向量或矩阵)，这利于规整解耦隐变量分量，方便对任务特征解耦和建模，增强单任务探索泛化性能。
基于隐变量的模型演绎：固定环境模型参数
[image: image68.wmf]w

和策略网络参数
[image: image69.wmf]f

，更新隐变量分布参数
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。类似于基于想象的学习[23]，利用模型的多次演绎（rollout）可看作在一定探索水平下在模型中展开多条路径的想象，第
[image: image72.wmf]i

条演绎路径就是从隐变量分布中随机采样一个
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值，从初始状态开始运行一个探索轨迹
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，即在环境模型中该条演绎路径的每一步基于当前
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执行
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的神经网络计算图（保留计算图即可以保留神经网络对参数梯度的计算和梯度对神经网络参数的更新），PPO-latent采用重参数[46]技巧进行采样，以保证隐变量分布参数的连续性和可求导，否则普通的随机采样操作是不可导的。因此模型给出的累积预测奖励可以为隐变量分布参数的优化提供指导。这种在模型中演绎多条路径的思想与进化算法[47]中对多个方向的尝试在形式上有相似之处，但是却有本质的不同：进化学习是零阶前馈的，直接尝试众多参数梯度方向并从中选择更新方向；而PPO-latent是一阶反馈的，通过多次演绎探索的期望表现来反向传播优化分布参数。
元损失的设计和隐变量分布参数的学习：元损失通过智能体在环境模型中的多次演绎而获得，PPO-latent利用元损失
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其中，元损失函数中的前一项体现了在环境模型中利用当前策略网络多次演绎的结果来更新隐变量分布的过程，智能体在环境模型中运行的每一步所获得的即时奖励
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的函数，因此PPO-latent会利用多次演绎的期望累积奖励基于梯度优化来训练隐变量分布，目的是希望期望累积奖励越大越好。另外，基于变分推断[44]原则，PPO-latent也在元损失中添加了训练的隐变量分布同标准高斯分布之间的KL（kullback-leibler, KL）散度。类似于PEARL中对隐变量分布的分析，KL损失可以理解为信息瓶颈下的变分估计，以试图用相对更加简单的分布和更低的成本来完成任务，这意味着得到泛化性能更好的模型。高斯分布下的KL散度具有解析解，在变分估计中，高斯分布常常是一种简单合理的先验分布被加以使用。综合以上，在模型进行多次演绎后，基于元损失
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这样的一种元损失的设计从理论上体现了变分证据因子下界（Evidence Lower BOund，ELBO）[2]，即：
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对于PPO-latent，公式（6）中的
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下运行策略得到的累积奖励。因此最小化元损失
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，即以智能体可以获得的回报的最小值越大越好为目标来更新隐变量分布。
综上所述，PPO-latent元学习探索隐变量的高效强化学习在算法1中进行了总结。

算法1  基于探索隐变量元学习的高效强化学习
Alg.1 Reinforcement learning using exploring latent variable based on meta-learning
	1.
初始化：环境模型
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for 每次迭代 do
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6.
   基于轨迹
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7.
   基于轨迹
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更新环境模型参数
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8.
   元测试：
9.
   for 在环境模型
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中每次演绎
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11.
       初始化演绎
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12.
       for模型中的每个行动步
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 do
13.
          执行动作
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          获得下一步状态
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15.
          计算累积奖励
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16.
          end for
17.
    end for
18.
    计算隐变量分布损失函数
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19.
    基于
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20.
end for


2 实现与评估

本节描述了PPO-latent实验的实现细节和结果，并对实验结果进行了评估和分析。
2.1算法参数设置
除了PPO-latent与PPO基本算法对比之外，我们还测试了基于模型进行策略学习的PPO方法（PPO-mb），即基于Dyna框架[48]的PPO方法进行对照。其他现有的基于隐变量的探索工作均需要额外的多任务数据进行训练，无法直接应用于单强化学习任务中。实验在OpenAI Gym[49]中的MuJoCo（V2版本）连续控制任务上进行了评估。学习率设置为： 
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为隐变量的学习率）；隐变量中
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分别设置为一个5维的向量, 隐变量分布的初始化设为
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=1。网络中的优化器均使用Adam。在环境模型中每次演绎的步数设为30步。

2.2实验结果评估
图2展示了各方法下智能体的性能曲线，实验结果展示的是在5个随机种子和网络初始化情况下进行实验的结果平均值，这5次的标准差显示为时间步长上的阴影区域。遵照PPO原始实验中的设置，智能体在各任务中与环境交互的步数为106步，且每隔2048步会对智能体当前的性能进行10次评估并取均值。在评估时仅进行性能结果的统计验证，该步数时不再进行训练，即避免评估时的数据也是训练数据所导致过拟合问题。对于PPO-latent，每次评估时都会从当前隐变量分布中采样出一个新的探索隐变量。为清晰起见，我们对曲线进行了统一平滑处理（滑动窗口大小为10）。从图2可以看出，元学习探索隐变量的方法（PPO-latent）在学习速度和渐进性能方面通常优于基准方法（PPO）和一般直接基于模型的方法（PPO-mb），而且， PPO-mb并没有表现出比PPO更优的性能，甚至可能出现性能下降；此外，PPO-latent通常具有较小的方差。表1和图3显示了所有对比方法在任务上的最大平均回报的汇总结果，其中表1报告的结果为在5个随机种子上获得的平均回报的最大值，在每个任务上的所有方法中获得的最大值已加粗表示，图3显示了在所有时间步上的5次试验的最大平均回报的盒形图，可以看出PPO-latent提供了一致的更高的最大回报。

[image: image138.png]5000

4000

3000

2000

1000

FHZERER (59)

— PPO
— PPO-mb
— PPO-latent

0.4 0.6
] 14K ()

0.3

le6




（a）HalfCheetah-v2任务学习曲线
（a）Learning curve on HalfCheetah-v2 task
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（b）Hopper-v2任务学习曲线
（b）Learning curve on Hopper-v2 task
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（c）Walker2d-v2任务学习曲线
（c）Learning curve on Walker2d-v2 task
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（d）Ant-v2任务学习曲线
（d）Learning curve on Ant-v2 task
图2 在连续控制任务上，基于探索隐变量元学习PPO-latent方法及对比方法的学习曲线
Fig.2 In the continuous control task, the learning curve of 
PPO-latent method and the comparison methods
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（a）HalfCheetah-v2任务盒形图
（a）Box plot of HalfCheetah-v2 task
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（b）Hopper-v2任务盒形图
（b）Box plot of Hopper-v2 task
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（c）Walker2d-v2任务盒形图
（c）Box plot of Walker2d-v2 task
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（d）Ant-v2任务盒形图
（d）Box plot of Ant-v2 task
图3  在所有时间步上的5次试验的最大平均回报的盒形图
Fig.3 Box plot of maximum average return for 5 trials through all timesteps

表 1  PPO-latent方法及对比方法的最高得分 

Tab.1  Maximal score of PPO-latent and comparisons 

单位：分
	方法
	HalfCheetah
	Hopper
	Walker2d
	Ant

	PPO
	3576.43

±1036.07
	3040.42

±894.00
	3669.94

±1023.68
	359.35

±93.74

	PPO-mb
	2573.93

±1021.31
	3525.98

±620.54
	3691.32

±936.96
	369.67

±96.45

	PPO-latent
	5006.78

±350.98
	3520.85

±311.73
	5542.52

±744.35
	515.37

±101.32


2.3消融实验结果
2.3.1  KL 损失函数的消融实验
该消融实验分析KL损失函数的作用，消融实验中元损失的定义去除KL散度一项，如公式
（7）所示：
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对比实验以HalfCheetah环境为例，图4（a）展示了不同元损失设计情况下的智能体评估性能，公式（5）的默认设计获得了更高的渐进性能，展现出了KL散度的设计在当前任务的学习阶段更具性能泛化和提升的潜力。
2.3.2  针对计算开销的消融实验
智能体在环境中进行强化学习时，其最昂贵的代价在于与环境进行交互。PPO-latent为不引入额外的与环境交互代价，引入了一个可学习的环境模型进行多次演绎从而学习训练智能体的探索能力。其模型和探索隐变量的学习引入了部分计算开销，本消融实验在控制PPO和PPO-latent方法与环境交互步数相同且不变的情况下，增加了PPO中重要性采样和梯度更新网络的步数，使得该基准方法（PPO_moreEpoch）的计算开销与PPO-latent方法等同。该消融实验以HalfCheetah环境为例，图4（b）学习曲线显示了 PPO-latent的良好性能并不能简单地通过相应增加基准方法的重要性采样梯度更新步数来实现。
2.3.3  环境模型演绎的消融实验
    对于基于模型的强化学习，模型的不确定性所带来的偏差可能会在长远多步演绎中对智能体性能带来影响。我们控制演绎长度分别为5、30、50、100，以HalfCheetah和Ant任务为例，统计智能体在5个随机种子上的实验渐进性能，如表2所示。当演绎长度过长时，其模型不确定性带来的影响较为明显，从而导致智能体性能受损；演绎长度在5步和30步时可以具有相当的较好渐进性能，但5步时表现出了更大的方差，说明较小的演绎长度使得智能体还不够具有长远眼光，从而探索能力不够深入和精准。因此，综合考虑模型不确定性影响和探索的长远性，PPO-latent在环境模型中采用演绎长度为30步。
2.3.4  模型探索策略的消融实验
为更好地体现经训练的模型在环境中的探索策略优势，图5以HalfCheetah和Ant环境为例，展示了智能体在环境中运行过程所到之处的状态价值情况。从结果看出，相比于基本的PPO方法，PPO-latent在智能体运行初期可能并不会直接选择Value值更大的状态，而是会更加着眼于长远的总收益，去探索更多可能性。从长远来看，PPO-latent也的确比PPO更有可能到达Value值更高的状态，且PPO-latent的表现更加稳定，可以维持在一个较高的状态值水平。因此，可学习的探索策略会为智能体获得更高的总收益提供有效的支持。
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（a）KL损失函数的消融实验结果
（a）Ablation results of KL loss function
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（b）针对计算开销的控制实验结果
（b）Results of a control experiment for computational overhead
图4  消融实验结果
Fig.4 Ablation experimental results

表 2  不同演绎长度PPO-latent平均渐进得分
Tab.2  Average progressive scores of PPO-latent under different rollout length 

单位：分
	演绎长度
	HalfCheetah
	Ant

	5
	4683.66±683.25
	488.04±142.93

	30

50

100
	4779.78±317.51
3691.14±376.49

3008.90±401.38
	475.08±98.47

336.45±83.52

280.82±107.63
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（a）HalfCheetah-v2任务价值状态曲线
（a）State value curve of HalfCheetah-v2 task
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（b）Ant-v2任务价值状态曲线
（b）State value curve of Ant-v2 task
图5  模型应用于在环境中运行时的状态价值曲线
Fig.5 State value curve of model as it runs in environment
3 结论

围绕在线提升智能体在当前单强化学习任务中的探索能力这一挑战，提出了基于元学习探索隐变量的高效强化学习方法。创新性引入一个表征当前任务特点的可学习的探索隐变量，并通过引入一个环境模型，以元学习的方式在环境模型中更新该任务隐变量，使得策略网络在真实环境中可以借助该具有任务探索信息的隐变量，帮助在真实环境中高效探索。探索隐变量、环境模型、策略和价值网络均在当前强化学习任务中迭代进行更新，无需额外的其他任务数据；而且，探索任务本质特点的隐变量利用环境模型更新，帮助策略网络提前“探路”，也不需要花费额外的真实环境探索步。实验证明，元学习探索隐变量的强化学习方法可以对智能体单任务学习提供明显性能收益。
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