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摘  要：异构图嵌入旨在学习节点和边具有多种类型的图的低维向量表征，然而传统异构图嵌入方法通常只关注单视图异构图，即模型只能通过单一数据源采集异构关联信息。多视图异构图被定义为明确允许模型同时从多数据源中采集信息建模异构图，提出了进而一种基于分层投影网络的自监督嵌入方法(Multi-view Heterogeneous Graph Projection Network, MeghenNet)自监督多视图异构图嵌入方法MeghenNet被提出以学习低维节点表征。MeghenNet采用分层注意力映射机制，其跨关联投影模块用于提取单视图中的语义信息，跨视图模块用于聚合多个视图中的上下文信息。计算每个视图嵌入与全局嵌入之间的互信息损失函数被计算用于以确保视图之间的信息一致性。在多个真实数据集上的实验表明，所提出算法在处理多视图异构图嵌入问题时明显优于基准算法。
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Multi-view heterogeneous graph embedding method with hierarchical projection
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Abstract: Heterogeneous graph embedding aims to learn low-dimensional representations for graphs in which nodes and edges are of distinct types. Previous methods in this area have focused on single-view graphs, meaning that interactions between nodes, despite their heterogeneity, were collected from a single source. To address this issue, the concept of multiple-view heterogeneous graphs was formalized for modeling heterogeneous graphs from various sources simultaneously. Furthermore, A self-supervised multi-view heterogeneous graph embedding approach called MeghenNet was introduced to learn low-dimensional representations from multiple views. A hierarchical attention projection that involves a cross-relation projection to extract semantics information within each view was employed, followed by a cross-view projection to aggregate contextual information from other views. The mutual information between the view-specific embeddings and the corresponding high-level summary was encouraged to ensure consistency across views. Experimental results on several real-world datasets demonstrate that the proposed method outperforms state-of-the-art approaches when handling multi-view heterogeneous graphs.	Comment by WPS_1534404884: 这句话请对照修改后的中文摘要进行修改。	Comment by WPS_1534404884: 与中文摘要未对译，请按照中文进行修改。
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随着真实世界中实体关联更加复杂多样，异构图建模与分析引起了广泛关注，异构图嵌入在节点分类、链接预测和社区检测等多个应用领域都取得了显著成果[1-3]。早期异构图嵌入方法主要集中于提取由数量有限的人工定义元路径所关联的高阶结构信息，然而定义元路径需要特定的领域知识，并且此类方法假设同一类型的所有节点共享相同的注意力权重，导致所得节点嵌入的个性化表征十分有限[4-5]。近年来，图神经网络(Graph Neural Networks, GNNs)通过端到端的模式学习特定于下游任务的节点表征，极大提升了异构图嵌入算法的性能。通过引入注意力机制与异构关联映射等方法，异构图神经网络能够自动生成元路径并捕获异构语义[6-12]，如Transformer网络(Graph Transformer Network, GTN) [6]， 元路径提取网络(Meta-path Extracted Graph Neural Network, MEGNN)[10]提出了异构卷积模块并对元路径进行解释，和具有节点属性增强和结构感知注意的异构嵌入方法(Heterogeneous Graph Neural Network with Attribute Enhancement and Structure-aware Attention, H-AESA)[12]。
尽管图神经网络取得了显著成果[13-15]，但现有嵌入方法主要集中于单视角图，即模型仅从单数据源收集节点交互。然而，单数据源常因语义单一不足以独立支撑下游任务的分析，甚至难以保证实体之间的连通性，因此真实场景中的训练数据通常来自多个异构数据源 [16-19]。如图1中所示: 基于用户行为和商品信息两个异构数据源能够共同建模得到多视角的电子商务图。传统单视[image: ]
图1  多视图异构图示例
Fig.1  An example of multi-view heterogeneous graph

图算法提取节点表征必须将多源关联压缩到单个图中，然而不同数据源中实体关联的稀疏性存在差异，可能会导致融合图中的关联分布极度不平衡，从而使稀疏视图中的链接预测变得极为困难。 
为了解决现实场景中异构实体之间具有多类关联的问题，近年来针对多通路异构图(Attributed Multiplex Heterogeneous Networks, AMHEN)的工作被相继提出[20-21]，如基于AMHEN 的通用框架(General Attributed Multiplex Heterogeneous Network Embedding, GATNE)[17]将节点嵌入分割为基嵌入、边嵌入和属性嵌入分别学习，自动捕获元路径的方法(Multiplex heterogeneous graph convolutional network, MHGCN)[18]通过不同关联对多个通路进行解耦，然后利用关联加权整合生成整体结构，基于行为模式的网络(Behavior Pattern based Heterogeneous Graph Neural Network, BPHGNN)[22]通过深度和广度行为模式聚合自适应学习各种行为模式对表征的重要性。然而现有方法仍存在局限性，各视图内的节点最终只生成统一表征，更加注重各视图中信息的整合，忽视了各视图内部的独立信息，而常见的下游任务如商品推荐只面向用户行为视图，使用统一的节点表征可能会引入信息噪声。并且现有方法对于各视图之间的相互作用没有显式建模，针对出现在多个视图中的共享节点，需要在考虑节点特征具有全局一致性的同时在各视图中发挥不同作用。
针对上述问题，本文对多个异构数据源中采集的节点及其关联关系进行显式建模，从而定义了多视图异构图(Multi-view Heterogeneous Graph, MHG)。单视图异构图限制每个节点只能扮演一种角色，而MHG允许节点在不同的子视图中扮演具有不同特性的角色并与其他节点之间进行包含特定语义的异构关联。基于MHG的异构图嵌入算法能够输出多个特定于不同下游任务的向量表征。然而MHG的先进性也伴随着独特的挑战：如何提取各数据源的有效信息，而不是简单地拼接多个视图中的局部结构；如何在允许节点在各子视图中有不同特征的同时保证节点高阶邻近关系的一致性。因此本文提出一种基于分层投影网络的自监督嵌入方法(Multi-view Heterogeneous Graph Projection Network, MeghenNet)。核心是使用分层注意力机制根据“关系-节点-视图”的顺序由小及大的从 MHG 中捕获个性化语义信息学习节点嵌入，取代了单视图异构分析方法中低效的数据源融合预处理，基于注意力机制于不同维度中生成加权聚合结构表征，减少语义信息损失；同时为捕获各视图间潜在关联从而提取高阶信息，模型通过视图间的共享交叉节点建立了跨视图交互，加强了视图间的一致性；此外模型通过计算图重构损失与互信息损失[23]实现自监督参数更新。在四个真实异构关联数据集上的实验结果表明，所提出的多视图异构投影网络在MHG上显著优于最先进的异构嵌入算法。
1  问题定义











[bookmark: _Hlk164153609]多视图异构图(MHG)定义为，节点属性 和边在不同视图中存在差异。对于的每个视图，节点和边映射函数为和，其中 和分别表示所有节点类型和所有边类型的集合。图1为MHG的一个示例，其中包含两个视图(用户行为视图、商品信息视图)、三类节点(用户、商品、类别)和五类边(点击、添加购物车、收藏、购买、从属)。给定包含个视图的MHG，多视图异构图嵌入旨在学习每个视图中节点的低维向量表示。
2  算法描述
MeghenNet的学习过程如图2所示。跨关联投影模块从单个视图捕获结构和语义信息；跨视图投影模块整合多个视图后提取高层交互信息；最后模型利用关联负采样和互信息损失函数增强所学习到的节点嵌入。
2.1  跨关联投影










如前所述，MeghenNet首先分别对MHG的每个视图进行建模。本节以学习类型节点的嵌入过程为例。对于每一个子视图异构图，表示在模型第层视图中的节点表征，此处简单表示为。由于与多种类型的邻居相关联，模型将多类邻居从不同特征空间投射到一个公共特征域。以类型邻居为例，其投影表示计算为:
[image: ]
图2  模型架构
Fig.2  Model framework
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其中投影矩阵将嵌入从类型的特征域投影到新的公共特征域中，矩阵将嵌入从类型域投影到公共域中，为节点的邻居节点类型集合。
为了整合不同节点类型与不同关联关系的邻居信息，模型采用两层注意力聚合机制:




1）关联聚合。在这个层级中模型只考虑节点的单一邻居类型。以类型邻居举例，和之间可能存在多种关系。如图1所示，用户与商品之间的关系包括｛点击、收藏、添加到购物车、付款｝，不同关系的重要程度存在显著差异，因此需要针对不同的关系分别建模:

		(3)








其中为关系的注意力系数。而对于同类型节点聚合嵌入则定义为。为学习每种关系的注意力系数，首先基于和邻接矩阵 训练单维GCN，采用自循环的行归一化邻接矩阵。然后使用特定关系下的邻居节点嵌入和目标嵌入计算:

		(4)




	其中节点类，为激活函数，为连接操作，为可训练的关系层注意力参数。采用注意力机制而非依赖预定义的关系权重可以自动化学习更为准确的语义表征。





2)类型聚合。在聚合类型的邻居信息之后，需要将对不同下游任务影响不同的多种类型邻居表征进行融合，因此提出类型聚合来扩充当前节点嵌入的类别知识。在此之前，需要将各节点类型表征由各自的较低层特征空间投影到较高的类型共享空间中。为计算包括当前节点类型在内的不同节点类型的注意力系数，模型首先将嵌入分别投影到与和目标空间相同的特征空间中:

		(5)

则类型级注意系数可通过以下公式计算:

		(6)



其中，是节点类型(包括)的注意力参数，节点的特定视图级表征可以通过具有相应注意力权重的各类邻居投影嵌入生成:

		(7)




其中即为在视图中的特定嵌入。此处的信息偏好是由关系级和类型级权重决定的，因此在每个视图中，MeghenNet可以学习到更加个性与全面的元路径。
2.2  跨视图投影


由于数据的多样性和异构性，多视图异构图允许同一节点出现在多个视图中。通过共享节点，可以建立跨视图连接并联合多个视图提取有效的高层信息。对于节点，表示节点在多个子视图中的特定嵌入集合。为了学习其他视图信息对当前目标视图及其下游任务的重要性，MeghenNet首先通过非线性投影(例如，单层MLP)将多个特定于视图的嵌入投影到当前目标子视图中:

		(8)










其中为的简化，,  表示视图中的投影嵌入。为权重矩阵，为偏置向量。则视图对于当前视图的重要性参数可计算如下:

		(9)



其中为生成归一化系数的可训练向量，使用该系数的最终高层表征可计算为:

		(10)






其中是的新生成嵌入，可用作下一层的输入。以上为一个MeghenNet层的完整描述，通过多个MeghenNet层的学习，来自其他视图的信息可以通过视图间共享的交互节点作为中介扩展到当前视图，其中分层注意力向量、和的作用为保证聚合信息的有效性。
2.3  模型调优
为保证模型在最后一层生成的最终节点表征在下游任务中的有效性，提出由图重构损失和一致性损失组成的自监督损失函数。图重建损失的目标为保证输入图中的关联节点对在相应嵌入空间中比无关联节点对“更接近”，能够保留原子视图中节点的结构与语义相似性。而一致性损失则是为多视图设置而设计，为保证各个视图中的节点表征具有高层的全局一致性。例如，商品表征包含用户行为视图中用户对商品的偏好，以及商品类别视图中商品的详细信息，确保两个视图中商品表征的全局一致性有助于深入探索用户对商品类别的偏好，对于用户推荐任务十分重要。模型损失函数可表示为以下两部分:
1)图重建损失。不同于之前绝大多数依赖基于元路径的随机游走计算损失的无监督图嵌入方法，MeghenNet将输入和输出之间的图重建直接建模为嵌入向量之间的距离：

		(11)








其中为的嵌入。和分别是正负关联的采样，在实践中模型从每个子视图中对训练集进行采样。对于子视图中的关联节点对，有和。









2)一致性损失。为保证出现在不同视图中的节点的高层全局一致性，模型采用互信息[13]来衡量特定视图的嵌入与全局嵌入之间的一致性。对视图中的节点嵌入向量使用表示的全局向量。并使用读出函数将生成的特定视图的表征汇总到全局向量中。为了最大化跨视图互信息，定义判别器为，表示分配给该视图-全局嵌入对的概率分数。并通过干扰和之间的对应关系对一致性损失进行负采样。由于节点的高层一致性，同一节点的特定视图嵌入与其全局嵌入之间的判别器得分应该更高。

		(12)


其中和分别表示多个视图中节点的正采样集和负采样集。在上述损失函数的指导下，MeghenNet可以通过反向传播进行优化。算法1给出了MeghenNet的训练过程，可以看出MeghenNet的计算复杂度按照“关系-节点-视图”的顺序分别与关联、节点与视图对的数量呈线性关系，且模型便于实现各部分嵌入的并行计算，具备适应大规模多视图异构图数据处理的能力。

算法1  MeghenNet整体流程
Alg.1  The overall process of MeghenNet
	

输入：异构图,嵌入维度




输出：各视图中节点的最终嵌入，关系级权重，类型级权重，视图级权重

	1. 初始化所有模型参数，

2. for 所有节点


3.   for所有邻居节点




4.     使用式（1）将和投影至和



5.     for和所有关系

6.       使用式（4）计算权重系数
7.     end for
8.     使用式（3）计算类型级嵌入

9.     使用式（6）计算权重系数
10.   end for

11.   使用式（7）计算视图特定嵌入

12.   for 所有视图
13.     使用式（8）映射特定视图嵌入至公共域中

14.     使用式（9）计算权重系数

15.     使用式（10）计算最终嵌入
16.   end for
17. end for
18. 使用式（11）（12）计算重建损失和一致性损失
19. 反向传播与参数更新



3  实验
本节通过大量的链路预测[24]和节点分类[25]实验，证明所提出的MeghenNet的有效性。
3.1  实验设定
3.1.1  数据集
实验采用的四个真实数据集详情如表1所示。

表 1  实验数据集统计信息
Tab.1  Statistics of experimental datasets 
	数据集
	

	
数量
	
数量
	边数量
	类型

	IMDB
	M-U
	3228
	2103
	148502
	3

	
	M-A
	3228
	42553
	68281
	1

	
	M-D
	3228
	2016
	3214
	1

	Yelp
	B-U
	2614
	1286
	30838
	3

	
	B-S
	2614
	2
	2614
	1

	
	B-L
	2614
	9
	2614
	1

	
	B-R
	2614
	2
	2614
	1

	Alibaba
	I-U
	164472
	127623
	355072
	4

	
	I-C
	127623
	101
	127623
	1

	Amazon
	I-U
	2753
	6170
	195791
	5

	
	I-V
	2753
	3857
	5694
	1

	
	I-B
	2753
	334
	2753
	1



IMDB:该数据集由MovieLens和IMDb网站提供，包括四种节点类型:电影(M)、演员(A)、用户(U)和导演(D)，其中包含两个视图:用户评分视图由(U-M)之间的三类关系组成;电影信息视图包含参与关系(M-A)和(M-D)。电影(M)可分为四类:喜剧片、纪录片、剧情片和恐怖片。
Yelp:数据集包含五种类型的节点:用户(U)、业务(B)、预订(R)、服务(S)和星级(L)。实验构建了由两种视图组成的多视图异构图:用户评级视图包含(U-B)的三种类型关系;业务信息视图包含关系(B-S)、(B-L)和(B-R)。业务(B)包含三个标签。
Alibaba:实验采用由阿里巴巴移动商务平台真实用户-商品行为数据提取的多源数据集，用户可以通过移动商务平台进行在线支付。如图1所示，包含三类节点:用户(U)、商品(I)和类别(C)。用户与商品的关系包括在用户行为视图中重要性不同的｛点击、收藏、添加购物车、购买｝;商品信息视图由商品和类别之间的从属关系组成。
Amazon: 亚马逊数据集可用于链接预测任务，该数据集包含四种类型的节点:用户(U)、商品(I)、视图(V)和品牌(B)。此处构建了一个由用户评价视图和商品信息视图组成的多视图异构图。
3.1.2  基线模型
单视图同构图嵌入方法：Node2Vec[26]是一种具有代表性的同构图嵌入方法，它首先通过随机游走生成节点序列，然后通过skip-gram模型学习节点嵌入；归纳表征方法(Graph Sample and Aggregate, GraphSAGE)[27]通过节点采样后聚合局部邻域特征来生成嵌入。实验采用基于卷积均值的聚合器和基于随机游走的无监督损失函数。
单视图异构图嵌入方法：MEGNN[10]采用消息传递范式同时将异构图拓扑结构、节点属性和语义关系编码到节点嵌入中并自动提取有效的元路径；GTN[6]同样是一种有代表性的半监督异构图神经网络，能够自动识别具有高阶关联的有效元路径进行异构节点表征；H-AESA[12]提出了具有节点属性增强和结构感知注意的异构嵌入。
多通路异构图嵌入方法：多通路异构图嵌入方法(Multiplex Network Embedding, MNE)[16]通过统一的图嵌入模型同步学习一个通用嵌入和不同类型关联的附加嵌入；GATNE[17]首次形式化了具有节点属性的多通路异构网络嵌入问题，并将节点嵌入分解为基嵌入、边嵌入和属性嵌入来进行自监督训练；MHGCN[18]根据不同关联类型对多个异构视图进行解耦，然后通过多种关联加权整合来编码全局异构信息。 
3.1.3  参数设置


[bookmark: MTBlankEqn]对于所有图嵌入方法，设置节点嵌入的维度为64，负样本为5。对于同构图方法Node2Vec和GraphSAGE，在实验中忽略数据的异构性，平等计算所有类型的节点和边。对于基于游走的算法，设置游走序列数为20，游走长度为50，上下文的窗口大小设置为5。对于基于元路径的方法，实验采用IMDB中的元路径｛MAM, MUM, MDM｝， Yelp中的元路径｛UBU, BUB, UBSBU｝，Alibaba中的元路径｛UIU, IUI, UICIU｝和Amazon中的元路径{UIU, IUI, UIVIU, UIBIU}。对于单视图方法，实验将不同的节点属性和异构关联直接拼接以融合生成全局异构图。对于单视图异构图算法，实验为不同的关系设置不同的权重:IMDB中的(M-U)和Yelp中的(B-U)之间关联权重为｛1,2,3｝; Amazon中用户评分为{1,2,3,4,5};Alibaba中用户与商品之间权重设置为｛点击:1、收藏:2、添加购物车:3、购买:4｝。对于提出的MeghenNet，实验采用子视图节点嵌入的平均值作为读出函数，判别器通过一个双线性评分函数对视图-全局表征对进行评分，其中是一个可训练的评分矩阵。
3.2  链接预测
链接预测任务针对IMDB中电影-用户(M-U)，Yelp中业务-用户(B-U)与Alibaba与Amazon中商品-用户(I-U)关联进行预测。各数据集中80%的原始边被分为训练集，其余为验证/测试集，验证/测试集分别包含10%随机采样的正边与每类关系中随机采样的具有相同数量的负边。模型通过训练集进行训练，并在测试集上报告链接预测任务的AUC和F1分数。
三个数据集上的实验结果见表2。通过对比实验结果可以得出，所提出的MeghenNet持续且显著地优于所有基线模型。与最优的基线模型相比，MeghenNet在链接预测任务中的AUC在IMDB、Yelp、Alibaba和Amazon上分别提高了2.63％、4.64％、2.70％和3.89％。值得注意的是，同构图方法Node2Vec和GraphSAGE有时会比MEGNN等异构方法获得更高的AUC和F1分数，这表明不准确或不完整的元路径可能导致更差的模型性能。由于多视图异构图更接近原始数据结构，MeghenNet可以避免信息丢失带来的性能下降。此外，MeghenNet通过自动化学习不同结构和语义的重要性，并以自监督的形式进行参数更新，能够减少对人工先验知识的需求。

表 2  链接预测效果评估
Tab.2  Performance evaluation of link prediction 
	数据集
	指标
	Node2Vec
	GraphSAGE
	MEGNN
	GTN
	H-AESA
	MNE
	GATNE
	MHGCN
	MeghenNet

	IMDB
	AUC
	0.7467
	0.7843
	0.8063
	0.7442
	0.8074
	0.6506
	0.7632
	0.8162
	0.8425

	
	F1
	0.6096
	0.6899
	0.6794
	0.6103
	0.6958
	0.4859
	0.6231
	0.7031
	0.7462

	Yelp
	AUC
	0.8125
	0.8438
	0.7801
	0.7963
	0.8012
	0.7530
	0.8056
	0.8269
	0.8902

	
	F1
	0.6166
	0.6741
	0.6074
	0.6241
	0.6294
	0.5794
	0.6338
	0.6791
	0.8037

	Alibaba
	AUC
	0.7677
	0.7913
	0.7933
	0.8142
	0.7901
	0.7766
	0.8050
	0.8359
	0.8629

	
	F1
	0.6862
	0.7237
	0.7059
	0.7294
	0.6967
	0.6987
	0.7251
	0.7392
	0.8174

	Amazon
	AUC
	0.7553
	0.8283
	0.8045
	0.8315
	0.7985
	0.7494
	0.8467
	0.8365
	0.8856

	
	F1
	0.6492
	0.7697
	0.7664
	0.7902
	0.7323
	0.6559
	0.8025
	0.7979
	0.8591




3.3  节点分类
节点分类任务旨在通过模型学习到的节点嵌入来预测测试集中节点最可能的标签。在生成节点向量后，实验采用80％的标记节点训练一个线性分类器，并用剩余的节点进行测试。 分类任务采用IMDB中的电影节点(M)和Yelp中的业务节点(B)。实验重复进行10次并报告Micro-F1和Macro-F1的平均分数。 
表3展示了两个数据集上节点分类任务的结果。可以看出MeghenNet的性能明显优于所有基线模型。在大多数情况下，同构方法Node2Vec和GraphSAGE的分类性能差于异构方法，这是由于模型中异构语义的缺失。总体而言，对比最佳基线，MeghenNet在Micro-F1和Macro-F1上实现了5％的改进。通过与基于元路径的异构模型的对比，能够验证多层注意机制的有效性。此外，与MNE和GATNE等多通路方法中将不同的关系简单地视为不同视图的建模方式相比，MeghenNet的多视图结构不仅能够自动捕获重要性权重，而且可以防止表征融合过程中的信息丢失。通过上述实验分析可以看出，所提出的MeghenNet能够对多视图异构图中的信息进行个性化且全面的提取，并在两个经典任务上具有明显的性能优势。


表 3  节点分类效果评估
Tab.3  Performance Evaluation of Node Classification 
	数据集
	指标
	Node2Vec
	GraphSAGE
	MEGNN
	GTN
	H-AESA
	MNE
	GATNE
	MHGCN
	MeghenNet

	IMDB
	Micro-F1
	0.5493
	0.5747
	0.5396
	0.5865
	0.6023
	0.5253
	0.5806
	0.5913
	0.6365

	
	Macro-F1
	0.4132
	0.4071
	0.3825
	0.4976
	0.4979
	0.3511
	0.4217
	0.5023
	0.5117

	Yelp
	Micro-F1
	0.7243
	0.7437
	0.7498
	0.7235
	0.7766
	0.7067
	0.7489
	0.7601
	0.8212

	
	Macro-F1
	0.6612
	0.6753
	0.6720
	0.6394
	0.6998
	0.6194
	0.6651
	0.6849
	0.7869

	Alibaba
	Micro-F1
	0.3478
	0.3845
	0.4714
	0.4573
	0.4762
	0.4298
	0.3859
	0.4856
	0.5235

	
	Macro-F1
	0.3105
	0.3433
	0.3925
	0.3692
	0.4015
	0.3435
	0.3496
	0.3987
	0.4523




3.4  消融实验
为验证多视图建模和一致性损失的有效性，基于MeghenNet设计了以下三种变体模型:

是没有节点类型级注意力系数的简化版本。在计算特定视图的嵌入时简单使用平均函数来聚合不同类型的邻居节点信息。 

将模型中的多视图表征结构替换为单视图异构图，相当于为所有视图中的节点生成统一的聚合表征向量。 

通过只计算重建损失来训练模型，删除一致性损失函数。



各变体模型的参数设置与原模型MeghenNet相同。在Yelp和Alibaba数据集上的链接预测实验结果如表4中所示。原模型显著优于简化模型和，验证了多层注意力系数学习和一致性损失的有效性。此外，MeghenNet的性能优于表明了多视图建模能够减少视图融合过程中的信息丢失，并减少数据不平衡带来的损失。

表 4  消融实验分析
Tab.4  Ablation study 
	数据集
	指标
	

	

	

	MeghenNet

	Yelp
	AUC
	0.8735
	0.8621
	0.8867
	0.8902

	
	F1
	0.7902
	0.7733
	0.7883
	0.8037

	Alibaba
	AUC
	0.8428
	0.8233
	0.8491
	0.8629

	
	F1
	0.8024
	0.7691
	0.7897
	0.8174



3.5  可解释实验






通过分析模型从关联级、类型级和视图级训练得到的注意力权重参数(包括、和)，能够证明所提出的MeghenNet对特定下游任务具有一定的可解释性。以IMDB数据训练结果为例，在每个视图中可生成各个节点类型的平均注意力系数。可以看出在用户电影评价节点对(M-U)之间不同关联类型的注意参数更为稳定，大部分趋近于｛0.375, 0.25, 0.375｝。少数注意力系数分布如｛0.2317, 0.1632, 0.6051｝的语义信息可表示为“用户评分越高的电影对其越重要”。下表中显示了参数和的实验结果。
如表5所示，MeghenNet能够自发学习每种节点类型的重要性。由IMDB训练得出的注意力系数可以看出，电影信息视图比用户评分视图对最终节点嵌入的贡献更大，在浅层聚合中演员节点在电影信息视图中表现出较大的影响力。由此可以从单个和多个视图中挖掘有效的元路径，例如{MAM}和{MUMAM}。
表 5  链接预测效果评估
Tab.5  Performance evaluation of link prediction 
	层数
	类型
	邻居类型
	
注意力
	
注意力

	
	M
	{M, D, A}
	{0.3876, 0.3241, 0.2883}
	0.6843

	
	
	{M, U}
	{0.7265, 0.2735}
	0.3157

	
	D
	{M, D}
	{0.6748, 0.3252}
	

	
	A
	{M, A}
	{0.6115, 0.3885}
	

	
	U
	{M, U}
	{0.2735, 0.7265}
	

	
	M
	{M, D, A}
	{0.2751, 0.3182, 0.4067}
	0.6214

	
	
	{M, U}
	{0.3262, 0.6748}
	0.3786

	
	D
	{M, D}
	{0.4931, 0.5069}
	

	
	A
	{M, A}
	{0.2579, 0.7421}
	

	
	U
	{M, U}
	{0.0086, 0.9914}
	

	
	M
	{M, D, A}
	{0.3334, 0.3331, 0.3335}
	0.7806

	
	
	{M, U}
	{0.5069, 0.4931}
	0.2194

	
	D
	{M, D}
	{0.5379, 0.4621}
	

	
	A
	{M, A}
	{0.3625, 0.6375}
	

	
	U
	{M, U}
	{0.5286, 0.4714}
	

	
	M
	{M, D, A}
	{0.3334, 0.3333, 0.3333}
	0.5115

	
	
	{M, U}
	{0.5377, 0.4623}
	0.4885

	
	D
	{M, D}
	{0.4191, 0.5809}
	

	
	A
	{M, A}
	{0.9405, 0.0595}
	

	
	U
	{M, U}
	{0.4623, 0.5377}
	




3.6  其他参数影响
本节研究所提出模型MeghenNet中超参数的影响。在其他超参数固定的情况下，逐渐将嵌入维度从16增加到256，在Yelp和Alibaba数据集上进行链接预测的AUC报告如图3 (a)所示。可以看出维度的大小对Yelp影响较小，这是由于 Yelp 数据集规模较小且关联数量相对而言较为稀疏，因此 MeghenNet 能够在表征维度有限的情况下聚合足够的语义信息应用至下游任务。在 Alibaba 数据集上，模型性能在初始状态下随着d的增加显著提升，到达峰值后趋于平稳并稍有下降，这可能是由于聚合信息的增加导致的过拟合现象，因此实验中模型设置维度为64。同时，如图3 (b)所示，随着负样本数量的增加，MeghenNet的预测AUC增加，当负样本数量达到5个时趋于稳定。因此模型设置负样本为5。

[image: figure4.pdf]
图3  超参数学习
Fig.3  Hyper-parameter Study
4  结论
本文形式化定义了多视图异构图嵌入问题，并提出一种无先验知识的自监督多视图异构图嵌入算法MeghenNet，通过多层注意力机制来学习各视图中的个性化节点嵌入。该算法考虑不同层次的异构性，首先通过跨关联投影与跨类型投影模块捕获单个子视图内的语义信息来学习特定视图的嵌入，然后通过跨视图投影来聚合多个视图之间的高层交互信息，从而实现视图之间的信息互补，通过潜在的全局语义使彼此受益。此外，算法使用图重建和一致性损失函数来确保所学嵌入的有效性和一致性。实验结果表明，MeghenNet在MHG嵌入任务上明显优于最先进的基准方法。对于未来可能的研究方向。首先是探索一种自动分割和合并视图的策略，进一步减少预处理步骤。以及针对动态多视图异构图的研究，并尝试学习节点的动态表示。
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