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摘  要：针对超声速流场智能重构方法存在的复杂波系结构特征丢失，无法有效捕捉非定常流场的时间演化特性导致激波串前缘位置(shock train leading edge,STLE)无法准确辨识等问题，本研究提出了一种基于组合式细节特征增强的神经网络模型(Neural network model based on combined detail feature enhancement,NNCDFE)。基于稀疏压力数据实现密度梯度场的高精度预测，模型通过多层卷积网络串联建立流场的主要波系结构特征，利用残差网络通过跳跃连接将不同尺度感受野的特征进行融合，增强重构流场的细节特征表达能力。最后基于冲压发动机数值模拟计算构建的数据集上进行验证。，结果显示，与多层卷积神经网络(Multilayer convolutional neural networks,Multilayer CNN)相比，该方法在整个测试集上的平均峰值信噪比(Peak signal-to-noise ratio,PSNR)提升了9.5%。并且，重构流场的STLE位置与数值计算结果高度吻合进一步证明了所本研究提出方法的有效性。
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Intelligent reconstruction method of isolator flow field based on combined detail feature enhancement
WU Jingrun1, DENG Xue2, TIAN Ye1,2, XU Mengqi1,2,ZHANG Hua1
(1. School of Information Engineering, Southwest University of Science and Technology, Mianyang 621000, China; 2. Space Technology Research Institute, China Aerodynamics Research and Development Center, Mianyang 621000, China)
Abstract: The intelligent reconstruction methods for supersonic flow fields face challenges such as the loss of complex wave system structure features and the inability to effectively capture the temporal evolution characteristics of unsteady flow fields, leading to inaccurate identification of the shock train leading edge. A neural network model based on combined detail feature enhancement to address these issues was proposed. High-precision predictions of the density gradient field was achieved based on sparse pressure data. The main wave system structure features of the flow field was established by connecting multiple layers of convolutional networks in series. A residual network with skip connections was used to integrate features from receptive fields of different scales, enhancing the model's ability to express detail features in reconstructed flow fields. Validation was conducted using a dataset constructed from numerical simulations of ramjet engines. Compared to multilayer convolutional neural networks, this method improves the average Peak Signal-to-Noise Ratio across the entire test set by 9.5%. Moreover, the reconstructed flow field's STLE position closely matches the numerical computation results, further demonstrating the effectiveness of the proposed method.
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冲压发动机作为超声速飞行器的理想动力系统之一，成为了国内外研究热点之一[1-2]。冲压发动机主要由进气道、隔离段、燃烧室和尾喷管等组成[3]。其中，隔离段作为冲压发动机的重要部件，处于进气道与燃烧室之间，负责隔离燃烧产生的高压对进气来流的影响[4]。激波串是超声速气流在隔离段减速增压过程中出现的一种以激波/边界层干扰为主要特征的复杂流动现象。当激波串前缘位置(shock train leading edge,STLE)接近隔离段入口时，可能会引起进气道不起动[5-6]或燃烧室熄火[7]等现象，严重影响发动机的工作性能。因此，对隔离段中STLE位置进行高精度检测，为评估发动机运行状态提供可靠数据具有重要意义。
目前，已有众多学者对隔离段的流动特性进行了深入研究[8-12]，提出了多种STLE位置检测方法[13]，包括压升法、压力比法、标准差法、谱分析法、静压和法和背压法。然而，这些传统方法都是基于离散压力传感器的测量直接检测STLE位置，计算成本过高，预测精度较低[14-16]。同时，面对隔离段中的复杂流动特性，传统检测方法难以有效捕捉流场动态变化特性。
近年来，神经网络在图像分类[17]、目标检测[18]、语音识别[19]和超分辨率重建[20-21]等领域表现出强大的非线性拟合能力，因此，也被广泛应用于流体力学领域中。研究者们起初利用神经网络来建立隔离段流场信息与STLE位置之间的映射关系，然而，通过大量且复杂的流场信息直接辨识STLE位置会导致计算资源的巨大消耗[22-23]。由于从流场结构中可以更直观且准确地获得STLE的位置，因此，通过神经网络实现隔离段流场的精准预测成为了STLE位置高精度检测的重要前提。目前，大量研究已经证明了神经网络作为流场求解器的可行性和有效性。Li等[24]构建了一种对称式神经网络模型来重构超声速级联通道内流场结构，证明了深度学习能够有效捕捉复杂多变工况下的流场结构和对未知工况流场预测的强泛化能力。Kong等[25]构建卷积神经网络(convolutional neural networks,CNN)进行重构流场，并通过模型提供的流场结构对STLE位置进行检测，相比压力比法和压升法，该方法成功基于重构流场实现了对STLE位置的高精度检测，大大提高了STLE位置检测精度。为进一步提高STLE位置检测精度，Chen等[26]提出了一种多层CNN卷积神经网络(multilayer convolutional neural networks, Multilayer CNN)进行隔离段流场重构并检测STLE位置，与数值模拟相比，该方法得到的STLE位置均方根误差为3.28 mm，实现了较低的检测误差。相比单路径网络，多路径神经网络架构可以从压力数据中捕捉更多流场信息，获得波系特征更丰富的流场图像。Kong等[27]提出了一种基于多路径融合的卷积神经网络结构，用于在不同马赫数和不同背压条件下的流场重构，Kong等[28]还提出了一种基于壁面压力序列的多路径流场预测模型，利用不同演化规律下的实验数据建立了实验数据集。虽然文献[27]和文献[28]均实现了流场的高精度重构，但是模型训练需要大量的先验知识，耗费大量的计算资源和时间。为了通过少量壁面压力数据实现流场高质量重构，Chen等[29]构建了一种基于多分支融合卷积神经网络(multi branch fusion convolutional neural network,MBFCNN)，用于拟合上下壁面压力与冲压发动机燃烧室流场的非线性耦合关系，该模型随着压力测点的减少，重构流场从视觉上来看仍在可接受范围内，但重构精度有所下降。此外，Deng[30]等引入多头注意力机制[31]提升模型的全局感知能力，利用注意力机制来提取不同的特征，结果表明该方法能有效重构出燃烧室流场波系结构。尽管上述方法在流场重构方面已经取得不错效果，但重构流场分辨率较低，波系结构细节特征存在较强的平滑现象，因此，有必要通过超分辨率重建网络提升流场细节，以便更加直观分析流场波系结构。为了实现低分辨率流场图像的超分辨率重建，Liu等人[32]提出了一种静态卷积神经网络以及一种多路径卷积神经网络。Kong等[33]建立了基于单通道CNN和多通道CNN的超分辨率重构网络模型，与传统插值模型相比有明显优势。
上述多数方法利用多路径网络结构来提取流场特征信息，然而，多路径网络结构复杂，容易导致模型过拟合，从而复杂波系结构特征丢失，无法有效捕捉非定常流场的时间演化特性等问题。因此，如何通过一个简化的模型来降低计算成本，同时保持良好的特征提取能力，是目前需要解决的问题。对此，本文提出一种基于组合式细节特征增强的神经网络模型(neural network model based on combined detail feature enhancement,NNCDFE)，以基于稀疏压力数据实现密度梯度场的高精度预测。模型首先通过多层卷积网络串联建立流场的主要波系特征，然后，利用残差结构，通过跳跃连接将不同尺度感受野的特征进行融合，增强重构流场的细节特征表达能力。该方法将多层神经网络的特征提取能力与残差网络的细节增强能力有机地结合起来，有效提升隔离段流场重构精度，从而提高STLE位置的检测精度。
1 数据集
1.1 物理模型及工况条件
本次研究采用CFD数值模拟软件Fluent对冲压发动机隔离段的上下壁面压力数据和流场图像进行计算和获取，该软件采用有限体积法对基本控制方程进行离散。本文采用“凹腔+后向台阶”型的冲压发动机燃烧室，如图1所示，隔离段长度为340 mm，宽150mm，高30mm。来流通过隔离段流入，并从出口流出。隔离段下游由燃烧室凹腔和扩张段构成，凹腔深28mm，长278mm，尾部后沿斜坡角为43.6°。凹腔下游的扩张段由两部分组成，第一部分长230mm，带1°扩张角，第二部分长390mm，带3°扩张角。燃料由10个直径为1mm的圆孔喷注进入燃烧室，喷注位置位于凹腔上游69mm处。由喷注形成的激波和膨胀波在超声速混合和燃烧过程中起着至关重要的作用。
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(a)三维构型示意图
(a)Three-dimensional configuration diagram
[image: ]
(b)二维构型示意图
(b)Two-dimensional configuration diagram
图1  吸气式发动机构型图
Fig.1  Air-breathing engine configuration diagram
使用ANSYS ICEM软件对模型进行网格划分。该模型采用二维平面计算，为保证边界层网格划分精度，第一层网格高度为1.06e-3mm，网格增长率为1.2。为验证网格无关性问题进行了三组网格划分，网络总量分别为90000、130000和180000。具体网格信息如表1所示。通过分析壁面压力发现，采用不同网格尺寸进行数值计算的结果差异较小，如图2所示，为减少计算量和成本，采用网格总数为130,000的网格开展后续计算。
表1  网格信息	Comment by WPS_1534404884: 表1只有三个数据，建议删除，以文字形式在文中描述即可,后面的表序请相应调整。	Comment by WPS_1683797728: 已修改

Tab.1  Grid information
	
	网格总量

	1
	90,000

	2
	130,000

	3
	180,000


[image: ]
图2  网格无关性验证
Fig.2  Grid independent row validation
计算过程设定的气流为可压缩理想气体，粘度采用Sutherland公式进行计算。依据真实试验条件设定模拟来流条件，如表21所示。输入马赫数为2.5Ma，入口气流总压为1.75MPa，总温为1350K。本研究以氢气为燃料，采用正弦型脉冲喷注技术，具体表示如下所示：	Comment by WPS_1534404884: 全文公式请统一检查修改：变量、特征数用斜体，其中向量、矢量、张量、矩阵等变量用黑斜体。自然对数底e、圆周率π、虚数单位i或j等用正体。计量单位用正体。公式中多字母变量建议改为单字母变量，多字母可作为下标。	Comment by WPS_1683797728: 已修改
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[bookmark: _Hlk194769246]其中，为质量流量，为喷注频率，为振幅。的值域为，周期为。为了使激波结构保留在隔离段内，便于观察和分析且不超过发动机的设计极限，一个周期内氢气平均当量比设置为0.7274，喷注频率设置为10.98kKHz，振幅为0.4205kKg/s。
表21 来流条件
Tab. 21  Incoming condition
	参数
	空气
	燃料喷口

	T0/K
	1350
	300

	P0/MPa
	1.75
	—

	Ma马赫数
	2.5
	1

	YO2/%
	20.09
	0

	YH2O/%
	19.26
	0

	YN2/%
	60.65
	0

	YH2/%
	0
	100


燃料开始喷注后，由于燃烧释热，燃烧室压力快速上升并前传，当出口压力逐渐增加到5.5198×104Pa时，在隔离段内形成激波串。受正弦型脉冲喷注影响，隔离段出口压力稳定后呈类正弦变化，从开始出现激波串结构到停止计算，总时间为41.5ms，每0.1ms采样一次数据，获得氢气燃烧状态下的非定常流场数据。隔离段出口压力随时间变化曲线如图3所示。
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图3隔离段出口压力随时间变化曲线图	Comment by WPS_1534404884: 图3曲线超过了横坐标取值范围，请在横坐标补值。	Comment by WPS_1683797728: 已修改

Fig.3 Isolation section outlet pressure curve over time
为了进行燃烧过程中流场的波系演化分析，分别选取四个时刻的密度梯度场，如图4所示。由图4可知，四个时刻的隔离段出口压力依次增加。当隔离段出口压力增加时，逆压梯度沿着隔离段附面层亚声速低动能流动区域向上游传播，导致分离区域向隔离段上游传播，从而导致激波串逐渐向上游移动。在每一个激波串中，沿气流流动的方向，每一道激波的高度和跨度均减小，即激波强度逐渐减弱，这是激波与边界层的强干扰造成边界层严重分离并且其厚度迅速增加引起的。
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(a)时刻t=5.7ms
(a)At t=5.7ms
[image: ]
(b)时刻t=8.9ms
(b)At t=8.9ms
[image: ]
(c)时刻t=14.5ms
(c)At t=14.5ms
[image: ]
(d)时刻t=21.9ms
(d)At t=21.9ms

图4  在不同时刻t分别为5.7ms、8.9ms、14.5ms和21.9ms时的密度梯度场	Comment by WPS_1534404884: 请将图4拆分为各子图，时刻作为子图题名。	Comment by WPS_1683797728: 已修改

Fig.4  Density gradient field at different times t= 5.7 ms, 8.9 ms, 14.5 ms, and 21.9 ms
1.2数据预处理
通过数值模拟获得的415组数据，本研究选取t从3.3ms到22.2ms，共190组数据作为数据集，这些数据位于激波串明显变化的区间，能够表征隔离段波系结构演化特性。
每组数据由2600个上下壁面压力数据和对应时刻的流场图像组成。针对上下壁面压力数据过多，导致网络难以拟合的问题，在随时刻移动且压力值呈现有典型特征变化的区间里，选取30个压力测试点，作为每时刻的压力数据。同时，为了网络更好的训练，将压力数据归一化后作为网络模型的输入。
由于激波串前缘位置在燃料喷注点到隔离段入口处变化，在此区间进行重构流场可以直观获得激波串前缘位置，因此将密度梯度场进行裁剪，取燃料喷注点到隔离段入口处的部分，同时增加对比度和亮度，提高激波串波系结构特征。为了减少网络训练所需的计算时间和参数，流场图像的分辨率降低到35×270像素，图4中四个时刻预处理后流场图像如图5所示。为了加速网络的收敛，将图像像素值从0-255归一化为0-1。
最后，将这190组数据按照8:2的比例分为训练集和测试集，即训练集中有152组数据，测试集中有38组数据。在模型训练过程中，训练集用于更新模型的参数，而测试集不参与参数更新，仅用作评估模型的泛化能力。
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(a)时刻t=5.7ms
(a)At t=5.7ms
[image: ]
(b)时刻t=8.9ms
(b)At t=8.9ms
[image: ]
(c)时刻t=14.5ms
(c)At t=14.5ms
[image: ]
(d)时刻t=21.9ms
(d)At t=21.9ms[image: ]
图5  四个时刻预处理后流场图像	Comment by WPS_1534404884: 请将图4拆分为各子图，时刻作为子图题名。	Comment by WPS_1683797728: 已修改

Fig.5  Flow field image after four moments preprocessing
2 方法
2.1 基于组合式细节特征增强的隔离段流场重构模型组合式细节特征增强网络	Comment by WPS_1534404884: 2.1节标题和文章标题名几乎一样，不妥，请修改，层次需要有区分。	Comment by WPS_1683797728: 已修改

本文提出一种基于隔离段流场重构的NNCDFE方法，由波系结构特征提取网络和细节特征增强网络组成，如图6所示，其中“Deconv”表示上采样层，“Conv”表示卷积层，“FC”表示全连接层，“Max pool”表示最大池化层，“BN”表示批归一化层，“ReLU”表示激活函数。波系结构特征提取网络采用编码-解码的结构，利用多层反卷积、卷积、最大池化和全连接等操作进行串联，提取高维非线性特征，建立流场的主要波系结构特征。其中，编码部分由反卷积层组成，从压缩的输入数据中逐渐重构出更高分辨率的特征图。由于输入压力数据的张量过小，首先利用全连接层将输入数据重塑成适合进行反卷积操作的形状。为充分提取压力的特征信息，网络的解码部分由使用卷积层组成，进一步处理和细化从反卷积层得到的特征图，并通过最大池化层进行下采样，在保留特征的同时，减少计算复杂度。最后，利用全连接层对流场中的主要波系结构进行重塑。为了进一步增强模型对流场细节特征的重建性能，构建了基于残差网络的图像细节特征增强网络，用于波系结构特征图的细节增强，弥补多层卷积网络在特征提取时忽略的流场细节。通过15组残差块串联并多次卷积操作，能够有效学习波系结构特征提取网络缺失的流场图像特征，使得流场图像的细节更加清晰，增加图像的表现力。同时，通过跳跃连接将不同尺度感受野的特征进行融合，提高网络的学习能力和精准度。最后，模型输出得到具有丰富波系结构细节特征的隔离段流场图像。此外，批归一化层在每个卷积和激活函数之间使用，以便稳定和加速训练过程。
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图6基于组合式细节特征增强的神经网络结构图
Fig.6 The neural network architecture diagram based on composite detail feature enhancement includes various components

通过两部分串联，建立隔离段上下壁面压力数据到激波串流场图像的映射关系，函数关系式如式(2)所示：

          (2)







其中，表示由模型重构的隔离段流场图像像素值，表示数值模拟获取的隔离段的上下壁面压力值，和分别表示第一部分网络的函数和整个网络的函数，和分别表示第一部分网络学习参数和整个网络的学习参数。输入参数是由2×15的上下壁面压力值组成，其表达式为：

           (3)




[bookmark: _Hlk194770051]其中，表示隔离段上壁面压力数据，表示隔离段下壁面压力数据。
2.2 卷积与激活函数

卷积层是深度学习模型中的核心组件，通过在输入数据上应用多个卷积核，提取出局部特征等。卷积操作的输出特征图可表示为：

(4)



其中，表示前一层特征图在位置处的值，表示加性偏移量。表示激活函数，本文激活函数选择ReLU(Rectified Linear Unit)激活函数，引入非线性特性，提升模型的表达能力和训练稳定性。
2.3 上采样
由于压力数据尺寸较小且流场图像尺寸较大，因此需要扩大压力数据尺寸，以便后续卷积操作。本文采用转置卷积对压力数据进行上采样。转置卷积是一种通过逆向执行卷积操作来扩展特征图的方法，转置卷积操作如图7所示。
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图7 转置卷积过程图
Fig.7 Transposed convolution process diagram
2.4 池化


池化操作是一种用于减小数据尺寸并提取主要特征的技术。常见的池化操作包括最大池化和平均池化，本文采用最大池化法，假设输入张量为，输出张量为，池化窗口大小为(2，2)，步长为2，其公式为：

      (5)






其中，，，输出张量包含输入张量上从位置到位置的最大值。
2.5 全连接层
全连接层将每个输入特征与每个神经元相连接，使得网络能够学习到特征之间的复杂关系。全连接层的核心是线性变换，通常会在线性变换之后应用一个ReLU非线性激活函数，增加模型表达能力。其公式为：

           (6)






其中，是输出向量，是权重矩阵，是输入矩阵，是偏置向量，表示ReLU非线性激活函数。
3  试验与分析
3.1 模型训练与测试
本次研究使用的计算平台为Windows10，CPU为Intel酷睿i9-14900k，内存大小为16G，GPU为RTX4090，内存大小为12G，使用开源软件库PyTorch来训练模型。首先训练模型波系结构特征提取网络，训练完成后保存权重，再冻结其参数并加载权重，加入波系细节特征增强网络进行训练与测试，即只更新波系细节特征增强网络的参数权重。表32为波系结构特征提取网络网络结构参数，表43为波系细节特征增强网络结构参数。
表32  波系结构特征提取网络结构参数
Tab. 32  Architectural parameters of the wave system structure feature extraction network
	网络架构
	输入尺寸
	ReLU
	输出尺寸

	FC1
	1×2×15
	Y
	1×2×20

	Deconv1
	1×2×20
	Y
	32×4×40

	Deconv2
	32×4×40
	Y
	16×8×80

	Deconv3
	16×8×80
	Y
	14×16×160

	Deconv4
	14×16×160
	Y
	10×32×320

	Conv1
	10×32×320
	Y
	8×16×160

	Conv2
	8×16×160
	Y
	20×8×80

	Max pool
	20×8×80
	N
	20×4×40

	Conv3
	20×4×40
	Y
	20×4×40

	FC2
	20×4×40
	Y
	3200

	FC3
	3200
	N
	35×270


表43  波系细节特征增强网络结构参数
Tab. 43  Wave system detail features enhance network structural parameters
	网络结构
	输入尺寸
	ReLU
	输出尺寸

	波系结构特征提取网络
	1×2×15
	\
	1×35×270

	Conv1
	1×35×270
	Y
	32×35×270

	残差块-15
	32×35×270
	Y
	32×35×270

	
	32×35×270
	N
	32×35×270

	Conv2
	32×35×270
	Y
	1×35×270


两次训练均使用在回归问题中表现较好的均方误差(Mean square error,MSE)均方损失函数(mean squared error, MSE)。M，其SE计算公式如式(7)：

    (7)










式中，表示均方误差损失函数是通过数值模拟得到的流场图像像素值，为第个样本的第个像素点的CFD计算值模型得到的流场图像特征图，为对应的模型预测值。表示每轮训练加载的数据组，本研究设置为=256。为每张图像的总像素数，由于预处理后的图像分辨率为35×270，所以=9450。网络训练的优化器选择Adam，batch size设置为256，初始学习率设置为0.001，每50个轮次(epoch)，学习率下降10%。
随着迭代的深入，损失函数的下降速度逐渐减缓，曲线变得更加平滑，这表明模型开始精细调整参数，以更好地拟合数据。波系结构特征提取网络训练和细节特征增强网络训练分别在1000次和500次迭代后，损失函数收敛至0.001，训练过程在此点终止。两部分训练集损失函数和测试集损失函数的变化如图8所示。
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(a)波系结构特征提取网络训练与测试的损失函数变化曲线
(a)The change curve of the loss function in the training and testing of wave system structure feature extraction network
[image: ][image: ]
(b)波系细节特征增强网络训练与测试的损失函数变化曲线图	Comment by WPS_1534404884: 图8b曲线超过了纵坐标取值范围，请在纵坐标补值。
	Comment by WPS_1683797728: 已修改

(b)The change curve of loss function for training and testing of wave system detail feature enhancement network
图8  损失函数变化曲线图
Fig.8  Loss function variation curve
3.2 结果分析
本研究测试指标选用峰值信噪比(peak signal-to-noise ratio,PSNR)、结构相似性系数(structure similarity,SSIM)和相关系数(correlation coefficient,CORR)。PSNR主要评估图像重构质量的误差，PSNR通常以分贝(dB)为单位表示。PSNR，值值越大表示重构图像与原始图像越接近，质量越好，其计算。通过最大像素值除以MSE，再取对数，即可得到
PSNR值，公式如下：	Comment by WPS_1534404884: 多字母变量
全文中其他多字母变量请统一检查修改。	Comment by WPS_1683797728: 已修改


     (8)






其中，表示PSNR的量化值，计算公式如式(7)，表示图像像素值的理论最大值图像中可能的最大像素值，本研究中=255。
SSIM主要考虑图像结构的相似性，旨在模拟人类视觉系统对图像质量的感知。SSIM不仅考虑图像像素之间的误差，还考虑了亮度、对比度和结构信息的相似性。SSIM值的SSIM的取值范围是[0,1]，，值越接近1，表示重构图像与原始图像的相似度越高，其。SSIM的计算公式如下：

  (9)	Comment by WPS_1534404884: 多字母变量
	Comment by WPS_1683797728: 已修改
















[bookmark: _Hlk194844190]其中，表示SSIM的量化值，和分别是图像和的平均值，和分别是图像和的方差，是图像和的协方差，C1和C2是用于稳定计算的常数。
CORR用于衡量两幅图像之间的线性相关性程度，。它反映了图像间的相似性。CORR的取值，值的范围在[-1,1]之间，。相关系数为1表示两幅图像完全正相关，为-1表示完全负相关，为0表示无相关性，其。CORR的计算公式如下：


 (10)	Comment by WPS_1534404884: 多字母变量
	Comment by WPS_1683797728: 已修改












[bookmark: _Hlk194844580]其中，表示图像和的CORR值，和分别是图像和的像素值，和分别是图像和的平均值。
将MBFCNN[29]、Li Model模型[24]、Kong模型 Model[27]和Multilayer 多层CNN[26]四个已提出的模型与本研究的NNCDFE进行对比。值得注意的是，Multilayer 多层CNN与NNCDFE波系结构特征提取网络结构相同，因此，可以作为去掉波系细节特征增强网络部分的NNCDFE与NNCDFE的模型性能对比。分别选取激波串前缘位于不同位置的流场重构结果，对应t1=5.7ms、t2=8.9ms、t3=14.5ms和t4=21.9ms四个不同时刻，与CFD计算结果进行对比，结果如图9所示。从图9可以看出，由于时刻往后激波逐渐稳定，变化不明显，神经模型对后面时刻流场图像足以拟合，五个模型在t4时刻均能大致重构出激波结构。然而，MBFCNN与Li Model模型在其他时刻的重构图像指标偏低，上壁面波系结构不明显并且激波串有重影，重构质量较差。Kong Model模型与Multilayer 多层CNN重构指标较好，激波串基本可以重构出来，但激波噪点较多。而NNCDFE重构的流场图像，PSNR值均高于其他四种模型，且NNCDFE重构流场质量明显优于MBFCNN与Li Model模型，激波串波系结构细节清晰，更能体现激波结构演化规律，从而能够精准检测STLE位置。
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(a)t1与t2时刻的重构指标对比
(a)Comparison of reconstruction indexes at t1 and t2
[image: ]
(b)t3与t4时刻的重构指标对比
(b)Comparison of reconstruction indexes at t3 and t4
图9  五个模型在四个不同时刻的重构指标对比	Comment by WPS_1534404884: 图9、表5、图10中除姓氏外的英文单词请换用中文进行表述。	Comment by WPS_1683797728: 已修改

Fig.9  Comparison of reconstruction metrics for five models at four different time points

图10为五个模型重构流场图像在t1、t2、t3和t4四个不同时刻重构流场的绝对误差云图。由图可知，MBFCNN与Li Model模型明显误差较大，Kong Model模型、Multilayer 多层CNN和NNCDFE的误差较小，误差主要分布在激波结构的内部区域，对整体结构的观察基本不构成影响，这表明这三个模型都能有效地重构与隔离段流场的波系结构，而NNCDFE重构流场激波的主要特征和轮廓误差在所有模型中最小，因此，更能准确地预测出STLE位置。
选取效果较好的Kong Model模型、Multilayer 多层CNN和NNCDFE进行进一步的像素散点分析和相关系数CORR分析。图11、12和13分别为三个模型重构流场图像在t1、t2、t3和t4四个不同时刻重构流场的像素散点分析和相关系数CORR(红色部分)。散点图上像素点在红线附近越密集排列，表明两组数据的像素强度值越接近。可以直观得到，Kong Model模型效果最差，NNCDFE效果最好，说明基于NNCDFE的重构流场在数值上与CFD计算结果一致性最高，具有更丰富的波系结构特征，能够同时相关系数CORR进一步量化了这一关系。
为了客观评价五个模型的整体重构效果，利用测试集计算五个模型的平均PSNR值，平均SSIM值和平均CORR值，如表54所示，可以直观得出，MBFCNN与Li Model模型两个测试指标偏低，模型性能较差。Kong Model模型与Multilayer 多层CNN两个测试指标较高，重构效果较好，基本可以从重构图像中得到STLE位置。然而，NNCDFE三个平均指标远高于MBFCNN与Li Model模型，并与Multilayer 多层CNN相比，NNCDFE在整个测试集上的平均指标PSNR值提升了9.5%。在五个模型中，NNCDFE平均指标中最高，说明NNCDFE重构图像最清晰，模型性能最好。
表54  五个模型在测试集上的平均指标
Tab. 54  Average metrics on the test set for five models
	模型
	平均PSNR(dB)
	平均SSIM
	平均CORR

	MBFCNN
	17.508
	0.594
	0.390

	Li Model模型
	18.052
	0.671
	0.500

	Kong Model模型
	22.036
	0.655
	0.789

	Multilayer 多层
CNN
	22.529
	0.833
	0.830

	NNCDFE
	24.661
	0.886
	0.857



[image: ]
(a)t1与t2时刻的绝对误差云图
(a)Absolute error cloud image at t1 and t2          
[image: ]
(b)t3与t4时刻的绝对误差云图
(b)Absolute error cloud picture at t3 and t4
图10  五个模型重构流场图像的绝对误差云图	Comment by WPS_1534404884: 请补充色带标目及单位。	Comment by WPS_1683797728: 已修改

Fig.10  Absolute error cloud maps of reconstructed flow field images for five models
	[image: ]
	[image: ]

	(a)t1时刻
(a)At t1
	(b)t2时刻
(b)At t2
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	(c)t3时刻
(c)At t3
	(d)t4时刻
(d)At t4




图11  (a)Kong Model模型在四个时刻的像素散点图与相关系数
Fig.11  (a)Scatter plots of pixels and correlation coefficients of the Kong Model at four time points
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	(a)t1时刻
(a)At t1
	(b)t2时刻
(b)At t2
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	(c)t3时刻
(c)At t3
	(d)t4时刻
(d)At t4



图12  (b)Multilayer 多层CNN在四个时刻的像素散点图与相关系数
Fig.12  (b)Scatter plots of pixels and correlation coefficients of mMultilayer CNN at four time points
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	(a)t1时刻
(a)At t1
	(b)t2时刻
(b)At t2
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	(c)t3时刻
(c)At t3
	(d)t4时刻
(d)At t4



图13  (c)NNCDFE在四个时刻的像素散点图与相关系数
Fig.13  (c)Scatter plots of pixels and correlation coefficients of NNCDFE at four time points
图11  三个模型重构流场图像的像素散点图与相关系数
Fig.11  Scatter plots of pixels and correlation coefficients for the reconstructed flow field images of three models

利用重构流场图像检测STLE位置，可以进一步验证模型重构效果。通过比较流场图像中上壁面和下壁面的激波分离点与进气道的距离，确定STLE位置，并选取较短距离的分离点作为STLE位置。由于从氢燃料喷注处开始出现激波串波形且进气道入口到氢燃料喷注长度为269mm，流场重构图像的水平像素数为270，因此一个像素数约为1mm。如图1412所示，红圈表示STLE位置，与进气道的距离用X表示。
[image: ]
图1412  STLE位置
Fig.1412  STLE's positionThe position of STLE
以此方式，检测流场重构效果较好的Kong Model模型、Multilayer 多层CNN和NNCDFE重构图像中STLE位置，并与数值模拟得到的STLE位置进行对比，如图1513所示。水平轴代表通过图像检测得到的STLE位置水平像素尺寸，垂直轴对应于测试集中的38张流场图像数据。可直观得到，虽然三个模型在整体上都表现出不错的STLE位置预测效果，但在个别数据，例如第6、第8、第21组数据上，NNCDFE预测的STLE位置与数值模拟之间的距离曲线吻合程度最高。



为了进一步验证模型的准确性，计算三个模型的STLE位置平均误差精度。平均误差精度越小，说明模型的预测性能和可靠性越高。对于流场图像=1,2，…，38，平均误差精度计算公式如下：

    (11)


其中，表示模型重构的STLE位置，表示数值模拟的STLE位置。
经计算，Kong Model模型、Multilayer 多层CNN和NNCDFE平均误差精度分别为1.36%，1.08%，0.71%。在三个模型中，NNCDFE的平均误差精度最小，说明激波串前缘波系结构能被更准确的预测，进而精准获取STLE位置，证明了本模型在流场重构任务上的出色表现。
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图1513  三个模型STLE位置与数值模拟对比	Comment by WPS_1534404884: 图13的曲线超过了横坐标取值范围，请在横坐标补值。
图中英文改中文	Comment by WPS_1683797728: 已修改

Fig.1513  STLE positions of the three models are compared with numerical simulation

为了研究不同上下壁面压力量对NNCDFE重构精度的影响，进行稀疏压力测试。分别将上下壁面压力量从30减少至20、14、10，并且这些压力测点依然是从原来的30个压力量等间距选取。不同压力量重构测试集的平均结果指标如表65所示。可以直观看出，随着压力量的减少，而NNCDFE模型平均PSNR指标依然保持在23dBb以上，平均SSIM保持在0.8以上，这证明NNCDFE具有较强的鲁棒性，通过较少的压力量，流场依然能实现较高质量的重构。
表65  NNCDFE模型不同压力量的重构结果平均指标
Tab. 65  Average index of reconstruction results of different pressure forces in NCDFE model
	压力
数量
	平均PSNR(dB)
	平均 SSIM
	平均CORR

	30
	24.661
	0.886
	0.857

	20
	23.564
	0.837
	0.831

	14
	23.461
	0.878
	0.845

	10
	23.354
	0.859
	0.802


4  结论
为解决超声速流场智能重构方法存在的复杂波系结构特征丢失，无法有效捕捉非定常流场的时间演化特性导致STLE位置无法准确辨识等问题，本文提出一种基于隔离段流场重构的NNCDFE方法，将多层神经网络的特征提取能力与残差网络的细节增强能力有机地结合，并利用数值模拟获取的隔离段流场数据集，对该模型在稀疏压力数据条件下的密度梯度场预测能力进行验证，得到以下结论：
1)NNCDFE模型通过组合式神经网络框架，能够有效弥补多层卷积神经网络在特征提取时忽略的流场细节，提高重构流场的细节，从而提升STLE位置的检测精度。
2)在隔离段流场数据集上的预测结果表明，与其余四种方法相比，本研究所提出NNCDFE方法平均PSNR、平均SSIM和平均CORR分别达到了24.661dB、0.886和0.857，有着更高质量的重构精度，体现更加强大的模型性能。
3)与数值模拟得到的STLE位置相比，NNCDFE模型STLE位置的检测平均相对误差精度达到了0.71%，进一步证明模型重构波系细节清晰。
4)随着输入压力数据的减少，NNCDFE性能没有明显下降，证明了NNCDFE模型具有较强的鲁棒性，能够基于稀疏压力数据，实现密度梯度场的高精度预测。
未来将通过集成更多流场特征和改进网络结构，进一步探索组合式网络学习方法在流场重构方面的应用，更进一步地提升流场重构的精度，以便直观对STLE位置进行检测。此外，还将拓展该方法在其他复杂流场环境中的应用，以验证其可扩展性，为冲压发动机的设计和控制提供更加精准和高效的解决方案。
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