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[bookmark: _Hlk195082340]Abstract: The sSuccessful application of reinforcement learning in decision support, combinatorial optimization, and intelligent control has driven its exploration in complex industrial scenarios. However, existing reinforcement learning methods face challenges in adapting to graph-structured data in non-Euclidean spaces. Graph neural networks have demonstrated exceptional performance in learning graph-structured data. By integrating graphs with reinforcement learning, graph-structured data iwas introduced into reinforcement learning tasks, enriching knowledge representation in reinforcement learning and offering a novel paradigm for addressing complex industrial process problems. This paper systematically reviews the research progress of graph reinforcement learning algorithms in industrial domains was systematically reviewed, summarizesd graph reinforcement learning algorithms from the perspective of algorithm architecture and extracted three mainstream paradigmsthree mainstream paradigms from the algorithmic architecture perspective, exploresd their applications in production scheduling, industrial knowledge graph reasoning, industrial internet, power system and other fields, and analyzesd current challenges alongside future development trends in this field.
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随着大数据和深度学习等人工智能技术的迅猛发展，机器学习的一个重要分支——强化学习也得到了显著的发展。目前，强化学习的理论基础逐渐完善，成为解决实际问题的重要工具之一，在各个领域展现出巨大的应用前景，成为学术界和工业界的关注热点[1-3]。强化学习算法的基本思路是将策略优化问题建模为马尔可夫决策过程（Markov decision process, MDP），通过智能体与环境的交互来优化策略，根据观测到的状态做出相应的决策，以最大化累积奖励函数[4]。状态和动作是MDP的重要组成部分，分别体现了强化学习算法的感知与行动能力。强化学习优化策略的好坏与状态和动作的设置密切相关。
强化学习大都用来解决欧几里得数据构成的状态动作空间的环境，但是许多复杂的实际环境都是由非欧几里得数据表征的，结合深度神经网络无法对非欧几里得环境的状态进行充分的特征感知，限制了强化学习的决策性能和应用。
使用合适的方法，在复杂非欧几里得环境中对状态和动作进行高效建模，捕捉数据之间复杂的关联关系，可以有效提高强化学习算法在此类场景中的计算效率和学习能力。许多复杂环境可以自然地建模为图结构。例如，交通网络、社交网络、分子结构等都是天然的图结构，其中节点代表环境中的各个元素，边表示元素之间的关系[5-6]。图结构具有很强的层次性，采用图表征可以更自然地表示这些复杂环境，捕捉其内在结构和规律。图结构还能够存储与节点和边相关的多维度信息（静态数据、时序数据等），为数据分析提供了丰富的信息源，使得机器学习模型能够从图中提取更为精细的特征[7]。
图结构数据的另一个显著优势是能借助图网络提高其对特定问题的解决能力，如使用图卷积网络和图注意力网络等算法，可利用图结构的局部邻域信息，有效捕捉节点间的依赖关系，在节点分类、链接预测等任务中取得了显著的性能提升[6-9]。 
图结构数据具有鲁棒性，在面对数据中的噪声和异常值时，能够通过丰富的上下文信息减少单个数据点的影响，提高模型的稳定性。与一般的深度学习模型相比，基于图结构的模型提供了更好的可解释性，使得研究者能够通过可视化节点的邻域来理解模型的决策过程，这对于提高模型的可信度和透明度至关重要[10]。
强化学习的状态通常是独立的观察点，每条状态中的任务特征信息都是一个独立的实体。不同特征信息之间存在复杂的关联关系，任务过程中不同时序位置上的状态可能会相互影响。使用图结构可以更好地建模这种不同层级的关联关系，将其统一到一张动态图中，使得智能体能够更好地理解环境[11]。此外，图结构允许智能体只关注其周围的局部信息，而不是整个状态空间，这对于大型环境和高维状态空间特别有利，智能体可以通过与相邻节点的交互进行感知和决策，从而减少计算复杂度，更有效地利用局部信息制定策略。使用图结构作为强化学习状态和动作的表示形式，能提高智能体对任务环境的感知与交互能力，使得智能体具有学习出更好的动作策略的可能[12-14]。
[bookmark: _Hlk187914331]本文对现有的工业领域的图强化学习相关文献进行了全面的综述总结。首先对图强化学习方法的框架进行了归纳总结，随后重点介绍和讨论了图强化学习方法在工业领域的应用进展，最后讨论了图强化学习方法面临的问题和解决思路并对未来的发展趋势进行了展望。
1  图强化学习的背景与提出
本节回顾了图学习、强化学习、图强化学习的基本知识，分析了三者之间的区别和联系。	Comment by 唐洋: 全文建议减少“本文”“本节”等第一人称用词
1.1  图学习
图学习旨在使用图神经网络等深度学习技术对图结构数据进行特征提取，获得具有全局结构信息的图或节点表征，其中采用的图神经网络是一类专门用于处理图结构数据的深度学习模型。不同于传统深度学习中的全连接机制或是卷积机制，图神经网络针对图结构数据采用了图1所示的消息传播与邻域信息聚合机制，能够有效捕捉图中节点之间的复杂关系，实现对图层面或者节点层面的表示学习[15]。其基本原理包括消息传递机制、节点更新函数和图池化操作等。通过这些机制，GNNs能够在保留全局图结构信息的同时，逐步更新每个节点的表示，不断学习更远邻居的信息，从而实现单个节点对整个图的信息学习[16-17]。	Comment by 唐洋: 全文图片、表格若引自他人文献，请在正文处引用，请注意参考文献顺序	Comment by 唐洋: 全文缩略词请在首次出现处补充中文、英文全称，请检查、补充全文缩略词全称
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图1  图神经网络机制示意图
Fig.1 Schematic diagram of graph neural network mechanism
[bookmark: _Hlk180597953]图卷积神经网络[18]被广泛的应用于图学习任务中。其基本思想是基于邻居节点的信息聚合，每一个节点的表示向量通过其邻居节点的表示向量进行更新。这种卷积操作使得图卷积神经网络通过聚合邻居节点的信息能够有效捕捉图结构中的局部信息，在节点分类和图嵌入等任务中表现出色。













图卷积神经网络的输入为一个图，其中是节点集合，是边集合。每个节点有一个特征向量，所有节点的特征可以组成特征矩阵，是节点的数量，是每个节点的特征维度。定义邻接矩阵用于表示图中节点之间的连接关系，表示节点与之间存在连接关系，否则。


为了处理不同节点可能具有不同数量的邻居的情况，通常需要对邻接矩阵进行归一化操作。首先计算度矩阵，度矩阵是一个对角阵，其中的每个元素计算如下：	Comment by 唐洋: 全文请统一检查修改：变量、特征数用斜体，其中向量、矢量、张量、矩阵等变量用黑斜体。自然对数底e、圆周率π、虚数单位i或j等用正体。计量单位用正体。公式中多字母变量建议改为单字母变量，多字母可作为下标。


	              (1)
	图卷积神经网络的核心是图卷积操作，图卷积层的计算公式如下：
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其中，为的度矩阵。是第层的节点特征矩阵，初始表示为输入特征矩阵，即，是第层的权重矩阵，表示激活函数。逐层进行图卷积操作，最后一层的输出可用于节点分类、链路预测等实际任务。
随着图神经网络算法的发展，研究人员已将其应用于各种图结构数据任务，如节点分类[5]、图分类[19]、链接预测[20-21]等。图神经网络的成功激发了研究人员将其与强化学习结合的兴趣， 为图强化学习奠定了基础。
1.2  深度强化学习
随着深度学习技术的发展，强化学习开始与深度学习结合，形成了深度强化学习[22]。在深度强化学习框架中，深度神经网络被用作函数逼近器，能够自动地从复杂、高维度的状态空间中提取有用的特征以近似状态值函数和策略函数，从而帮助智能体在复杂环境中进行决策。DeepMind研究团队提出了深度Q网络，在雅达利游戏上达到了人类水平的表现，这是强化学习领域的一个重大突破[23]。随后，AlphaGo的成功进一步展示了深度强化学习在复杂决策问题中的潜力[24]。深度强化学习结合了深度学习的状态特征感知能力和强化学习的决策能力，已成为人工智能研究中的一个重要方向。近年来，深度强化学习在自动驾驶[25-26]、机器人控制[27-28]、工业控制[29-30]和金融交易[31]等领域得到广泛应用。
现有的深度强化学习方法通常在欧几里得空间中对状态特征进行提取。但是在许多复杂的图结构环境中（社交网络，交通网络，电力网络等），实体之间存在复杂的非欧几里得关系。图神经网络能够有效地捕捉和利用非欧几里得数据中的关系信息，这激发了研究者将图神经网络与强化学习结合的兴趣。通过在深度强化学习中引入图神经网络来对图结构环境进行表示和处理，智能体有望更好地利用实体之间的关系和结构化信息，提升决策性能和泛化能力。
1.3  图强化学习
图强化学习是深度强化学习的一种特殊形式，通过将图学习技术与强化学习技术融合，解决非欧几里得环境中的决策问题。如图2所示为一种基于图神经网络的深度Q学习算法，使用图卷积神经网络对图结构环境状态信息进行感知编码，通过深度Q网络学习优化策略解决图结构环境决策问题，开创了图强化学习领域的先河[32]。
[image: ]
图2 基于图神经网络的深度Q学习
Fig.2 Deep Q-learning based on graph neural networks
[bookmark: _Hlk164928369]在图强化学习中，所需要解决的任务采用图进行描述，环境由一张或多张图构成，任务信息包含在节点特征与边的连接中，强化学习智能体通过与图中的节点或边的交互来学习最优策略。与其它深度强化学习算法不同，图强化学习算法需要观测并提取图数据的结构信息，将动作反馈到图结构上，并在此基础上进行决策和优化。图神经网络的使用使得图强化学习算法能够更自然地处理图结构数据，学习到图与节点的表征。表1展示了图学习、深度强化学习和图强化学习各自算法框架之间的区别与联系。图学习旨在通过图神经网络来学习图或节点的表征，使用消息传递机制与节点更新函数来学习具有全局信息的节点表示，并进行下游的图或节点分类等任务。深	Comment by 唐洋: 这部分在表1中已有体现，建议精简内容
表 1  图学习、传统深度强化学习与图强化学习算法之间的区别与联系
Tab.1  The differences and connections between GL, RL, and GRL algorithms	Comment by 唐洋: 这几个缩略词请在正文中给出中文、英文全称
	算法类型
	任务目标
	核心机制
	网络结构
	主要作用
	符号表述

	图学习
	节点/图层级任务
	消息传播与节点更新
	图神经网络
	图上问题表征与特征提取
	
图表征：

	深度强化学习
	最优策略
	值/策略函数
	深度神经网络
	环境交互与策略学习
	五元组



	图强化学习
	最优策略
	值/策略函数
	图神经网络 
	二者融合
	
状态

动作
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度强化学习利用深度神经网络来逼近策略和价值函数，通过智能体在环境中的交互来优化神经网络参数，学习最优策略，以最大化累积奖励。图强化学习是深度强化学习的特殊形式，在深度强化学习的基础上加入了图学习的机制，使用图神经网络对图结构环境进行感知，学习图表征后，将其作为动作选择的依据，采用深度强化学习的方法来学习最优策略。基于MDP的定义,图强化学习过程可以定义为一个典型的五元组，图强化学习中的状态直接体现为任务环境的图表征，而其中的动作则是反映为图中节点或边的修改，进而进入新的状态，新状态为原始图改变后新的图表征。对应地，深度强化学习中的深度神经网络在图强化学习中被替换为图神经网络。	Comment by 唐洋: 这部分在表1中已有体现，建议精简内容

2  图强化学习方法框架
[bookmark: _Hlk193463759]图强化学习作为一个新兴研究领域，结合了图结构数据与强化学习的优势，受到了学术界和工业界的广泛关注。近年来，研究人员一直在探索将图学习方法与强化学习融合进行决策的方法。在不同的应用场景中，图与强化学习的结合方式多种多样。本章节将根据图与强化学习的结合及作用机制，对这些不同场景中的图强化学习类型进行归纳总结。图学习与强化学习结合的方法可分为三类：深度图强化学习、强化学习优化生成图和强化学习探索图。
2.1  深度图强化学习
深度图强化学习是三类结合方法中应用最广泛的方法，通常用于图结构化环境中的序列决策问题，深度图强化学习任务将环境抽象为图结构，使得智能体能够更好的理解环境，从而提高智能体的决策性能。
在深度图强化学习中，智能体与环境交互的马尔可夫决策过程是在图结构化的环境上完成的，智能体接收图结构化的环境作为状态，并根据策略输出动作来影响环境。深度图强化学习通常用于解决工业领域中的顺序决策问题，应用于工业互联网[33-42]、电力系统[43-50]、交通控制[51-55]、智能装备[56-61]领域。基本的深度图强化学习框架如图3所示。深度图强化学习的应用通常包括以下四个步骤：将环境构建为图结构、状态特征嵌入、图神经网络的选择和强化学习方法的选择。
[image: ]
图3  深度图强化学习框架
Fig.3 Deep Graph Reinforcement Learning Framework
在应用深度图强化学习算法时，首先需要构建图结构。图结构的构建需要将环境抽象为图结构数据，包括图网络拓扑信息（邻接矩阵）和节点特征，作为深度图强化学习模型的状态输入。	Comment by 唐洋: 深度图强化学习的应用步骤是否可以再精炼？
节点和边是图的最基本单元，需要根据应用场景进行定义。在大部分场景中，通常采用同构图来表征环境，其中所有节点和边都是同一类型。例如在电力系统中节点代表母线，边代表母线的分支。在工业互联网规划任务中，节点代表网络服务器，边代表服务器之间连接的链路。
完成节点和边的定义后，需要对节点和边进行特征表示工作，将表征环境状态的特征信息编码到节点和边中以捕捉和提取重要的信息。大部分场景中，边仅代表节点之间的连接关系，没有额外的特征信息。在一些特定场景中，需要为边添加信息，例如在工业互联网规划问题中，会为边赋予网络链路的特征（带宽、延迟等信息）。
现有深度强化学习模型通常直接使用全连接神经网络和卷积神经网络对环境状态进行感知，而深度图强化学习接收的是抽象为图结构数据的环境状态，需要使用图神经网络来对输入的状态进行特征信息提取、嵌入等操作。与图学习方法类似，深度图强化学习也需要根据图结构环境的特点来选择合适的图神经网络对环境进行感知，直接决定了智能体在图结构数据上的学习性能与效率。普通图神经网络和图卷积神经神经网络是应用最广泛的两种网络。在一些特殊情况下，为了提高性能会采用其他类型的图神经网络，或者将图神经网络与其他类型的网络进行结合使用。例如有学者使用图注意力网络对异构图进行特征提取[62]或解决部分可观测环境中的信息丢失问题，也有学者结合门控循环单元来更好的捕获空间和时间相关性[52]。
深度图强化学习采用与深度强化学习相同的方法来学习最优策略。在大部分场景中根据任务需求，基于值的方法（DQN）、基于策略的方法（策略梯度、PPO、TRPO等）、基于值和策略的Actor-Critic方法（A2C、A3C、DDPG等）是常见的选择。深度图强化学习为了能够接收图结构的状态，会将上述选择的图神经网络作为深度强化学习方法中的深度神经网络，例如在DQN中会使用图神经网络作为目标网络和评估网络完成对Q值的估计，在Actor-Critic方法中，使用图神经网络替换Actor网络和Critic网络完成对Q值和V值的拟合。	Comment by 唐洋: 请补充该缩略词的中文、英文全称
在智能制造系统、交通信号控制、无人机群等多智能体协同应用场景中有学者使用图神经网络对环境进行感知并训练多个智能体协同完成决策[41- 42, 63-65]。单智能体方法直接接收整张图结构环境作为状态，感知图结构环境的所有信息并在整张图上进行宏观的决策。而在多智能体方法中，会将每个独立的智能体抽象为图上的节点，环境的信息对单个智能体是部分可观测的。如图4所示，单个智能体只能对图上邻域环境的信息进行感知作为自身的节点特征表示状态，不能感知图上所有的信息。每个智能体通过观察自身的环境状态、分别采取动作共同改变图结构环境以获得奖励来学习各自的策略，以协同实现目标。现有的图上多智能体强化学习的训练方式与普通多智能体强化学习相同。
[image: ]
图4 多智能体环境图上信息部分可观测示意
Fig.4 Observable schematic of information part on multi-agent environment graph
[bookmark: _Hlk193462722]深度图强化学习的创新之处在于将非欧几里得数据的环境表示为了图结构，图结构化的环境能够更直观地表示实体间的关系和交互，帮助模型更好地聚合和传递信息。同时图神经网络的使用赋予了智能体感知图结构化环境的能力，通过图神经网络有效地从图结构数据中提取和聚合节点特征，使得智能体能够理解和利用环境中的局部和全局信息，从而更好地进行决策。未来，随着算法优化、跨领域应用和理论研究的不断推进，深度图强化学习有望在更多工业领域中发挥重要作用。
[bookmark: _Hlk184838909]2.2  强化学习优化生成图
[bookmark: _Hlk193462976]深度图强化学习通过将环境抽象为图结构提高了智能体的决策能力，但是没有对图的结构（连接关系）进行修改，图的结构直接由环境决定，深度图强化学习的智能体采取的动作仅会影响图上节点和边的状态特征，而不会改变节点之间的连接关系。使用强化学习优化图结构是强化学习与图学习结合的另一类范式，其核心思想是通过强化学习智能体的决策来主动调整图的连接关系，表现为对图结构中边的添加、删除从而优化图的结构以实现特定目标。主要应用在工业生产中的组合优化问题[62-64,66-74]和分子结构生成任务[75-79]。
强化学习优化生成图的过程中，马尔可夫决策过程被完全定义在图上，智能体接收图的当前结构及其特征，动作则涉及对图结构进行修改的操作，如添加或删除节点和边，完成对图结构的优化任务。在大部分场景中，智能体对图结构的修改动作是单步执行的，即智能体在每一个时间步接收图结构的信息作为状态，并执行动作完成对节点和边的修改，在下一时间步中智能体继续以上一时间步修改后的图作为新状态，并继续执行修改动作，如此交替进行直到达到最大时间步或规定的终止条件为止。例如在车间调度问题中，在每一时间步智能体接收当前的调度图，通过修改表示操作-机器的析取边将可执行的操作分配到空闲的机器上，直到完成所有作业；在分子结构生成任务中，将分子结构表示为图，从初始图开始，每一时间步中智能体接收分子生成的图为中间状态，并对节点和边进行修改生成下一中间图，逐步生成具有目标属性的分子。图5为强化学习单步优化生成分子图的过程示意。
[image: ]
图5  强化学习单步优化生成分子图过程示意
Fig.5 Schematic diagram of the process of generating molecular graphs through single step optimization in reinforcement learning
智能体在完成所有图结构优化后才能得到评判优化结果好坏的奖励信号，这使得智能体在学习过程中难以评估其动作的好坏，增大环境探索难度，带来了奖励稀疏的问题。为了应对这个挑战，学者们通常会通过增设中间奖励进行子任务划分或为图神经网络引入序列建模方法（循环神经网络、Transformer等）跟踪和记忆过去的图修改步骤来指导智能体逐步完成对图结构的构建优化工作[62,69,79]。
[bookmark: _Hlk193463150]强化学习优化生成图的基本方法框架与前述的深度图强化学习基本相同，使用图神经网络对图结构环境进行特征提取和聚合后结合深度强化学习进行决策，区别在于两者面向的任务不同，深度图强化学习面向具体的复杂任务，将环境建模为图结构并在图上解决其决策问题，而强化学习优化生成图则用于对具体的图结构对象进行优化或生成操作。
2.3  强化学习探索图
强化学习具有很强的探索能力和知识发现能力。使用强化学习对图进行探索，将强化学习用于图上的知识挖掘任务是另一大热门的图与强化学习结合的范式，主要应用于知识图谱的关系推理和推荐系统。
使用强化学习进行关系推理的任务是在知识图谱上的探索过程，智能体从源实体出发，通过实体之间的连接关系移动到相邻的实体并最终到达目标实体，从而得到源实体和目标实体之间的关系，探索过程如图6所示。将关系推理问题建模为马尔可夫决策过程，状态集合包括智能体当前所在实体、目标实体和历史轨迹，动作集合为当前所在实体的所有出边信息，状态转移则表现为采取动作后转移到下一实体。使用延迟奖励和即时奖励引导智能体到达目标实体完成推理过程。
[image: ]	Comment by 唐洋: 请补充中文、英文子图
图6  知识图谱关系推理过程示意图
Fig.6 Schematic diagram of KG reasoning process
强化学习探索图的另一种应用就是基于知识图谱的推荐系统，推荐系统根据用户的历史交互信息来有针对性的向用户推荐内容。在KGQR框架中，基于用户的历史交互信息作为种子集，在集成了先验知识的知识图谱上通过邻域信息来动态的生成候选集，用于强化学习最终的决策输出[80]。在知识图谱上进行搜索增强了状态的表示，结合知识图谱的语义关联信息缩小了搜索空间，提高了策略搜索效率。
3  图强化学习在工业领域的应用
[bookmark: _Hlk193463875]目前已有一些研究在各个工业场景中应用图强化学习方法，图强化学习在生产调度、工业知识图谱、工业互联网以及电力系统等工业应用中表现出强大的性能（见图7）。如何充分发挥图强化学习算法的性能，更好地为工业领域服务，是一个重要的研究方向。	Comment by 唐洋: 这部分在后文中已有体现，建议精简，图片建议删除
[image: ]
图7  图强化学习在工业领域应用
Fig.7 Application of Graph Reinforcement Learning in Industrial Field
[bookmark: _Hlk180847445]3.1  生产调度
车间调度问题（生产调度问题）是运筹学和生产管理中经典的NP困难问题，在工业生产中有着广泛且重要的应用，核心在于优化资源的使用和提高生产效率。解决车间调度问题的核心在于优化生成调度图，由于图强化学习有天然处理图结构数据的优势，近年来图强化学习方法在车间调度问题中的应用引起了研究者的广泛关注[81]。
3.1.1 静态车间调度问题	Comment by 唐洋: “静态车间调度问题”篇幅较长，能否精简下表述？
在静态车间调度问题中，每个作业都有一个唯一的操作序列，必须在特定的机器上进行处理。一个标准的静态车间调度问题由一组作业集合和一组机器集合组成，当每个操作仅能在一台特定的机器上完成时为基本的车间调度问题（JSSPs），当每个操作可以在多个候选机器集合中选择一台完成时为柔性车间调度问题（FJSSPs）。车间调度问题的目标是找到一个调度方案，使总完成时间最短。车间调度问题可以使用如图8中所示的析取图表示，这是一个3（作业）×3（机器）的JSSPs实例。黑色箭头是表示同一作业中操作之间优先级的连接弧，虚线是要指定方向的析取弧，颜色相同的析取弧（或操作节点）需要同一台机器进行加工。求解结果是得到图8中所示的调度图。	Comment by 唐洋: 请补充英文全称
[image: ]	Comment by 唐洋: 建议拆为两个子图，并补充相应的中文、英文子图名
图8  静态车间调度问题的析取图表示
Fig.8 Disjunctive graph representation of static JSSPs
Zhang等[66]首次提出了称为L2D的图强化学习方法来解决JSSPs问题，基于析取图表示的优先级调度规则学习方法，使用经过近端策略优化算法（PPO）训练的图同构网络来学习析取图的嵌入，并选择要调度的操作。与L2D方法类似，Park等[67]使用基于图神经网络的强化学习框架解决车间调度问题，使用析取图表示作业状态，并通过图神经网络学习析取图节点特征，将嵌入的节点特征映射到最佳调度动作，具有优秀的泛化性能。类似的，也有学者将柔性制造系统建模为Petri网并采用图卷积神经网络来近似深度Q网络的动作值函数[68]。Song等[62]创新性的使用异构图结构来表示作业状态，增加了机器节点及其之间的操作-机器弧，通过降低图密度以及整合机器信息提高了表示效率，并使用图注意力网络自动学习不同节点的重要性特征。由于图网络提供的状态质量对强化学习性能有显著影响，Chen等[69]设计了一个多头注意力机制的Transformer将图嵌入与每个时间步的附加特征集成以增强普通图网络的表征能力，首先使用类似于node2vec的策略离线训练Transformer的编码器，随后使用强化学习算法来从图嵌入中学习车间调度策略。类似的，Liao等[70]也提出了Transformer的方法，区别在于他们使用PPO来训练整个网络架构，而不需要离线学习。
Chen等[71]将多目标强化学习与图神经网络进行了结合，他们采用基于凸包的方法来调整环境中不同奖励的权重来对图同构网络进行PPO训练，为考虑完工时间、完工率和成本的多目标JSSPs问题制定了调度策略。
上述方法均属于单智能体强化学习，在处理复杂的调度任务时可能会遇到困难。因此有学者提出将图神经网络与多智能体强化学习结合以解决复杂的JSSPs问题。Jing等[63]将FJSSPs建模为拓扑图结构预测过程，将多个作业视为多智能体，并使用图卷积神经网络从每个智能体执行的动作中提取特征抽象全局动作表示。Zhang等[64]将每个机器和作业视为智能体，设计多智能体图来推导机器和工作之间的关系，节点代表智能体（机器或作业），边代表机器处理作业操作的顺序和作业在机器上可能的操作，利用深度Q网络来找到FJSSPs作业排序和路径选择的最佳动作，取得了优秀的性能。
3.1.2 动态车间调度问题
动态作业车间调度问题（DyJSSPs）是对静态车间调度问题的扩展，考虑了新作业的随机到达、机器故障、作业取消或加工时间的变化等实际生产环境中的动态变化情况。这些动态因素增加了问题的复杂性，要求调度方案能够实时调整以适应新变化。
Yang等[72]通过图卷积神经网络学习节点嵌入，并使用深度双Q网络开发策略解决具有随机作业到达的DyJSSPs问题。Liu等[73]提出了一种基于深度强化学习的方法，使用图神经网络来学习调度规则。他们扩展了L2D的图表示来处理DyJSSPs问题，利用仅到达作业的操作来构建析取图表示来处理随机作业到达和随机机器故障，处理时间、操作完成程度和机器可用性的信息在动态环境中随着时间更新。
Lei等[74]引入了分层强化学习框架来解决具有新工作到达和灵活机器分配的DyJSSPs问题。该框架包括一个高级层代理和两个低级层代理，高级代理通过决定何时释放在线到达的作业来将DyJSSPs分解为静态的JSSPs问题，两个低级代理分别用来处理机器分配和操作调度。高级代理的MDP由缓存作业的数量和重新调度后所有机器完成时间的变化来定义。析取图被用作低级作业操作选择代理的状态表示，机器分配代理的状态由要分配给机器的操作的完成时间和处理时间组成。图同构网络编码作业操作选择代理的析取图状态表示，多层感知机用于编码高级代理和机器分配任务状态表示。深度双Q网络训练高级代理何时释放作业，并使用multi-PPO训练两个低级代理。实验结果表明，所提出的框架在性能上优于调度规则和元启发式等现有的动态调度方法。
[bookmark: _Hlk193462013]3.1.3 常用数据集	Comment by 唐洋: 全文“常用数据集”和“常用仿真环境”比较通用数据集和仿真环境的参考文献引用建议删除
[bookmark: _Hlk193461920]	车间调度问题常用的数据集有Taillard、OR-Library、Brandimarte、Hurink、Demirkol等，这些数据集都是公开可用的。Taillard[82]和OR-Library数据集[83]用于研究基本车间调度问题（JSSPs），Brandimarte数据集[84]除包含JSSPs问题外还可用于研究柔性车间调度问题（FJSSPs），Hurink[85]和Demirkol数据集[86]考虑了实际生产环境的动态性，用于研究复杂的动态车间调度问题（DyJSSPs）。
3.2 工业知识图谱
知识图谱是图学习中的关键概念之一，它是一种结构化的知识库，用于存储实体之间的关系。利用强化学习强大的探索和知识发现能力，许多学者将强化学习用于知识图谱的关系推理问题中。Xiong等[87]首次将强化学习方法用于知识图谱的多跳推理问题，取得了优于基于路径排名的算法和知识图谱嵌入方法的性能。Wang等[88]提出引入自注意力机制的ADRL模型用于知识图谱推理问题，自注意力机制帮助模型有效地推断知识图谱中实体和关系的重要性，提高推理效率。此外，有学者使用对抗强化学习方法[89-90]，使用路径鉴别器输出奖励信号，指导生成器的优化过程，解决了虚假路径问题。Wan等[91]提出了一种模拟人类思维模式的分层强化学习方法，将整个推理过程分解为强化学习策略的两个步骤。针对时间知识图谱推理场景，Sun等[92]提出了TITer模型，利用相对时间编码函数获取代理的时间信息，并利用时间形状奖励指导模型学习。
在工业领域，随着工业4.0的推进和智能制造的兴起，工业系统变得日益复杂和自动化，积累了海量的多源异构数据，但这些数据往往缺乏结构化和语义化的处理，难以直接用于决策支持。同时，传统的数据驱动方法在面对复杂工业场景时存在解释性和可靠性不足的问题。最近的研究表明将知识图谱用于工业领域是一个很有前途的方向。知识图谱作为一种结构化知识库，能够整合多源数据，构建结构化的知识体系，实现数据与知识的深度融合，不仅可以利用数据驱动的方法进行模式识别和预测，还能通过知识推理提供可解释的决策依据，从而在故障诊断、异常检测等关键任务中发挥重要作用。
[bookmark: _Hlk188627765]在工业故障诊断和异常检测领域，知识图谱可以有效地整合故障相关的知识，帮助快速定位故障原因、提供诊断建议，并辅助工程师进行维修决策，知识图谱用于工业故障诊断过程的流程图如图9所示。针对构建故障诊断知识图谱面临数据标注耗时和数据噪声问题，Chen等[93]提出了一种基于强化学习的远监督关系抽取方法来构建工业4.0环境下的故障诊断知识图谱，在设计故障诊断知识图谱的本体结构后，通过结合关系感知的句子级注意力机制降低噪声句子对关系抽取的影响，并使用强化学习识别并移除噪声句子从而进一步提高关系抽取的性能，有效降低了噪声数据的影响并提高了关系抽取的准确性。针对钢铁生产线上设备复杂、故障诊断困难的问题，Han等[94]首先基于关系导向模型构建了一个低层次的故障诊断知识图谱，并通过强化学习和图神经网络进行进化，使用强化学习进行图上推理预测隐含关系，图神经网络计算新实体的嵌入向量，以填补知识图谱中缺失的关系和实体，形成高层次的知识图谱。实验结果表明该方法显著提高了故障诊断的准确性，提供了更丰富的故障相关信息。Zhang等[95]提出了基于强化学习的知识图谱推理方法，用于钢铁表面缺陷检测。他们通过融合多源异构数据（工艺参数、化学成分、缺陷图像和操作日志等）构建知识图谱，并利用双智能体强化学习框架进行路径推理，双智能体从相反方向探索路径以提高路径搜索效率，并通过路径共享机制和综合奖励函数高效地发现缺陷原因。实验表明，该方法在多个基准数据集和实际钢铁缺陷数据集上表现出色，显著提高了知识推理的准确性和效率。
[image: ]
图9  知识图谱用于工业故障诊断过程的流程图
Fig.9 The flowchart of fault diagnosis KG	Comment by 唐洋: 此处建议使用英文全称
除了故障诊断和异常检测之外，也有学者使用基于图强化学习的知识图谱方法对工业过程的因果关系进行推理建模。因果关系揭示了过程变量之间的相互作用机制，可以揭示过程变量之间的关系，准确地反映工业过程的实际运行机制。Zhang等[96]提出了一种基于时空因果建模的工业过程建模方法，旨在通过知识与数据引导的强化学习识别过程变量之间的时空因果关系，并利用图注意力门控循环单元捕捉工业数据的时空同步演化。该方法通过构建时空因果有向图克服了现有因果建模方法忽视时间延迟和引入虚假因果关联的局限性，在硫回收单元的软测量和氩精馏系统的异常检测两个实际工业案例中验证了其优越性，他们的方法显著提升了模型的预测可靠性和可解释性。
在智能制造系统领域，Zheng等[65]提出了“Self-X”认知制造网络的概念，他们基于制造过程中的多模态数据中提取的经验知识和模式构造工业知识图谱，通过任务分解和配置搜索为多智能体强化学习提供初始解决方案和知识支持，帮助其快速完成制造任务；而多智能体强化学习在优化过程中生成的最优策略和解决方案则反馈到知识图谱中，通过知识融合和更新进一步丰富知识图谱的内容，实现了制造任务的自优化和“Self-X”网络的持续进化。通过多机器人协同任务的仿真实验证明了该方法在动态适应任务需求和生成优化解决方案方面的可行性。
3.3 工业互联网
随着智能制造技术的快速发展，工业互联网已成为推动工业自动化和智能化的关键技术。工业互联网通过连接大量的设备、传感器和控制器，实现设备之间的高效通信和协同工作，对网络服务质量（QoS）提出了极高的要求。因此，如何对网络资源进行高效的规划和利用已成为急需解决的问题。图强化学习能够自适应地学习网络空间中的复杂关系和动态变化，已经在边缘计算、网络虚拟化和网络规划等场景中取得了优秀的性能。	Comment by 唐洋: 该缩略词请补充中文、英文全称
3.3.1 应用场景
边缘计算是一种分布式计算模式，旨在将计算和数据存储靠近数据源或用户，以提高处理效率并降低延迟，在智能制造系统中有广泛应用。Yan等[33]通过任务调用图来表示移动应用程序中任务之间的复杂依赖关系，并采用深度强化学习来学习最优卸载策略。他们的算法能够实现接近最优的性能，同时显著降低计算复杂度。Chen等[34]提出了一种集中式图卷积网络深度强化学习（GCN-DDPG）算法，帮助边缘设备在动态环境中做出高效决策。	Comment by 唐洋: 该缩略词请补充中文、英文全称
传统数值优化方法在解决大规模边缘计算问题时常显得效率低下，尤其在边缘服务器和信道条件变化时需重新求解。Yao等[35]提出了一种基于图注意力网络的多智能体强化学习算法，通过图注意力值分解网络有效捕捉边缘节点之间的空间关系，展示了优于现有基准的性能。
当大量异构任务被卸载到边缘服务器（ESs）时，可能导致资源受限和任务延迟。Gao等[36]提出了一种基于课程注意力加权图循环网络的多智能体演员-评论家方法，提供完全去中心化卸载方案。该方案使用注意力机制的图神经网络进行信息聚合和通信，在真实出租车系统数据集上表现优越，显著提高了任务完成率和系统效率。
网络虚拟化技术（NVF）在互联网架构中扮演了重要角色，通过软件实现网络功能，取代了传统的硬件依赖方式。虚拟网络嵌入（VNE）作为网络虚拟化的核心挑战之一，需要将虚拟网络请求（VNR）有效地映射到物理网络资源上，这是一个NP困难问题。在VNE问题中，与强化学习结合的图卷积神经网络能帮助智能体搜索最优的嵌入策略。Yan等[37]首次将图卷积神经网络应用到VNE问题中，解决了传统卷积神经网络不适用于处理网络拓扑这种非欧几里得数据的问题。他们提出了一种多目标深度强化学习方法，优化虚拟网络嵌入策略。与现有最先进解决方案相比性能明显提升。Sun等[38]提出DeepOpt算法用于解决VNF放置问题。通过图神经网络处理网络拓扑信息，并在深度强化学习框架中训练图神经网络参数，该方法能够自动优化解决方案无需依赖专家知识，展示了强大的泛化能力。此外，在动态VNE问题中，Zhang等[39]在前人研究的基础上引入了适应度矩阵和适应度值到图强化学习算法中，可以动态适应虚拟网络拓扑和资源属性的变化。
网络规划是确保网络性能、可靠性和成本效益的关键过程。传统上，这一过程依赖于专家知识或基于整数线性规划和约束编程的求解器，但这些方法在大规模网络优化问题上存在着计算量大、求解时间长等局限性。在网络规划领域，图强化学习已经被应用在了网络拓扑、无线局域网（WLANs）信道分配和路由优化问题。Zhu等[40]提出了NeuroPlan的模型，结合图神经网络和深度强化学习，用于解决网络拓扑问题，他们使用图神经网络和新的域特定节点链路变换来编码网络状态，处理网络拓扑的动态特性。深度强化学习首先用于缩小搜索空间，随后利用整数线性规划求解器在缩小的空间中找到最优解。针对光传输网络的路由优化问题，Almasan等[41]使用图神经网络捕捉网络中的链接和流量关系，通过深度强化学习在不同网络拓扑中进行高效路由决策。
随着无线设备的增多，WLANs中的接入点密集部署，导致信道资源紧张，有效信道分配策略对于减少接入点之间的干扰和提高网络整体吞吐量至关重要。Nakashima等[42]提出了专用于密集部署的WLAN信道分配的图强化学习模型，通过图卷积神经网络提取信道特征，该模型能够处理由接入点构成的图结构数据，性能优于仅使用简单神经网络的深度强化学习方法。
[bookmark: _Hlk193462364]3.3.2 常用数据集
在工业互联网优化问题的研究中，常用的数据集包括了真实网络流量数据集Abilene、GÉANT和CERNET等[97]和通过模拟真实网络拓扑和流量而生成的合成网络流量数据集EBONE（Europe）、Sprintlink（US）和Tiscali（Europe）等[98]，以及通过网络模拟器生成的定制化数据集，比较出名的是OMNeT++网络模拟器，曾在网络规划挑战赛中用于生成模拟数据集来评估不同的解决方案[99]。
3.4 电力系统
电力系统为工业生产提供了可靠、稳定的能源支持。随着工业4.0和智能制造的兴起，对电力系统的智能化、可靠性和能源质量也提出了更高的要求。电力系统天然可以建模为图结构，使用节点和边来表示电网的拓扑连接，利用图神经网络可以捕捉电力系统中复杂的关系。因此，图强化学习方法在电力系统中具有非常大的应用潜力，为电力系统的智能化动态控制提供了解决方案。目前已有一些研究将图强化学习用于电力系统中输电网络和配电网络的控制。
[bookmark: _Hlk188636632]3.4.1 输电网络控制
输电网络是电力系统中用于长距离、大容量电力传输的基础设施，用于将发电厂产生的电力传输到配电网络或直接供应给大型工业用户。图强化学习方法通过动态改变电网拓扑结构来优化输电网络的运行，减少线路过载情况的发生。Xu等[43]使用图神经网络捕捉电网的状态特征，利用双Q网络来动态调整电网拓扑结构，优化电力流动、减少了线路过载和功率损耗。
针对输电网络控制中大规模动作空间的问题，Xu等[44]在使用图注意力网络进行状态特征提取的基础上，使用蒙特卡洛树搜索（MCTS）在大规模动作空间中高效地筛选和评估动作，通过模拟环境结果反馈动态调整搜索方向，为深度强化学习代理提供高质量的动作候选集合，缩小了动作搜索空间，提高了决策效率。van der Sar等[45]提出了分层多智能体强化学习框架解决大规模空间问题，他们利用输电网络的分层特性来优化拓扑操作，设计了包含最高层（决定是否行动）、中间层（选择变电站和操作顺序）和最低层（变电站智能体执行母线切换操作）的三层架构，并在最低层中为每个变电站被分配一个独立的智能体，通过多智能体共同协作来优化整个电力网络的拓扑结构，实验结果表明，分层多智能体强化学习框架在大规模输电网络中展现出显著优势。
3.4.2 配电网络控制
在电力系统中，配电网络在电力系统的末端，负责将电力从输电网络分配到最终用户，它直接与电力消费者相连，电压控制是配电网络的关键任务。图强化学习在电压控制中的应用主要分为常规运行控制和紧急情况控制。
在常规运行控制中，图强化学习方法通过优化分布式能源（蓄电池、电容器、光伏逆变器等）的无功功率输出来维持电压稳定。Lee等[46]将电力系统表示为图结构，节点代表电力系统的母线，边代表线路，将分布能源和电压调节器的状态编码到节点特征中，并利用图卷积网络作为策略网络，以捕捉电力系统的拓扑关系。Wu等[47]提出了两阶段电压调节框架来应对可再生能源（光伏）导致的电力分配系统快速电压波动问题，在日前阶段，通过整数优化模型对有载调压变压器、电容器组和储能系统的进行调度决策，在实时阶段，利用图强化学习方法调度光伏逆变器的无功功率实现对电压波动的快速响应。在不平衡配电系统上的仿真实验中，在改善电压曲线和减少功率损耗方面表现出色。Mu等[48]使用多智能体强化学习方法，将每个分布式能源设备视为一个智能体，多个智能体通过调整自身的无功功率输出来稳定电压并减少网络损耗，适用于处理大规模配电网的复杂拓扑结构。
在紧急情况下，图强化学习方法可以通过执行负载削减来避免配电网络的崩溃。Hossain等[49]提出了一种基于图卷积神经网络的深度强化学习框架，专注于应对电力系统的拓扑变化，并自动执行负载削减策略以确保电压稳定控制。Jacob等[50]使用结合了图神经网络和前馈网络的图胶囊神经网络捕捉图的结构信息，提供了更丰富的状态表示。
[bookmark: _Hlk193462397]3.4.3 常用仿真环境
	在电力系统中，最常用的仿真环境为IEEE标准测试系统和Grid2Op仿真环境。IEEE标准测试系统涵盖了不同规模的测试案例，可以在MATPOWER[100]、Pandapower[101]和DIgSILENT PowerFactor[102]等电力系统分析工具中直接使用。但是，IEEE标准测试系统所有测试案例的拓扑结构和参数是固定的，无法模拟电网的设备故障、负载波动等动态变化情况，适用于电力系统的静态分析。Grid2Op仿真环境是一个专门为强化学习设计的电力系统仿真环境[103]，能够模拟电网的动态运行，还能够根据需要自定义电网模型，适用于电网的拓扑优化、电压控制、故障恢复和可再生能源集成等复杂动态控制的研究。
4  图强化学习算法面临的问题及解决思路
[bookmark: _Hlk193463994]随着图强化学习的发展,该算法被越来越多的用来解决工业场景中的实际问题。然而，图强化学习算法普遍存在着图表征不准确、数知分离（冷启动）、迁移能力弱和数据稀疏等问题，使得现有算法在复杂工业场景中部署时仍面临较大困难,如何完善图强化学习的理论,并将图强化学习推广到更广阔的工业应用场景是未来的重要研究方向。
4.1  图强化学习中图表征的不准确问题及解决思路	Comment by 唐洋: 第4节标题中已出现“图强化学习算法”，建议4.1至4.4节标题中删除“图强化学习”
从图表征学习角度来看，图嵌入的质量会显著影响下游强化学习的表现，而目前图学习本身存在两个不足。第一个不足是图通常具有层次结构，而欧几里得空间是线性的，将层次图映射到欧几里得空间可能会导致嵌入失真，节点之间的几何关系无法捕捉其固有的层次结构[104-105]。另一个不足是随着图神经网络层的堆叠，节点在迭代聚合邻域信息的过程中可能会变得过于相似，这种现象称为过平滑。过平滑使得不同节点之间的表示趋于同质化，降低了模型在区分不同节点特征时的能力，这在半监督和无监督任务中尤为明显[106-107]。
	欧式空间图嵌入在表征图中存在的复杂层次结构时可能会引起失真。为了解决这个问题，可以考虑采用双曲空间图嵌入方法[108]。双曲空间由于其固有的负曲率，在表示分层数据方面提供了卓越的能力，从而能够更准确地建模图中的层级关系，有望减轻图层级结构嵌入时的失真并提高图表示的保真度。
针对图学习存在的过平滑问题，一种解决思路是对模型架构进行优化，通过引入残差连接（GCNII）[109]或跳跃传播（APPNP）[110]来保留浅层特征从而平衡深层聚合的信息损失，也有学者对图注意力网络进行优化提出GATv2模型改进了注意力机制的表达能力，缓解了信息冗余聚合[111]。另一种解决思路是在训练过程中加入正则化，通过随机删除边增加邻域多样性，从而缓解过平滑的问题。
4.2 图强化学习中数知分离问题(冷启动问题)及解决思路
与深度强化学习类似的是，即使图强化学习中使用了图网络对环境进行感知，但当训练启动时，表征问题的图对于智能体来说仍然是完全陌生的，这是由于目前对图强化学习的研究中，主要是使用图神经网络作为深度强化学习中的深度神经网络，其余步骤基本不变，智能体仍需要与环境进行交互，并使用图网络对图进行自主感知，关于图的先验知识无法被智能体所获取，因此图强化学习目前仍未摆脱冷启动的问题。从强化学习的角度来看，智能体在一个由图所表征的环境中图对于智能体是完全陌生的，只能通过与图进行交互并观察状态来获取图的特征信息，这种训练方式对图的感知是低效的，造成这种情况的原因是图表示学习过程中对领域知识和先验信息的利用不足[6]。这种数知分离的现状限制了图强化学习在实际应用场景中的使用。
初始图的提供者通常拥有丰富的先验知识，理论上可以指导图表示的学习过程，提高学习表示的准确性和有效性。为了更好地解决图强化学习中的冷启动问题，可以考虑如何有效融合先验知识与数据驱动的方法。一种思路是开发混合模型，将领域知识编码到图结构中，作为智能体学习过程的指导，提高模型的学习效率。另外，利用图的先验信息进行预训练也是一种有效策略，可以通过专家系统或历史数据提取有价值的先验信息，将其整合到图网络中，作为初始状态或参数进行微调，从而减少模型训练所需的时间和资源。
4.3  图强化学习迁移能力弱问题及解决思路
尽管图强化学习在处理复杂网络空间问题中展现出巨大的潜力，但其迁移能力较弱的问题仍限制了其广泛应用。迁移能力弱主要体现在智能体在从一个环境迁移到另一个相似或不同的环境时，往往需要从头开始训练，无法充分利用已学知识。这导致在面对不同的图结构或变化的网络环境时，图强化学习的效率和适应性受到影响。造成迁移能力弱的原因是缺乏对图结构间共性特征的深入理解和有效利用。图强化学习方法在处理特定图结构时，往往过于依赖数据驱动的方式，而忽视了图之间潜在的共通性。此外，智能体在学习过程中缺乏有效的机制来识别和适应新环境中的关键特征，导致已学知识难以在不同环境间快速应用。
为了解决这个问题，有学者使用基于图卷积网络的归纳图强化学习，可以推广到新网络拓扑中，无需额外的训练[53]。此外，也有学者引入元学习框架来提升图强化学习的迁移能力[56]，模型不仅对新环境具有很强的可迁移性，而且也能很好的克服拓扑结构的变化。
4.4  图强化学习中数据稀疏问题及解决思路
与传统的强化学习类似，图强化学习也可能面临数据稀疏的问题。数据稀疏问题主要表现在节点和边的稀疏问题和奖励信号稀疏问题两个方面。
图强化学习中节点和边的稀疏问题表现为图数据中节点或边的数量较少，或者节点之间的连边较少，这种情况会影响到学习过程中的信息传播和特征提取，使得模型难以捕捉到有效的结构信息。解决思路是采用图数据增强（对节点和边进行增广），图嵌入（DeepWalk、node2vec和GraphSAGE）方法，将节点和边嵌入到低维向量空间中，捕捉潜在的结构特征和节点关系[112-114]。此外，也可以考虑子图采样（使用随机游走或邻域采样来获取更丰富的训练样本）和自监督学习（生成内部标签来提供更多的训练信号）等方法来克服节点和边的稀疏问题[115-116]。
[bookmark: _GoBack]在图强化学习优化修改图的任务中，智能体在探索图结构环境时，只有在完成对一张图的所有节点和边的修改后才能获得奖励信号。当图结构和任务比较复杂时，奖励信号稀疏问题会更加严重。智能体由于缺乏足够及时的反馈来指导其行为，会导致智能体难以有效学习和优化策略。解决思路是设计高质量的奖励函数，可以通过奖励塑形（设计额外的、密集的奖励信号引导智能体逐步接近目标）[117]、层次化任务（将任务分解为多个子任务，利用高层策略和低层策略的协调来解决稀疏奖励问题）[118]以及与逆强化学习技术结合（从专家示范行为中推导高质量的奖励函数）等方法，缓解图强化学习中的奖励信号稀疏问题，提高智能体在复杂环境中的学习和决策能力。
5  图强化学习算法的未来技术展望
[bookmark: _Hlk193464023]图强化学习作为人工智能的前沿方向，必将会在未来扮演重要的角色。将最新的思想填充到图强化学习的思想中，弥补算法的缺陷，提高算法的计算效率、学习能力和决策性能是未来研究的重要方向。以下是对图强化学习的未来研究方向的展望。
5.1  与强化学习方法的深入结合
目前，图强化学习算法主要是图神经网络和深度强化学习算法的结合。将图学习与逆强化学习、多目标强化学习等先进的强化学习算法结合有望进一步提高图强化学习的性能。
逆强化学习是一种从观察到的行为中推断潜在奖励函数的技术，用于克服强化学习奖励函数设计困难的问题。在复杂的任务中，图强化学习也存在奖励函数设计困难的问题，此外，图强化学习的数据稀疏问题也对奖励函数的设计提出了更高的要求。将逆强化学习与图强化学习结合，为后者寻找出一个高质量的奖励函数，有望显著提升智能体在复杂图结构环境中的学习能力，拓宽应用范围[119]。
多目标强化学习是一种用于处理具有多个目标或奖励信号的强化学习方法，在许多实际应用中，单一目标的优化往往不足以描述复杂的任务需求，因此需要同时考虑多个目标，例如在自动驾驶中需要平衡速度和安全性，在资源管理中需要同时优化收益和风险[120]。将图强化学习与多目标强化学习结合，智能体可以在图结构中识别和优化多个关键节点和路径，在不同目标之间找到最佳平衡点，从而提高整体系统的性能。Chen等[71]将多目标强化学习与图神经网络进行了结合，他们采用基于凸包的方法来调整环境中不同奖励的权重来对图同构网络进行PPO训练，为考虑完工时间、完工率和成本的多目标车间调度问题制定了调度策略。图强化学习与多目标强化学习结合的研究仍然处于起步尝试阶段，图强化学习与多目标强化学习的结合有望提升智能体在复杂工业场景中的多目标优化能力，拓宽其应用范围，在多目标约束下实现高效和鲁棒的决策。
5.2  与多智能体系统深入结合
多智能体强化学习考虑多个智能体之间的通信，使它们能够有效地协作学习。现有的将图与多智能体强化学习进行结合的研究较少且应用场景有限，处于起步尝试阶段。
现有的方法大多数都是将多个智能体置于图结构环境上对邻域进行特征感知并决策，学者们并没有考虑多个智能体之间的混合关系，即在训练过程中，智能体之间的相互作用和信息交换并没有得到充分的利用。可以考虑将图与多智能体强化学习进行更深入的融合，将从多智能体中学习到的特征和这些智能体之间的关系信息融合在一起，充分挖掘实体和关系之间的复杂交互，使其能够处理更复杂和大规模的多智能体环境。图强化学习与多智能体系统的深入结合是未来的研究方向。
5.3  与大语言模型相结合
图强化学习与大语言模型的结合有望成为人工智能领域的一次重要融合，为解决复杂问题提供了全新的视角和方法。BERT和GPT等大语言模型能够理解和生成自然语言，具有很强的语义理解和语境把握能力[121-122]。而图强化学习则专注于通过构建图形结构来建模环境，并通过学习来制定最优策略以最大化预期奖励，对于处理具有复杂关系的问题具有出色的适应性和灵活性。
语义嵌入通过捕捉文本中词汇之间的语义关系，在文本学习中发挥着至关重要的作用。一种常用技术是单词嵌入，它将单词表示为连续向量空间中的密集向量。单词嵌入通常使用word2vec等技术从大型文本语料库中学习，这些技术基于单词在文本中的共现模式来捕捉单词之间的上下文和语义关系[123]。类似地，相同的思想可以迁移到图表示学习中，语义嵌入将节点或边的符号信息转换为连续的实值向量表示，有效地编码了节点和边的语义信息，从而能够更有效地分析和利用图数据。GraphSAGE和DeepWalk一定程度上体现了这种思想，实现节点分类、链接预测和推荐系统等任务，但其主要是学习节点在图中的位置关系，对图结构，图层级等高阶知识无法学习，而且严格来说，其并未打破图与文本相互表征存在的壁垒。理想的图语义嵌入应该能考虑节点或边在所给描述图的文本上下文中的语境信息，以更好地捕捉图中的局部结构和全局语义，最终将不同模态的数据映射到同一低维向量空间中，实现跨模态信息的整合和统一表达，从而增强了图表征的多样性和丰富性。与大语言模型的结合有助于实现更为灵活和高效的智能推理，为人工智能领域的发展提供新的思路和方法。
6  结束语
作为目前人工智能两大方向的前沿交叉，图强化学习旨在解决目前强化学习对非欧几里得结构数据的复杂问题，特别是可以用图表征的问题表征不准确的缺陷。该算法通过将图网络引入强化学习，使强化学习智能体获得从图视角来表征问题的能力，在增强算法环境感知与特征提取能力的同时，拓宽了应用场景。综合考虑图强化学习在人工智能领域的研究意义和应用潜力，对其的研究在解决复杂决策问题、推动智能化设备发展等方面具有重要价值。本文重点介绍了图强化学习算法在工业领域的研究进展，对现有的图强化学习方法进行了归纳总结并给出了三大范式，讨论了图强化学习在工业中的典型应用场景，总结了图强化学习算法目前存在的不足，并给出了未来可能的进一步研究方向。
未来的研究工作需要加强对图强化学习理论的深入探索，将最新的思想填充到图强化学习算法中，推动其在算法设计和性能优化方面取得更大突破。同时，要将图强化学习算法应用于更广泛更复杂的领域。期待图强化学习算法能够不断改进和完善，为自动化智能化工业的建设带来更多可能性和机遇。
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