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[bookmark: _Hlk194528522][bookmark: _Hlk186186129]摘  要：针对如何将神经网络保真映射到资源受限的嵌入式设备这一问题，提出了一种基于层敏感性分析的卷积神经网络混合精度量化方法。通过计算Hessian矩阵平均迹衡量卷积层参数的敏感性，为位宽分配提供依据；使用逐层升降方法进行位宽分配，最终完成网络模型的混合精度量化。实验结果表明，与DoReFa和LSQ＋两种固定精度量化方法相比，所提出的混合精度量化方法在平均位宽为3 bit的情况下，将识别准确率提高了10.2%和1.7%；与其他混合精度量化方法相比，所提方法识别准确率提高了1%以上。此外，加噪训练能够有效提高混合精度量化方法的鲁棒性，在噪声标准差为0.5的情况下，将识别准确率提高了16%。
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Convolutional neural network mixed-precision quantization method considering layer sensitivity
LIU Haijun, ZHANG Chenxi, WANG Xiyu, CHEN Changlin, CHEN Jun, LI Zhiwei
(College of Electronic Science and Technology, National University of Defense Technology, Changsha 410073)
Abstract: To address the problem of how to faithfully map neural networks to resource-constrained embedded devices, a mixed-precision quantization method for convolutional neural networks based on layer sensitivity analysis was proposed. The sensitivity of convolutional layer parameters was measured by calculating the average trace of the Hessian matrix, providing a basis for bit-width allocation. A layer-wise ascending-descending approach was employed for bit-width allocation, ultimately achieving mixed-precision quantization of the network model. Experimental results demonstrate that compared to the fixed-precision quantization methods DoReFa and LSQ+, the proposed mixed-precision quantization method improves recognition accuracy by 10.2% and 1.7%, respectively, at an average bit-width of 3 bits. When compared to other mixed-precision quantization methods, the proposed approach achieves over 1% higher recognition accuracy. Additionally, noise-injected training effectively enhances the robustness of the mixed-precision quantization method, improving recognition accuracy by 16% under a noise standard deviation of 0.5.
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随着智能计算技术的不断发展，神经网络被广泛应用于各种任务中，如图像分类[1-4]、目标检测[5-7]和图像分割[8]等，并取得了非常好的效果。出于实时性、隐私性和安全性的考虑，神经网络越来越多地被部署于各式各样的边缘计算设备中。相较于计算机，这些边缘计算设备的存储空间和计算能力较为有限，直接承载神经网络往往存在一定的困难，因此，迫切需要开展神经网络压缩研究[9-13]。
量化作为一种高效的神经网络压缩方法，能够通过降低位宽来减少使用的计算和存储资源[14-16]，从而允许在硬件实现中使用更低精度的计算单元。很多研究学者采用相同的位宽量化网络的权值与激活值[17-19]，即采取固定精度量化方法。这种方法硬件实现简单，但由于没有考虑到网络模型各层量化产生的误差差异，因而无法充分利用有限的硬件资源。此外，还有混合精度量化方法。该方法能为各层分配不同的位宽，能够充分利用存储与计算资源，获得更好的性能表现。当前，混合精度量化面临的主要问题是如何为网络各层分配合适的位宽。基于搜索的方法通常通过拓扑结构搜索、网络单元搜索等方式来确定混合精度量化的策略。Wang等人提出在全精度模型和量化模型之间保持输入图像的属性排名，从而搜索可迁移的混合精度量化策略[20]。然而，该方法忽略了丰富的类别级特征。为了解决这个问题，Tang等人提出了分离正则化，以搜索量化策略，使类别级特征对量化噪声更具鲁棒性[21]。尽管这些方法提高了搜索效率，但将基于搜索的方法推广到嵌入式设备部署仍然面临着搜索时间过长等挑战。基于度量的方法则是通过采用特定的度量策略来确定每一层的重要性或敏感性，进而相应地分配位宽。Ma等人使用层正交性构造线性规划问题，并推导出位宽分配策略[16]。Tang等人通过一次量化感知训练来构建整数线性规划，进而分配位宽，显著减少了搜索时间[22]。Liu等人对于低锐度的层使用了更低的位宽[15]，在较低平均位宽时取得了较好的性能表现。上述这些方法在模型量化方面取得了很好的效果，但在识别准确率、位宽搜索效率等方面还有较大的改进空间。
针对上述问题，提出一种基于层敏感性分析的卷积神经网络混合精度量化方法，力图通过制定更合理的位宽分配策略，获得更好的性能表现，同时提高位宽搜索效率。
1 基于层敏感性分析的混合精度量化方法
基于层敏感性分析的混合精度量化方法组成框图如图1所示。

图1  基于层敏感性分析的混合精度量化方法组成框图
Fig.1  Schematic diagram of mixed-precision quantization method based on layer sensitivity analysis
主要包括以下三个步骤：
[bookmark: _Hlk186186226]第一步，基于Hessian矩阵平均迹的层敏感性分析。计算卷积神经网络各个卷积层参数的Hessian矩阵平均迹，将其作为各个卷积层敏感性的衡量指标，为位宽分配提供依据；
第二步，基于逐层升降的位宽分配策略。根据前一步得到的各卷积层的敏感性，使用逐层升降的方法进行位宽分配，确定各个卷积层的位宽；
第三步，基于量化感知训练的混合精度量化方法。根据前一步确定的各卷积层的位宽，基于量化感知训练完成网络模型的混合精度量化。
[bookmark: _Hlk184286134]1.1  基于Hessian矩阵平均迹的层敏感性分析
1.1.1  理论依据



[bookmark: _Hlk190526287]文献[23]论证了利用权值的Hessian矩阵平均迹作为层敏感性衡量指标的可行性，在量化方面取得了非常好的效果。本节在此基础上，将Hessian矩阵平均迹拓展为同时包容权值、激活值的情况。具体为：将卷积神经网络各层的权值、激活值用参数统一表示。层敏感性大小定义为：参数受到同等幅度的改变后损失函数值的大小，即

		(1)





其中，为损失函数，为网络收敛时第组参数值，为参数变化量。为了便于说明，后续用表示(1)式。采用损失函数泰勒级数展开的方式计算损失函数值，如下所示：
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式中，表示矩阵和向量的转置操作；是第组参数的梯度，由于网络收敛，所以存在；为网络收敛时的损失函数值，即；是第组参数的Hessian矩阵。为了便于比较第，层参数的层敏感性，对二者受到同等幅度改变后的损失函数值作差，需要注意的是，在参数未改变的情况下，存在，则

		(3)

可以表示为

		(4)







其中，是的维数，是一个与位宽及量化区间有关的常量，是第组Hessian矩阵的第维特征正交单位向量。则

		(5)




其中，表示与对应的特征值。假设，即，所以

		(6)
而

		(7)


[bookmark: _Hlk192510997]其中，表示Hessian矩阵的迹。因此，可以利用Hessian矩阵的平均迹作为层敏感性的衡量指标。
1.1.2  Hessian矩阵平均迹的计算方法
由于Hessian矩阵的元素数量是参数量的平方，通过直接计算每一层的Hessian矩阵来获取Hessian矩阵的平均迹，计算代价和存储代价较大。可以通过计算Hessian矩阵与某一向量乘积的方式来实现，具体计算过程如下

		(8)



其中，是与无关的随机向量，满足高斯分布。根据Hutchinson算法[24]，则

		(9)


其中，表示数学期望。如果给定个向量，那么就能够用统计的方法估计迹的值，如下所示

		(10)
[bookmark: _Hlk190526831]而Hessian矩阵平均迹的计算公式如下

		(11)



[bookmark: OLE_LINK1]其中，表示Hessian矩阵的平均迹，表示每层权值矩阵的元素总数。
1.2  基于逐层升降的位宽分配策略
1.2.1  位宽分配问题建模
在实施量化之前，首先需要解决的主要问题为：如何为每一层分配合适的位宽，使得在特定平均位宽情况下损失函数值最小。位宽分配问题模型表示如图2所示。[image: ]
图2  位宽分配问题模型
Fig.2  Bit-width allocation problem model













图2中，卷积神经网络所有层位宽组成的集合为，表示第层的位宽，，表示卷积神经网络的总层数；每一层的位宽选择空间均为，表示位宽有种。用表示平均位宽，假设平均位宽的上限值为，则。通常情况下，平均位宽越接近于，则量化带来的损失越小。位宽分配问题可以表示为以下形式

		(12)

		(13)



其中，表示每层权值矩阵的元素总数。因为每一层的位宽搜索空间大小为种，完成整个卷积神经网络量化所需的搜索空间大小就有种，直接对式（12）进行求解需要花费大量的时间。为此，提出了基于逐层升降的位宽分配方法。
1.2.2  逐层升降的位宽分配方法


[bookmark: OLE_LINK5][bookmark: OLE_LINK2][bookmark: OLE_LINK4]根据上一节的层敏感性分析方法，可以得到卷积神经网络所有卷积层的敏感性。对于敏感性较强的卷积层，位宽应该设置一个较大的值，避免损失过大；对于敏感性较弱的卷积层，位宽应该设置一个较小的值，以增加模型的压缩率。利用式（11）计算获得各层Hessian矩阵的平均迹（平均迹在计算过程中，考虑了各层的参数量，即每层权值矩阵的元素总数），作为层敏感性的衡量指标，Hessian矩阵平均迹越大，则层敏感性越强，对应层的位宽排序越靠后；反之，Hessian矩阵平均迹越小，则层敏感性越弱，对应层的位宽排序越靠前。按照Hessian矩阵平均迹的大小将对应的层位宽重新排列如下:

	(14)













具体算法如算法1所示。首先，将所有层的位宽都设置为位宽搜索空间的平均数。当平均位宽不超过时，使敏感性最强的层位宽加1；当平均位宽超过时，使敏感性最弱的层位宽减1。当敏感性最强的层位宽达到位宽搜索空间的最大值时，则将其排除，转而对敏感性次强的层位宽进行调整；当敏感性最弱的层位宽达到位宽搜索空间的最小值时，则将其排除，转而对敏感性次弱的层位宽进行调整。当所有层位宽都调整完毕后，迭代次数加1，直到迭代次数达到最大值，则迭代结束。位宽搜索期间，将持续记录平均位宽与相差最小时的结果。








[bookmark: _Hlk190527604]随着迭代次数的增加，将会趋于两极分化，即一部分值为位宽搜索空间的最小值，另一部分值为位宽搜索空间的最大值，此时若继续进行迭代，则会在某个中间层的位宽产生来回震荡，但因为记录的是平均位宽与相差最小时的结果，所以震荡并不会影响算法的收敛性。
迭代结束后，就确定了基于层敏感性分析的卷积神经网络所有卷积层的位宽。
算法1  逐层升降的位宽确定算法
Alg.1  Layer-by-layer bit width adjustment algorithm
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[bookmark: _Hlk184286214]1.3  基于量化感知训练的混合精度量化方法
固定精度量化主要实现层内权值和激活值的量化，而混合精度量化在此基础上，还要实现层间位宽分配功能。因此，混合精度量化方法可以在固定精度量化方法的基础上实现。
基于量化感知训练的混合精度量化方法流程如图3所示，主要包括6个步骤：
第一步：加载预训练模型。

第二步：计算Hessian矩阵平均迹，获得网络各层敏感性。

第三步：依据敏感性排序，使用逐层升降的方法确定各层位宽，获得位宽集合。
第四步：各层按照确定的位宽进行权值与激活值量化。
第五步：进行量化感知训练，在训练中将误差逐渐降低。
第六步：训练结束，得到混合精度量化的网络模型。
[image: ]
图3  混合精度量化方法流程
Fig.3  Mixed-precision quantization method workflow


需要说明的是：第五步的量化感知训练中，在预训练权值的基础上，计算各卷积层Hessian矩阵的平均迹以衡量敏感性，基于层敏感性使用前面的位宽分配方法迭代次以获得各层位宽，对各个卷积层进行量化与反量化，使模型在训练过程中逐渐感知并适应量化带来的误差，逐步降低量化产生的性能损失，提高识别准确率。
2  实验结果
2.1  实验设置
2.1.1  参数设置
本实验基于Pytorch开源库进行，使用的卷积神经网络模型为ResNet18。数据集为CIFAR-10，该数据集包含10个类别共60000张32×32的图片，其中50000张用于训练，10000张用于测试。量化感知训练初始学习率设置为0.005，并随着训练轮次增加逐渐减小；训练轮次设置为120；权重衰减系数设置为5e-4。
2.1.2  指标定义



（1）准确率。假设预测正确的目标数量为，测试集所有目标的数量为，则准确率为

		(15)







[bookmark: _Hlk186185487]（2）搜索效率。采用位宽搜索过程中的加法次数和乘法次数来衡量搜索效率，在保证识别准确率的情况下，加法次数和乘法次数越少，则方法的搜索效率越高。假设卷积神经网络有个卷积层，每个卷积层的备选位宽有种，第个卷积层的参数个数为，通道数为，总训练轮次为，训练集数据个数为。则不同算法的搜索效率如下：


HAWQ[25]在位宽搜索部分的总加法次数和总乘法次数分别为

		(16)

其中，表示组合数。


DQMQ[26]在位宽搜索部分的总加法次数和总乘法次数分别为

		(17)


所提方法在位宽搜索部分的总加法次数和总乘法次数分别为

		(18)

其中，为四舍五入函数。
2.2  性能实验
[bookmark: _Hlk192511359][bookmark: _Hlk190528302]本小节主要包括4个实验：（1）实验一，在DoReFa[27]和LSQ＋[28]两种固定精度量化方法的基础上，验证了所提混合精度量化方法的普适性；（2）实验二，将所提混合精度量化方法与其它混合精度量化方法进行对比，体现了所提方法的性能优势；（3）实验三，采用加噪训练的方式提升混合精度量化方法的鲁棒性，验证了其噪声适应能力。（4）实验四，验证了混合精度量化方法在其它数据集上的性能，并分析了其位宽分配过程与训练过程。
2.2.1  混合精度量化方法的普适性
在两种固定精度量化方法DoReFa[27]和LSQ＋[28]的基础上，应用所提出的层敏感性分析、位宽分配策略等实现混合精度量化方法，并与未使用混合精度量化的情况对比。
位宽范围设置为3-8 比特，权值位宽与激活值位宽相同。需要说明的是，对于混合精度量化方法而言，此处的位宽指的是平均位宽。实验结果如图4所示。
[image: ]
图4  DoReFa和LSQ+在使用混合精度量化前后对比
Fig.4  DoReFa and LSQ+ comparison before and after using mixed-precision quantization
对于DoReFa方法，在权值和激活值位宽逐渐降低时，混合精度量化方法的识别准确率下降较缓。在权值和激活值位宽为3比特时，相较于未使用混合精度的量化方法，使用混合精度量化方法后，识别准确率提高了10.2%。对于LSQ＋方法，在权值和激活值位宽较高时，所提混合精度量化方法的识别准确率与全精度类似；在权值和激活值位宽逐渐下降时，混合精度量化方法同样能够抑制识别准确率的下降；在位宽为3比特时，相较于未使用混合精度的量化方法，使用混合精度量化方法后，准确率高了1.7%。
[bookmark: _Hlk190528125]上述两种方法中，DoReFa方法在反向传播过程中采用的是直通估计，未使用其它梯度调整方法，而LSQ＋方法在反向传播过程中，使用了截断与可学习步长和零点的梯度调整方法。梯度调整方法能够在训练过程中将梯度控制在合理的范围内，使权值收敛更加精确迅速。从图4也可以看出，LSQ＋方法的性能表现优于DoReFa方法，说明了梯度调整方法能够提升模型的性能。
[bookmark: OLE_LINK6]此外，为了进一步验证混合精度量化方法的普适性，在LB-CNN[29]固定精度量化方法的基础上也应用所提出的层敏感性分析、位宽分配策略等实现混合精度量化，在权值平均位宽为2、激活值平均位宽为4时，混合精度量化后的识别准确率为89.0%，相较于LB-CNN方法提升了7.8%。并且，在LSQ＋方法的基础上应用所提出的混合精度量化方法，在权值平均位宽为2.4、激活值平均位宽为4时[30]，识别准确率为93.7%，比文献[30]使用的混合精度量化方法高出约1.3%。
[bookmark: _Hlk186185636]2.2.2  混合精度量化方法的有效性
[bookmark: _Hlk186182957][bookmark: _Hlk190527787]为了验证所提混合精度量化方法在性能上的优势，将所提方法与HAWQ[25]和DQMQ[26]两种混合精度量化方法进行了对比。位宽设置与文献[25-26]相同，权值平均位宽为2，激活值位宽为4。实验结果对比情况如表1所示，其中HAWQ和DQMQ的数据均来自于文献[26]。
表 1  各种混合精度量化方法性能对比
Tab.1  Performance comparison of various mixed-precision quantization methods 
	方法
	准确率
(%)
	平均位宽
(W/A)
	搜索效率
(加法/乘法)

	HAWQ[25]
	81.90
	2MP/4
	1.4×108/
1.4×108

	DQMQ[26]
	82.03
	2MP/4
	2.1×1012/
1.4×1011

	Ours
	83.16
	2MP/4
	7.6×103/
4.2×103


从表1可以看出，在权值和激活值平均位宽一致的情况下，所提方法的识别准确率高于其余两种混合精度量化方法。在权值平均位宽为2比特，激活值平均位宽为4比特情况下，所提方法的识别准确率比HAWQ方法高了1.26%，比DQMQ方法高了1.13%；在搜索效率上，所提方法完成位宽搜索任务所需的加法次数和乘法次数分别为7.6×103次和4.2×103次，均远低于其他两种方法。
2.2.3  混合精度量化方法的鲁棒性
为了增强采用混合精度量化方法的卷积神经网络的鲁棒性，本小节采用了与文献[31]类似的加噪训练方式，降低含噪声数据带来的影响。向输入数据注入噪声的过程如下

		(19)




其中，表示原始数据，表示注入噪声后的数据，表示注入的噪声，满足均值为0，标准差为的正态分布。

将加噪训练后的混合精度量化方法、加噪训练后的固定精度量化方法，以及未经过加噪训练的混合精度量化方法、未经过加噪训练的固定精度量化方法进行对比，对比结果如图5所示。此处的噪声标准差、位宽设置等与文献[31]相同，其中，，权值、激活值位宽均为4比特。固定精度量化方法采用DoReFa[27]方法，混合精度量化方法为在DoReFa[27]方法基础上实现。
[image: ]
图5  加噪训练前后方法性能对比
Fig.5  Comparison of model performance before and after noise-robust training

从图5可以看出，随着噪声标准差逐渐增大，未经过加噪训练的混合精度量化方法、未经过加噪训练的固定精度量化方法识别准确率大幅下降，而经过加噪训练的混合精度量化方法、固定精度量化方法识别准确率能够维持在较高水平。与未经过加噪训练的量化方法相比，无论是固定精度量化方法，还是混合精度量化方法，加噪训练能够提高不同量化方法对噪声的适应性。在噪声标准差为0.5时，经过加噪训练的混合精度量化方法识别准确率高出未经过加噪训练的混合精度量化方法16%。与固定精度量化方法相比，在噪声标准差时，混合精度量化方法具有更高的准确率，表明所提出的混合精度量化方法对噪声具有更好的适应能力。
[bookmark: _Hlk190525828][bookmark: _Hlk190528359]2.2.4  混合精度量化方法的位宽分配与训练过程
为了验证所提方法在其它数据集上的性能，并对混合精度量化方法的位宽分配过程与训练过程进行分析，本小节观察了位宽分配算法迭代过程中平均位宽的变化趋势与量化感知训练过程中准确率的变化趋势。数据集采用CIFAR-100，该数据集包含100个类别共60000张32×32的图片，其中50000张用于训练，10000张用于测试。权值、激活值的平均位宽设置与文献[32]相同，均为3.42比特。实验结果如图6、图7所示。
[image: ]
图6  位宽分配算法过程中平均位宽的变化趋势
Fig.6  The trend of the average bit width change during the bit width allocation algorithm process
[image: ]
图7  量化感知训练过程中准确率的变化趋势
Fig.7  The trend of accuracy change during the quantization-aware training process
[bookmark: _Hlk190527639]从图6可以看出，随着迭代次数的增加，平均位宽逐渐逼近3.42比特并保持不变，验证了所提方法在位宽分配过程中的收敛性，需要说明的是，其收敛速度存在差异是因为卷积层各层参数量不同造成的。从图7可以看出，在量化感知训练中，刚开始准确率提升较快，随着训练轮次的增加，准确率提升减慢，虽然出现波动但总体性能仍然在缓慢提升，最终准确率达到76.78%左右，高出文献[32]（同一平均位宽下）的准确率0.8%。
3  结论
提出了一种基于层敏感性分析的卷积神经网络混合精度量化方法，通过计算Hessian矩阵的平均迹来衡量卷积层参数的敏感性，并根据敏感性使用逐层升降的方法进行了位宽分配，最终完成网络模型的混合精度量化。基于ResNet18网络模型在CIFAR-10数据集和CIFAR-100数据集上开展了实验验证，结果表明：与固定精度量化方法相比，所提混合精度量化方法能够显著提高识别的准确率；与其他混合精度量化方法相比，所提混合精度量化方法具有较好的识别准确率和搜索效率优势。此外，加噪训练能够显著增强量化方法的鲁棒性。
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