面向跨时间域迁移的辐射源个体识别算法
刘康晟1，闫文君1[footnoteRef:1]，张立民1，凌青1，刘卫东2，于柯远1，张毅1 [1: 收稿日期：2025-03-30
基金项目：国家自然科学基金资助项目（62371465）；泰山学者工程专项经费基金资助项目（ts201511020）；山东省青创团队资助项目（2022KJ084）
第一作者：刘康晟（2002—），男，湖南长沙人，硕士研究生，E-mail：1664212946@qq.com； 
通信作者：闫文君（1986—），男，山东烟台人，副教授，博士，硕士生导师，E-mail：wj_yan@foxmail.com
引用格式：刘康晟, 闫文君, 张立民, 等. 面向跨时间域迁移的辐射源个体识别算法[J]. 国防科技大学学报
Citation: LIU K S, YAN W J, ZHANG L M, et al. Specific emitter identification algorithm for cross-time domain migration
 [J]. Journal of National University of Defense Technology, 

] 

[bookmark: OLE_LINK48][bookmark: OLE_LINK49](1. 海军航空大学 信息融合研究所  烟台  264001；2. 国防科技大学 军政基础教育学院  长沙  410072)
摘  要：针对现有迁移学习方法对跨时间域数据适应性差、算法运行效率低等问题，提出一种基于多尺度特征融合的生成模型迁移学习算法。该算法通过多尺度深度可分离卷积网络提取信号频域的层次化指纹特征，结合通道注意力机制自适应聚焦硬件固有畸变的关键分量，强化关键指纹特征的判别性。同时利用双向生成对抗网络框架，利用双向映射约束实现源域与目标域特征的潜在空间对齐。并且采用最大均值差异方法，辅助对齐源域与目标域的特征分布。基于真实采集雷达数据集验证，可以达到90%左右的识别精度，且时间复杂度低，能适应实际应用场景需求。
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[bookmark: OLE_LINK50]Abstract: Aiming at the problems of poor adaptability and low efficiency of existing transfer learning methods to cross-time domain data, a generation model transfer learning algorithm was proposed based on multi-scale feature fusion. The multi-scale depth-separable convolutional network was used to extract the layered fingerprint features in the signal frequency domain, and the channel attention mechanism was combined with the adaptive focusing of the key components of the inherent distortion of the hardware to enhance the discrimination of key fingerprint features. At the same time, a bi-directional generative adversarial networks framework was used to realize the potential spatial alignment of the features of the source domain and the target domain using bi-directional mapping constraints. The maximum mean discrepancy method was used to help align the feature distribution of source domain and target domain. Based on the real acquisition radar data set verification, the recognition accuracy can reach about 90%, and the time complexity is low, which can adapt to the requirements of practical application scenarios.
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特定辐射源识别技术（specific emitter identification, SEI）的核心目标是通过提取辐射源发射信号中蕴含的固有硬件指纹特征，实现对不同设备的唯一性辨识[1-2]。与传统的基于协议参数的识别方法不同，SEI技术聚焦于信号物理层特征，例如功放非线性、晶振频偏、调制误差等由硬件制造工艺差异引起的“不可复制”特性[3]。这些特征如同设备的“生物指纹”，即使在信号格式相同或参数被刻意伪装的情况下，仍能通过高精度信号分析与模式识别技术实现可靠区分[4-6]。当前，SEI技术已广泛应用于军事领域的敌我识别与电子侦察，以及民用领域的无线网络安全防御与非法设备检测[7-8]。
[bookmark: _Hlk197077307]近年来，随着人工智能技术的突破，基于深度学习的SEI方法展现出显著优势[9-13]，成为目前SEI问题的主流研究方向。但是由于辐射源存在设备老化、工作环境变化等问题，其指纹特征随着时间迁移也会有细微变化，传统深度学习算法训练出的模型存在识别精度随着时间急剧下降的现实不足，因此亟需针对SEI跨时间域指纹漂移问题提出在实际场景可用的方案。生成对抗网络（generative adversarial network, GAN）与迁移学习（transfer learning, TL）的引入，为解决跨时间域的模型泛化问题提供了新思路。然而目前该技术仍面临多重挑战：例如，特征捕获效果差、模型训练时间成本高等问题[14-15]。
在迁移学习领域中，文献[16]结合预训练GoogleNet与极限学习机，可达到95.7%的准确率（信噪比0 dB），但模型对预训练数据域的依赖性较强。文献[17]应用局部最大均值差异损失来缩小不同分布下相同辐射源类别之间的差异，并在其基础上加入基于欧氏距离和余弦相似度的度量学习损失，但是在面对不同领域数据初始分布差异较大情况表现较差。文献[18]为解决基于单一模态特征的个体识别方法的鲁棒性不高问题，提出了一种基于Transformer的多模态特征融合辐射源个体识别模型，但算法运行效率仍不出色。文献[19]结合了半监督学习和迁移学习，解决了在非合作通信场景中难以获取大量标记样本的问题。但当源域和目标域之间的差异较大时，这种方法无法有效迁移知识。综上所述，当前迁移学习方法虽有一定发展，能适应特定应用场景需求，但仍存在辐射源指纹特征提取能力弱、模型识别精度低、训练时间成本高等问题。
GAN网络是Goodfellow等在2014年提出的一种新的生成式模型，其通过让两个神经网络相互博弈的方式进行学习，直至达到纳什平衡最优状态。在辐射源识别领域，GAN的应用近年来逐渐成为研究热点[20-21]。
文献[22]采用Wasserstein GAN梯度惩罚构建端到端的SEI框架，通过改进损失函数缓解传统GAN模式崩溃问题，在公开数据集RML2016上实现95.2%的个体识别准确率，但其多层卷积结构导致模型参数量激增。文献[23]通过辅助分类生成对抗网络生成带有标签的合成数据，可有效缓解SEI任务中真实数据不足的问题。同时利用短时傅里叶变换（short-time Fourier transform, STFT）将信号转换为时频图，能够有效捕捉信号的时域和频域特征。但是若信号的非平稳性较强，STFT无法准确表征瞬态特征，需讨论参数优化的影响。文献[24]使用基于InfoGAN的互信息损失函数，模型能够解耦隐变量，学习到可解释的射频指纹特征，但在训练过程中会面临更高的计算复杂度和收敛困难。文献[25]提出将GAN的判别器作为特征提取器，通过生成器与判别器的对抗机制优化指纹特征的可分性。然而，此类方法对训练参数敏感，易出现模式崩溃问题。综上所述，尽管GAN在辐射源识别中展现了良好的潜力，但现有算法仍存在生成数据质量、模型复杂度和迁移学习偏差等问题。
随着无线电技术的不断发展，辐射源信号的复杂度和多样性日益增加，传统的单尺度特征提取方法难以充分捕捉信号的全部信息，导致识别性能下降。近年来，多尺度特征融合方法在SEI领域受到了广泛关注。多尺度特征融合的核心思想是从不同尺度上提取雷达信号的特征，然后将这些特征进行融合，以获得更全面、更具判别性的特征表示[26-28]。
文献[29]提出了一种基于卷积神经网络的多尺度特征融合方法，通过不同尺度的卷积层提取多层次特征，显著提高了雷达信号分类的准确性。但该方法对计算资源的需求较高，尤其是在实时应用中会导致延迟。文献[30]通过多尺度卷积层提取不同分辨率下的目标特征，并且引入特征加权模块，通过自适应权重分配强化区分度高的特征，显著提升了雷达目标的分类精度与环境适应性。但作者未考虑到多尺度卷积与特征加权模块的叠加增加了参数量和计算成本，不适应实际场景应用。文献[31]采用多尺度小波熵作为特征，结合了小波变换的时频局部化优势和信息熵的信号复杂度表征能力，能有效捕捉雷达信号在不同频率和时间尺度上的细微差异。但是小波基类型及熵阈值等参数需人工调优，不当选择会导致信息丢失或冗余。综上所述，尽管在多尺度特征融合技术方面上述方法取得了一定进展，但仍存在特征尺度划分专家依赖性明显、跨域特征语义对齐效果不佳和算法开销成本大等不足。
基于此，本文提出一种基于多尺度特征融合的生成模型辐射源识别迁移学习算法。通过多尺度特征提取融合，捕捉不同尺度的特征信息，有效增强特征的判别性。并且基于多尺度特征融合，加入通道注意力机制，有助于聚焦关键辐射特征，增强多尺度特征融合的效果和特征选择性。通过采用双向生成对抗网络框架（Bi-directional Generative Adversarial Networks, Bi-GAN）网络，促使生成器学习将源域和目标域的特征对齐到同一个潜在空间，双向映射结构提供了一种更强的约束，确保生成的样本既具有目标域的特征，又能保留源域的类别信息，这种双向约束可以防止生成器生成无意义的样本，提高模型的鲁棒性。
1  算法说明
1.1  算法框图
考虑到生成对抗网络在迁移学习中越来越得到广泛应用，本文尝试在双向生成对抗网络框架下结合多尺度特征融合和注意力机制优化为跨时间域SEI问题提出解决方案。基于多尺度特征融合的生成模型SEI迁移学习算法总体框图如图1所示。
在本文的迁移学习框架中，源域指代具有充足标注数据的原始领域，其数据分布和特征空间通常与目标任务存在关联但非完全一致；目标域则是缺乏标注的待迁移领域，其数据分布与源域存在跨时间条件下的域偏移。源域和目标域分别表征不同时间采集的辐射源信号数据，二者通常会由于辐射源设备老化、环境扰动等因素导致特征分布差异，需通过迁移学习方法实现知识迁移，最终提升目标域场景下的辐射源识别性能。






假定源域数据为，其中表示样本特征，表示样本所属的标签，源域数据中有N个辐射源。目标域训练阶段数据为，目标域测试阶段数据为，且源域数据概率分布与目标域样本概率分布不相同。



图1算法框图
Fig.1 Algorithm block 










本文所提出算法分为三个阶段，分别是数据预处理阶段、模型训练阶段和输出阶段。在数据预处理阶段中通过DFT变换处理，获得长度对齐的源域数据和目标域数据及。在模型训练阶段中，输入数据为源域数据和目标域训练数据。特征提取器通过三分支并行结构提取不同分辨率细节特征，为了区分不同特征重要程度，利用注意力机制加权融合上述特征。编码器E将真实数据x映射成为潜在空间特征表示，形成分布，生成器G将预设的噪声变量z映射到与训练数据一致的数据分布，形成分布。











在训练开始时，利用原始源域数据中的样本和目标域数据经过多尺度特征提取器和注意力机制加权融合后，得到源域特征和目标域特征。为了更好地适应迁移学习任务，利最大均值差异方法（Maximum Mean Discrepancy, MMD）构造领域自适应模块捕捉域不变特征。针对域不变特征利用编码器E映射到潜在特征空间，得到潜在空间特征表示。利用编码器可逆性约束确保生成器生成特征可以被映射回原始特征空间，防止生成器生成无意义的噪声，同时在潜在空间进一步对齐源域和目标域的特征分布，提升迁移学习效果。针对判别器的训练，则结合编码器E输出数据元组与生成器G输出数据元组计算损失。对于分类器的训练，利用生成器G生成的样本数据进行交叉熵损失训练。每个epoch进行完后，利用目标域测试数据集测试识别准确率，并更新最佳模型。在输出阶段中，则完成保存最佳模型和输出混淆矩阵和识别精度的工作。
1.2  辐射源信号建模

假定接收雷达辐射源信号已分选为单个辐射源个体信号，辐射源的物理层特征主要来源于功率放大器的非线性系统响应，输入功放的高频待辐射信号可表示为：

                   (1)




式中，表示来自基带的已调制信号，和分别表示载频和采样频率，引入泰勒多项式对功放的特异性进行描述，单跳场景下的功放输出可表示为：

       (2)


式中，为泰勒多项式系数，为多项式的阶数，接收机截获的来自第i个辐射源的采样信号R(i)(nT)可表示为：



                 (3)


式中，为发射端到接收机的衰落系数，为信道加性噪声，接收信号R(i)(nT)可表示为：



                (4)
1.3  数据预处理

在SEI任务中，数据预处理是一个重要的步骤。离散傅里叶变换（DFT）是将时域信号转换为频域信号的一种高效算法。假设接收到的信号为，其DFT后的结果为：

         (5)




其中，是接收到的时域信号，是信号的长度，是频域索引，是频域信号。
本文使用DFT来分析信号，其核心原理在于：由硬件缺陷等固有属性引起的辐射源指纹，会在信号频域表现中产生独特的特征。具体而言，各种物理固有属性（晶振频偏、功放非线性、调制误差等因素）在频域中的体现，以及DFT如何帮助提取它们，可以进一步分析如下：
1.晶振频偏：晶振的制造或老化差异会导致其产生的载波频率与标称值存在微小偏差。对接收到的信号段进行DFT后，可以通过寻找信号主瓣的峰值位置来精确测量这一频率偏移量。
2.功放非线性：非线性功放会引入信号失真，其影响在频域表现为：引入谐波成分;引入互调成分;导致信号在原有带宽之外产生频谱扩展，以及带内频谱形状的畸变。而DFT能够清晰地显示这些非理想的频率分量和频谱形状的变化，通过分析频谱中谐波、互调成分的幅度比例、带外辐射的水平等，可以量化功放的非线性特征。
3.调制误差：调制误差会导致信号星座点偏离理想位置。在频域，这些误差会表现为：产生镜像频率成分;改变信号主瓣的对称性或形状。通过DFT分析得到的频谱，可以观察并量化镜像频率成分的强度，或分析信号主瓣的具体形状和对称性，从而反映调制器的非理想特性。
1.4  双向生成对抗网络
在SEI任务中，辐射源个体差异通常表现为复杂的高维非线性特征（如信号调制误差、器件噪声等），传统方法难以有效捕捉其本质表征。本文采用Bi-GAN，主要基于以下三方面优势：首先，Bi-GAN通过引入编码器网络构建数据与潜在空间的双向映射，在对抗训练过程中同步优化生成与重构目标，迫使模型学习更具判别性的特征表示，这对区分辐射源细微个体差异至关重要；其次，编码器对真实样本的潜在空间映射能力，可有效解耦辐射源信号中的设备指纹特征与信道噪声等干扰因素；最后，联合生成器与编码器的对抗训练机制，能够有效避免单向GAN因缺乏重构约束导致的模式坍塌风险。










如图2所示，双向生成对抗网络包含生成器G、编码器E和判别器D三部分组成。其中，编码器E将真实数据x映射成为潜在空间特征表示，形成分布；生成器G将预设的噪声变量z映射到与训练数据一致的数据分布，形成分布；判别器D不仅在数据空间鉴别和，同时也在数据潜在特征空间区分和，判断联合数据元组与是来自真实数据分布还是来自生成数据分布，输出判别概率。
图2 Bi-GAN结构原理
Fig.2 Principle of Bi-GAN structure
Bi-GAN的目标优化函数为：



(6)
由式(6)可知，通过判别器D、生成器G和编码器E间的多重迭代对抗，激励生成器G生成与训练样本更近似的数据分布，同时促使编码器E输出更具代表性的数据特征编码。
1.5  多尺度特征融合和注意力机制的应用
在现实应用场景下，雷达辐射源识别任务面临信号表征复杂性高、类间可分性弱以及个体差异显著等关键挑战。本文尝试使用多尺度特征融合与注意力加权机制，通过级联深度可分离卷积构建层次化时频特征空间，有效捕获辐射源信号在时延、脉内调制等维度的异构特征。其中，跨层注意力模块创新性地融合各卷积层的全局统计特征与高维抽象特征，利用可学习的软注意力权重动态调节多尺度特征的贡献度，显著增强了模型对非线性关联特征的建模能力。多尺度特征融合总体流程图如图3所示。


图3 多尺度特征融合流程图
Fig.3 Multi-scale feature fusion flow chart





输入形式为（B表示Batchsize，下同）的经过前期数据预处理的频域数据首先经过三层卷积堆叠，逐步提取输入信号的多尺度特征。第一层采用大卷积核，扩大网络层感受野，针对全局特征捕获宽频带特征分布；第二层采用中等大小卷积核，提取中等尺度的频谱特征；第三层采用小卷积核，缩小感受野，
提取局部频谱特征。其中每层网络内部均采用了深度可分离卷积，深度可分离卷积是一种有效的卷积操作，它将标准卷积分解为深度卷积和逐点卷积，从而可以显著减少模型的参数数量和计算复杂度。紧接着进行批归一化、ReLU非线性激活和最大池化完成各分辨率分支特征提取工作，多尺度特征提取流程图如图4所示。

图4 多尺度特征提取流程图
Fig.4 Multi-scale feature extraction flow chart



在完成多尺度特征提取后，进行了全局平均池化的特征拼接处理，其中全局平均池化能够捕获每个特征的全局频谱信息，而特征拼接则融合了多尺度的局部和全局特征，为注意力机制提供全面的输入。在注意力机制加权阶段中，通过将高层频谱细节和各层全局特征拼接得到形式为的输入特征向量，通过两个全连接层和一个Softmax层，对三个层次的特征赋予可学习权重，输出形式为的权重张量，让模型能够更关注对识别任务最有用的频域特征，同时抑制冗余或噪声信息，从而提高识别性能。最后是形状对齐和特征融合阶段，对加权后的特征进行形状对齐，统一到长度32，并将通道数对齐到128，将对齐后的特征相加，得到最终输出形式为的融合特征。形状对齐和通道对齐确保了不同尺度的特征能够直接相加，而特征相加则进一步融合了多尺度的频域信息，为最终的识别任务提供统一的特征表示。
1.6  损失函数设计
本文针对辐射源识别跨时间域迁移学习问题，设计了融合对抗生成与特征分布对齐的多目标损失函数，其核心设计动机如下：
（1）对抗训练驱动特征迁移：通过构建生成器G、编码器E与判别器D的对抗博弈（式7、8），迫使生成器从源域噪声中合成具有目标域特性的辐射特征，实现源域特征向目标域隐空间的对抗性映射，缓解跨时间域分布差异。

（2）MMD约束强化分布对齐：针对辐射信号在时域漂移中高阶统计量失配问题，引入最大均值差异损失（式9），在再生核希尔伯特空间中显式约束生成特征与目标域特征的均值分布距离。




根据前序节介绍，记经过领域自适应技术处理的包含域不变特征的样本为，在判别器部分损失函数中，利用数据空间样本对和潜在特征空间样本对构造损失函数如下式所示：

(7)



其中，表示第个噪声向量，表示样本数量。对于生成器和编码器损失，则需要最大化欺骗判别器的判断，因此损失函数形式为：

(8)



其中，表示第个噪声向量，表示样本数量。同时为了保证源域和目标域特征对齐效果更好，利用MMD加入了特征匹配损失：

               (9)




其中，,表示源域和目标域的特征分布，和表示两个域的均值。基于此，本文算法总损失函数为：

                  (10)
2  实验结果与分析
2.1  数据集设置
[bookmark: _Hlk197075977]本文采集的雷达信号来自对海导航雷达，调制样式为LFM方式。分别部署在渤海湾的烟台养马岛（辐射源A）、设计公园（辐射源B）、芝罘岛（辐射源C）、第一海水浴场（辐射源D）、第二海水浴场（辐射源E）和烟台港（辐射源F）等场地，参数如表1所示。
表1 雷达型号参数
Tab.1 Radar type parameters
	技术指标
	参数

	工作频段
	X

	工作频段范围
	9.3~9.5GHz

	量程
	0.0625～96nm

	扫描带宽
	25MHz

	距离分辨率
	6m

	脉冲重复频率
	1.6KHz,3KHz,5KHz和10KHz

	发射峰值功率
	50W

	天线转速
	2rpm, 12rpm, 24rpm, 48rpm

	天线长度
	1.8m

	天线工作模式
	凝视、圆周扫描

	天线极化方式
	HH

	天线水平波束宽度
	1.2°

	天线垂直波束宽度
	22°


[bookmark: _Hlk197075746]本文6部雷达部署位置及周边不在航道上，船舶较少，受环境干扰较小。接收机采用便携式超宽带实时频谱分析仪，接收机接收瞬时带宽为80MHz，采集地点距离各部署雷达均为10km左右。具体采集环境设计如图5所示。
[image: 飞机的机翼

中度可信度描述已自动生成][image: ]
     (a)辐射源雷达样式     (b) 接收机设备、天线和笔记本电脑
(a) radiation source radar style  (b) receiver equipment, antenna and laptop
图5 采集环境设计
Fig.5 Collection environment design
[bookmark: _Hlk197099040]原始源域数据为2023年5月采集，原始目标域数据为2024年5月采集，采集了6部同型号雷达辐射源的数据，将2023年采集数据作为源域训练数据，将2024年采集数据拆分为目标域训练数据和目标域测试数据（两者无交集），具体见表2所示。
表2 数据情况（表中为接收到的辐射源脉冲数量）
Tab.2 Data situation (the number of radiation source pulses received in the table)
	类型
	源域训练可用数据
	目标域训练可用数据
	目标域测试可用数据

	辐射源A
	49456
	35056
	23431

	辐射源B
	45034
	41089
	18875

	辐射源C
	49823
	48567
	14745

	辐射源D
	43210
	50467
	25670

	辐射源E
	41070
	48765
	17890

	辐射源F
	46348
	40780
	22980


需要说明的是：如表所示，采集了6部同型号雷达的数据，并命名为辐射源A~辐射源F，表中数量为脉冲数量，在不加特殊说明的情况下，本文实验默认针对全部6类雷达辐射源数据。
2.2  实验参数设置




本文模型搭建是在pytorch2.3.0框架下实现的，操作系统为Windows10，显卡NVIDIA RTX A6000，CPU为Intel(R) Core(TM) i9-10900K，运行内存96GB。一般情况下，在实验中神经网络参数设为：iterations=100，batchsize=256，初始学习率设为，默认源域训练数据每类选取，目标域训练数据每类选取，目标域测试数据每类选取。
2.3  实验结果分析
2.3.1  识别效果分析
[bookmark: _Hlk197099402]为了证明本文算法的有效性，采用的数据集和实验设置见2.1节和2.2节，不同辐射源数量条件下算法识别精度如图6所示。经实验分析，由源域数据训练的模型直接应用于目标域最高仅有46%的准确率（三类辐射源A,B,C情形），而在经过本文方法处理后，对应辐射源数量为3、4、5、6时的识别精度分别可以达到93%、89%、87%、86%左右，精度最大提升可达超过40%，充分说明了本文算法的有效性。同时随着辐射源数量增加，算法的识别精度略有下降，但是保持在可以接受的范围内，说明本文算法对辐射源数量表现较强的适应性。
[bookmark: _Hlk197097766][image: ]
图6 不同辐射源个数条件下识别精度
Fig.6 Recognition accuracy of different number of radiation sources
混淆矩阵如图7所示，其中，N为辐射源数量。结合混淆矩阵证明，本文算法针对跨域迁移问题表现较好，能够清楚区分不同辐射源类别。
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[bookmark: OLE_LINK51]图7 混淆矩阵图 	Comment by 王: 右侧色带表示预测概率，颜色越深表示概率越高，颜色越浅表示概率越低，范围为[0,1]

Fig.7 Confusion matrix
2.3.2  与现有算法对比
为了验证本文所提出算法的优越性，本节将在识别精度和时间复杂度两个维度对比1.1节的4种SEI迁移学习现有算法（文献[16]-文献[19]），如表3所示，实验中采用的数据集和实验设置见2.1节和2.2节。
表3 不同辐射源个数情况下各类算法识别精度和时间复杂度(s)对比
Tab.3 Comparison of recognition accuracy and time complexity (s) of various algorithms under different emitters
	算法类别
	
(A,B,C)
	
(A,B,C,D)
	
(A,B,C,D,E)
	
(A,B,C,D,E,F)

	本文算法
	0.9319
545s
	0.8946
698s
	0.8798
826s
	0.8609
1060s

	文献[16]算法
	0.7434
1545s
	0.7412
1821s
	0.7177
2002s
	0.6803
2289s

	文献[17]算法
	0.8923
1445s
	0.8556
1678s
	0.8312
1899s
	0.8298
1994s

	文献[18]算法
	0.9299
734s
	0.8923
967s
	0.8723
1201s
	0.8606
1432s

	文献[19]算法
	0.8734
1056s
	0.8500
1298s
	0.8323
1414s
	0.8188
1529s


分析表3数据可知，文献[16]算法在实采雷达数据集下识别性能不佳，同时由于采用的是预训练-微调思路，额外的预训练阶段将造成大量的时间成本开销，整体运行效率偏低，耗时均在1500s以上。文献[17]算法采用局部最大均值差异损失的领域自适应思想，但总体特征提取和学习能力仍不如基于端到端优化的Bi-GAN出色，因此其识别精度较本文算法略低，同时由于最大均值差异损失核心是通过核函数衡量源域和目标域之间的分布差异，需要构建复杂度很高的核矩阵计算样本对之间的核值，将导致效率偏低。文献[18]算法采用基于Transformer的多模态特征融合辐射源个体识别模型，利用Transformer模型对于时间序列特征捕获的优势以及多模态特征融合，可以有效提取辐射源分类敏感特征，识别精度是表3中除了本文算法的几种算法中最高的，接近本文算法识别精度，但由于该算法需要分析多模态特征，致使其运行效率不如本文算法。文献[19]算法主要依赖预训练模型参数初始化，并且基线网络仍然基于普通二维卷积网络，对于域间差异较大的情形，模型特征提取和学习能力不如本文算法，并且运行效率也不出色。
2.3.3  消融实验结果分析
（1）基线网络分析
为了验证本文算法针对SEI迁移学习问题采用Bi-GAN的有效性，分别采用了Bi-GAN、GAN、CNN网络模型作为基线网络进行消融实验对比，实验中采用的数据集和实验设置见2.1节和2.2节，识别精度与迭代次数曲线关系如图8所示，混淆矩阵如图9所示。分析图8和图9可知，当基线网络换为GAN后，整体识别精度下降到82%左右，当基线网络换为CNN网络后，整体识别准确率下降到68%左右，并且模型训练收敛速度也存在降低的现象。说明本文采用Bi-GAN网络具有优势，具备更强的处理域间语义漂移的能力。
[image: ]
图8 基线网络消融实验识别精度与迭代次数关系曲线图
Fig.8 The relationship between the identification accuracy and the number of iterations of baseline network ablation experiment
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	(a) 基线网络采用BI-GAN时混淆矩阵
(a) the confusion matrix when the baseline network adopts BI-GAN

	[image: ]
	[image: ]

	(b) 基线网络采用GAN时混淆矩阵
(b) the confusion matrix when the baseline network adopts GAN
	(c) 基线网络采用CNN时混淆矩阵
(c) the confusion matrix when the baseline network adopts CNN


图9 基线网络消融实验混淆矩阵	Comment by 王: 右侧色带表示预测概率，颜色越深表示概率越高，颜色越浅表示概率越低，范围为[0,1]
Fig.9 The confusion matrixs of baseline network ablation experiment
（2）多尺度特征提取融合算法分析
为了验证本文算法针对SEI迁移学习问题采用多尺度特征提取融合算法的有效性，进行了消融实验对比，实验中采用的数据集和实验设置见2.1节和2.2节，识别精度与迭代次数曲线关系如图10所示，混淆矩阵如图11所示。分析图10和图11可知，当不采用多尺度特征提取融合算法时，整体识别精度下降到78%左右，存在明显降低的现象。说明本文采用多尺度特征提取融合算法具有优势，能够通过多尺度特征提取和注意力机制加权方法全面考量全局和局部特征重要性。
[image: ]
图10 多尺度特征提取融合算法消融实验识别精度与迭代次数关系曲线图
Fig.10 The relationship between the recognition accuracy and the number of iterations in the ablation experiment of multi-scale feature extraction fusion algorithm
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	(a) 采用本文算法时的混淆矩阵
(a) the confusion matrix in the case where the algorithm in this paper is used
	(b) 不采用本文算法时的混淆矩阵
(b) the confusion matrix in the case where the algorithm in this paper is not used


图11 多尺度特征提取融合算法消融实验混淆矩阵	Comment by 王: 右侧色带表示预测概率，颜色越深表示概率越高，颜色越浅表示概率越低，范围为[0,1]
Fig.11 The multi-scale feature extraction fusion algorithm melts the experimental confusion matrix. 
3  结论
针对跨时间域语义特征漂移的辐射源个体识别性能受限的问题，本文提出了一种基于多尺度特征融合的生成模型辐射源个体识别迁移学习算法。通过多尺度特征提取和融合，捕捉不同尺度的特征信息，有效增强特征的判别性。通过采用Bi-GAN，促使生成器学习将源域和目标域的特征对齐到同一个潜在空间，双向映射结构提供了一种更强的约束，确保生成的样本既具有目标域的特征，又能保留源域的类别信息。基于多尺度特征融合，本算法加入了注意力机制，有助于聚焦关键辐射特征，增强多尺度特征融合的效果和特征选择性。在真实采集雷达数据集上测试，可以达到90%左右的识别精度，且时间复杂度低，较现有算法更具优势，能够满足实际应用需求。
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