双向门控循环时序网络驱动的空海域目标意图识别	Comment by WPS_1534404884: 标题尽可能不使用“关于……的研究”“……研究”“一种……”“基于……”等句式，同时不超过25个汉字，英文标题请对照修改。	Comment by 618: 编辑您好，我已将题目修改为“双向门控循环时序网络驱动的空海域目标意图识别”
姜廷帅，于天元[footnoteRef:0]，白  亮，郭延明，阮逸润，袁逸飞 [0: 收稿日期：2025-04-14
基金项目：国家自然科学基金资助项目（62206305）
第一作者：姜廷帅（2001—），男，山东聊城人，硕士研究生，E-mail：jiangtingshuai19@nudt.edu.cn； 
* 通信作者：于天元（1992—），男，辽宁大连人，副教授，博士，硕士生导师，E-mail：ty.yu@nudt.edu.cn
引用格式：姜廷帅，于天元，白亮, 等. [J]. 国防科技大学学报, Citation: JIANG T S, YU T Y, BAI L, et al. [J]. Journal of National University of Defense Technology,
] 

（国防科技大学 系统工程学院, 湖南 长沙 410073）
[bookmark: _GoBack]摘  要：战场环境变化迅速，快速准确地识别敌方目标意图对决策优势至关重要。然而，当前的空海域目标意图识别方法在时序性和前后依赖性方面存在不足，且未充分考虑误判后果。为解决这些问题，提出了基于双向门控循环时序网络（BBA）的模型，并引入误分类惩罚损失函数（classification guided cross-entropy，CGCE）以减少高风险意图的误判。BBA模型由双向时序卷积网络（bidirectional temporal convolutional network，BiTCN）、双向门控循环单元（bidirectional gated recurrent unit，BiGRU）和注意力模块组成。其中BiTCN用于提取全局特征，BiGRU通过双向学习增强对复杂数据的理解，注意力模块则动态分配特征权重以突出关键信息。引入的CGCE增强了模型对高风险误判的敏感性，以减少对高威胁意图的误判。实验结果表明，提出的模型在准确率、精确率和F1-分数等指标优于其他模型，准确率达到98.58%。此外，CGCE的加入进一步提升了模型的整体性能，并显著减少了对高威胁意图的误分类，验证了模型及CGCE在空海域目标意图识别中的有效性。	Comment by WPS_1534404884: 摘要无需背景介绍，直述目的、方法即可。	Comment by 618: 已修改	Comment by WPS_1534404884: 摘要中首次出现的英文缩写词请补充其中文及英文全称。	Comment by 618: 编辑您好，我已将首次出现的英文缩写词补充了其中文及英文全称。
关键词：深度学习；空海域目标；意图识别；注意力模块；双向时序卷积网络；双向门控循环单元
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Maritime and aerial target intention recognition driven by bidirectional gated recurrent temporal networks
Jiang Tingshuai, Yu Tianyuan, Bailiang, Guo Yanming, Ruan Yirun, Yuan Yifei
(College of Systems Engineering, National University of Defense Technology, Changsha 410073, China)
Abstract: The rapid evolution of the battlefield environment underscores the critical importance of swiftly and accurately identifying the intentions of enemy targets to gain decision-making advantages. However, existing methods for intention recognition of aerial and maritime targets exhibit shortcomings in terms of temporal sequencing and dependency, while insufficiently addressing the consequences of misclassification. To address these issues, this pape A bidirectional gated recurrent temporal network model (BBA) was proposed, and a CGCE (classification guided cross-entropy) loss function was incorporated to mitigate misclassification of high-risk intentions. The BBA model was composed of a BiTCN (bidirectional temporal convolutional network), a BiGRU (bidirectional gated recurrent unit), and an attention module. The BiTCN was used to capture global features, the BiGRU enhanced understanding of complex data through bidirectional learning, and the attention module dynamically assigns feature weights to emphasize key information. The introduction of CGCE enhanced the model's sensitivity to high-risk misjudgments, thereby reducing the misjudgment of high-threat intentions. Experimental results demonstrate that the proposed model outperforms other methods in terms of accuracy, precision, and F1-score, achieving an accuracy of 98.58%. Furthermore, the incorporation of CGCE further improves the model’s accuracy and significantly reduces misclassifications of high-threat intentions, validating the effectiveness of the proposed model and CGCE in aerial and maritime target intention recognition.	Comment by WPS_1534404884: 请核实这个缩写或者全称是否正确。一般是取首字母缩写，这里未找到第二个B和A在哪里。	Comment by 618: 编辑您好，本文中的 BBA 模型由双向时序卷积网络（Bidirectional Temporal Convolutional Network，BiTCN）、双向门控循环单元（Bidirectional Gated Recurrent Unit，BiGRU）以及注意力机制模块（Attention Module）共同构成，所以将其缩写为BBA。
Keywords: deep learning; maritime and aerial targets; intent recognition; attention mechanism; bidirectional temporal convolutional network; bidirectional gated recurrent unit	Comment by WPS_1534404884: 请务必在首页页脚提供基金项目	Comment by 618: 已添加


1
随着科技的快速发展和时代变革的推进，战场态势信息呈现出前所未有的规模和复杂性。现代战争不仅依赖传统物理作战力量，新型作战手段如信息战、网络战和电子战的加入，使战场环境日益复杂。尤其是在信息化战争中，战场态势信息的数量呈现爆炸式增长，数据的维度、种类及其增长速率也在不断上升。这种变化使得战场中的信息呈现出高度的多样性，且伴随有显著的信息不对称现象，从而对作战决策和作战效能的评估提出了更高要求。
在这种背景下，战场上的信息流转和处理能力成为军事作战能否成功的决定性因素。随着作战数据的不断扩展，指挥员需要在极为复杂的信息环境中，迅速筛选出关键情报，并对敌方的作战意图做出精准的判断。然而，随着数据量的增加，传统依赖军事专家经验的方式在处理和分析海量信息时逐渐显现出其局限性，难以应对快速变化和复杂多变的战场情形。
因此，本文构建了一种基于双向门控循环时序网络的空海域目标意图识别模型，深入分析大规模、多源、时序性强的战场数据，准确识别敌方目标意图，为决策者提供科学合理的依据。
1  相关工作
[bookmark: _Hlk198710475]目标意图识别在战场态势感知和决策中起着关键作用。通常，研究者使用基于传感器检测到的目标特征（如速度、距离和方向）来进行推理和识别[1]。传统的意图识别方法主要包括模板匹配[2]、专家推理[3]和贝叶斯网络[4-5]等。但随着现代战场的复杂性和动态性大幅增加，导致战场环境的不确定性和信息不完全性不断加剧。在面对庞大而复杂的战场信息时，传统意图识别方法难以准确和敏锐地识别出目标的真实意图。近年来，深度学习在网络训练和特征提取方面的优势有助于提高意图预测的效率和准确性[6]。文献[7]采用与目标意图相关的特征，利用深度神经网络实现了目标意图的分类，但他们的研究仅考虑单一时间点的信息。文献[8]引入了一种融合长短期记忆（long short term memory，LSTM）网络和证据理论的识别方法，能够在不确定和不完全的信息环境下有效识别多目标意图。文献[9]将LSTM网络与非线性插值结合，用于在不完全信息条件下的目标意图识别。文献[10]采用加权对比预测编码模型和可变LSTM网络，实现了在不完全信息下的目标意图在线识别。文献[11]利用 门控循环单元（gated recurrent unit，GRU）的记忆功能提取历史时刻属性状态在时间维度变化的特征。文献[12]提出了一种新型时空Transformer模型，创新性地结合双塔结构的时间编码器与空间编码器，通过时空融合机制提升识别效果。	Comment by WPS_1534404884: 正文中首次出现的英文缩写词请补充其中英文全称，全文有多处需要补充，在此不再一一标记，请全文统一检查修改。	Comment by 618: 已修改
上述研究通过探索多种深度学习技术，并考虑了多种影响目标意图的因素，为目标意图识别领域做出了重要贡献。然而，上述研究对不同时间点特征的考虑仍不够全面，并且由于网络共享权重，导致在识别作战意图时不同特征的权重相同，可能带来负面影响，特别是在不同特征的意图相互矛盾时，需要更加突出关键特征的权重。 此外，这些方法尚未充分考虑意图误判可能带来的后果。在动态复杂的战场环境中，随着态势的不断变化，识别方法难免存在误判的风险，而这可能导致严重的战略失误。例如，将敌方的进攻意图误判为佯攻意图与将佯攻意图误判为进攻意图的后果截然不同，前者带来的危害远大于后者。
本文提出了一种基于双向门控循环时序网络的空海域目标意图识别模型，并设计了误分类惩罚损失函数（classification guided cross-entropy，CGCE），以减少高后果意图的误判。该模型结合了双向时序卷积网络（bidirectional temporal convolutional network，BiTCN）、双向门控循环单元（bidirectional gated recurrent unit，BiGRU）和注意力模块，以实现更精准的目标意图识别。	Comment by WPS_1534404884: 1 相关工作无需再介绍本文方法，引言中已有简要介绍，建议删除，或将引言与1 相关工作合并，先背景介绍，再介绍相关工作，最后引出本文方法，不论述结果结论，以本文研究内容的简要介绍结尾，请修改。	Comment by 618: 已修改
2  空海域目标战术意图识别问题
在对空海域目标的作战意图识别中，需通过分析战场环境中空海域目标的动态且复杂的实时数据，涵盖目标的相对距离、速度、高度、航向等信息，进而判定目标的行为状态，如机动、巡航等。结合深度学习技术、先验知识及相关作战领域专家的丰富经验，能够高效且精准地推理出敌方空海域目标的状态与作战意图，从而为战场决策提供更全面的支撑。空海域目标战术意图识别的本质可以描述为将意图识别特征映射到具体的意图类型。





定义向量为时刻目标实时特征信息，向量为目标作战特征集，由到时刻的战场实时特征信息组成，可以表示为：	Comment by WPS_1534404884: 全文前面的公式都未标序号，请补充。	Comment by 618: 编辑您好，我已将所有公式标号进行补充。

		(1)

定义向量为空海域目标战术意图空间集，在实际作战环境中，敌方目标的行动受到多种因素的影响，极易出现误导和欺骗现象，因此仅依靠单一时刻的敌方作战意图识别可能不足以确保其准确性和可靠性。相比之下，通过分析敌方目标在多个连续时刻的特征信息，可以更科学、更准确地推测其作战意图，从而提高整体判断的精确度[13]。因此，可以确定空海域目标作战特征集到战术意图空间集的映射函数如(2)式所示：

		(2)
要准确识别空中目标的作战意图，必须结合专家的军事知识与经验，开展复杂的信息提取、分析与推理等过程。该过程远非简单的数学运算，难以通过单一数学公式建立目标特征与目标意图之间的映射关系。本文通过仿真模拟获取空海域目标的战场态势数据，构建了BiTCN-BiGRU-Attention模型，并对损失函数进行了改进，从而建立起目标特征与作战意图之间的映射关系。空海域目标意图识别整体流程如图1所示。
[image: ]
图1  空海域目标作战意图识别过程
Fig.1  Recognition process of operational intentions for air and maritime targets
2.1  空海域目标作战意图作战空间
[bookmark: _Hlk198677877]战术意图空间的定义因作战形式、作战场景和敌方实体的不同而有所差异，因此需要根据具体的作战情况确定合适的战术意图空间。例如，赵福均[14]定义了敌方空中目标针对我方单元的战术意图空间为{侦察、监视、攻击、掩护}；陈浩[15]对敌方单组海上舰船编队建立的战术意图空间为{攻击、侦察、撤退、掩护}；马钰棠[16]根据空中目标作战特点建立的目标意图空间为｛攻击，佯攻，撤退，侦察，监视，电子干扰｝。本文针对某空海域交战的场景，构建了敌方目标的战术意图空间，包括突防、佯攻、进攻、侦察、撤退、警戒、干扰七种类型。不同作战意图轨迹如图2所示。
[image: ]
图2  不同作战意图轨迹
Fig.2  Trajectories under different operational intentions
在确定作战意图空间后，依据仿真推演结果数据，并结合专家经验，对各意图类型对我方的威胁程度从小到大进行排序。同时，将各意图类型映射为对应的数值编码，即｛0，1，2，3，4，5，6｝，使得意图类型能够被模型识别和训练。编码数值越大，表示威胁程度越高。意图威胁程度的排序及其相应编码如图3所示。
[image: ]
图3  作战意图威胁排序与编码
Fig.3  Threat ranking and coding of operational intentions
2.2  空海域目标作战意图识别特征
通常，敌方作战单元在行动中表现出的战术动作和其意图有着密切的联系，本文根据相关领域专家经验和与意图相关的条件选取作战特征。
从敌方目标执行作战任务的角度进行分析，不同任务下目标的行为和具备的条件各不相同。例如，当执行进攻任务时，空中目标的歼击机、运输机和轰炸机的飞行速度存在显著差异。歼击机通常以高速接敌，飞行速度一般为800~1400km/h；运输机和轰炸机的飞行速度则在600~850km/h之间。海上目标则以高航速接近敌方，航速通常为50~60km/h。若执行侦察任务，空中目标的侦察形式可以分为低空侦察和超高空侦察，飞行高度分别为100～1000m和15000m以上[17]。海上目标则会以巡航速度进行侦察，速度在28~40km/h。
结合领域专家的经验，战场环境中可实时采集的数据主要包括作战目标的速度、高度、加速度、航向角、方位角及相对距离。同时，基于战场前期情报和实时获取的情报信息，将目标类型划分为：①空中目标；②海上目标。
综上所述，本文共选取7种关键意图特征，如表1所示。
表1  海空域目标特征空间
Tab.1  Feature space of air and maritime targets
	特征
	描述

	速度/(m/s)
	空海域目标的速度

	高度/km
	空海域目标的海拔高度

	加速度/ (m/s2)
	空海域目标的加速度

	方向角/°
	空海域目标与我方单元的方位角

	航向角/°
	空海域目标的前进方向

	相对距离/km
	空海域目标与我方单元的距离

	目标类型
	海空域目标的类型


3  双向门控循环时序网络	Comment by WPS_1534404884: 这个标题太大了，和论文主标题高度重合，不合适，请修改。	Comment by 618: 编辑您好，我已将小标题修改为“双向门控循环时序网络”。
3.1  模型整体框架
本文提出的模型由1个BiTCN模块、1个BiGRU模块以及注意力模块组成，旨在高效捕捉时间序列中的多层次依赖关系，并提升少数类样本的识别能力。首先，BiTCN模块通过扩张卷积来捕捉时间序列中的短期和长期依赖关系，有效扩展感受野，从而增强对时间序列中多尺度特征的提取能力。接着，BiGRU模块在BiTCN提取的时序特征基础上，通过前向和后向的GRU单元对时间依赖进行进一步建模，强化了对复杂时间序列数据的全局理解。然后，模型引入注意力模块，该模块能够自适应地为每个时间步分配权重，从而聚焦于对最终分类任务最为重要的时间步特征，进一步提升特征的表示能力。最后，经过全连接层，模型将注意力提取的全局特征映射为类别预测结果。此外，本文在模型训练过程中对损失函数进行了改进，提出了CGCE损失函数，通过动态调整不同类间的惩罚权重，增强模型对误分类的敏感性，从而有效缓解类别不平衡问题。图4展示了BiTCN-BiGRU-Attention的整体框架。
[image: ]
图4  BiTCN-BiGRU-Attention整体框架
Fig.4  Overall framework of the BiTCN-BiGRU-Attention
3.2  双向时序卷积网络（BiTCN）
时序卷积网络（TCN）结合了递归神经网络（RNN）和卷积神经网络（CNN）的优点，采用具有相同输入和输出长度的扩展因果卷积层。然而，传统的TCN仅通过前向卷积来处理输入序列，从而忽略了反向隐藏信息，仅提取了特征数据的前向特征。因此，本文采用了双向时序卷积结构，以捕捉前向和反向的隐藏特征，从而更精确地推导出目标特征序列的长期依赖性。图5展示了BiTCN结构。
[image: ]
图5  BiTCN结构	Comment by WPS_1534404884: 图5中的英文请用中文进行表述。	Comment by 618: 编辑您好，我已将图中的Dropout和ReLU修改为“正则化”和“修正线性单元” 。
Fig. 5  BiTCN structure



图5中扩展因果卷积的特点在于将输入序列通过网络转换为输出序列，并且满足输出在任意时刻仅由当前时刻之前的输入决定。为了有效捕获序列的长期特征，因果卷积需要使用额外的层或扩展感受野。为了在保留特征映射维度的同时，通过更少的层获得更大的感受野，BiTCN采用了扩展卷积。对于一维序列中元素与卷积核滤波器的扩展卷积定义如下：

		(3)




其中，表示输入序列中被卷积核采样的索引位置，表示卷积核的大小。扩展因子决定了两个相邻卷积核之间插入的零向量的数量。随着输入序列在每一层中进行卷积运算，以指数形式增长。通过一系列卷积操作，BiTCN获得了扩展的感受野，高效地从序列中提取特征。
3.3  双向门控循环单元（BiGRU）
BiGRU是一种基于传统门控循环单元（GRU）改进的网络架构[18]。传统的GRU算法仅限于在序列中单方向传播，只考虑当前时刻与前一时刻之间的关联性。BiGRU架构[19]旨在同时结合历史数据和未来数据对当前数据的影响。该架构的结构如图6所示。
[image: ]
图6  BiGRU结构
Fig.6  BiGRU structure
图6中BiGRU是对原始GRU的改进版本。它通过为每组序列创建另一个在相反方向运行的GRU结构，从而同时考虑前向和后向的特征。随后，通过给定的表达式对隐藏层加权，将两个GRU的输出进行组合。

		 (4)

		(5)

		(6)









其中，表示输入；和分别是时刻前向和后向隐藏层的输出；和分别表示前向和后向隐藏层的输出权重；表示时刻合并后的隐藏层输出；表示偏置系数。
3.4  注意力模块
注意力模块通过计算BiGRU在不同时间点输出的特征向量权重，强调对预测结果影响较大的特征，从而提升神经网络模型的性能[20]。本文通过注意力模块为每个隐藏状态分配一个权重，突出重要的特征，最终得到输出向量，作为进一步预测的依据。注意力模块的基本结构如图7所示。
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图7  注意力模块基本结构
Fig. 7  Basic structure of Attention module










[bookmark: MTBlankEqn]首先，BiGRU网络输出特征向量，该特征向量被输入到注意力模块的隐藏层，以得到初始状态。之后为了量化每个初始状态在当前序列中的重要性，计算每个时间步的隐藏状态的得分。然后使用softmax函数对所有时间步的得分进行归一化处理，得到隐藏状态的注意力权重。最后将注意力权重与对应的隐藏状态相乘，得到加权的隐藏状态向量。对所有时间步的加权向量求和，最终得到输出向量。

		(7)

		(8)

		(9)




其中，为第个特征向量的权重系数矩阵；为第个特征向量相对应的偏移量。
3.5  误分类惩罚损失函数（CGCE）
根据意图的威胁程度，对敌方目标的七种作战意图排序如下：攻击>突防>干扰>监视>侦察>佯攻>撤退。意图误判的威胁等级差距越大，造成的损失也越严重。此外，将高威胁意图误判为低威胁意图所带来的损失远大于将低威胁意图误判为高威胁意图的后果。因此，模型在意图识别过程中需要考虑不同等级误判的代价，以最大程度降低误判对我方作战决策的负面影响。为此，本文提出了误分类惩罚损失函数（CGCE），以有效应对不同类型误判所带来的不同影响。具体地，误分类损失值的构建如下：

[bookmark: _Hlk198317391]		(10)

[bookmark: _Hlk198317004]		(11)












[bookmark: _Hlk198317201]其中是样本数，表示模型预测样本的类别，表示模型输出的第个样本对应于类别的预测概率，表示训练集中第个样本对应于真实标签类别的概率。表示低风险意图误判为高风险意图的代价因子；表示高风险意图误判为低风险意图的代价因子，并且满足＜，以反映高风险误判带来的更严重后果。

此外，为了提高模型的稳定性和鲁棒性，本文在损失函数中引入了梯度惩罚项。梯度惩罚项通过计算预测输出相对于输入的梯度，确保其范数接近1，从而实现正则化效果。梯度惩罚项的定义如下：

		(12)	Comment by WPS_1534404884: 这里只显示了半边括号，请调整，给公式标序号。	Comment by 618: 已修改



其中，表示模型输出的梯度，表示梯度的范数。通过加入梯度惩罚项，能够增强模型的泛化能力，确保其在面对复杂数据时依然保持稳定的训练过程。
同时，本文还结合了交叉熵损失[21]，用于衡量模型预测与真实标签之间的差异。交叉熵损失作为标准的分类损失，可以有效引导模型学习到准确的类别边界，其定义如下：

		(13)

因此，总损失函数定义为三部分损失的加权和：

		(14)


其中，和分别是梯度惩罚项和交叉熵损失的权重参数，用于平衡各部分损失的贡献。
4  实验与结果分析
4.1  实验数据和环境
[bookmark: _Hlk198678908]本实验基于某区域战斗场景进行仿真构建，涵盖空中目标与海上目标的多种典型作战任务。仿真数据来源于墨子联合作战推演系统，场景中包括战斗机编队巡航、无人机侦察、舰艇编组布防、导弹打击等多类行为。通过多轮仿真运行，构建了多组空中目标与海上目标的意图识别样本，并由相关领域专家对样本标签进行了校验与修订，确保标注的准确性与权威性。在数据构建过程中，每个样本由12帧连续特征序列组成，涵盖速度、加速度、相对方位角、航向角、高度等关键作战参数。仿真系统以30秒为时间步长生成特征序列，有效捕捉目标行为在作战进程中的动态演化特征。最终数据集共包含11000个样本，其中8804个样本用于训练，2196个样本用于测试。在测试集中，七类作战意图的样本数量分布如下：侦察（376）、进攻（478）、突防（242）、佯攻（434）、警戒（215）、干扰（248）、撤退（203）。不同类别样本数量较为均衡，保证了模型在多类任务下的泛化能力与评估有效性。
[bookmark: _Hlk198590905][bookmark: _Hlk198590824]由于战场态势数据多样复杂，数据来自不同目标的不同特征状态，不同数值型特征的单位和数值差异较大，会影响模型的收敛效率和准确率，为此，本文对数据进行了线性归一化。

		(15)






其中，表示样本中第个特征维度中第个值，和分别表示该特征维度中的最小值与最小值。经该归一化映射后,所有特征都被压缩到区间，从而提升模型在多源数据下的数据稳定性。
[bookmark: _Hlk198673102]实验使用Python3.7语言，在NVIDIA GeForce RTX 4060 GPU和CUDA12.5环境下运行，采用Pytorch深度学习框架。模型训练过程中的超参数以及模型的结构汇总如表2所示。为降低随机初始化和训练过程中的偶然性对结果的影响，本文对每组实验均独立重复运行5次。
表2  模型参数设置
Tab.2  Model parameter settings
	超参数
	数值

	优化器
	Adam

	批大小
	16

	训练轮次
	100

	学习率
	0.001

	GRU层数
	2

	TCN层数
	3


4.2  性能评价指标
为评估本文提出的方法在空海域目标作战意图识别中的性能，本文采用了准确率、精确率、召回率、F1-分数、高威胁误判数（H-error）和低威胁误判数（L-error）[22]作为评价指标。
在意图识别任务中，计算某类意图的精确率、召回率和F1-分数时，将该类的样本视为正类，而其余类别的样本则被视为负类。各项指标的计算公式如下所示：

		(16)

		(17)

		(18)

		(19)




[bookmark: _Hlk198590626]其中，表示正确分类的正类样本数，表示误将负类样本分类为正类的数量，为表示正确分类的负类样本数，表示误将正类样本分类为负类的数量，高威胁误判数表示高风险意图误判为低风险意图的样本数量，低威胁误判数表示低风险意图误判为高风险意图的样本数量。
4.3  结果分析
4.3.1  不同模型对比分析
为验证本文提出的BBA模型相比于现有模型的优越性，现将其分别与文献[23]提出的基于长短期记忆网络（LSTM）的战场对敌目标战术意图识别模型；文献[24]提出的基于BiLSTM-Attention的空中目标战术意图识别模型；文献[25]提出的基于GRU-Attention神经网络的空中群组态势识别模型；文献[26]提出的基于BiGRU-Attention的空中目标作战意图识别模型等4种现今表现优异的目标意图识别模型进行对比实验，实验结果如表3和表4所示，①~⑤分别代表BBA、GRU-Att、BiGRU-Att、LSTM和BiLSTM-Att。
表3  不同模型结果对比	Comment by WPS_1534404884: 请问表3~8中的箭头代表数值排列升序降序吗？还是什么意思？	Comment by 618: 感谢您的关注，表3-8中的箭头用于表示指标的优化方向：箭头向上（↑）表示数值越高性能越优，箭头向下（↓）表示数值越低性能越优。
Tab.3  Comparison of results for different models
	模型
	Accuracy/%↑
	H-error↓
	L-error↓

	BBA
	98.58
	16
	15

	GRU-Att
	86.79
	255
	35

	BiGRU-Att
	94.99
	34
	76

	LSTM
	93.81
	84
	52

	BiLSTM-Att
	97.31
	37
	22



通过表4可以看出，本文提出的BBA意图识别模型在意图识别效果上相较于其他四种模型有明显提升，在意图误判数量方面显著减少，证明了本文提出的模型在意图识别任务上的优越性。

表4  不同模型其他评估指标结果对比	Comment by WPS_1534404884: 图表题不应有解释说明的文字，请将这部分释义移到正文中去。	Comment by 618: 已修改
Tab.4  Comparison of evaluation metrics for different models  
	意图类型
	精确率/%↑
	召回率/%↑
	F1-分数/%↑

	
	①
	②
	③
	④
	⑤
	①
	②
	③
	④
	⑤
	①
	②
	③
	④
	⑤

	侦察
	99.20
	99.35
	95.28
	97.71
	96.39
	98.40
	40.69
	91.22
	90.96
	92.29
	98.80
	57.74
	93.21
	94.21
	94.29

	进攻
	97.51
	95.23
	95.28
	95.51
	98.12
	98.33
	96.03
	96.03
	93.51
	98.12
	97.92
	95.63
	95.82
	94.50
	98.12

	突防
	99.57
	94.83
	95.28
	83.14
	99.15
	95.45
	90.91
	94.63
	87.60
	96.69
	97.47
	92.83
	96.42
	85.31
	97.91

	佯攻
	96.61
	62.99
	87.90
	87.15
	92.53
	98.62
	96.08
	93.78
	93.78
	97.00
	97.61
	76.09
	90.75
	90.34
	94.71

	警戒
	100
	99.04
	94.69
	98.16
	100
	100
	96.28
	99.53
	99.07
	100
	100
	97.64
	97.05
	98.61
	100

	干扰
	100
	98.41
	100
	100
	99.60
	100
	99.60
	93.15
	95.56
	100
	100
	99.00
	96.45
	97.73
	99.80

	撤退
	100
	98.54
	100
	100
	100
	100
	100
	100
	99.51
	100
	100
	99.27
	100
	99.75
	100



4.3.2  BBA模型结果分析
BBA模型在经过100轮训练后对测试集进行测试，实验结果表明本文提出的模型准确率达到98.58%。为了更加深入地分析意图识别的具体情况，将模型的输出结果制作成混淆矩阵，其中对角线上的数值表示成功识别各意图类别的样本数量，如图8所示，其中，颜色深浅反映数值大小，数值越大颜色越深。
[image: ]
图8  BBA模型混淆矩阵	Comment by WPS_1534404884: 请补充图8中的色带标目，如有单位请补充。	Comment by 618: 感谢您的建议。我们已在图8中补充了色带标目，颜色深浅对应数值大小，数值越大颜色越深。
Fig.8  BBA model confusion matrix
通过对混淆矩阵的分析可以看出，模型在7种意图的识别上总体表现出较高的准确率，尤其在警戒、干扰和撤退意图的识别上，准确率达到了100%。然而，对于进攻意图，模型有少量错误识别为伴攻意图；而侦察意图中也有部分样本被误识别为佯攻意图。进一步分析发现，进攻意图与佯攻意图之间存在较为相似的特征，且佯攻具有更强的欺骗性，模型在区分这两类战术意图时的训练权重无法形成明显差异，导致部分误判。此外，侦察意图与佯攻意图在仿真过程中表现出的作战规划也存在部分相似之处，尤其是抵近侦察的情况，其特征与佯攻相似，这使得模型在这些意图的识别上表现欠佳。
为了直观展示BBA模型在提取意图特征信息方面的效果，我们采用T-distributed Stochastic Neighbor Embedding（T-SNE）[27]算法对提取的特征进行降维，将其映射为二维特征，作为横纵坐标点，绘制出特征投影图。从图9可以看出，各个意图类别的特征在类内距离上相对较近，而类间距离较远，表明模型在特征提取方面表现良好，实现了不同意图类型的有效区分。
[image: ]
图9  BBA模型提取特征效果
Fig.9  Feature extraction effect of the BBA model
综上，通过对BBA模型的准确率、混淆矩阵以及提取特征降维后生成的投影图进行分析可以发现，该模型在空海域目标意图识别任务中表现优异。
4.3.3  CGCE模块分析




为验证本文提出的针对空海域目标意图识别的CGCE损失函数的有效性，现对原始的BBA模型、加入CGCE损失函数的BBA模型进行对比分析，通过调试和对比选取、和、分别作为CGCE损失函数中的参数，实验结果如表5和表6所示，①和②分别代表BBA和BBA+CGCE。
表5  结果对比
Tab.5  Comparison of results
	模型
	Accuracy/%↑
	H-error↓
	L-error↓

	BBA
	98.58
	16
	15

	BBA+CGCE
	99.09
	10
	10



表6  其他评估指标对比  	Comment by WPS_1534404884: 图表题不应有解释说明的文字，请将这部分释义移到正文中去。
	Comment by 618: 已修改
Tab.6  Comparison of other evaluation metrics
	意图识别
	精确率/%↑
	召回率/%↑
	F1-分数/%↑

	
	①
	②
	①
	②
	①
	②

	侦察
	99.20
	98.95
	98.40
	100
	98.80
	99.47

	进攻
	97.51
	98.53
	98.33
	98.12
	97.92
	98.32

	突防
	99.57
	99.58
	95.45
	97.93
	97.47
	98.75

	佯攻
	96.61
	98.39
	98.62
	98.62
	97.61
	98.50

	警戒
	100
	99.54
	100
	100
	100
	99.77

	干扰
	100
	100
	100
	100
	100
	100

	撤退
	100
	100
	100
	100
	100
	100



表5和表6展示了模型在准确率、精确率、召回率、F1-分数、高威胁误判数和低威胁误判数指标上的表现。可以看出，加入CGCE后模型的准确率达到了99.09%，相比原始模型提高了0.51%。同时，在其他四项评价指标上也有显著提升，特别是在高威胁误判数上显著减小，表明加入CGCE后，模型在意图识别上变得更加精准，在高威胁意图的识别方面有着更好的效果。图10显示了加入CGCE后模型在意图特征提取方面的效果，结果表明，各意图类别的特征聚集更加紧密，不同类别之间的距离更为明显，相较于原模型的特征提取效果得到了进一步改善。
[image: ]
图10  加入CCGE后模型提取特征效果
Fig.10  Feature extraction effect of the model after adding CCGE
为了更加直观的展现加入CCGE后模型的意图识别结果，本文对于测试集的所有样本识别结果绘制了如图11的混淆矩阵，并与图8中未加入CCGE的识别结果作对比，其中，颜色深浅反映数值大小，数值越大颜色越深。可以看出，加入CCGE后模型将高威胁意图误判为低威胁意图的情况明显减少，模型将空海域目标的意图识别倾向于决策更加保守的方向。
[image: ]
图11  加入CCGE后模型混淆矩阵	Comment by WPS_1534404884: 请补充图11中的色带标目，如有单位请补充。
	Comment by 618: 已修改
Fig.11  Confusion matrix of the model after adding CCGE
为进一步验证本文所提CGCE方法的普适性，对GRU-Att、BiGRU-Att、LSTM和BiLSTM-Att四种目标意图识别模型进行对比实验，实验结果如表7和表8所示，①~④分别代表GRU-Att+CGCE、LSTM+CGCE、BiGRU-Att+CGCE和BiLSTM-Att+CGCE。
表7  不同模型加入CGCE后结果对比
Tab.7  Comparison of the results of different models after incorporating CGCE
	模型
	准确率/%↑
	H-error↓
	L-error↓

	GRU-Att
	86.79
	255
	35

	GRU-Att+CGCE
	95.90
	163
	55

	LSTM
	93.81
	84
	52

	LSTM+CGCE
	94.58
	58
	61

	BiGRU-Att
	94.99
	34
	76

	BiGRU-Att+CGCE
	98.00
	27
	16

	BiLSTM-Att
	97.31
	37
	22

	BiLSTM-Att+CGCE
	99.00
	17
	10


通过表7对比发现，四种意图识别模型在加入CGCE后，准确率均有所提高，同时高威胁和低威胁意图的误判数量均有所减少，其中高威胁意图误判数量的减少幅度更为显著，有效降低了对关键意图的误判，成功证明了本文提出的CGCE方法具有普适性。
从表8可以看出，在加入CGCE后，进攻意图的识别各项指标均有显著提升，分析原因在于进攻意图的威胁性最大，CGCE优先保障了进攻意图的识别效果，减少了高威胁意图误判的情况；对于撤退意图，各模型均表现出较高的识别率，这可能是由于撤退意图具有明显不同于其他意图的特征，因而容易分类；对于侦察意图和警戒意图，加入CGCE后模型对侦察意图的识别效果下降，而警戒意图的识别效果上升，分析其原因是由于侦察和警戒意图本身难以区分，敌方空海域单元在整体路线和行为上存在相似性，模型为了保守决策，将侦察和警戒之间的模糊情况偏向于识别为威胁程度更高的警戒意图。

表8  不同模型加入CGCE后其他评估指标结果对比	Comment by WPS_1534404884: 图表题不应有解释说明的文字，请将这部分释义移到正文中去。
	Comment by 618: 
Tab.8  Comparison of evaluation metrics for different models after incorporating CGCE

	意图类型
	精确率/%↑
	召回率/%↑
	F1-分数/%↑

	
	①
	②
	③
	④
	①
	②
	③
	④
	①
	②
	③
	④

	侦察
	89.73
	89.83
	96.77
	98.66
	88.30
	96.28
	95.74
	98.14
	89.01
	92.94
	96.26
	98.40

	进攻
	96.64
	98.03
	99.57
	100
	90.38
	93.72
	97.70
	98.65
	93.41
	95.83
	98.63
	99.26

	突防
	95.70
	93.95
	97.19
	99.59
	73.55
	96.28
	100
	99.59
	83.18
	95.10
	98.57
	99.59

	佯攻
	71.77
	92.94
	95.44
	96.84
	90.78
	88.02
	96.54
	96.84
	80.16
	90.41
	95.99
	97.83

	警戒
	99.48
	94.20
	100
	99.53
	88.37
	98.14
	99.07
	99.53
	93.60
	96.13
	99.53
	99.53

	干扰
	99.60
	96.75
	99.20
	99.60
	100
	95.97
	100
	100
	99.80
	96.36
	99.60
	99.80

	撤退
	99.51
	98.07
	99.51
	100
	100
	100
	100
	99.51
	99.75
	99.02
	99.75
	99.75


[bookmark: _Hlk198712371][bookmark: _Hlk198712101]4.3.4  参数及计算量分析




[bookmark: _Hlk198563292][bookmark: _Hlk198322095]为进一步验证模型设计的合理性，本文对公式（10）中参数和的取值进行了敏感性分析。本文设定和，组合实验共8组，评估其对模型准确率的影响，如图12所示，颜色深浅反映准确率水平，颜色越深表示模型准确率越高。
[image: ]


图12  不同与组合下模型准确率热力图	Comment by WPS_1534404884: 色带标目请用中文进行表示。	Comment by 618: 感谢您的意见。我们已在正文中补充说明，颜色深浅反映模型准确率水平，颜色越深表示准确率越高。


Fig.12  Heatmap of model accuracy under different combinations of  and 




实验结果表明，当相对于的比值过大时，模型在预测高威胁意图时所受到的惩罚显著增强，从而使模型在训练过程中倾向于将更多样本预测为高威胁意图，以规避较大的损失。这种预测偏向可能导致模型的输出分布失衡，削弱对实际威胁等级的有效区分能力。因此，在、的设定下模型整体性能最优，达到了识别精度与误判控制的平衡。
[bookmark: _Hlk198563918]为评估BBA模型在计算效率方面的表现，我们将其与GRU、BiGRU等模型在GFLOPs层面进行了对比分析。实验结果显示，尽管引入 BiTCN和注意力机制在一定程度上增加了计算开销，但整体仍处于可接受的复杂度范围内。具体对比数据见表9，该结果进一步验证了所提模型在威胁识别任务中在准确性与计算效率之间实现了良好的平衡。


表9  各模型计算复杂度比较
Tab.9  Comparison of computational complexity across different models
	模型
	参数量(GFLOPs)

	BBA
	1.1476×10-3

	GRU-Att
	1.68×10-5

	BiGRU-Att
	2.5×10-5

	LSTM
	1.65×10-5

	BiLSTM-Att
	1.88×10-5


5  结论
本文提出了一种基于双向门控循环时序网络的空海域目标战术意图识别模型，并引入误分类惩罚损失函数，旨在解决传统方法在复杂战场环境下识别准确率低、未充分考虑高威胁意图误判的问题。该模型从实际作战场景和任务需求出发，提取空海域目标特征，并将专家认知经验融入数据标注。BiTCN网络用于高效捕捉时间序列中的长期依赖性，BiGRU模块进一步学习时序特征，而注意力模块则动态分配特征权重。此外，CGCE损失函数增强了模型对高风险误判的敏感性。实验结果表明，所提模型在空海域目标意图识别任务中具有较高的准确性，且加入CGCE损失函数显著降低了高威胁意图的误判率。未来研究将着力优化模型结构，以提高其在复杂和不确定战场环境中的适应性，并探索更有效的深度学习方法来处理高相似度特征的意图识别挑战。
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