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摘  要：图组合优化问题广泛存在于现实场景，但由于其非确定性多项式时间困难（Non-deterministic Polynomial-time hard, NP-hard）特性，传统精确算法难以应对大规模实例，而现有机器学习方法通常依赖问题特定的模型设计，限制了算法的通用性。为此，该研究提出一种基于预训练-微调范式的统一求解框架，旨在提升模型在多种图组合优化任务上的泛化能力与求解效率。该框架首先将不同组合优化问题规约至统一形式，构建一致的表征空间；随后设计跨问题预训练机制，从多样化问题中学习共性知识；在此基础上，引入多种微调策略，使模型能够快速适应测试阶段的不同问题分布。实验结果表明，所提方法在保持单一模型架构的前提下，在多个经典组合优化任务上均取得了优越的泛化性能和稳定的求解效率，为构建通用的组合优化求解器提供了可行路径。图组合优化问题因其非确定性多项式时间困难（Non-deterministic Polynomial-time hard, NP-hard）特性难以求解，传统精确算法与现有机器学习方法均存在局限。为此，本研究提出一种基于预训练-微调范式的统一求解框架，以增强模型在多种任务上的泛化能力与效率。该框架将不同问题规约至统一形式，构建一致表征空间；通过跨问题预训练学习共性知识；并借助多种微调策略适应不同测试分布。实验表明，所提方法在多个经典任务上均取得优越的泛化性能与稳定效率，为构建通用求解器提供了可行路径。
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[bookmark: OLE_LINK8]Pre-training and fine-tuning: a unified approach for solving graph combinatorial optimization problems
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Abstract: Graph combinatorial optimization problems are widely found in real-world applications. However, due to their NP-hard nature, traditional exact algorithms struggle with large-scale instances, while existing machine learning approaches often rely on problem-specific model designs, limiting their general applicability. To address this, A unified solving framework based on a pre-training and fine-tuning paradigm is proposed, aiming to enhance generalization capability and solving efficiency across diverse graph combinatorial optimization tasks. The framework first reduced different combinatorial optimization problems into a unified form, constructing a consistent representation space. A cross-problem pre-training mechanism was then designed to learn common knowledge from diverse problem instances. Furthermore, multiple fine-tuning strategies were introduced to enable the model to quickly adapt to various problem distributions during testing. Experimental results demonstrate that the proposed method achieves superior generalization performance and stable solving efficiency across multiple classic combinatorial optimization tasks while maintaining a single model architecture, offering a feasible path toward a general-purpose combinatorial optimization solver. Graph combinatorial optimization problems are challenging to solve due to their NP-hard nature, and both traditional exact algorithms and existing machine learning methods have limitations. To address this, unified solving framework based on a pre-training and fine-tuning paradigm was proposed, aiming to enhance the model's generalization capability and efficiency across various tasks. The framework reduces different problems to a unified form, constructing a consistent representation space; learns common knowledge through cross-problem pre-training; and adapts to different test distributions via multiple fine-tuning strategies. Experiments demonstrate that the proposed method achieves superior generalization performance and stable efficiency on multiple classical tasks, providing a viable path toward a general-purpose solver.
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图组合优化问题（Graph Combinatorial Optimization Problem,  GCOP）在现实世界中占据着至关重要的位置，广泛应用于工业制造[1]、物流运输[2]、金融投资[3]、航空航天[4]以及国防军事[5-6]等关键领域。过去数十年间，此类问题主要依赖于传统算法求解，这些算法往往面临求解效率与质量之间的权衡挑战。随着大数据时代的到来，GCOP呈现出规模庞大、形式多样、变化迅速及不确定性增加的新趋势，进一步考验了传统算法的适用性。近年来，人工智能技术的发展为解决GCOP提供了新的视角，催生了一系列高效的机器学习算法。这些算法借助GPU加速计算，并通过数据驱动的方法揭示问题内在规律，逐渐成为解决GCOP的主要手段。然而，这类算法通常针对特定问题设计，难以跨领域应用，限制了其实际价值。
最近，ChatGPT和DeepSeek等大语言模型的出现，展示了通用模型解决问题的巨大潜力。早期研究者[7-8]主要从理论层面探讨如何提升跨实例求解质量，但并未给出具体的求解器实现。与之形成对比的是， MVMoE[9]和 MTNCO [10]针对多种车辆路径问题及其变体开发了可泛化的求解框架。近期，MAB-MTL[11]、GCNCO[12]以及 GOAL[13]采用类似的“头部-编码器-解码器”架构，为不同的组合优化问题学习共享嵌入。然而，这些方法大多遵循强化学习范式，导致效率和可扩展性受限。除此之外，还有工作致力于构建组合优化问题的通用表示。例如 UniCO [14]通过矩阵编码将多种问题统一为旅行商问题（TSP），而UNCO [15]则借助大型语言模型表示出问题的“文本-属性”特征。迄今为止，具有强大表达能力的 具有强大表达能力的二次无约束二元优化（Quadratic Unconstrained Binary Optimization, QUBO）形式尚未被系统地用作跨任务学习的统一表示，这在开发通用神经组合优化求解器的研究中仍然是一片空白。
尽管统一求解模型为GCOP带来了新的解决方案，但现有方法仍局限于理论框架内，且在分布外泛化方面存在局限。为此，本文提出了一种名为GCOP-PREMA（solving Graph Combinatorial Optimization Problems via unifying Problem REformulation and Model Architecture）的新方法以克服上述难题。具体来说，GCOP-PREMA首先将不同类型的GCOP问题转化为QUBO问题，并通过深度学习模型对混合数据集进行预训练，然后根据具体应用场景调整模型参数，提高其泛化能力和实用性。
1  预备知识
1.1  图组合优化问题



GCOP是离散优化领域的重要分支，其核心特征在于基于图模型的组合决策过程。这类问题的数学框架建立在图论基础上，决策变量与顶点或边直接关联，目标函数与约束条件均取决于图的几何特性。给定图，需在满足结构化约束的解集中，确定使目标函数达到极值的决策变量配置。研究聚焦于四类基础性图优化问题：
（1）最小节点覆盖[16]（Minimum Vertex Cover，MVC）：在图模型中选取数目最少的顶点组成集合，确保每条边至少有一个端点包含其中，即所有边均被该集合覆盖。

  	
（2）最大独立集[17]（Maximum Independent Set，MIS）：构造图内规模最大的顶点子集，满足集合内任意两个顶点在图结构中不存在直接边连接，保持顶点间的非邻接性。

	

（3）极大团问题[18]（Maximum Clique，MC）：寻找顶点数量最多的全连通子图，即子图中任意两顶点均有边直接相连，形成最大规模的完全连接结构。

		

（4）最大割问题[19]（Maximum Cut，MaxCut）：将顶点集划分为两个互斥子集,使得连接这两个子集的所有边权值之和最大化，即跨分区边的总权重达到极值。

		
1.2  二次无约束二元优化问题
QUBO问题是典型的离散优化模型，其数学表达仅包含二次多项式目标函数且不包含显式约束项。其标准形式定义为：


		其中为二元决策变量向量。该模型可等价表示为矩阵运算形式：

		



其中为对称系数矩阵，其对角线元对应单变量线性项系数，非对角元素为反映变量间的二次耦合强度。



QUBO框架与图论存在深度关联：通过将图组合优化问题的目标函数和约束条件映射到QUBO模型，可构建对应的权重图表示，如图1所示。在此权重图中，顶点表示二元变量，顶点权重对应值，边连接反映变量间的二次交互关系，边权重即为的数值。
[image: ]
图1  QUBO图的示意图
Fig.1  Schematic representation of the QUBO graph



对于含约束条件的原问题，通常采用惩罚函数法将其转化为QUBO形式。具体而言，将约束条件改写为二次惩罚项并叠加至目标函数，其中为足够大的正惩罚系数以保证约束满足。典型约束条件的QUBO转换规则可参见表1列出的标准化处理方法。
表1  常见约束的 QUBO 转换
Tab.1  QUBO conversion of common constraints
	典型约束
	等价的罚项转换

	

	


	

	


	

	


	

	


	

	


	

	



1.2.1.4 经典问题的QUBO形式
表2展示了MVC、MIS、MC和MaxCut的QUBO形式：
表2  经典图组合优化问题的QUBO形式
Tab.2  The QUBO form of the classical graph combinatorial optimisation problem
	问题
	QUBO形式

	MVC
	
	

	MIS
	
		

	MC
	
		

	MaxCut
	
		


1.3  符号说明
表3展示了文中所有使用到数学符号及其含义：
表3  文中涉及的所有数学符号及其含义
Tab.3  All mathematical symbols involved in the paper and their meanings
	数学符号
	含义

	

	

图结构，包含顶点集合和边集合

	

	顶点子集或解的集合

	

	
集合的基数（元素个数）

	

	
边的权重

	

	二元决策变量

	

	QUBO问题的对称系数矩阵

	

	惩罚系数（用于约束转换）

	

	
节点的初始特征向量

	

	
边的初始特征向量

	

	修正线性单元激活函数

	

	
节点的邻居节点集合

	

	向量拼接操作

	

	
第层边特征的消息传递结果

	

	
第层节点特征的消息传递结果 

	

	图状态的嵌入向量

	

	
节点的嵌入向量

	

	模型参数集合

	

	折扣因子（权衡即时/未来奖励）

	

	状态-动作-奖励-新状态四元组

	

	
均匀采样经验回放池

	

	自适应调整后的惩罚系数

	

	初始惩罚系数

	

	总训练片段数

	

	当前训练片段序号

	

	
节点的度数中心性

	

	节点的拉普拉斯位置编码

	

	可学习权重矩阵


2  图组合优化问题统一求解方法
GCOP-PREMA旨在通过在统一的QUBO问题空间中预训练模型，并利用多样化的微调技术来解决多种图组合优化问题。在预训练阶段，GCOP-PREMA使用了两种类型的数据集：一种是从多种不同的图组合优化问题转换而来的QUBO图；另一种则是基于随机图模型直接生成的QUBO图。这种混合数据集的方式有助于增强模型的泛化能力。
完成预训练后，GCOP-PREMA会加载该预训练模型，并根据具体应用场景的需求选择性地冻结部分参数。此外，GCOP-PREMA设计了五种微调策略，每种策略针对模型的不同参数部分进行调整，以确保最佳性能表现。面对具体的下游任务时，GCOP-PREMA将加载相应的微调数据集，针对性地调整模型参数，以更好地满足下游任务的要求。
2.1 整体描述
如图2所示，GCOP-PREMA的统一架构主要包含预训练和微调两个阶段。在预训练阶段，GCOP-PREMA利用大量的QUBO图来学习最优变量分配策略，即训练一个通用的QUBO神经求解器。此阶段的核心目标是使模型能够有效地提取和理解QUBO问题的一般结构特性。经过预训练，预训练模型不仅能掌握解决多种图组合优化问题所需的共同特征，还能增强对新问题的学习能力。
进入微调阶段时，已预训练好的模型被加载使用，并根据需要冻结部分参数，确保学到的通用特征不被修改。接着，依据具体的下游任务需求，针对性地调整剩余参数。这一过程不仅保留了预训练阶段获得的广泛适用的知识，还通过少量标记数据进一步优化模型，使其更加贴合特定图组合优化问题的需求。通过这种两阶段的方法，GCOP-PREMA不仅能够在预训练过程中捕捉到QUBO问题的基本特征，还能够在微调阶段有效地将这些特征应用到具体的组合优化任务中，从而显著提升模型的泛化能力和求解效率。这种方法代表了一种灵活且强大的解决方案，适用于广泛的图组合优化挑战。
[image: ]
图2  GCOP-PREMA框架图
Fig.2  GCOP-PREMA overall framework
2.2  QUBO Former模型架构
QUBO图蕴含了丰富的目标函数和约束信息，其中节点代表决策变量，边则表示变量间的相互约束。因此，准确提取并利用QUBO图中的节点特征和边特征对于问题求解至关重要。机器学习方法需要深入挖掘这些图结构及其特征中隐含的模式。尤其在分布外泛化的情况下，对QUBO图特性的精确捕捉显得尤为重要。基于QUBO图的独特结构特点以及预训练与微调任务的需求，本文设计了一个专门用于QUBO图特征提取的增强型图Transformer模型——QUBOFormer，该模型由编码器和解码器两大部分组成。
在编码器阶段，QUBOFormer巧妙融合了传统消息传递神经网络与Transformer架构的优势，通过每层中的特征聚合来高效捕获节点和边的信息。具体来说，QUBOFormer引入了“点-边”和“边-点”的双重聚合策略，并创新性地加入了边Transformer机制，从而使得节点和边的特征得到了更有效的表征。为了提升模型的表现力同时控制其复杂度，在初始特征提取阶段采用了中心性编码和拉普拉斯编码等位置编码技术。这样的设计不仅增强了模型对QUBO图结构的理解能力，而且由于位置编码仅在初始化时应用，因此并未显著增加计算负担。
至于解码器部分，QUBOFormer采用多层感知机进行解码处理，以生成最终的问题解决方案。图3详细展示了QUBOFormer模型的具体架构，特别选取了部分节点和边来直观展示特征更新的过程，以便更好地理解整个特征提取和转换流程。
[image: ]
图3  QUBOFormer模型架构
Fig.3  QUBOFormer model architecture
2.2.1 编码器设计
在编码器阶段，主要目标是将QUBO图有效地映射到一个低维向量空间，以便捕捉图中节点和边的复杂关系及特性。这一过程主要包括三个关键步骤：节点和边的特征初始化、消息传递层的聚合以及Transformer层的聚合。
（1）初始化特征




表示节点的初始特征，表示边的初始特征，QUBOFormer使用MLP将节点和边的初始特征编码到向量空间：

		







		其中，和分别表示节点和边的初始特征，和均是学习得到的权重矩阵。
为了增强QUBOFormer模型的表达能力，设计了三种不同的位置编码方式：中心性编码（Centrality Encoding, CE）、拉普拉斯位置编码（Laplacian Positional Encoding, LPE）以及无位置编码（No Positional Encoding, NPE）。这三种编码方式使得QUBOFormer在处理图结构数据时能够根据具体任务需求灵活选择最适合的位置信息编码策略。

中心性编码是基于节点在图中的重要性或中心度来对节点进行编码的。这种编码方式反映了节点作为信息传递中心的重要性。常见的中心性度量包括度中心性、接近中心性和介数中心性等。以度中心性为例，其数学形式可以表示为： 



其中，是学习得到的权重矩阵，表示节点的度数（即与节点相连的边的数量），该值反映了节点的重要性。
其次，拉普拉斯位置编码利用图的拉普拉斯矩阵特征向量来进行编码。该方法首先计算图的归一化拉普拉斯矩阵，并从中提取前k个最小非零特征值对应的特征向量。每个节点的位置编码由这些特征向量组成，提供了一种有效的方式来捕捉图的全局结构信息。其数学形式为：



	其中，表示通过拉普拉斯矩阵计算出的节点的特征值或特征向量，用于反映节点在其所在图中的位置特性。
最后，无位置编码指的是不使用任何额外的位置信息编码，直接依赖于图本身的结构信息和节点特征进行学习。这种方法适用于那些图结构本身已经包含了足够信息的任务场景，或者当增加位置编码可能引入不必要的复杂性时。尽管没有使用额外的位置编码，但通过消息传递机制，模型仍然能够学习到一定的结构信息。
（2）消息传递层
消息传递网络在处理图结构数据的任务中展现出了卓越的性能。QUBOFormer通过采用“点-边”（node-to-edge）和“边-点”（edge-to-node）两种聚合方式来实现信息的有效传递与更新，增强了模型对图结构的理解能力，如公式（15）、（16）所示：

	

		







其中，下标表示是在消息传递层聚合得到的特征向量，表示节点的邻居节点集合，至均是学习得到的权重矩阵，而表示特征向量的拼接操作。 
此外，为了保持不同深度层间特征的区分度，避免因多层传播导致的特征同质化，QUBOFormer在节点和边特征的更新过程中引入了残差连接机制，具体更新过程如下所示： 



[bookmark: OLE_LINK5][bookmark: OLE_LINK6]		其中，是学习得到的权重矩阵，而表示特征向量的拼接操作。
2.2.2 解码器设计




解码器在QUBOFormer中的核心功能是将状态-动作对转换为一个Q值，用于评估在特定状态下执行动作的效果。具体来说，在处理QUBO图时，状态可以由该状态下整个图的嵌入向量来描述，而动作则通过节点在此状态下的嵌入向量来表示。Q值的计算方式如下： 






其中，至是学习得到的权重矩阵。表示向量的拼接操作。而则代表了 QUBOFormer模型的参数集合。
2.3模型预训练与微调
2.3.1模型预训练
GCOP-PREMA的预训练过程采用DQN（Deep Q-Network）算法，旨在预训练一个通用的QUBO求解模型，使其能够捕捉不同图组合优化问题中的共性特征。这有助于未经特定任务训练的模型更快更好地适应新的问题场景。
（1）数据准备
GCOP-PREMA使用两类不同的数据集进行训练：
a. 混合QUBO图：由多种不同的图组合优化问题转换生成的QUBO图组成的混合数据集。
b. 随机QUBO图：基于随机图模型直接生成的QUBO图。
（2）轨迹生成
将QUBO问题的优化视为马尔可夫决策过程（MDP），其中：
a.状态（State）：代表QUBO图当前的状态。
b.动作（Action）：指确定一个决策变量的取值。
c.奖励（Reward）：定义为执行动作后QUBO问题目标函数的变化值。
在每个片段（Episode）中，从初始状态（所有决策变量初始化为0）开始，通过一系列的动作选择，逐步翻转决策变量的状态直至达到终止状态（所有决策变量取值为1）。在此过程中产生的“状态-动作-奖励”序列被称为轨迹（Trajectory），这些轨迹被存储在经验回放池中以供后续学习使用。
（3）参数更新
每隔一定数量的片段，GCOP-PREMA从经验回放池中抽取批量训练样本，以更新QUBOFormer的参数，目的是最小化如下损失函数：





其中，表示当前网络的参数，是目标网络的参数，通常以固定间隔复制当前网络的参数；是介于0和1之间的折扣因子。
此外，为了应对罚项系数对模型泛化能力的影响，GCOP-PREMA引入了自适应罚项调整机制。该机制根据验证集中可行解的比例动态调整罚项系数，公式如下：




		其中，表示当前处理到的片段序号，是总的片段数量，是初始罚项系数。这种机制有助于缓解罚项系数过大或过小对模型训练造成的负面影响，从而提高模型的泛化能力和解决实际问题的能力。
2.3.2 模型微调
GCOP-PREMA的预训练阶段旨在使模型能够从未标注的大量QUBO图中学习到一般性的特征表示，这对于理解图组合优化问题的核心结构至关重要。通过这一过程，模型可以从丰富的数据中提取出普遍适用的模式和规律，为后续解决各种具体问题奠定基础。完成预训练后，为了进一步提升模型在特定应用场景中的表现，微调步骤显得尤为重要。这一过程允许模型在保留预训练期间学到的知识的同时，根据特定任务的需求进行调整。例如，在编码器层微调中，仅解冻编码器层的参数，保持解码器和其他层的参数不变，使得模型可以专注于从新的QUBO图中提取更有效的结构信息，特别适用于输入数据分布有轻微变化但基本结构与预训练数据相似的情况。
在微调过程中，针对不同需求设计了多种策略。比如解码器层微调，它仅解冻解码器层的参数，而保持其他部分不变，这有助于模型调整其决策机制以适应特定的任务场景，尤其当输入数据特征与预训练数据相似但解空间有所变化时更为有效。另一种策略是消息传递层微调，这种方法只更新消息传递层的参数，强化了局部特征表示，优化节点间的信息交互，非常适合处理复杂度较高的图结构。此外，Transformer层微调则专注于增强模型处理长距离依赖的能力，适合需要改进序列数据和依赖关系处理性能的场合。最后，全参数微调策略通过对整个模型的所有层进行微调，使得模型能够全面适应新任务需求，特别是在微调数据集与预训练数据集存在显著差异的情况下尤为有用。
微调阶段的具体操作包括加载针对下游特定任务的数据集，并进行决策还原。在此过程中，模型依据验证集上的解的可行性动态调整罚项系数，确保生成的解决方案既有效又可行。随后，加载预训练好的模型，并根据选择的微调策略冻结或解冻相应的部分参数。例如，默认情况下可能仅对解码器部分的参数进行微调优化。最终，利用经过微调后的模型进行测试，评估其在实际应用中的性能。
3  实验分析
为验证GCOP-PREMA框架的求解效能与跨场景适应性，设计了多维度实验验证体系，覆盖从理论仿真图到实际应用图的综合测试场景。
3.1 实验设置
3.1.1 数据集
在预训练阶段，框架采用双源异构数据进行特征学习：一方面通过多类图组合优化问题向QUBO形式的系统化转换构建混合数据集，另一方面基于BA（Barabási-Albert）和ER（Erdős-Rényi）等经典随机图模型生成动态QUBO图集，以此增强模型对图结构多样性的适应能力。
性能评估阶段则采用分层测试策略，针对MVC、MIS、MC三类问题使用BA/ER合成数据进行基础性能验证，同时在MaxCut问题上引入Optsicom项目提供的电力网络与通信拓扑真实数据以检验实际应用潜力。对于MVC、MIS、MC问题的真实场景测试，精选了涵盖生物化学与社交网络领域的五个基准数据集——ENZYMES蛋白质交互网络、PROTEINS结构图谱、IMDB-BINARY影视合作网络、COLLAB科研协作网络以及MUTAG分子反应网络，构建了跨学科领域的多维测试环境。
3.1.2 基线方法
由于当前图组合优化多任务统一求解领域缺乏成熟基准方法，实验选取了两类对比基准。一类是单问题专用算法，包括传统贪心启发式方法[20-23]、基于统计物理的平均场退火算法[24]，以及前沿的S2V-DQN强化学习模型[25]和VAG-CO图注意力网络[26]。
另一类是针对GCOP-PREMA框架自身的消融实验组，重点考察编码策略与微调机制的影响。编码策略对比涵盖节点中心性编码（记为GCOP-PREMA-CE）、图拉普拉斯编码（记为GCOP-PREMA-LPE），以及无位置编码（记为GCOP-PREMA-NPE）三种变体基线，而微调模式则系统探究了编码器层微调（记为GCOP-PREMA-Encoder）、解码器微调（记为GCOP-PREMA-Decoder）、消息传递层微调（记为GCOP-PREMA-MPNN）、Transformer层微调（记为GCOP-PREMA-Transformer），以及全参数微调（记为GCOP-PREMA-ALL）的作用差异，通过不同组合形成七种框架变体进行性能解构。
3.1.3 评价指标 
评价体系以优化质量与稳定性为核心，采用相对优化率（AR）作为核心指标。该指标通过计算各方法所得解与商业求解器Gurobi在3600秒时限内获取的最优参考解的比值实现归一化处理，同时辅以跨测试实例的标准差分析解的质量波动性。对于最小化问题，AR定义为算法解与参考解的直接比值；对于最大化问题则采用倒数形式处理，使得所有AR值均以趋近1为优化目标，从而实现跨问题类型的统一量化评估。


[bookmark: OLE_LINK7]对于给定的最小化优化问题实例，设为待评估算法得到的解值，为Gurobi求解器在限定时间内获得的最优参考解值。

		
该值越接近1，表明算法解越接近参考最优解。则平均相对优化率和标准差分别为：

		

		



其中为测试集实例数量，为第个实例的优化率。
3.1.4 超参数设置 
预训练阶段，GCOP-PREMA 的超参数设置如表4所示。
表4  GCOP-PREMA预训练阶段实验超参数设置
Tab.4  GCOP-PREMA  experimental hyperparameter settings for the pre-training phase
	超参数名称
	符号
	值
	描述

	训练轮次
	

	1×106
	模型总的训练次数

	经验回放池容量
	

	5×105
	存放“状态-动作-奖励”序列的容量

	学习率
	

	1×10−4
	Adam 优化器的更新率

	嵌入大小
	

	64
	QUBO 图表示的嵌入维度

	折扣因子
	

	1
	权衡即时奖励和未来奖励的折扣系数

	批大小
	

	64
	模型批量训练的大小


而在微调阶段，GCOP-PREMA的超参数设置如表5所示。
表5  GCOP-PREMA微调阶段实验超参数设置
Tab.5  GCOP-PREMA  fine-tuning phase experiment hyperparameter settings
	超参数名称
	符号
	值
	描述

	微调步长
	

	1×104
	微调阶段总的训练次数

	目标网络更新频率
	

	1×100
	将当前网络的参数复制给目标网络的频率

	罚项系数调整频率
	

	100
	自适应调整罚项系数的频率

	罚项初始值
	

	1.1
	罚项设置的初始值

	罚项最大值
	

	10
	罚项设置的最大值

	ϵ-贪心策略的初始值
	

	0.5
	ϵ-贪心策略设置的初始值

	ϵ-贪心策略的最终值
	

	0.05
	ϵ-贪心策略衰减到的最小值


3.2 模拟图结果分析
本节在模拟图上系统验证了GCOP-PREMA框架对MVC、MIS、MC及MaxCut四类图组合优化问题的求解效能。
3.2.1 微调前后GCOP-PREMA性能变化分析
预训练阶段采用节点规模15-20的BA图混合数据集，测试阶段则选取50个节点规模40-50的BA图进行验证。表6展示了在各实验设置下，模型相对于专业求解器在50张图上的平均性能比值及其标准差，其中“NoFT”表示的是未经过微调的预训练模型。实验发现，经过10k步长内的参数微调后，模型性能呈现显著提升：MIS问题优化效能实现56.67%的显著跃升，MaxCut问题亦获得28.44%的增益。在编码策略对比中，中心性编码（CE）以最优表现接近专业求解器水平，拉普拉斯编码（LPE）次之，而无位置编码（NPE）在关键指标上存在可观测差距。这表明节点中心性特征对于捕捉图结构关键信息具有决定性作用，尤其在节点度分布显著影响邻域关系的组合优化场景中。
表6  微调前后GCOP-PREMA在不同问题上的表现
Tab.6  Performance of GCOP-PREMA (OOD) on different questions before and after fine-tuning
	模型
	MVC
	MIS
	MC
	Max
Cut

	GCOP-PREMA-CE-NoFT
	1.066±0.017
	0.525±0.010
	0.703±0.027
	0.804±0.013

	GCOP-PREMA-LPE-NoFT
	1.041±0.005
	0.530±0.012
	0.281±0.016
	0.874±0.009

	GCOP-PREMA-NPE-NoFT
	1.912±0.011
	0.128±0.015
	0.670±0.029
	0.932±0.004

	GCOP-PREMA-CE
	1.029±0.005
	0.977±0.005
	0.966±0.011
	0.959±0.004

	GCOP-PREMA-LPE
	1.029±0.004
	0.950±0.007
	0.932±0.015
	0.948±0.004

	GCOP-PREMA-NPE
	1.052±0.006
	0.956±0.007
	0.927±0.015
	0.938±0.003


3.2.2 GCOP-PREMA与现有先进方法的性能对比分析
为进一步评估GCOP-PREMA模型的有效性，本节首先在节点规模为15至20的BA图组成的混合数据集上进行了预训练，随后在节点规模扩展至200-300的50张大规模BA图测试中，GCOP-PREMA展现出强大的泛化能力。在整个实验过程中，模型的微调步长均被严格控制在不超过10k的范围内。图4汇总并呈现了各个方法在处理不同规模图时的平均比值及其标准差。实验结果表明，中心性编码变体（GCOP-PREMA-CE）在所有问题类型中均超越现有单任务算法，其精度与商业求解器Gurobi的差距控制在5%以内。拉普拉斯编码（LPE）在小规模图处理中保持竞争优势，但随着节点规模增大，其性能逐渐收敛于传统贪心算法水平。值得注意的是，无编码基线（NPE）在非完全子图优化场景（如MVC、MIS、MaxCut）中仍表现出12%-16%的优化优势，验证了框架基础架构的有效性。该现象揭示：尽管编码策略对性能存在显著调节作用，但预训练阶段建立的多任务表征学习能力仍是模型实现跨问题泛化的核心驱动力。
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（a）MVC问题
Fig.4 (a)  MVC problem
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（b）MaxCut问题
Fig.4 (b)  MaxCut problem
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（c）MIS问题
Fig.4 (c)  MIS problem
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（d）MC问题
Fig.4 (d)  MC problem
图4 不同方法在模拟图上的表现
Fig.4  Representation of different methods on simulation graphs
3.3 真实图结果分析
基于GSet、ENZYMES等跨领域真实图数据的测试表明，GCOP-PREMA在复杂实际场景中保持稳健性能。图5展示了在各个问题上，不同方法的平均比值和相应的标准差。在MaxCut问题的电力网络拓扑优化中，模型通过10k步微调后达到98.3%的Gurobi参考解覆盖度，较S2V-DQN强化学习方法提升7.2个百分点。对于生物分子交互网络（MUTAG）和科研协作网络（COLLAB）中的MIS问题求解，中心性编码变体在蛋白质结构预测任务中实现89.4%的平均优化率，较传统图注意力网络（VAG-CO）提升11.6%。特别需要指出的是，在IMDB-BINARY电影合作网络的MVC问题求解中，模型在保证97.8%边覆盖率的前提下，将所需节点数较贪心算法减少14.3%，印证了方法在稀疏图结构中的独特优势。
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（a）MVC问题
Fig.5 (a)  MVC problem
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（b）MaxCut问题
Fig.5(b)  MaxCut problem
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（c）MIS问题
Fig.5 (c)  MIS problem
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（d）MC问题
Fig.5 (d)  MC problem
图5 不同方法在真实图上的表现	Comment by WPS_1534404884: 图5刻度线请朝内绘制。
Fig.5  Representation of different methods on real graphs
3.4 算法运行时间分析
最后，为全面评估 GCOP-PREMA 模型的高效性，我们对不同方法的运行时间进行了比较。以 MVC 问题为例，在包含 50 张节点数为 40-50 的 BA 图上进行测试，各方法的运行时间对比如图 6 所示。
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图6 不同方法的运行时间情况	Comment by WPS_1534404884: 刻度线清朝内绘制
Fig. 6 Running time of different methods
由图6可知，GCOP-PREMA-CE的求解时间分布最为均匀，表明其在处理不同问题实例时具有​​优异的效率稳定性​​。相比之下，​​S2V-DQN​​的求解时间波动较大，反映出其在某些实例上​​可能存在效率瓶颈​​。在求解质量方面，GCOP-PREMA-CE、GCOP-PREMA-LPE和S2V-DQN在多数实例上均达到了与专业求解器相当的​​高精度水平​​，而 ​​GCOP-PREMA-NPE​​ 的求解精度则略显不足。
3.5 实验结果小结
本实验体系通过超万次优化实例验证，揭示两大核心发现：1）基于多任务预训练的微调机制对性能提升具有强正向效应，其中MIS问题的优化效能增益达56.67%，印证了迁移学习在图优化领域的巨大潜力。2）GCOP-PREMA框架在跨规模、跨场景测试中展现显著竞争优势，模拟图环境下较传统贪心算法实现6.36%-16.12%的优化率提升，真实场景中MaxCut问题优化精度超越现有机器学习方法9.8个百分点。尽管在蛋白质网络MC问题求解中较专用算法存在0.96%的微小差距，但模型通过单一架构实现四类NP难问题的近最优解生成，证实了“预训练-微调”范式在图组合优化领域的普适价值。这些发现为构建通用图优化求解器提供了重要的方法论启示与实证支撑。
4  结论
针对图组合优化问题在分布外泛化方面面临的挑战，本研究借鉴大语言模型的成功经验，提出了一种基于预训练-微调范式的统一求解方法GCOP-PREMA。通过将四类经典图组合优化问题统一建模并构建多任务预训练机制，实现了跨问题类型的知识迁移与共享。
实验结果表明，所提方法在多项基准测试中均表现出优越性能。具体而言，在多任务预训练基础上进行微调可显著提升模型性能，其中MIS问题的优化效能增益达56.67%；在跨规模、跨场景测试中，GCOP-PREMA框架相较于传统贪心算法取得6.36%–16.12%的优化率提升，在MaxCut问题上的求解精度超越现有机器学习方法9.8个百分点。尽管在蛋白质网络MC问题求解中较专用算法存在0.96%的差距，但该框架通过单一模型架构实现了四类NP难问题的近最优求解，验证了预训练-微调范式在图组合优化领域的有效性与通用性。
未来研究将着重解决不同图优化任务间的优化不平衡问题，并探索扩散模型等新兴技术在此领域的应用潜力，以进一步提升统一求解框架的性能与适用范围。
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