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摘  要：针对当前信号分离方法通常需要已知信号分量数目，且时频域存在交叉等严重混叠情况下分离性能差的问题，提出一种基于扩散生成的信号智能分离方法。首先，对混叠信号时频图进行语义分割，获取时频不交叠部分所对应的各信号区域，形成信号掩码；进一步，根据掩码得到单分量信号时频图，经过时频逆变换后得到有缺失的单分量信号；最后以之为条件，与噪声拼接输入改进的潜在扩散模型，改进模型通过除去潜在变量的训练模块，改进网络参数，设计损失函数，实现了对各信号分量的重构。所提方法无须已知信号分量数目，实验结果表明，能够适应三种调频信号混叠场景，在时频域存在严重重叠、信噪比为10dB时，分离出的各信号分量与原信号的相关系数高于0.98。
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Time-frequency aliasing signal separation method based on diffusion generation
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Abstract: Aiming at the problems that current signal separation methods usually require a known number of signal components and have poor separation performance in the case of severe aliasing such as crossover in the time-frequency domain, an intelligent signal separation method based on diffusion generation was proposed. Firstly, perform semantic segmentation on the time-frequency graph of the aliased signal to obtain each signal region corresponding to the non-overlapping parts of time and frequency, and form a signal mask. Furthermore, the time-frequency graph of the single-component signal was obtained based on the mask, and after the inverse time-frequency transformation, the single-component signal with missing parts was obtained. Finally, taking this as a condition, the improved latent diffusion model was concatenated with noise. The improved model achieved the reconstruction of each signal component by removing the training module of latent variables, improving the network parameters, and designing the loss function. The proposed method does not require the known number of signal components. Experimental results show that it can adapt to three FM signal aliasing scenarios. When there is severe overlap in the time-frequency domain and the signal-to-noise ratio is 10dB, the correlation coefficient between each separated signal component and the original signal is higher than 0.98.
Keywords: signal recognition; blind source separation; signal reconstruction; conditional diffusion model
(
随着“电磁频谱战”、“联合全域作战”等新型作战理念和作战样式的快速发展，电磁环境日益复杂，呈现出密集、瞬变、高动态等特点，各种类型调制信号、干扰等混叠现象日益增加，电子侦察系统面临解析失败的严峻挑战，亟需建立全域混叠信号可分离性理论及高效分离方法。
为了解决这一挑战，学者提出了相应的单通道与多通道分离方法。当实际设备中接收通道数量受限和密集环境下信号空域维度完全混叠时，单通道分离技术成为解决复杂密集电磁环境下信号分析的关键。本文聚焦单通道信号分离，现有的方法主要分为三类：基于模态分解的方法、基于变换域处理的方法和基于深度学习的方法。
基于模态分解的方法包括经验模态分解[1]（empirical mode decomposition, EMD）及变分模态分解[2]（variational mode decomposition, VMD）。N. E. Huang等学者提出EMD方法，即将信号分解成本征模态函数（intrinsic mode function, IMF），其中每个IMF代表信号的一种特定频率成分。该类方法可以依据数据自身的时间尺度特征来进行信号分解，无需预先设定任何基函数，在处理非线性及非平稳信号方面具有优势。然而该方法也存在明显的不足，如缺乏数学理论支撑、容易发生末端效应及在EMD执行过程中的模态混叠问题。同时，对全域混叠信号，无法有效分离。近10年来，为了克服EMD的局限性，学者们采用了许多先进的替代方法，例如比较广泛使用的方法是通过优化来进行信号分离，例如基于算子的方法[3]。此类优化算法的收敛性通常取决于初始化，如何获得良好的初始化对此类方法至关重要。VMD方法克服了EMD方法存在的端点效应和模态混叠问题，并具有更坚实的数学理论基础，能够处理非平稳信号并实现信号分量的自适应分离。然而，VMD仍然存在一些局限性，主要体现在：如无法处理频域混叠场景下的模式分离；需要已知信号分量数目等问题尚未解决。针对VMD不能处理在频域混叠信号的问题，文献[4]提出了一种短时窄带模态分解问题，成功地将VMD方法扩展到频率时变的信号场景。针对VMD需要已知信号分离数目的问题，文献[5]提出一种连续VMD（SVMD）方法，不需要已知信号分量的数目。但该方法只适用于信号在频域不混叠的场景。
基于变换域处理的信号分离方法通过时频（time frequency, TF）分析实现，是处理时、频域复杂混叠信号的有效途径，可实现对信号分离的持续时间、瞬时频率、带宽等参数信息的估计。主要技术路径包括：同步压缩变换[6]（synchrosqueezed transforms, SST）及其改进方法（高阶/匹配SST[7]），提高了瞬时频率估计精度和适应信号分量频率快速变化的能力；同步提取变换[8]（synchroextracting transform，SET） 通过特征保留策略优化重构精度；非线性模式分解[9]（nonlinear mode decomposition, NMD） 时频变换优势实现了高精度模态分解；结合傅里叶-贝塞尔展开与能量分离机制处理调幅调频信号的相关算法[10]。时频脊检测的方法[11-12]则通过参数自适应化优化增强鲁棒性。这些方法在全球导航卫星系统抗干扰等领域验证了有效性，但面对复杂场景和瞬时参数估计误差的条件下，其性能仍需进一步研究和改进。
随着人工智能在各个领域的广泛应用，深度学习技术也被越来越多地应用于模式分解、信号分离的任务中。
其中，在对语音信号分离的研究中，一些语音分离模型如TDANet[13] 、Mossformer[14] 、SepFormer[15]等取得了广泛的应用。在光纤信号分离的研究中，An等[16]通过使用模拟光束模式训练卷积神经网络，实现了离线模式下的少模光纤信号分离。在振动信号分离的研究中，文献[17]通过提出基于编码器-分离器-解码器的深度学习模型实现了对多震源混叠信号分离难题。
在基于深度学习的电磁信号分离的研究中，文献[18]提出基于Swish-Tasnet的电磁信号盲源分离方法，但分离精度和泛化能力有待提升。文献[19]针对传统算法对复数信号分离效果差等问题，实现了基于深度学习的单通道混叠电磁信号分离方法，但需要已知信号分量数目，且分离精度有待提升。可见，基于深度学习的电磁信号分离模型的泛化能力、鲁棒性等问题尚未解决。且电磁信号多为复数信号，大部分研究针对的均为实数信号，不满足于实际的雷达系统信号处理需求。
1  混叠信号模型
侦测接收机接收到的混叠信号可表示为：
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其中，
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表示信号分量数目，
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个子信号分量，
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个信号分量的瞬时幅度，
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个信号分量的瞬时相位，表示为：
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其中，
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个信号分量的瞬时频率，
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为高斯白噪声。

信号分离即是从观测信号
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中分离出各个分量信号
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，主要包括两个方面：
(1)
信号表征：建立分量信号的数学表征模型，对各分量信号
[image: image15.wmf]()
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进行约束；
(2)
分离方法：设计基于观测信号的可计算分离框架和方法；
对于信号表征问题，考虑到常见信号特征，拟定义如下模式函数
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其中，
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满足条件：
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其中，
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一阶连续可导且有界，
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表示二阶可导，
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控制
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变化的快慢。
可以看出，模式函数
[image: image26.wmf]g

是一个满足条件的幅度-频率调制信号，其物理意义为：幅度调制表征信号能量时变特性；频率调制描述非线性瞬时频率演化。在此模式下，信号分离问题可转化为对观测信号的模式分解过程：
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分离目标即通过计算手段实现：
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可见，该公式描述了信号分离问题的双重不确定特征：既需要估计未知信号分量数
[image: image29.wmf]M

，又需保证各分量参数估计的精度。
本文通过建立非参数化分量框架，无需先验分量数假设，并通过设计信号重构模型保证了分量信号的估计精度，后续将详细介绍。
2  扩散生成分离模型
2.1  信号分离框架
混叠电磁环境下，同一通道接收到的多个信号可能在时域、频域、时频域均存在混叠，图1给出了一条线性调频信号（linear frequency modulation, LFM）和一条非线性调频信号（nonlinear frequency modulation, NLFM）混叠的场景，混叠情况极其复杂。
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（a）时域波形
（a）Time-domain waveform
[image: image31.png]0.1

0.08

0.06

0.04

0.02

RERITIZ

10 20
4% IMHz

30




（b）频域波形
（b）Frequency-domain waveform
[image: image32.png]



（c）时频图
（c）Time-frequency graph
图1  时频混叠信号的时频域特性
Fig.1  The time-frequency domain characteristics of time-frequency aliasing signal
通过图可以看出，虽然信号混叠非常严重，但从时频域看，各子信号通常仍然存在不交叠的部分。同时，各信号有各自的幅度、频率等变化规律，比如，在图1的例子中，幅度恒定，频率平滑、缓变等。基于上述特征，本文考虑首先将信号变换至时频域，基于图像语义分割，实现不同信号的检测与分割，需要注意的是，由于信号存在交叠区域，语义分割仅对能实现不交叠部分分割，即分割后的信号是不完整的。在此基础上，通过傅里叶反变换，得到不完整的时域信号，作为条件，利用扩散模型实现对信号的恢复，进而实现混叠信号的分离。本文提出方法的整体思路如图2所示。以三种信号混叠场景为例，下面首先对整体思路数学处理过程进行介绍，然后分别对分割网络和扩散生成网络进行详细介绍。
[image: image33.png].

[X(& Ol

"%W{M

FE548

L

—

Maskii

x(t)

Xt f)

.

|

<7.<7
fEeEt

x(®)

X/ (t.f)

l&w%@m

"

xi(t)





图2  时频混叠信号分离整体思路
Fig.2  The overall idea of time-frequency aliasing signal separation
首先经过时频变换得到混叠信号时频矩阵
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和时频图
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，这里的时频变换使用的是不会产生交叉项的短时傅里叶变换。随后将时频图输送到预训练的UNet模型中进行语义分割，得到分割标签L，L为与时频图形状相同的灰度图。为方便效果展示，将灰度图转换为伪彩图。其中的每个像素点的值代表所属标签，其取值范围为：
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其中，
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代表标签图中坐标为
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xy

的点对应的像素值，像素值为0代表没有信号的背景，像素值为
[image: image39.wmf]i

代表只属于第
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个信号分量的区域，图中代表分别只属于信号1或信号2或信号3的区域，像素值为
[image: image41.wmf]1
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代表信号的混叠部分。
于是，混叠信号的时频图被分为了三部分：分别为背景部分、单信号分量部分和混叠部分。
随后我们将根据分割标签将单信号分量部分根据信号数量分别提取。具体做法为：初始化与分割标签形状相同的矩阵作为掩码矩阵，分割标签中像素值为
[image: image42.wmf]i

的区域对应的掩码矩阵中的区域的值设为1，其他区域的值设为0，作为第
[image: image43.wmf]i

个信号分量的掩码矩阵。表示为：
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然后将混叠信号时频矩阵与单信号分量的掩码矩阵相乘，得到缺失混叠部分的单分量信号时频矩阵：
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接着将其进行逆变换到时域，得到有缺失值的单分量信号时间序列
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。最后将
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输入预训练的条件扩散模型中将缺失部分补全，得到重构信号
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2.2  UNet分割网络
对于分割网络，这里我们选用的是UNet网络。UNet模型对于小样本情况表现出色，可以在较少的标注数据上进行训练，并取得较好的分割效果；并且其采用U型网络结构和跳跃连接机制，能够有效的捕获不同层次的特征信息，从而提高图像分割的准确性和细节保留能力。
该网络的输入为3通道的混叠信号的彩色时频图，通过UNet网络得到时频图中不同位置的标签，如图2中以三种信号混叠情况为例，分割标签有五种不同的颜色，其中黑色区域为背景，绿色区域，红色区域，蓝色区域为不同的分量信号，黄色区域为信号混叠部分。
对不同区域制定不同标签后可以根据标签提取对应区域的时频信息，得到单分量信号的时频图。网络结构及其详细原理详见参考文献[21]。
2.3  扩散生成网络
扩散模型作为一种新型的图像生成模型，相比于生成对抗网络[22]（generative adversarial network, GAN）训练过程更加稳定，不易出现模式崩溃问题。同时能够生成比GAN和变分自编码器[23]（variational autoencoder, VAE）更加逼真，多样化的样本，同时在时间序列预测任务中也取得了显著的成果。
本文提出一种基于条件引导的扩散模型信号恢复方法。该方法基于潜在扩散模型[24]，首先为避免信息丢失，去除原模型中的潜在变量的训练部分，直接将时序信号输入网络；另外，改进原网络中各网络层维度以适应时序信号输入网络；为保证嵌入条件与输入维度一致，采取将条件信号与加噪信号直接拼接的条件嵌入处理，以实现高效的条件信息融合。最后引入时频一致性损失，以提高信号分离的准确度。为方便复数信号的处理，我们将复数信号的实部和虚部进行拼接，以二维矩阵的形式输入网络。将有缺失值的单分量信号时间序列作为条件信号输送到扩散模型中进行恢复。
如图3所示，整体过程包括前向扩散和反向采样过程。其中，在训练阶段，包括通过前向扩散对训练集样本添加噪声，随后训练噪声预测网络
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学习逆向去噪过程。在测试阶段，测试集通过反向采样过程，通过训练好的网络
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逐步恢复原始信号。下面对前向扩散和反向采样过程进行详细说明。
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图3  条件扩散生成网络
Fig.3  Conditional diffusion generation network

在前向扩散过程中，通过向训练集原始信号
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逐步添加高斯噪声，使其逐渐接近高斯分布。定义离散时间步
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其中
[image: image55.wmf]t
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为噪声调度参数，控制噪声加入程度，一般情况下随着
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的增大而增大。积累扩散系数定义为：
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通过重参数化技巧，可直接采样
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随后训练噪声预测模型
[image: image60.wmf]q
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逐步估计训练集在前向扩散中添加的噪声。模型
[image: image61.wmf]q
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的结构参考于潜在扩散模型的主干网络，去除了潜在变量的训练环节，同时为适应时序信号的输入，改进了网络参数，主要步骤在于：
（1）输入层处理：在通道维度合并信号与条件：
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（2）时间步嵌入：采用傅里叶特征编码时间步 ：
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其中
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， 编码结果通过多层感知器映射到各残差块。
（3）改进U-Net结构：残差块与注意力层结合，跨尺度特征拼接。
（4）条件注入方式：在每个残差块输入端将拼接矩阵与隐藏状态相加。
网络采用均方差损失，在实部和虚部分别计算，损失函数定义为：
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其中，
[image: image66.wmf]l

为时频损失权重，
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为时频一致性损失，从时频域约束生成信号的物理特性，具体表达式为：
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其中，
[image: image69.wmf]()

stft

表示时频变换。
噪声预测网络训练完成后，将基于训练好的网络对测试集中分割出的缺失信号进行重构，具体流程如算法1所示。
	算法1  反向采样流程
Alg.1  Reverse sampling process

	输入：条件信号
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输出：重构信号
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	初始化：
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拼接输入：
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预测噪声：
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计算均值：
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采样更新：
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首先从高斯分布采样出
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时刻的随机噪声信号
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，随后将
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与有缺失值的单分量信号拼接，随后输入噪声估计网络预测噪声，然后根据公式计算重采样均值，最后重采样为
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，然后执行循环，逐步恢复为
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即为重构信号
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3  仿真实验
3.1  实验环境及网络参数设置
实验的仿真实验所运行平台为：搭载了12 vCPU Intel(R) Xeon(R) Platinum 8352V CPU、90G内存、32G显存的 NVIDIA GeForce RTX 3090 GPU HP工作站。所有模型代码运行框架为PyTorch 2.0.0，CUDA 11.8，Python版本为3.8.1。
网络模型参数设置如下表1，圆括号表示从左值到右值线性变换。
表 1  网络参数
Tab.1  Network parameters

	模型名称
	参数
	取值

	UNet
	输入维度
	512×512×3

	
	学习率
	1×10-4

	
	批次大小
	2

	
	训练轮数
	300

	
	优化器类型
	Adam

	扩散模型
	输入维度
	1000×2

	
	学习率
	1×10-3

	
	批次大小
	32

	
	训练轮数
	200

	
	优化器类型
	Adam

	
	扩散步长
[image: image88.wmf]T


	1000

	
	噪声调度
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	(1×10-4, 0.02)


3.2  仿真的数据集
本文考虑三种调频信号混叠场景，然后分别在两条随机混叠和三条随机混叠两种场景下进行测试。信号包括LFM信号和NLFM信号。
LFM信号的表达式为：
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其中，
[image: image91.wmf]k

表示调制斜率，且有
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，
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为信号带宽。
NLFM信号典型的有正弦调频信号（sinusoidal frequency modulation, SFM）和偶次调频信号（even quadratic frequency modulation, EQFM），SFM信号的表达式为：
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其中
[image: image95.wmf]1

k

为调频指数，
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为调制频率，
[image: image97.wmf]J

为初始相位。

EQFM信号的表达式为：
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其中，
[image: image99.wmf]2

k

为调频系数。
实验仿真所用信号参数见表2，其中，圆括号表示从两个值的范围中随机采样。
表 2  信号参数
Tab.2  Signal parameters 
	所属参数
	参数
	取值范围

	共同参数
	采样率Fs /Hz
	26×106 

	
	脉宽Td /s
	2×10-5

	
	载频 /Hz
	(Fs/10, Fs/5)

	
	带宽B /Hz
	(2×106, 6×106)

	LFM
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	(-B/Td, B/Td)

	SFM
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	(B/6, B/3)
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	(6×104, 10×104)
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	EQFM
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	(2×1014, 3×1014)


信噪比范围设置为-10dB~10dB，步长为2dB。每个SNR下产生参数随机的三类样本各1000条作为训练集。训练集中训练集和验证集的比例为8：2。测试集包括三类信号中随机2条或3条信号混叠，分别测试信号数目
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的实验效果。
3.3  仿真实验
3.3.1  信号分割性能
我们将仿真产生的混叠信号时频图与制作好的标签输送到图2的UNet网络中进行训练，在不同信噪比下对两分量混叠和三分量混叠的情况分别进行测试。
以信噪比为-6dB时三种信号混叠的场景下，如图4中时频图中出现较复杂混叠的情况为例，从时频图中可以看出，由于信噪比较低，信号在图中不连续，且一半的信号被噪声覆盖。图(b)为预测标签，其中黑色区域代表噪声背景，绿色区域代表EQFM信号，红色区域代表SFM信号，蓝色区域代表LFM信号，黄色区域代表信号重叠部分。图(c)为真实标签。可以看出，预测标签与真实标签之间除信号重叠部分与不同颜色边界有较少的误差外，大体上是相同的，说明模型可以很好的检测到三种信号及混叠区域，体现了分割模型的有效性。
[image: image108.jpg]



（a）混叠信号时频图
（a）Aliased signal time-frequency graph
[image: image109.png]



（b）预测标签
（b）Predicted label
[image: image110.png]



（c）真实标签
（c）True label
图4  信噪比为-6dB下的样本示例
Fig.4  Sample examples with a SNR of -6dB
同时给出不同信噪比下不同信号分量的测试集统计指标，如图5所示。
这里的评价指标包括mIoU[25] (mean intersection over Union)和mPA(mean pixel accuracy)。mPA为类别平均像素准确率，用于计算每个类别被正确分类像素数的比例，之后求平均。计算公式为：
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其中，
[image: image112.wmf]m

为信号类别数量，
[image: image113.wmf]ii

p

表示混淆矩阵中对角线元素，
[image: image114.wmf]ij

p

表示混淆矩阵中的元素。
mIoU为平均交并比，用于计算真实值和预测值的交集和并集之比。通过分别在每类上计算交并比，然后求均值：
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（a）mIoU随信噪比变化曲线
（a）The curve of mIoU varying with SNR
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（b）mPA随信噪比变化曲线
（b）The curve of mPA varying with SNR
图5  不同信噪比下的分割指标
Fig.5  Segmentation indicators of components under different SNR
从实验结果可以看出，随着信噪比的升高，对于两分量信号和三分量信号场景，两种指标的准确率都有所升高，并且低信噪比时提升较为明显，高信噪比时提升趋于平缓。从总体效果看，两信号混叠的分割效果优于三信号混叠，当信噪比为10dB时，两种场景所得mIoU和 mPA指标均高于0.95。
3.3.2  信号分离性能
以图4中的混叠样本为例，当完成分割后，我们会根据预测标签制作单信号分量的掩码，进而从混叠信号时频矩阵中提取除混叠部分外的单信号分量的时频矩阵，然后进行时频反变换，得到缺失部分的时序信号，以EQFM信号为例，与原始信号及混叠信号对比如图6所示。
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图6  EQFM缺失信号与原始信号及混叠信号对比
Fig.6  Comparison of the missing signals of EQFM with the original signals and aliased signals

可以看出，由混叠信号得到缺失信号的过程中，基于公式(8)所设计的掩码机制，通过选择性地保留目标信号的时频信息，有效的抑制了混叠信号中固有的背景噪声干扰。这种噪声抑制显著减低了后续基于扩散模型进行信号恢复任务的训练复杂度。对于缺失信号，在缺失区域的幅值趋近于零，在非缺失区域与原始信号相比存在可观测的偏差。随后，将基于扩散模型对信号进行重构，包括完成信号缺失区域的补全与非缺区域地幅值矫正。由于模型的输入为单信号分量，其输出结果将不再显式区分或依赖于原始混叠信号中的分量数目。
为验证扩散模型对信号重构有效性，我们引入相关系数、输出信噪比及分离剩余误差作为评价指标，并与一些常见的生成模型和信号分离模型（GAN[22]、MossFormer[14]、SepFormer[15]及TDANet[13]）进行对比，得到所提方法（DM）与对比模型在不同信噪比下的性能曲线，如图7、图8和图9所示。
假设
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为噪声信号。那么，相关系数、输出信噪比和分离剩余误差[26]分别定义为：
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图7  不同模型的相关系数曲线
Fig.7  Correlation coefficient curves of different models
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图8  不同模型的输出信噪比曲线
Fig.7  Output signal-to-noise ratio curves of different models
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图9  不同模型的分离剩余误差曲线
Fig.9  The separation residual error curves of different models
从上述结果中可以看出，在信噪比为-10dB时，重构信号与原始信号的相关系数仅为0.65左右。其潜在原因在于：过强的背景噪声导致目标信号在时频域表征中被严重淹没。该现象使得信号分割阶段难以准确提取单一信号分量，进而导致后续基于扩散模型的信号重构过程无法有效的恢复原始信号的高保真度。
当信噪比提升至10 dB时，重构信号与原信号的相关系数超过了98%，输出信噪比大于25dB，分离剩余误差超过-4dB，展现了所提方法优异的恢复性能。其优异性可归因于：在较高信噪比条件下，目标信号在时频域的表征中信号特征保留完整，使得信号分割阶段能够精准的提取出高质量的单信号分量；进而为后续信号重构过程提供了可靠的输入，使得模型能够充分利用其强大的数据分布建模能力，高精度地恢复出原始信号的结构与细节。
与其它方法对比，在信噪比为-10dB时，重构信号与原信号的相关系数提升了5%~25%；输出信噪比提高了3dB左右；分离剩余误差提高了2dB左右dB，体现了所提方法在强噪声干扰下的鲁棒性与抗噪性能；当信噪比为10 dB时，重构信号与原信号的相关系数最高提升了4.8%；输出信噪比提高了10dB左右；分离剩余误差提高了2dB左右，体现了所提方法在信噪比较高时仍能持续提升信号恢复的精度。4  结论
本文针对复杂电磁环境下时频混叠信号分离的研究中先验信息多、分离效果差等问题，提出一种先分割后重构的方法。通过对混叠信号时频图进行语义分割，使分量信号在时频域得以分开，随后基于条件扩散模型重构原始信号。仿真结果表明了该算法在线性调频信号和非线性调频信号的混叠较为复杂的场景下，对信号的重构效果优于现有模型。但所提方法中分割与重构的先后依赖性使得其具有以下局限性：
(1)
强噪声环境下语义分割性能下降，导致其影响后续的信号重构； 
(2)
对于瞬时宽带信号的适应性较差，瞬时宽带信号情况下，时频域信号遮挡区域大，导致重构性能变差。
未来可进一步研究端到端的信号分离方法，如，可以考虑将混叠信号作为条件输入，扩散过程直接生成所有分离信号分量；或基于此方法研究抗遮挡分割机制如将时频图借助神经网络进行修复增强，预测被遮挡区域等。
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