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[bookmark: _GoBack]摘  要：随着工业互联网中信号数据量激增，标签缺失问题日益突出，自监督学习成为关键解决方案。针对现有对比学习方法在信号识别任务中特征粒度粗、表达不稳定和迁移能力弱等问题，提出一种窗口特征的信号重构对比学习方法。该方法通过将特征图划分为多个固定窗口，引入局部相似性约束构建细粒度对比结构，并融合信号重构模块以增强特征表达的稳定性和语义一致性。此外，设计了一种结合重构误差的损失函数，提升特征对原始信号的拟合能力。在RML、ADS-B与CSI三个信号识别数据集上的实验表明，本文方法相较其他对比方法最高性能提升达28.32%；跨数据集迁移准确率分别达到65.36%、66.17%与66.96%，显著优于同类方法，验证了其良好的迁移与泛化能力。
关键词：对比学习；信号识别；深度学习
[bookmark: OLE_LINK5]中图分类号：TN911.72      文献标识码：A     文章编号：
Signal reconstruction contrastive learning method utilizing window features
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Abstract: With the rapid growth of signal data in industrial internet, the issue of missing labels has become increasingly prominent, making self-supervised learning a critical solution. To address the problems of coarse feature granularity, unstable representation, and weak transferability in existing contrastive learning methods for signal recognition tasks, a window-based signal reconstruction contrastive learning approach was proposed. The method divided feature maps into multiple fixed windows and introduces local similarity constraints to construct a fine-grained contrastive structure. It also incorporated a signal reconstruction module to enhance the stability and semantic consistency of feature representations. Furthermore, a loss function integrating reconstruction error was designed to improve the feature fitting capability to the original signals. Experiments on three signal recognition datasets—RML, ADS-B, and CSI—show that the proposed method achieves up to 28.32% higher performance compared to other contrastive approaches. Cross-dataset transfer accuracies reach 65.36%, 66.17%, and 66.96%, respectively, significantly outperforming existing methods and demonstrating strong transfer and generalization capabilities.
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随着工业互联网和智能通信系统的快速发展，信号数据呈指数级增长。信道噪声、有意干扰以及设备不一致等问题，极易导致信号标签缺失，从而严重制约深度学习模型的训练与泛化能力。传统人工智能方法[1-3]依赖大量标注样本，但在实际应用中，受限于高昂的人工成本与不可预测的异常信号特性，难以获得高质量标签数据[4]，这为信号识别任务带来了巨大挑战。
自监督学习作为解决标签稀缺问题的有效方案，在图像识别和自然语言处理等领域取得了显著成果[5-8]。代表性方法如SimCLR[9]、MoCo[10]、SimSiam[11]等在图像领域表现出色。然而，直接将这些方法迁移至信号领域面临特征粒度粗、稳定性差等问题，尤其在复杂电磁干扰和设备异构的环境下，特征易受扰动，模型鲁棒性不足。
针对上述问题，近年来有学者尝试将对比学习引入无线信号识别任务中。例如，Zhao等[12]提出了BYOL(Bootstrap your own latent)无监督调制识别框架，Wu等[13]提出对比学习预训练方法并结合数据增强优化性能，InfoGAN-RFF[14]引入通道先验辅助特征提取。但现有方法普遍忽视了信号细粒度特征与结构稳定性的结合建模，限制了其跨域适应能力与识别性能。
为此，本文提出一种基于窗口特征的信号重构对比学习方法，通过划分特征图为小窗口，构建局部相似性对比机制，并引入信号重构模块增强特征表达的稳定性。与现有方法相比，本文的主要创新如下：
1）提出一种融合细粒度窗口特征与重构约束的对比学习框架，提升无监督信号识别的准确性与稳定性；
2）设计重构损失函数，有效缓解特征漂移问题，增强模型对信号细节的感知能力；
3）在RML、ADS-B与CSI三个信号识别任务上验证方法有效性，性能相比现有主流方法最高提升达28.32%，并在跨数据集迁移实验中取得显著优势。	Comment by NSRH [2]: 缩略词的中文、英文全称未补充
1  基于对比学习的信号识别任务
1.1  对比学习
互联网和物联网数据的爆炸性增长带来了一个挑战：大部分数据仍然是无标签的。这推动了自监督学习的迅速发展[15-18]，这种技术使模型能够从这个庞大的无标签资源中提取知识。近年来，对比学习在自监督学习领域展现出显著的影响力。
1.1.1  上下文对比学习
[bookmark: OLE_LINK6][bookmark: OLE_LINK8][bookmark: OLE_LINK7]上下文对比学习(context contrastive learning，CCL)，也称为全局-局部对比，旨在捕捉样本的细粒度细节与其整体上下文特征之间的关系。Matteucci等[19]通过估计样本内两个片段之间的相对位置，以此为基础进行数据特征的学习，该方法能够有效地挖掘出样本中隐含的信息，从而更好地理解和把握数据的本质特征。Gidaris等[20]通过识别同一图像的不同旋转角度来达到无监督学习的目的。在自然语言处理中，InfoWord[21]通过增强全局句子表示与其原句子之间的互信息，提出了一种新的学习句子表示的方法。在论文[22]中，每个节点的固有特性由其局部特征捕获，而随机选择的一组与其相隔两步的邻居的平均属性定义了其上下文。
1.1.2  实例对比学习
实例对比学习（instance contrastive learning, ICL）研究不同样本在实例级别上的局部表示之间的关系。ICL的概念最初出现在聚类的方法中，例如DeepCluster[23]，该方法在监督模型AlexNet[24]上取得了竞争力的性能。在此基础上，还加入了一个聚类预测增强阶段[25]，以提高表示在下游分类任务中的表现能力。MoCo[26]以及SimCLR[27]是ICL领域中极具代表性的研究成果。具体而言，SimCLR创新性地引入了一种全新的实例级对比任务。MoCo成功解决了SimCLR所面临的计算挑战，其方式是运用一个能够存储更大负样本字典的内存库，以此达成更高效的对比学习。而BYOL[28]采用了和MoCo类似的架构，并且使用指数移动平均策略来对目标编码器进行更新。不过，与MoCo所采用的交叉熵损失不同的是，BYOL运用了回归的方法，将均方误差当作损失函数，目的在于减少在线编码器和目标编码器所学习到的表示之间的平方差。
1.2  信号识别任务
针对上述所述“特征粒度粗化”与“特征稳定性差”的问题，本文提出窗口划分的对比学习框架。这种设计使得模型在无监督场景下，能够感知信号微观变化，增强其跨设备、跨环境的适应能力。
先前有关自监督学习的研究大多聚焦于图像领域。近年来，针对各种各样的不同场景，已经提出了大量复杂的方法。这些方法以提升信号识别的准确性和效率为目标，涵盖了不同的网络架构、训练策略以及数据增强技术。这些研究的进展，不但推动了信号处理领域的进步，还为智能通信系统以及军事应用给予了更强大的技术支撑。
1.2.1  无标签信号识别
无监督学习为无标签信号识别场景提供了一个良好的解决方案。Veličković等[29]利用BYOL[28]开发了一种新的自监督学习方法，并将其应用于无监督信号识别任务。此外，该研究还提出了三种先进的数据增强算法：相位旋转、随机裁剪和抖动，另有研究[30]将自监督对比学习引入无监督信号识别的预训练阶段，并利用随机裁剪进行数据增强。InfoGAN-RFF[31]识别方法结合通道先验知识和接收信号特征，有效提升了无监督信号识别的性能。此外，Liu等[32]使用信号星座模式挖掘设计的对比实验，以有效地从无标签信号中学习潜在的空间模式特征。这些方法为无监督信号识别领域的发展提供了新的思路和技术支持。
尽管这些方法在一定程度上突破了传统监督模型对标签的依赖，但大多数方法仍存在以下不足：1.过于依赖整体特征（如信号整体嵌入向量）构造对比目标，缺乏对信号局部细粒度结构的建模；2.在强噪声干扰或设备异构场景下，特征稳定性下降，导致模型迁移能力弱；3.部分方法设计复杂，训练不稳定，难以在实际低资源平台部署。因此，仍亟需一种兼具特征精度、结构稳定性与迁移适应性的对比学习框架，以进一步提升信号识别的性能与实用性。
1.2.2  少量标签信号识别
与大型模型的训练方法类似[33-34]，模型通常先在大量标签数据集上进行训练，然后在较小的有标签数据集上进行微调。在模型架构层面，元对比学习方法MetaCL[35]结合动态原型记忆库，显著改进了开放集识别中未见类别的识别能力；在迁移学习层面，可迁移对比空间[27]利用对抗训练实现跨设备信号对齐，增强了模型在不同无线环境下的适应性。此外，时频双域对抗生成网络[36]通过保留信号物理特征，在少样本场景下提升了识别准确性。
尽管当前方法取得显著进展，仍存在关键局限性：首先，原型对比的方法[37]虽然引入了记忆机制，但在复杂电磁干扰下的特征表征稳定性差，原型向量容易受噪声污染，难以保证一致性；其次，物理层增强策略[35]主要依赖经验的信道建模，难以捕捉信号内部微小结构变化，尤其在时频联合畸变场景下泛化能力有限；此外，当前对比学习方法多整体或全局特征（如整段信号的嵌入向量）进行构造，忽略了信号内部细节结构，导致特征粒度粗化。这种粗化不仅降低了模型对局部变化的敏感性，也限制了模型捕捉关键语义差异的能力，影响最终识别准确性。
2  信号的组成与特征
2.1  信号的组成
调制信号数据是由实部（Q）和虚部（I）共同组成的，并且通常可以写成特定的形式。这种由实部和虚部组成的结构是调制信号数据的一个重要特征，它对于后续的信号处理和分析具有关键意义，对应的公式为：

   （1）	Comment by NSRH [2]: 虚部j在公式中也请用正体，保持统一，全文类似问题请统一修改


其中，是实部（I），是虚部（Q），j表示虚部。信号实部和虚部的正交性意味着它们可以投影到二维坐标系的x轴和y轴上。图 1清晰地展示了未受到任何噪声干扰的信号数据。从图中可以直观地看出，这些数据的分布呈现出了一种特定的模式。当需要传输信号时，会采用一种特定的技术手段，即将该信号调制到一个载波信号之上，这个被调制的信号也被称为基带信号。之所以要进行这样的操作，主要是为了有效地提高信号的传输频率，以满足不同的传输需求。然而，在信号通过空气进行传播的过程中，不可避免地会受到各种各样的干扰。这些干扰因素会对信号的整体组成产生影响，从而改变信号原本的特性。这种变化可能会导致在接收端对信号进行解析时出现错误，进而影响到整个信号传输的准确性和有效性。
2.2  信号的特性
与图像中的输入表示不同，图像是二维数据，而信号是一维数据。因此，在应用深度学习卷积层和其他网络结构时，不能直接使用图像卷积Conv2D，而需要将其改为Conv1D卷积层。此外，可以添加因果卷积、深度可分离卷积和混合一维卷积。在网络设计过程中，将Conv1D转换为Conv2D网络架构。
如图1所示，针对整个信号在某一个固定的方向上进行旋转操作，并且旋转一定的角度时，会发现一个现象：信号的特性并没有发生改变。具体地，信号时频分布中持续存在近似双圆结构的特征模式。这些特征表现出特殊的旋转稳定性——在任意固定方向旋转变换下，其特征拓扑结构保持相对不变。这种稳定性不仅仅体现在表面上看到的大约两个圆的特征保持不变。从信号所携带的信息角度来看，它所包含的语义信息同样在旋转后不会改变。这表明，对于固定方向上的任意旋转操作，信号所承载的核心信息与语义均保持不变，即旋转变换不会导致信号特征的畸变或信息损失。这种旋转不变性特征，能够更有效地实现信号识别。
 [image: ]
图1  4FSK信号数据的实分量和虚分量分布示意图
Fig.1  Schematic distribution of real and imaginary components of 4FSK signal data
在信号领域，本文所指的“语义信息”并非图像或自然语言中的高阶语义，而是调制方式所携带的判别性结构特征。这类特征主要体现在IQ图、时频图、幅度谱等形式中，虽然本质上属于信号的语法层，但它们在实际识别任务中却直接决定了信号的分类标签，因此具有“可区分语义”的实际作用。	Comment by NSRH [2]: 缩略词的中文、英文全称未补充
图1展示的四进制移频键控（quaternary frequency shift keying, 4FSK）信号的IQ分布图虽然是低层特征，但其所呈现的双环状模式在不同调制类型中具有明显可辨识性。因此，本文将这类用于标识信号调制类别的特征结构视为“语义相关特征”，强调其在信号识别中的判别作用。我们进一步发现，这种模式在旋转操作后依然保持稳定性，即不随空间方向变化而发生语义类别偏移，因此具有一定的旋转不变性。这为本文设计数据增强和对比学习策略提供了理论支持。
3  信号重构方法
所提窗口特征的信号重构对比学习方法框架如图2所示。在本节内容里，对所提方法中的数据增强、窗口特征的对比方法和最小化重构信号技术展开详细阐释。
3.1  数据增强
有效的数据增强方法可以提高对比学习模型的特征提取能力，这一点已在SimCLR[27]中得到证实。考虑到信号数据的特点，本文设计了三种数据增强方法：截取、旋转和翻转。
旋转操作不仅体现了信号在几何变换上的等价性，还与窗口特征的计算方式相兼容。具体而言，窗口特征通常通过在时频图上划分局部区域并计算相似性矩阵来刻画局部与全局的能量分布。当输入信号进行旋转后，其全局功率谱密度分布保持不变，局部窗口之间的相关性模式亦不会发生本质改变，仅表现为索引顺序的平移或重排。因此，在窗口特征空间中，旋转操作不会破坏相似性矩阵的几何结构，反而能够提升模型对旋转等价模式的鲁棒性。这一性质为后续对比学习提供了理论支撑，即通过旋转增强能够逼近信号在不同观测角度下的等效表示，从而帮助模型学习到更具泛化性的判别特征。
1）截取：对于长信号，截取既能保留局部特征，又能减少冗余数据。x的样本数据通过随机裁剪固定长度的l进行转换，如下式（2）所示：

  （2）




其中，是信号截取操作，是原点信号数据，是介于 0 和 之间的随机数；是一个超参数，通常是原始长度的十分之一。对于IQ信号，在不同的短窗口内产生的调制信息应该是稳定的，这表明截距位置与调制信息的表达无关。




[image: C:\Users\王阳阳\Desktop\图片2.png图片2]
图2 窗口特征的信号重构对比学习方法框架	Comment by NSRH [2]: 图中的K、V是量符号，建议使用斜体
Fig.2 Framework of contrastive learning method for signal reconstruction based on window features

2）旋转：对于频移键控（frequency shift keying, FSK）FSK、幅度键控ASK、二进制相移键控BPSK调制信号而言，在旋转之后其语义信息能够保持不变。与此同时，这种旋转操作还可以提升样本的变异性以及多样性。对于正交调制信号，旋转方程可以写成式（3）：	Comment by NSRH [2]: 缩略词的中文、英文全称未补充
	Comment by NSRH [2]: 缩略词的中文、英文全称未补充


 （3）



其中，是信号旋转操作，是旋转角度，。
3）翻转：信号的翻转主要是将长信号序列在水平维度进行翻转和在通道维度对实部和虚部进行翻转。水平翻转可用如下的公式（4）表示：

        （4）
垂直翻转可用如下的公式（5）表示：

   （5）
[bookmark: OLE_LINK3]3.2  窗口特征的对比学习


为了有效地从未标明的数据集中提取信息特征，本文使用 XCiT[38]网络作为主体架构，利用编码器提取大小为 的特征图，然后利用窗口参数来将提取的特征图平均分成多个大小相等的块，每个块包含 个元素。通过式（6）中的超参数S来决定窗口的大小，实验中默认的参数为5。

            （6）
窗口特征  由单独的线性映射层进一步处理，以生成键（K）和值（V）：

            （7）



其中， 和  是线性层的可训练参数。然后，利用式（8）计算 K和 V 之间的相似性矩阵（）。

    （8）	Comment by NSRH [2]: 多字母变量建议改为单字母变量，多余的字母可作为下标
矩阵的量符号请加粗，SM建议改为SM


其中，用于确保相似性映射为非负，是一个简单的排序函数，用于根据相似性得分按降序排列相似矩阵。排序函数的作用是对每一行向量单独进行排序，即按照相似性强弱对同一窗口与其他窗口的相关性进行重排，保证矩阵在不同旋转或平移情况下具有可比性。排序后，取前k个最大值构成窗口相似性特征（k为超参数，通常取总窗口数的20%–~30%），其余数值舍弃。将 SM 中的上半部分数据选为正样本对，将 SM 中的其余数据选为负样本对。






其中，表示最终划分的窗口总数，表示窗口在排序后的相似性矩阵(sorted similarity matrix) 中的相似度值。表示窗口的累计相似度，表示其全局相关性。的意义在于：通过在窗口相似性矩阵上施加对比约束，使得相同调制模式下的窗口分布更加集中，而不同模式的窗口分布相互远离，从而提升信号在特征空间的判别性。	Comment by NSRH [2]: 矩阵请加粗
全文请统一检查修改：变量、特征数用斜体，其中向量、矢量、张量、矩阵等变量用黑斜体（需要加粗）。
由于花体不能加粗，如需加粗，建议不使用花体

本文将对比学习机制融入到窗口级特征建模过程中。具体而言，使用XCiT编码器提取特征图后，先将其划分为大小相等的窗口区域（patch），然后通过线性映射得到每个窗口的键（K）与值（V）表示，计算两两窗口之间的相似性矩阵 SM（如公式8）。该矩阵反映了局部区域之间的特征一致性。
为构建对比学习结构，本文依据SM矩阵中的相似度得分划分正负样本：相似度高的窗口对（Top N%）作为正样本，低相似度对作为负样本。目标是最大化正样本对之间的相似性，最小化负样本对之间的相似性，通过引导模型学习局部判别性特征，从而优化整体信号表征能力。
这一策略本质上构建了局部子区域的对比学习机制，不依赖标签信息，强化了模型对细粒度结构的感知能力，是传统对比学习方法在信号任务上的有效扩展。
3.3  最小化重构信号
[bookmark: OLE_LINK10]窗口特征的对比方法虽然可以提取相对详细的特征，但缺乏对对比学习稳定性的控制，而且过于依赖特征图。因此，本文引入了重构信号模块[18]，以确保编码器提取的特征图与原始信号紧密相关，使用多通道编码器与重构编码器提取出特征图，利用多层感知器 (multi-layer perception，MLP) 网络对编码器提取的特征进行重构：

	      （10）
然后使用  准则比较前后数据的差异，以确定模型生成的特征是否偏离原始输入数据。

	       （11）


其中， 和  分别代表原始的信号数据和重构后的信号数据。
模型的总损失由两部分组成：

    （12）






其中，是控制权重的超参数，默认为0.5。作为 的前提条件，保证了特征图的准确性和稳定性。在的基础上，可以使模型在无监督的情况下提高特征提取能力。
3.4  算法流程
所提算法包括未标记数据集的自监督预训练和少量标记样本的监督微调两个阶段，如算法1所示。在实际信号识别系统中，存在大量未标记数据。在预训练阶段，可以在高性能的中央服务器上进行训练，然后部署到低性能的边缘设备上。将 Fm 除以 Fw的操作等价于对特征进行归一化，使得不同样本在分块数量差异下的特征分布保持一致性，从而避免分块数量对相似性矩阵的影响。当新设备接入信号系统时，由于信号样本数量有限，可通过在新设备上对预训练模型进行微调，从而降低时间成本并提高效率。	Comment by NSRH [2]: w是否应该为下标？
算法1  窗口特征的信号重构对比学习算法
Alg.1 Signal reconstruction contrastive learning algorithm for window features
	输入：数据集D
输出：模型权重矩阵SM

	Data:
	Dpre, Dft: 预训练数据集与微调数据集;
	Epre, Eft: 预训练与微调的迭代轮数;
	Bpre, Bft: 预训练与微调阶段的总批次数;
	Faug: 数据增强函数（包含截断、旋转、翻转操作）;
	pre, 𝜂ft: 预训练与微调阶段的学习率;
	θ, ξ, µ: 编码器、解码器、分类头的可训练参数;
	Fθ, Fξ, Fµ: 编码器、解码器、分类头的网络结构;
预训练阶段: 
for e=0 to Epre − 1 do 
for b=0 to Bpre − 1 do 
从数据集 Dpre 选择一个批次的样本 (x);
x ′ = Faug(x) 用 Faug增强采样数据; 
通过将 x ′输入到Fθ中来提取信号特征 Fm; 
将 Fm 除以 Fw，如方程.6; 
获得相似性矩阵 (SM) 如 方差7和方程8; 
从 SM 计算 Lwcl 作为方程9; 
来自 SM 的重构信号， Fξ 为方程10; 
计算 Lre_s 如方程11; 
计算无监督的总损失如方程12; 
参数更新: 
θ e+1, ξ e+1 ←Adam(∇θ,ξ,Ltotal, ηpre); 
end 
end 
微调阶段: 
for e=0 to Eft − 1 do 
for b=0 to Bft − 1 do 
从数据集 Dft 选择一个批次的样本 (x);
x ′ = Faug(x) 使用 Faug增强采样数据; 
通过将x ′输入到Fθ中来提取信号特征 Fm;
通过 Fµ获得概率分布; 
计算监督损失 Lf t; 
参数更新: 
µe+1 ←Adam(∇µ,Lf t, ηf t); 
end 
end


4  实验验证与结果分析
本节对所提算法在两个数据集上的性能进行了评估。首先，将数据分为预训练集和测试集。然后，使用预训练数据集对模型进行无监督训练，最后利用少量样本对模型进行微调，以适应新类别的信号数据。在微调阶段，通过冻结编码器模型的权重来更新模型，仅更新分类器头部的权重。在实验中选择AdamW[39]作为模型的优化器，预训练和微调阶段的学习率分别设置为0.001和0.0001。所有实验均在单个英伟达RTX 3090Ti GPU上，使用PyTorch框架进行。
4.1  数据集
1）RML数据集：该数据集[40]是信号识别领域一个相对传统的数据集，涵盖了11种常见的调制识别数据。每种调制类型的信噪比（SNR）范围从-20 dB到18 dB均匀分布。每个类别包含1000个数据样本，信号数据的长度为128。将这11个类别随机分为6个类别用于预训练，5个类别用于微调和测试。在微调阶段，使用5个样本进行微调，500个样本用于测试。
2）ADS-B 数据集：ADS-B 数据集[41]是来源于航空交通管理系统中的 ADS-B 设备。此数据集记录了不同飞机的状态信息以及时间戳，具体涵盖了 100 个不同飞行状态类别。其中，把 90% 的类别用于预训练，而剩下的 10% 则用于微调和测试。对于每个类别，设定为 100个样本，以此来构建预训练数据集。在微调阶段，使用每类 10 个样本调整模型参数，并且以 100 个样本作为测试集。
3）CSI数据集：该数据集来源于物联网通信场景，记录了不同WiFi通信状态下的信道状态信息（channel state information）。本文选取其中8类典型通信状态，信号采样长度设为128。随机选择5类作为预训练，其余3类用于微调和测试。每类分别包含100个预训练样本、10个微调样本和100个测试样本。
4.2  对比方法
为验证所提方法的有效性，对四种常用方法展开比较分析，分别是监督学习（supervise learning，SL）、SimCLR、MoCo和SimSiam[42]。具体介绍如下：
1）SL：在本文的监督学习中，使用数据集的微调样本设置来直接训练网络。 
2）SimCLR：采用对比学习的方式对视觉表征进行学习。具体来讲，它将同一图像经过数据增强后所得到的结果作为正面示例，而把不同图像经过数据增强后所产生的结果认定为负面示例。对比学习的目标在于：通过损失函数进行约束，使得正比例对的表征尽可能接近，负比例对的表征尽可能远离。
3）MoCo：以SimCLR的数据增强方法作为基础，引入了动量编码器。该动量编码器与编码器相同，并且仅仅使用来自编码器的动量进行更新。此外，MoCo还引入了一个存储库，其目的是增加所存储的负样本数量，从而解决在对比学习中由于负样本不足而引发的不一致性问题。
4）SimSiam：运用两种各异的数据增强方法来生成正样本和负样本。在正样本方面，SimSiam 借助随机裁剪与翻转生成两个增强视图。而对于负样本，SimSiam 利用随机旋转、颜色抖动以及模糊来生成增强视图。此外，它还提出了一种全新的对比学习损失，即 NT - Xent 损失，经证明该损失能够更好地区分正负样本，进而提升对比学习的效果。
为确保公平比较，所有方法均相同的编码器架构（XCiT[38]）进行训练。其中监督学习方法（SL）直接利用微调阶段提供的少量有标签样本训练分类器，而不进行预训练。由于在该设置下每类仅提供10个样本，传统监督学习方法难以获得稳定特征，存在过拟合风险。
4.3  对比实验
在RML数据集上的对比实验结果如图3所示。在所有信噪比条件下，所提方法均优于四种对比方法。在SNR=4时，准确率达到74.65%，显著高于SL所达到的65%和其他方法（SimCLR: 68.2%, MoCo: 69.1%, SimSiam: 70.4%）。此外，可以看出，传统的对比学习方法表现不及监督学习方法。本文提出的方法比监督学习方法高出9.65%，这归功于所设计的窗口特征的方法能够更好地表征信号特征细节，有利于信号识别。
[image: ] 
图3 在RML数据集上的实验对比结果
Fig.3 Experimental comparison results on the RML dataset
在ADS-B数据集上进一步验证了本文所提方法的优越性，实验结果如表1所示，所提方法在Top1和Top5准确率上分别达到77.66%和 89.12%。与同类对比学习方法相比，本文的方法在性能上取得了28.32%的提升，同时与监督学习方法相比，该方法还实现了9.86%的性能提升。
从表1可见，本文提出的方法在Top1和Top5准确率上均优于监督学习方法（SL）。这一结果源于我们方法充分利用了大规模无标签数据，通过对比学习预训练获取了鲁棒、通用的特征表示；而SL方法仅依赖于极少量标注样本进行训练，缺乏先验知识，易陷入过拟合。此外，我们统一采用相同编码器结构，排除了模型架构差异的影响，验证了本文方法在低资源设置下的有效性。
表1 ADS-B数据集的实验结果
Tab.1 Results of experiments on the ADS-B dataset
	方法
	Top1/%
	Top5/%

	SL
	67.80
	79.70

	Simclr
	53.89
	72.15

	MoCo
	49.34
	61.73

	SimSiam
	52.79
	78.71

	[bookmark: OLE_LINK11]本文所提方法
	77.66
	89.12


为了评估所提方法在物理世界中不同信号域之间的适应能力，在这两个数据集上进行了跨域迁移实验，如表2所示，在将RML转移到ADS-B数据集的实验中，本文方法达到了65.36%，比其他最佳方法高出30.72%。同样，准确率也超过了对比方法，达到了66.17%。在将RML转移到CSI数据集的实验中，本文方法达到了67.28%，比其他最佳方法高出25.53%。在将ADS转移到CSI数据集的实验中，本文方法达到了66.96%，比其他最佳方法高出26.69%。实验表明，所提算法可以在三个数据集上实现良好的信号识别性能。通过进行更贴近现实世界场景的迁移验证，表明所提方法能够在不同数据集上取得较好的准确率。
表2 三个数据集之间的迁移结果
Tab.2 The transfer learning result of three datasets
	方法
	RML TO ADS-B/%
	ADS-B TO RML/%
	RML 
TO 
CSI/%
	ADS 
TO 
CSI/%

	Simclr
	37.09
	42.15
	43.12
	45.37

	MoCo
	34.64
	41.73
	41.75
	40.67

	SimSiam
	51.75
	54.41
	49.26
	48.84

	本文所提方法
	65.36
	66.17
	67.28
	66.96



4.4  超参数取值分析

超参数与窗口大小S对所提方法性能的影响相对较大，需要依据数据集以及任务进行相应调整。

4.4.1 超参数的取值分析






在0到1的区间内进行均匀采样以获取不同的值，并针对不同的值展开重复实验，结果如图4所示，当等于0时，也就是不存在重构信号损失的情况下，实验结果与其他值相比处于最差状态。这也从侧面说明了重构信号损耗在实验中的重要性。显而易见，当两个数据集的分别等于0.6和0.5时，实验结果最为理想。结果表明，在这两个值的两侧均呈现下降趋势。这意味着超参数或许与所使用的数据集特征存在关联，需要在未来的研究中进一步深入探讨。
[image: ]
图4 超参数对实验的的影响
Fig.4 The impact of parameter  on the experiments
4.4.2 超参数S的取值分析

对窗口大小S对整个实验的影响进行了实验分析，将超参数的值控制在0.5。对窗口大小S等于2、3、5、7和9的情况进行了实验验证。从表3中能够看出，当S等于5时，结果最为理想。从实验结果可以得知，随着S的增大，即窗口特征越来越精细，重构算法的性能也会越来越好。
表3 超参数 S 的实验结果（Top 1准确率）
Tab.3 Experimental results of hyperparameter S (Top 1 accuracy)
	[bookmark: OLE_LINK12]窗口大小
	RML/%
	ADS-B/%
	CSI/%

	S=2
	72.54
	75.93
	74.65

	S=3
	73.69
	76.14
	75.83

	S=4
	74.65
	77.66
	77.24

	S=5
	72.09
	75.31
	74.54

	S=9
	73.64
	72.19
	73.89


5  结论

本文提出了一种窗口特征的信号重构对比学习方法，旨在从无标注信号数据中有效提取详细特征并保障模型稳定性。所提方法将特征图划分成小窗口，构建特征相似性的对比学习优化机制，并结合信号重构模块以提升算法性能。在RML、ADS-B、CSI信号数据集上的实验结果证明了该方法的显著优势。然而，仍面临一些新的挑战，例如需要调整超参数的值，以便在不同数据集之间实现最强的模型性能，在迁移学习方面还有较大改进空间。在后续研究中可以探索结合特定信号特征来辅助对比学习。
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