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资源受限场景下基于算子感知的大模型推理张量卸载方法
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摘  要：在一些资源受限场景下，大语言模型的高效推理部署面临严峻挑战。当前主流的模型推理优化技术，虽然在一定程度上提高了模型推理效率，但是仍然存在部署粒度较为粗糙、推理精度较差等问题。根据不同算子对GPU亲和度不同的发现，提出基于算子感知的大模型推理张量卸载方法（operator-aware tensor offloading，OATO）。OATO能够提取算子的语义知识，并基于此设计了智能算子调度算法，可以生成全局最优模型部署方案。同时，将OATO方法集成进最新的大模型推理框架Llama.cpp之中，实现了算子感知的张量卸载增强推理引擎OALlama.cpp。实验结果表明，相比与业内最先进的推理引擎Llama.cpp和FlexGen，OALlama.cpp在3种大模型上均取得最好的推理性能，尤其是LlaMA3-8B模型在GPU加载75%权重的场景下，OALlama.cpp的首词生成速度相比FlexGen和Llama.cpp提升近一倍。
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Operator-aware tensor offloading technology for large language model inference in resource-constrained scenarios
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Abstract: Efficient inference deployment of LLMs faces severe challenges in resource-constrained scenarios. Although current mainstream inference optimization techniques have improved model inference efficiency to some extent, they still suffer from issues like coarse-grained deployment and poor inference accuracy.Based on the discovery that different operators exhibit varying degrees of GPU affinity, an OATO (operator-aware tensor offloading) approach was proposed. OATO can extract semantic knowledge of operators and incorporates an intelligent operator scheduling algorithm to rank operators by their GPU affinity, thereby generating a globally optimal model deployment scheme. Meanwhile, the OATO approach was integrated into the latest large model inference framework Llama.cpp to implement an operator-aware tensor offloading enhanced inference engine, referred to as OALlama.cpp. Experimental results show that compared with the state-of-the-art inference engines Llama.cpp and FlexGen, OALlama.cpp achieves the best inference performance on three large models. Notably, in the scenario where 75% of the LlaMA3-8B model weights are loaded on the GPU, the first-token generation speed of OALlama.cpp is nearly doubled compared with FlexGen and Llama.cpp.
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近年来，生成式大语言模型（large language models，LLMs）已成为推动人工智能发展的核心力量。凭借其卓越的语言理解和生成能力，LLMs在语言相关领域表现出色，并在自动化编程、图像生成和个性化助理等多领域广泛应用[1-3]。基于Transformer架构[4]的LLMs，如GPT系列[5-7]、LlaMA系列[8-9]、MiniCPM系列[10-11]以及DeepSeek系列[12-14]等，进一步重塑了机器学习和自然语言处理的格局[15-17]。

然而，这些模型通常规模庞大，只能部署在配备大量昂贵服务器级图形处理器（graphic processing unit, GPU）的数据中心[18]。与此同时，随着数据隐私保护、模型定制化和降低推理成本的需求增加，本地部署LLMs（如在配备消费级GPU的个人计算机上）成为一种新的趋势[18]。与数据中心部署所需高吞吐量需求不同，本地部署更侧重于处理小批量数据时的低延迟需求[19-20]。

与此同时，由于LLMs的规模、复杂性以及对内存和计算资源的高需求，消费级GPU上的部署仍面临较大挑战。特别是，LLMs采用自回归迭代方式生成文本，每次生成都需要访问包含数千亿参数的整个模型，这使得推理过程受到GPU内存的严格限制，尤其是在资源受限的消费级GPU场景中。目前，常用的解决方案主要包括模型压缩和模型卸载。

模型压缩是降低模型内存占用，加速大语言模型推理的一种重要思路，当前模型压缩的方法主要有量化、剪枝或稀疏化等。量化技术[21-24]主要通过降低模型中的数据精度，以减少内存占用和计算量，如英伟达的TensorRT[24]推理优化器在图像识别大语言模型的推理过程中，能够将原本32位的浮点数精度降低至16位甚至8位，从而将高精度的复杂计算转化为低精度运算。剪枝或稀疏化[19,25-28]则是从模型结构入手，去除对模型输出影响较小的部分，如Dejavu[25]证明了大模型存在上下文稀疏性，并使用小的预测模型对模型的稀疏性进行提取预测，大大减少模型推理的计算量，以提高推理速度。虽然模型压缩技术可以减小模型规模，但仍然存在两大问题：一是即使经过深度压缩，模型对消费级GPU而言仍过于庞大；二是压缩不可避免地会降低模型推理精度。

模型卸载[29-36]也是大语言模型推理优化领域的另一种重要思路，尤其是在一些内存受限的场景下，发挥尤为出色。这种方法不改变模型本身，在GPU内存不充足的情况，通过借用中央处理器（central processing unit, CPU）内存完成推理，例如，Llama.cpp[29]采取了分层卸载的方法，将一部分层卸载到GPU，一部分层卸载到CPU，从而实现资源受限环境中CPU和GPU混合推理。斯坦福大学的研究者在FlexGen[30]中提供了一种方法，在考虑GPU、CPU和磁盘可用硬件资源限制的情况下，实现了不同的工作负载卸载方式。类似的，苹果公司的研究者将模型参数存储在更大容量的闪存中，通过需要时再将其传输至速度更快的内存的方式[20]，提升了推理执行的效率。上述这些混合推理方法都给资源受限环境中运行大语言模型提供了很好的思路和解决方案，然而，这些方法受限于外围组件互联高速总线（peripheral component interconnect express, PCIe）互联速度和CPU计算能力，导致推理效率低下，延迟较高。此外，由于LLMs中每层的算子具有不同的特点：有些算子内存占用小但计算量大，而有些则相反，简单地按层分配模型无法充分利用GPU的强大计算能力。

理想状态下，模型卸载需依据LLMs中每层算子的内存需求与计算特性，将其按需部署至CPU或GPU，从而充分发挥硬件效能。为此需攻克三项关键技术挑战：1）算子特性表征与分析：需要深入理解LLMs中不同算子的内存需求以及在不同设备上的性能表现；2）智能调度算法设计：需要开发自适应算法来决定如何根据算子特性进行放置；3）透明化部署机制：需要构建对开发者透明的算子放置机制，无需开发人员手动干预。

为解决上述挑战，针对资源受限的大模型推理场景，在研究分析了大语言模型算子特性的基础上，提出了基于算子感知的大模型张量卸载方法（operator-aware tensor offloading，OATO），并将其集成于Llama.cpp中，构建了算子感知增强的大模型推理引擎OALlama.cpp（OATO-enhanced Llama.cpp）。通过在不同内存限制和请求长度场景下的测试表明，相比于Llama.cpp和FlexGen[30]等典型推理引擎，OALlama.cpp均显著提升了LLMs在资源受限环境中的推理效率。
1  预备知识
在大语言模型推理过程中，每层的算子操作基于不同的计算和存储需求，主要分为需要加载权重、需要中间张量以及需要缓存的算子这三种类型，以下是对其具体情况的详细阐述。

需要加载权重的算子：权重是大语言模型的核心参数，它记录了模型在训练过程中学习到的知识和模式。对于需要加载权重的算子，其在推理开始前，必须从存储设备（如硬盘、显存等）中读取预训练好的权重参数。以Decoder-only架构中的注意力机制和前馈神经网络层为例，在计算注意力分数、进行矩阵乘法运算等操作时，都需要加载相应的权重矩阵。这些权重参数加载过程可能会受到存储设备读写速度的影响，从而对推理速度产生一定限制。

需要中间张量的算子：中间张量是算子在计算过程中产生的临时数据，用于记录中间计算结果，以便后续操作使用。这类算子在执行计算任务时，首先会生成中间张量。然而，中间张量具有临时性，在完成其对应的计算任务，即不再被后续计算步骤所需要时，就会被释放。这是因为中间张量通常占用大量的内存空间，如果不及时释放，会导致内存资源的过度消耗，甚至引发内存溢出等问题，影响模型推理的正常进行。

需要缓存的算子：需要缓存的算子主要是为了优化推理性能，减少重复计算。在推理过程中，某些算子的计算结果在后续步骤中可能会被多次使用，为避免重复计算，将计算结果进行缓存。在自注意力机制的计算中，键值缓存（key-value Cache, KV Cache）机制可以保存已经计算好的键值矩阵,当处理后续输入序列的不同位置时，如果需要用到相同的键-值对计算注意力分数，可直接从缓存中读取，而无需重新计算。
2  动机分析

2.1  模型内存占用瓶颈分析
为了了解大语言模型推理过程中内存占用的相关情况，对MiniCPM3-4B、LlaMA3-8B和QWQ-32B模型的推理过程中内存占用情况进行了分析，由于面向的资源受限场景以短文本交互为主要形式，因此将文本长度的上限统一设定为1024。如图1所示，在MiniCPM3-4B模型的推理过程中，模型权重，键值缓存和其他（中间张量等）的内存占用分别为8129.66MB-775MB-155.74MB。对于LlaMA3-8B和QWQ-32B而言，模型权重、键值缓存和其他分别为15137.02MB-128MB-258MB和62494.27MB-256MB-1792MB。通过上述对比可以看出，在模型推理进程中，尽管键值缓存与其他内存部分在内存占比上存在差异，但模型权重的内存始终都占据了几乎所有的份额，其中MiniCPM3为89.73%，LlaMA3为97.5%，QWQ为96.9%。
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图1  模型内存占用示例
Fig.1  An example of model memory usage
发现1：在资源受限的大模型推理场景下，当请求长度不超过1024时，模型权重占据内存空间的主体部分，因此，优化权重张量的放置策略具有关键意义。
2.2  算子在不同设备运行对模型推理的影响
为了深入了解模型推理过程中CPU算子和GPU算子的性能表现情况，提取了不同模型进行推理中算子级别的语义知识，表1中展示了MiniCPM3-4B、LlaMA3-8B和QWQ-32B模型在GPU和CPU上单独运行时的不同算子的性能表现。首先，可以明显观察到，无论是哪个模型，相较于GPU上的算子计算延迟，同样的算子在CPU上的计算延迟会有上百甚至上千倍的增加（52.9~6744.72倍），因此，算子卸载到CPU上会严重影响推理延迟。

表1  不同模型推理场景下算子延迟
Tab.1  Operator latency of different models in inference scenarios 

单位：us
	算子
	MiniCPM3
	Llama3
	QWQ

	
	G
	C
	G
	C
	G
	C

	Mul-mat
	11
	13902
	8
	55922
	13
	110469

	Add
	4
	246
	3
	1020
	5
	964

	Mul
	4
	354
	3
	517
	5
	817

	Norm
	4
	289
	3
	459
	5
	557

	Softmax
	4
	273
	3
	274
	6
	322


注：C指的是CPU，G指的是GPU
此外，在三个模型中，矩阵乘法（mul-mat）算子CPU执行时间都相对较长，如QWQ-32B模型下CPU执行矩阵乘法耗时达110.5ms，而GPU执行时间则短很多。这是因为矩阵乘法计算量极大，CPU受限于其架构，串行处理能力在应对大规模矩阵运算时效率低下；而GPU拥有大量计算核心，能并行处理矩阵元素计算，大幅缩短执行时间。同时，可推断出在CPU设备上，mul-mat算子因计算量极大，成为CPU计算的主要瓶颈，是提升整体运算效率的亟待突破的关键。

发现2：在CPU参与模型推理的场景中，mul-mat算子已成为影响模型推理延迟的核心瓶颈，其单次推理耗时显著高于其他类型算子。
2.3  矩阵乘算子操作性能分析
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（a）MiniCPM3-4B中矩阵乘算子操作的延迟

（a）Latency of Mul-mat Operations in MiniCPM3-4B
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（b）LlaMA3-8B中矩阵乘算子操作的延迟

（b）Latency of Mul-mat Operations in LlaMA3-8B
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（c）QWQ-32B中矩阵乘算子操作的延迟

（c）Latency of Mul-mat Operations in QWQ-32B
图2  不同矩阵乘算子操作的延迟
Fig.2  Latency of Varying Mul-mat Operations
为深入剖析mul-mat算子的性能特性，对其内部不同矩阵乘算子操作进行了细致拆解与分析。如图2所示，该图清晰呈现了CPU（蓝色）与GPU（橙色）设备上不同mul-mat算子操作的延迟表现差异。数据显示，MiniCPM3-4B、LlaMA3-8B和QWQ-32B模型的mul-mat算子在GPU平台的执行延迟分别约为11us、8us和13us，且各算子间波动范围极小，体现出GPU计算资源的高效与稳定；反观CPU平台，不同mul-mat算子的延迟表现呈现显著分化，在MiniCPM3-4B、LlaMA3-8B和QWQ-32B模型，其数值区间跨度分别为2822.23us至28676.96us，3361.77us至122479.01us和2574.95us至327259.25us。这一结果充分表明，将不同mul-mat算子从CPU迁移至GPU时，所带来的性能增益存在显著差异。

为深入探究GPU加速与权重内存之间的内在关联，对需要加载权重张量的mul-mat算子进行更进一步分析，以mul-mat算子在CPU和GPU平台的执行时间差值作为算子加速度量指标，继而将该差值除以算子运行所需权重张量的内存容量，并通过归一化处理得到单位内存加速比。这一量化指标精准刻画了单位内存对推理速度的优化效能，即数值越高，意味着将算子卸载至GPU执行后，推理速度的提升幅度越显著。以下将该指标正式定义为算子的“GPU亲和度”，用以系统性评估算子与GPU计算资源的适配程度。
图3中分别展示了MiniCPM3-4B、LlaMA3-8B和QWQ-32B三个模型架构下，不同mul-mat算子操作的内存、时间加速、GPU亲和度等特征，其中圆圈大小表示算子在CPU和GPU设备的运行延迟的差值，圆圈越大说明算子延迟差距越大；圆圈的颜色表示GPU亲和度，颜色越浅说明算子GPU亲和度越高。图中可以明显看出，无论哪个模型，算子的GPU亲和度都呈现出显著差异。这一发现为算子卸载策略的制定提供了重要依据。以图3-(a)为例，q_a算子操作和q_b算子操作比较而言，前者的GPU亲和度为0.4，而后者仅为0.1。这表明在内存资源受限的场景中，优先将q_a算子操作卸载至GPU执行，能够相较于q_b算子操作实现更为显著的推理加速效果。该结论对于优化计算资源分配、提升模型推理效率具有重要的实践指导意义。

发现3:对于不同的mul-mat算子操作，它们的GPU亲和度是不同的，优化GPU亲和度更高的算子对模型推理的性能提升会更大。
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（a）MiniCPM3-4B中算子的GPU亲和度

（a）GPU Affinity of Operators in MiniCPM3-4B
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（b）LlaMA3-8B中算子的GPU亲和度

（b）GPU Affinity of Operators in LlaMA3-8B
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（c）QWQ-32B中算子的GPU亲和度

（c）GPU Affinity of Operators in QWQ-32B
图3  算子的GPU亲和度
Fig.3  GPU Affinities of Operators

3  系统设计

面向资源受限场景设计了一个基于算子感知的模型张量卸载方法，并将该方法集成于Llama.cpp之上，从而实现了基于算子混合卸载的模型推理引擎，即算子感知增强的大模型推理引擎OALlama.cpp。OALlama.cpp充分利用2.3节中的发现3，即mul-mat算子操作具有对GPU亲和程度不同的特点，通过对模型进行算子级的重新部署，即使是超出内存容量的大语言模型，也能实现更加高效的推理。简单来说，OALlama.cpp对mul-mat算子操作的GPU亲和程度进行排序，将GPU亲和程度高的算子部署在GPU中，其余部署在CPU中。对于部署在CPU上的算子，直接在CPU计算，无需将算子移动到GPU上。
3.1  系统概览

图4展示了OALlama.cpp的系统概览。它主要由三个模块组成：算子解析器、算子调度器和算子放置器。其中算子解析器（3.2），用于提取大语言模型推理过程中算子的语义知识；算子调

度器（3.3），基于算子语义知识，对算子进行GPU亲和度排序；算子放置器（3.4），用于简化算子管理并实现自动化的算子放置。

给定一个大语言模型，算子解析器会提取模型中每一层算子的语义知识，即量化算子操作的计算量、所需张量的大小（内存占用）及其相关性等。利用这些语义知识，算子调度器将会生成每个算子的GPU亲和度，并对其进行排序，从而规划算子的优化部署方案。之后，算子放置器将维护一张表来区分算子的后端，完成算子在CPU和GPU后端的自动化卸载。下述为具体的组件分析。
3.2  算子解析器

算子解析器负责采集算子在CPU/GPU执行的计算时间、张量内存占用及跨设备通信延迟，为资源受限场景下的异构部署提供数据支撑。图5展示了算子流示例，其中橙色表示算子卸载到GPU，蓝色表示算子卸载到CPU。A和I为中间张量，W为模型权重张量。系统中存在三种算子连接方式（CPU-CPU、GPU-GPU、CPU-GPU），需考虑以上连接方式并量化中间结果传输产生的额外延迟（如GPU→CPU的数据迁移）。此外，像mul-mat2算子这种需要加载模型权重W1进行张量计算的算子称为目标算子。仅加载中间张量I1进行计算的mul-mat1算子，以及不需要其余张量就能执行算子操作的算子（如scale算子）或add算子这种只需要加载中间张量I2执行算子操作的都归为非目标算子。

基于2.1-2.2节的发现1和发现2，本系统聚焦于需要加载模型权重张量的mul-mat算子（目标算子），因其主导大语言模型推理的内存消耗（权重张量）和计算延迟。因此，算子解析器在推理预加载阶段，首先根据算子在大语言模型推理迭代（一轮前向传播）中是否为目标算子进行分
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图4  系统概览
Fig.4  System overview
类。然后，采集目标算子的相关语义知识，包括在所有支持的后端设备执行计算所需的时间（指加载算子所需张量到指定后端寄存器的时间以及张量计算的时间之和），以及对应权重张量所需的内存大小等。此外，算子解析器仅在模型首次部署的预加载阶段完成相关语义知识的采集工作，后续所有推理过程均无需重复执行知识获取操作。因此，该环节的耗时特性不会对后续的模型推理产生影响。
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图5  算子流示例

Fig.5  An Example of Operator Flow
这些参数构成算子调度器的优化依据，通过量化目标算子的异构执行成本，生成全局最优的算子部署方案。该机制有效平衡了权重密集型计算的设备资源分配与通信开销矛盾。

3.3  算子调度器

在资源受限场景中，内存资源的有限性成为制约大语言模型高效推理的关键瓶颈。为实现内存资源的全局优化配置与算子的合理部署，设计一种高效的智能算子调度算法势在必行。基于2.3节发现3中揭示的mul-mat算子操作GPU亲和度差异现象，传统随机放置或按层划分的算子部署策略存在显著弊端。该类策略可能导致高GPU亲和度算子被错误分配至CPU，致使GPU计算资源利用率不足，进而增加系统推理延迟。而简单地将高GPU亲和度算子部署至GPU，又会因CPU与GPU间频繁的数据传输产生高额开销，同样对系统性能造成负面影响。因此，提出的智能算子调度算法聚焦两大核心目标：其一，最大限度利用有限的GPU内存资源，优先存储具有最高亲和度的算子；其二，充分考量数据传输对算子GPU亲和度的影响，有效平衡计算与数据传输开销。

提出的智能算子调度算法通过三个核心步骤实现全局最优的算子放置方案：

首先，基于算子解析器获取的计算延迟参数，量化评估各算子单位GPU内存资源可获得的延迟优化效益：
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分别表示算子i在CPU、GPU的执行延迟，
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为算子i的权重张量内存占用量，然后进行最小最大归一化处理：
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映射成0-1区间的数值，以该数值来表征算子的GPU亲和度，建立内存-效率的边际效益评估模型。如算法1第2-4行所示，系统对所有算子按G值降序排列，建立初步优先级队列。

其次，为消除传输延迟对计算增益的负向影响，构建迭代式亲和度修正机制。针对每个候选算子，引入跨设备张量加载延迟
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，更新延迟优化效益的计算公式为：
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，对原始计算结果进行修正。通过循环执行“计算增益评估→传输延迟补偿→优先级重排”的迭代过程（算法1第5-11行），动态调整算子部署顺序，确保优先级排序能够真实反映网络传输约束下的综合优化效益。

最后，为了预留空间给框架自身开销、潜在OOM风险、或其他系统级需求，以GPU显存容量的90%为资源约束边界，选择迭代优化后G'值最高的算子子集部署于GPU设备，其余算子分配至CPU。该阈值设置既保证显存安全余量，又能最大化资源利用率（算法1第12-23行）。最终生成的部署方案在计算效率、传输开销、内存占用三个维度实现帕累托最优，有效解决了传统方法在硬件异构环境下容易出现的局部最优问题。

算法总述：算法1展示了算子调度器中使用的智能算子放置算法的核心逻辑。为了生成最优的放置方案，它会迭代式地为算子的GPU亲和度排序，直到找出算子最佳的GPU亲和度序列。该算法在整个搜索过程中主要跟踪算子是否存在CPU和GPU之间的数据传递。在算法的每次迭代中，它会相应地更新算子的GPU亲和度。

算法1  智能算子放置算法
Alg.1  Smart Operator Placement Algorithm
	输入：系统GPU内存容量 gpu_cap

算子列表 operators 

      可用GPU内存容量available_gpu_memory
输出：算子列表operators

	1 Function Operator Placement(gpu_cap, operators, available_gpu_memory):

    //计算初始GPU亲和度
2  for op in operators:

3    op.cb = (op.Tc - op.Tg) / op.M 

4  operators = normalize_and_sort_operators(operators)

    //迭代优化

5  while true:
6    prev_affinities = [op.gpu_affinity for op in operators]

7    for op in operators:

8      op.cb = (op.Tc - op.Tg - op.T’) / op.M

9    operators = normalize_and_sort_operators(operators)

10    if [op.gpu_affinity for op in operators] == prev_affinities:

11      break //end while
    //确定算子放置后端

12  memory_limit = 0.90* available_gpu_memory

13  total_mem = 0   gpu_count=0
14  for op in enumerate(operators):

15    total_mem += op.m

16    if total_mem > memory_limit:

17      break

18    gpu_count+=1
19  for i in range(gpu_count)://放置在GPU
20    operators[i].backend = "GPU"

21  for i in range(gpu_count,len(operators))://放置在CPU
22    operators[i].backend = "CPU"

23  return operators


3.4  算子放置器

细粒度的算子放置策略虽然能够提升系统资源利用效率，但不可避免地增加了系统内存管理的复杂度。由于该策略涉及大量精细化操作，使得系统难以精准追踪每个目标算子对应的内存空间。为有效应对这一挑战，算子放置器的核心任务聚焦于解决目标算子的合理放置问题。

如图6所示，对于目标算子，算子放置器着重关注其权重张量、中间张量及操作类型这三个关键信息。其中，权重张量作为模型参数的重要载体，具有后端设备类型和内存大小等属性，并直接映射至实际物理设备。因此，研究目标算子的放置问题本质上是探讨权重张量如何放置。
[image: image18.png]BingEF

NEKE

JEmREER |

hlEskE

N

AN

GPU

-





图6  目标算子-后端设备映射关系

Fig.6  Mapping between target operator and backend device
在实际的算子部署过程中，算子放置器首先通过算子解析器获取全局最优的算子放置方案，进而构建并维护一张算子-后端设备映射表。该映射表清晰呈现了权重张量与后端设备之间的对应关系，成为系统识别权重张量物理位置的关键依据。通过动态修改这张映射表，系统能够灵活决定权重张量的实际部署设备，并在相应后端设备上准确加载张量，顺利完成计算任务。

4  性能评测

4.1  实验环境及实验设置
性能评测的云服务器配置参数：CPU为英特尔至强（Intel Xeon）系列的Silver 4314处理器，配备了128GB的内存。GPU为英伟达GeForce RTX 4090，拥有24GB的GPU内存，GPU通过PCIe Gen5 x16 接口与主板相连。
将OATO方法集成进现有推理引擎Llama.cpp之中，实现了算子感知增强的大模型推理引擎OALlama.cpp。

实验中，将OALlama.cpp与行业最先进的推理引擎Llama.cpp和FlexGne进行了比较。其中Llama.cpp是资源受限的本地场景中应用最广泛的推理引擎。在模型选择方面，挑选了MiniCPM-4B、LlaMA3-8B和QWQ-32B三个具有代表性的大语言模型。这三个模型在架构设计上各具特色，在参数量级上存在显著差异，并且是国内外大语言模型领域的典型产品，能够充分覆盖不同规模和类型的模型场景。需要说明的是，由于MiniCPM3-4B模型的注意力层采用多头潜在注意力（multi-head latent attention, MLA）架构，与FlexGen中的部分加速方式存在兼容性问题，导致无法在FlexGen框架下进行有效推理，因此未纳入该模型在FlexGen框架下的评估。

鉴于本方法聚焦于资源受限环境中的短文本应用场景，在整体实验设计中，输入输出均以短文本为主。具体而言：在端到端的性能评估实验（4.2）和不同资源受限情况下推理性能评估实验（4.5）中统一设置请求长度为64，生成长度为32，模拟资源受限环境下的典型短文本交互场景；在探究不同请求长度下的预填充阶段性能评估实验（4.3）中设置输入长度为32、64、128、256和512，通过梯度化的参数设置，分析预填充阶段在不同文本长度下的性能表现；在评估不同生成长度下的解码阶段性能评估实验（4.4）中设置输出长度为32、64和128，针对性地考察解码阶段在不同文本生成需求下的效率与效果。

4.2  端到端的性能评估

为了评估不同框架在模型推理中的性能表现，针对FlexGen、Llama.cpp和OALlama.cpp展开了一系列对比实验。实验选取了LlaMA3-8B和QWQ-32B这两个具有代表性的模型，对它们的端到端推理性能进行了深入分析。
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图7  不同模型端到端推理性能
Fig.7  End-to-End Inference Performance of Varing Models

为了更贴近实际应用中的资源受限场景，在对LlaMA3-8B模型进行推理时，将其权重的50%卸载至GPU进行计算。实验结果清晰地显示，OALlama.cpp在这两类模型上均展现出了卓越的性能优势。从图7中可以直观地看到，与Llama.cpp相比，OALlama.cpp在LlaMA3-8B和QWQ-32B模型上的推理速度分别提升了17.0%和6.3%。而与FlexGen相比，这一优势更加明显，OALlama.cpp在LlaMA3-8B和QwQ-32B模型上的推理速度分别实现了46.0%和36.2%的显著提升。这是由于FlexGen采用将CPU端权重加载至GPU执行计算的策略，而Llama.cpp通过将部分层权重卸载至CPU本地计算，有效降低了权重加载延迟。相比之下，OALlama.cpp因选用了GPU亲和性更高的算子，从而实现了更优的推理性能。

4.3  不同请求长度下的预填充阶段性能评估

为了研究预填充阶段OALlama.cpp的性能表现，对不同场景中模型推理的首词生成的时间（time to first token，TTFT）进行了实验，以MiniCPM3-4B、LlaMA3-8B和QWQ-32B模型为研究对象，收集首词生成的时间，对FlexGen、OALlama.cpp和Llama.cpp的推理效果进行对比分析，此外，由于本实验场景GPU内存大于MiniCPM3-4B和LlaMA3-8B模型的需求，为了模拟资源受限场景，分别设置加载25%的MiniCPM3-4B模型和75%的LlaMA3-8B模型。

由图8观察可得，MiniCPM3-4B模型推理在仅能加载25%权重的情况下，在较长提示长度范围内，OALlama.cpp在首词生成的速度上显著优于Llama.cpp，最多有70%的速度提升，Llama.cpp的首词生成时间随提示长度增加而明显增长，而OALlama.cpp稳定性好，受提示长度影响小。
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（a）MiniCPM3-4B的性能表现

（a）the Performance of MiniCPM3-4B
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（b）LlaMA3-8B的性能表现

（b）the Performance of LlaMA3-8B
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（c）QWQ-32B的性能表现
（c）the Performance of QWQ-32B
图8  不同请求长度下预填充阶段的推理性能

Fig.8  Inference Performance of Prefill Stage with Varying Prompt Length

LlaMA3-8B模型推理在加载75%权重的情况下，OALlama.cpp在首词生成的速度上依旧领先，大约能有接近一倍的提升。FlexGen和Llama.cpp相对接近，但Llama.cpp随提示长度增加首词生成时间有一定上升，FlexGen相对稳定。
QWQ-32B模型推理在不同提示长度下，OALlama.cpp在首词生成的速度上相对更快，Llama.cpp次之，FlexGen最慢。且随着提示长度增加，三者首词生成时间都有一定程度上升，但FlexGen波动相对较大，Llama.cpp和OALlama.cpp变化较为平缓。尤其是，相较于Flexgen，实现了28%的TTFT提升。

随着输入长度的增加，所有推理引擎的性能整体都是下降的，但OALlama.cpp仍优于其他引擎。这是由于OALlama.cpp将对CPU运算影响较大的算子调度至GPU执行计算，尽管保留在CPU端的算子仍会受输入长度影响，但该影响已被控制在相对最小范围内。
4.4  不同生成长度下的解码阶段性能评估
为了研究解码阶段OALlama.cpp的性能表现，对不同场景中模型推理的每个输出token的时间（time per output token，TPOT）进行了实验。以MiniCPM3-4B、LlaMA3-8B和QWQ-32B 模型为研究对象，收集每个输出token的时间，对FlexGen、OALlama.cpp和Llama.cpp的推理效果进行对比分析，实验结果如图9所示。
从三张图呈现的“TPOT”数据来看：在不同输出长度条件下，相比较FlexGen和Llama.cpp，OALlama.cpp的TPOT始终处于低位，且表现最稳定。这些结果充分说明即使在解码阶段，CPU计算量很小的情况下，OALlama.cpp的算子放置策略仍然有效降低了每个输出token的时间。
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（a）MiniCPM3-4B的性能表现
（a）the Performance of MiniCPM3-4B
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（b）LlaMA3-8B的性能表现
（b）the Performance of LlaMA3-8B
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（c）QWQ-32B的性能表现
（c）the Performance of QWQ-32B
图9  不同输出长度下解码阶段的推理性能

Fig.9  Inference Performance of Decode Stage with Varying Output Length

4.5  不同资源受限情况下性能评估

为了研究不同资源受限情况，OALlama.cpp的表现，将LlaMA3-8B模型权重加载至GPU的比例分别设定为25%、50%和75%。实验结果如图10所示，随着权重比例从25%提升到75%，OALlama.cpp的推理时间均显著低于FlexGen和Llama.cpp。在25%权重比例时，OALlama.cpp较FlexGen快了约42.9%，较Llama.cpp快了约15.6%；当权重比例提升到50%，OALlama.cpp较FlexGen的提效幅度达到约47.3%，较Llama.cpp快约20.4%；到75%权重比例时，OALlama.cpp较FlexGen提效高达约64.6%，较Llama.cpp提效约41.2%，优势越发明显。这是由于随着权重比例的增加，OALlama.cpp能够将更多GPU亲和度更高的算子卸载到GPU上计算，从而实现更优的效果。
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图10  不同资源受限场景中LlaMA3-8B的推理性能
Fig.10  Comparative Inference Performance of LlaMA3-8B Under Varying Resource Constraints
实验结果表明，在模型推理性能的评估中，通过对比不同模型在不同权重比例下使用不同推理框架的表现，能够清晰地看出OALlama.cpp的显著优势。
5  结论

在资源受限场景下，研究通过剖析大语言模型的算子特性，发现算子操作间存在差异化的GPU亲和度，为算子粒度的模型卸载提供了关键依据。基于此，提出算子感知的模型自动卸载技术OATO，并将其集成于Llama.cpp中，构建了算子感知的模型推理系统OALlama.cpp。实验结果表明，OALlama.cpp在不同场景的大模型推理中，均能在不同程度上提升推理效率，验证了该技术在资源受限环境下的有效性与实用性。
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