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摘　要：高斯过程（ＧＰ）的非线性特征导致其对大样本的训练时间复杂度过高，而且其超参数的选取是否
适当直接影响高斯过程回归模型的预测精度。提出采用人工蜂群（ＡＢＣ）算法优化改进 ＧＰ以减小时间复杂
度和提高预测精度。改进 ＧＰ通过选取训练样本的子样本进行模型学习，以降低训练过程的时间复杂度。
ＡＢＣ通过优化改进ＧＰ的超参数，提升预测精度。选取训练样本的子样本构建改进ＧＰ回归（ＧＰＲ）模型，采用
ＡＢＣ算法搜寻改进ＧＰＲ的最优超参数，并用得到的超参数构建最优的改进 ＧＰＲ模型，输入测试样本进行预
测并输出预测精度。将该模型应用于解决海上远程精确打击（ＬＰＳＳ）体系作战效能评估问题中，通过
ＭＡＴＬＡＢ仿真实验，与常见的多种优化方法相比较，验证了该模型的有效性。
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　　高斯过程［１］是在贝叶斯框架下对不确定问

题进行合理估计的一种统计学习方法，目前已被

广泛应用于分类［２］和回归［３－４］等机器学习问题

中。针对高斯过程的非线性特征导致对于大样本

训练数据的时间复杂度过高的问题，改进高斯过

程［５］通过选择训练样本的子集进行模型学习，从

而降低训练过程的时间复杂度。高斯过程的特征

完全由均值函数和协方差函数决定［６］，为了公式

表达的简化，一般设均值函数为零，协方差函数成

为影响改进高斯过程的主要因素。因此，协方差

函数中超参数的确定成为直接影响高斯过程预测

精度的关键问题。

传统高斯过程的超参数确定，采用共轭梯度

法，通过最大化训练样本的对数似然函数获得。

由于共轭梯度法具有迭代次数难以确定、对初值

的依赖性较强和易陷入局部极小等缺点，文献

［７］采用遗传算法（ＧＡ）搜索高斯过程的最优超
参数，得到进化高斯过程回归模型，并应用于隧道

围岩变形预测中。文献［８］采用粒子群优化算法
（ＰＳＯ）对高斯过程超参数优化，提出粒子群 －高
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斯过程回归耦合算法（ＰＳＯ－ＧＰＲ），并用于解决
滑坡位移时序分析预测的问题。上述方法均在不

同程度上提高了高斯过程回归模型的预测精度，

但没有解决对于大训练样本高斯过程时间复杂度

过大的问题。为了提高高斯过程回归模型的预测

精度和泛化能力，文献［９］提出以组合核函数作
为高斯过程的协方差函数，用于边坡角的设计中，

并用共轭梯度法优化超参数，但也没有考虑大训

练样本时间复杂度过高的问题。

针对以上文献中方法的缺陷，考虑到人工蜂

群算法［１０］（ＡｒｔｉｆｉｃｉａｌＢｅｅＣｏｌｏｎｙ，ＡＢＣ）相比粒子
群优化算法［１１］、差分进化算法［１２］等智能优化算

法在全局优化方面的优势，以及具有参数少，鲁棒

性强的特点，本文提出采用ＡＢＣ算法优化改进高
斯过程。

１　改进高斯过程模型

由于高斯过程的非线性特性，当训练样本大小

为Ｎ时，训练过程的时间复杂度为Ｏ（Ｎ３）。改进
高斯过程在满足样本一致性的前提下，采用有效选

取训练样本子集的方法进行学习。一般训练样本

子集Ｍ＜Ｎ，训练时间复杂度降低到Ｏ（Ｍ２Ｎ）。

１．１　定义

若给定训练样本集Ｄ＝｛（ｘｉ，ｙｉ）｝
Ｎ
ｉ＝１，其中Ｎ

是训练样本的大小，ｘｉ∈Ｒ
ｄ是输入数据，ｙｉ∈Ｒ是

对应的目标值。可定义输入数据ｘｉ的函数ｆ（ｘｉ），
对于不同的输入数据值构成的随机变量｛ｆ（ｘ１），
ｆ（ｘ２），…，ｆ（ｘＮ）｝服从联合高斯分布。高斯过程
的特征完全由均值函数 ｍ（ｘ）和协方差函数
ｋ（ｘ，ｘ′）决定，可记为

ｆ（ｘ）～ＧＰ（ｍ（ｘ），ｋ（ｘ，ｘ′）） （１）
考虑到存在噪声的环境下，实际输出值 ｙ等

于观测值与噪声之和，即

ｙ＝ｆ（ｘ）＋ε （２）
ε为高斯白噪声，分布如下

ε～Ｎ（０，σ２ｎ） （３）

１．２　学习过程

随机选取训练样本的子集 珚Ｄ＝｛珋ｘｊ，珋ｙｊ｝
Ｍ
ｊ＝１，并

定义子集样本的输入数据集 珔Ｘ＝｛珋ｘｍ｝
Ｍ
ｍ＝１，对应的

目标值的集合ｆ＝｛ｆｍ｝
Ｍ
ｍ＝１，Ｍ为子训练样本的大

小。为了表达式的简洁，一般设置均值函数为零。

由于实际问题中存在噪声，本文采用的协方

差函数的形式可写为

Ｋ（ｘｐ，ｘｑ）＝σ
２
ｆｅｘｐ －

１
２ｌ２
（ｘｐ－ｘｑ）[ ]２ ＋σ２ｎδｐｑ （４）

式中 ｌ称为关联性测定超参数，衡量样本输入与
输出的相关性。由于不同维数样本输入输出的相

关性不同，ｌ值也不同。若样本维数为 Ｃ，则 ｌ值
为Ｃ种，记作 ｌ１－Ｃ。σｆ为协方差函数的信号标准
差，σｎ为噪声标准差，δｐｑ为 Ｋｒｏｎｅｃｋｅｒ符号，且当
ｐ＝ｑ时，δｐｑ＝１，当 ｐ≠ｑ时，δｐｑ＝０。一般将参数
（ｌ１－Ｃ，σｆ，σｎ）称为超参数 θ。超参数的选择是否
适当直接影响高斯过程模型的构建，进而影响模

型预测的精度。

对于一个输入点含有噪声的实际观测值的似

然函数，假设其服从高斯分布，则其表达式为

(ｐｙｘ，珔Ｘ，珋ｆ）＝Ν（ｙ｜ｋＴｘＫ
－１
Ｍ 珋ｆ，Ｋｘｘ－ｋ

Ｔ
ｘＫ

－１
Ｍ ｋｘ＋σ

２）

（５）
式中子样本点间的协方差［ＫＭ］ｍｍ′＝Ｋ（珋ｘｍ，珋ｘｍ′），
原输入 ｘ与子样本输入 珋ｘ间的协方差［ｋｘ］ｍ＝
Ｋ（珋ｘｍ，ｘ）（ｍ＝１，…，Ｍ）。该式可看作为标准回归
模型，且含有特定形式参数化的均值函数和依据

输入的噪声模型。

根据贝叶斯理论可得到子样本目标值的后验

分布为

ｐ珋ｆ｜Ｄ，珔( )Ｘ ＝Ｎ珋ｆ｜ＫＭＱ
－１
Ｍ ＫＭＮ（Λ＋σ

２Ｉ）－１ｙ，ＫＭＱ
－１
Ｍ Ｋ( )Ｍ
（６）

式中符号ＱＭ＝ＫＭ＋ＫＭＮ（Λ＋σ
２Ｉ）－１ＫＮＭ。

１．３　预测过程

给定测试样本点 ｘ，ｙ( ) ，结合单个样本点

的似然分布（５）和后验分布（６）可得到测试点的
预测分布为

ｐ（ｙ ｘ，Ｄ，珔Ｘ）＝∫ｄ珋ｆｐ（ｙ ｘ，珔Ｘ，珋ｆ）ｐ（珋ｆＤ，Ｘ）
＝Ｎ（ｙ μ，σ

２
） （７）

式中ｙ 的期望和方差分别为：
μ ＝ｋ

Ｔ
Ｑ

－１
ＭＫＭＮ（Λ＋σ

２Ｉ）－１ｙ （８）
σ２ ＝Ｋ －ｋ

Ｔ
（Ｋ

－１
Ｍ －Ｑ

－１
Ｍ）ｋ ＋σ

２ （９）
由于Λ＋σ２Ｉ为对角阵，计算量仅取决于 ＱＭ

矩阵乘法 ＫＭＮ（Λ＋σ
２Ｉ）－１ＫＮＭ，其时间复杂度为

Ｏ（Ｍ２Ｎ）。测试过程中，针对每一个测试点，计算
均值函数的复杂度为 Ｏ（Ｍ），方差的复杂度
为Ｏ（Ｍ２）。

２　人工蜂群算法

２．１　蜂群采蜜行为分析

人工蜂群算法是２００５年由 Ｋａｒａｂｏｇａ受到蜜
蜂采蜜的行为启发，提出的用于解决函数极值优

化问题［１３］的智能优化算法。人工蜂群的智能模型

一般由三个方面组成，分别是蜜源、雇佣蜂、非雇

·５５１·
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佣蜂。雇佣蜂搜寻花蜜并以一定的概率在跳舞区

域通过跳摇摆舞与观察蜂分享蜜源的信息。观察

蜂接收到众多雇佣蜂的蜜源信息，并选择最有收

益的蜜源进行开采。观察蜂在到达蜜源后，在蜜源

附近进行搜索，若搜索到更好的蜜源就代替原蜜

源，否则仍在原蜜源处采蜜。观察蜂变成“雇佣

蜂”开采花蜜，并将花蜜放到存储区，此时蜜蜂有

三种可能性，成为“侦察蜂”、成为“雇佣蜂”招募

蜜蜂采蜜、继续回到原蜜源处采蜜。

２．２　人工蜂群算法实现

２．２．１　算法实现流程
在人工蜂群算法中，蜜源代表着待优化问题

的可行解，蜜源的花蜜量代表着可行解的质量或

适应度，雇佣蜂的数量与可行解的个数相同。随机

产生初始蜜源的集合 Ｐ＝｛ｘｉ｝
ＳＮ
ｉ＝１，其中 ｘｉ为蜜

源，ＳＮ为雇佣蜂的个数。每一个可行解 ｘｉ（ｉ＝１，
２，…，ＳＮ）是Ｄ维向量，其中Ｄ为需优化参数的个
数。人工蜂群算法的具体步骤描述如下：

（１）初始化蜂群的规模大小为ＣＳ，其中雇佣
蜂和观察蜂各占一半，为 ＳＮ。一个蜜源被采集的
最大次数为ｌｉｍｉｔ，采蜜的最大循环次数为ＭＣＮ。

（２）雇佣蜂随机搜寻花蜜的位置，并在舞蹈
区与观察蜂分享花蜜信息，观察蜂依据接收到的

众多信息进行筛选，并在所选的蜜源处进行搜索，

若搜索到更好的蜜源就代替原蜜源，否则仍保留

原蜜源。其中观察蜂选择蜜源概率的计算公式

如下：

Ｐｉ＝
ｆｉｔｎｅｓｓｉ

∑
ＳＮ

ｊ＝１
ｆｉｔｎｅｓｓｓｊ

（１０）

式中ｆｉｔｎｅｓｓｉ为第ｉ蜜源的质量值，ＳＮ为雇佣蜂的
数量。蜜源质量越高被选择的概率越大。

（３）观察蜂在被选择蜜源附近搜寻到另一新
蜜源ｉ＋１，并比较新蜜源与原蜜源，如果新蜜源的
质量好于原蜜源，则开采新蜜源，否则仍保留原蜜

源。一般算法中通过选定特定的参数，并稍微做些

改变以产生新蜜源。产生新蜜源的表达式如下：

ｘｎｅｗｉｊ ＝ｘ
ｏｌｄ
ｉｊ ＋μ（ｘ

ｏｌｄ
ｉｊ －ｘｋｊ） （１１）

式中ｋ∈｛１，２，…，ＳＮ｝，ｋ≠ｉ，ｊ∈｛１，２，…，Ｄ｝且
均为随机值，μ为［－１，１］内的随机数。ｘｉｊ代表着
第ｊ参数为ｘｉ可行解，对蜜源 ｘｉｊ作微小改变可产
生新蜜源。

（４）若蜜源开采的次数达到最大次数ｌｉｍｉｔ，
蜜源的质量变低，则会放弃该蜜源。此时，雇佣蜂

变成侦察蜂，侦察蜂在蜜源集合中随机产生新蜜

源。若达到设置的循环次数，蜜源质量仍未提高，

则也放弃该蜜源，并由侦察蜂随机选取新的蜜源

进行开采。假设被放弃的蜜源为ｘｉ，侦察蜂搜寻产
生新蜜源的表达式如下：

ｘｊ（ｎｅｗ）ｉ ＝ｍｉｎ（ｘｊｉ）＋ｒａｎｄ［０，１］（ｍａｘ（ｘ
ｊ
ｉ）

－ｍｉｎ（ｘｊｉ）） （１２）
上式是针对于ｊ参数的取值调整。若未到达设置次
数或未满足终止条件，重复执行以上步骤。

２．２．２　适应度函数选取
观察蜂确定某一蜜源后，再对该蜜源附近的

蜜源进行搜索，以选取最好的蜜源。其中判断蜜源

的好坏采用适应度函数计算，适应度函数设为

ｆｉ＝∑
ＳＮ

ｊ＝１
（ｇｊ－ｔｊ） （１３）

式中ｆｉ为可行解ｉ的适应度值，ＳＮ为可行解的个
数，ｇｊ为实际输出值，ｔｊ为第ｊ个可行解的函数值。

３　人工蜂群优化改进高斯过程模型

本文的改进高斯过程选取高斯核函数，在含

有噪声的实际问题中，其形式如式（４）所示，式中
超参数为θ＝（ｌ１－Ｃ，σｆ，σｎ）。

３．１　目标函数

改进高斯过程是为了得到与给定训练样本集

匹配程度较高的回归模型，而所得模型优劣则由

测试样本集进行检验。本文选取的评估标准为绝

对平均误差（ＭＡＰＥ）和均方误差（ＭＳＥ），其定义
如下：

ＭＡＰＥ＝１Ｎ∑
Ｎ

ｉ＝１

ｙｉ－ｙｉ′
ｙｉ

（１４）

ＭＳＥ＝１Ｎ∑
Ｎ

ｉ＝１
ｙｉ′－ｙ( )

ｉ
２ （１５）

式中Ｎ为测试样本的大小，ｙｉ为实际目标值，ｙ′ｉ为
预测的目标值。

３．２　算法流程

基于人工蜂群算法优化的改进高斯过程模型

流程如下：

步骤一：参数初始化。随机产生蜜源集 Ｐ＝
｛ｘｉ｝

ＳＮ
ｉ＝１，其中ＳＮ为蜜源的个数，每一个蜜源ｘｉ＝

（ｌ１－Ｃ，σｆ，σｎ）。初始化最大迭代次数ＭＣＮ，并设置
初始代数为ｃｙｃｌｅ＝１。花蜜开采次数为ｎ＝０，蜜
源最大开采次数为ｌｉｍｉｔ。

步骤二：评估过程。从蜜源集中随机选取一个

蜜源ｘｉ＝（ｌ１－Ｃ，σｆ，σｎ），用该组参数构造改进高
斯过程模型，并用测试集根据式（１３）评估解的
质量。
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步骤三：雇佣蜂搜寻蜜源。若步骤二不满足需

求解，再随机选取一蜜源，雇佣蜂根据式（１１）在
该蜜源的基础上产生一新蜜源，并由式（１３）评估
该新蜜源的适应度。

步骤四：雇佣蜂招募观察蜂采蜜。在舞蹈区雇

佣蜂通过跳摆尾舞分享蜜源的信息。

步骤五：观察蜂选择蜜源。由于有 ＳＮ／２只雇
佣蜂与观察蜂分享不同蜜源的信息，观察蜂通过

不同蜜源的适应度来选取最大适应度的蜜源。

步骤六：观察蜂产生新蜜源。在选择好蜜源

后，观察蜂根据选择后的蜜源，由式（１０）产生新
蜜源，并与原蜜源的适应度进行比较，选取适应度

较大者进行采蜜。每开采一次，开采次数 ｎ＝ｎ＋
１，迭代次数ｃｙｃｌｅ＝ｃｙｃｌｅ＋１。

步骤七：判断终止条件。若蜜源开采次数ｎ≤
ｌｉｍｉｔ，判断迭代次数：若 ｃｙｃｌｅ≤ ＭＣＮ，转到步骤
三，若ｃｙｃｌｅ＞ＭＣＮ，算法终止，输出最优解。

步骤八：侦查蜂产生新蜜源。若蜜源开采次数

达到ｌｉｍｉｔ，解的质量仍未提高，则由侦察蜂在解
空间中根据式（１１）随机产生一个新蜜源代替当
前蜜源，并设置新蜜源的开采次数 ｎ＝０，转到步
骤二。

步骤九：改进高斯过程模型构建。根据输出的

最优超参数确定核函数，并通过训练样本学习改

进高斯过程模型。

步骤十：预测过程。将测试样本输入到改进高

斯过程模型中，并使输出结果达到预测精度。

大致流程如图１所示。

４　实验结果及分析

为验证本文提出的ＡＢＣ优化算法改进ＧＰ回
归模型的有效性，以海上远程精确打击（ＬＰＳＳ）体
系作战效能评估为例，分别在 Ｍａｔｌａｂ模拟仿真环
境下，对多种常见的优化算法（密母算法（ＭＡ）、
遗传算法（ＧＡ）、粒子群算法（ＰＳＯ）、差分进化算
法（ＤＥ）、人工蜂群算法（ＡＢＣ））优化 ＧＰ的效果
进行比较。

４．１　公共参数设置

为了比较不同的优化方法结合改进 ＧＰ回归
模型的优化效果，实验中不同方法涉及的公共参

数设置相同，仅针对本身的特有参数进行不同的

设置。实验中各优化方法的公共参数设置如表１

图１　人工蜂群算法优化改进高斯过程流程图

Ｆｉｇ．１　ＦｌｏｗｃｈａｒｔｏｆｉｍｐｒｏｖｅｄＧＰｏｐｔｉｍｉｚｅｄｂｙＡＢＣ

所示。

表１　各种优化算法的公共参数设置
Ｔａｂ．１　Ｐｕｂｌｉｃｐａｒａｍｅｔｅｒｓｏｆｖａｒｉｏｕｓｏｐｔｉｍｉｚａｔｉｏｎａｌｇｏｒｉｔｈｍｓ

参数名 参数值 备注说明

ＳＮ ５０ 种群大小

Ｄ ５３ 优化参数个数

ＭＣＮ ６０００ 最大目标函数评估次数

ｒｕｎＴｉｍｅ ２０ 重复实验次数

ｕｐｐｅｒＢｏｕｎｄｓ １０１－５２和１５３ 个体取值的上限值

ｌｏｗｅｒＢｏｕｎｄｓ ０．００００００１ 个体取值的下限值

Ｏｂｊｅｃｔｉｖｅｆｕｎｃｔｉｏｎ改进高斯函数 优化算法的目标函数

４．２　不同优化算法参数设置

由于优化算法间存在的差异性，不同的优化

算法除了公共参数外，各有本身特定的控制参数，

且参数名、参数个数均不相同。在 Ｍａｔｌａｂ实验程
序实现中，不同优化算法的控制参数设置如下

所示。

（１）ＭＡ、ＧＡ算法
由于ＭＡ是在ＧＡ的基础上发展来的，ＭＡ的参

数几乎与ＧＡ相同。不同的是ＭＡ在ＧＡ的基础上
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增加了局部搜索策略。ＭＡ的控制参数为６个，而
ＧＡ的控制参数为５个。其参数设置如表２所示。

表２　ＭＡ与ＧＡ的参数设置
Ｔａｂ．２　ＰａｒａｍｅｔｅｒｓｏｆＭＡａｎｄＧＡ

参数名 ＭＡ ＧＡ

选择策略 轮盘赌 轮盘赌

交叉策略 单点交叉 单点交叉

交叉概率 ０．８ ０．８

变异策略 随机变异 随机变异

变异概率 ０．０１ ０．０１

局部搜索次数 ５０ －

　　（２）ＰＳＯ算法
粒子群优化算法的控制参数为４个，实验程

序实现中的参数设置如表３所示。

表３　ＰＳＯ的参数设置
Ｔａｂ．３　ＰａｒａｍｅｔｅｒｓｏｆＰＳＯ

参数名 参数值 备注说明

ａｃ ２．１ 到达最优个体之间速度限制常数

Ｉｗｔ ０．９１，０．６２ 个体速度的２个惰性因子

ｗｔ＿ｅｎｄ １５００
当评估次数超过此值时，使用第２
个惰性因子

ｍｖｄｅｎ ２
个体的最大速度，取值为最大上下

限区间的１／２

　　（３）ＤＥ算法
差分进化算法的控制参数仅为２个，分别为

交叉常数因子和查分变异权重，实验中的具体取

值分别为０．８５、０．８５。
（４）ＡＢＣ算法
人工蜂群算法的控制参数仅为１个，最大不

更新次数为 ｌｉｍｉｔ，即经过 ｌｉｍｉｔ次开采次数后，蜜
源或解的质量仍未改善，则放弃该蜜源并产生新

蜜源。在定义 ｌｉｍｉｔ值时，ｌｉｍｉｔ＝ＳＮ×Ｄ可作为参
考，其中ＳＮ为种群大小，Ｄ为优化参数个数。本
实验程序实现中，取４０代则更新２０００次，即ｌｉｍｉｔ
＝２０００。ＡＢＣ算法的控制参数仅为一个，体现出
其容易实现的优点。

４．３　ＡＢＣ算法与其他优化算法实验比较

为了评估ＡＢＣ优化算法的性能，实验将ＡＢＣ
与其他优化算法 ＭＡ、ＧＡ、ＰＳＯ、ＤＥ分别对改进
ＧＰ的超参数寻优效果进行比较，并用不同算法优
化后的模型进行预测，得出反映预测效果的预测

误差ＭＡＰＥ、ＭＳＥ指标。每一次实验，优化算法评
估次数均为６０００次，重复２０次实验，得到不同算
法优化改进ＧＰ的预测结果。

图２　不同优化算法的预测结果ＭＡＰＥ曲线比较图
Ｆｉｇ．２　ＭＡＰＥｃｕｒｖｅｃｏｍｐａｒｉｓｏｎｃｈａｒｔｏｆｐｒｅｄｉｃｔｉｏｎｓｏｆ

ｄｉｆｆｅｒｅｎｔｏｐｔｉｍｉｚａｔｉｏｎａｌｇｏｒｉｔｈｍｓ

图３　不同优化算法的预测结果ＭＳＥ曲线比较图
Ｆｉｇ．３　ＭＳＥｃｕｒｖｅｃｏｍｐａｒｉｓｏｎｃｈａｒｔｏｆｐｒｅｄｉｃｔｉｏｎｓｏｆ

ｄｉｆｆｅｒｅｎｔｏｐｔｉｍｉｚａｔｉｏｎａｌｇｏｒｉｔｈｍｓ

图２、图３分别为不同优化算法在６０００次评
估次数过程中，通过搜寻改进 ＧＰ的最优超参数，
最终得到的预测精度 ＭＡＰＥ、ＭＳＥ曲线图。可以
看出，针对ＬＰＳＳ体系作战效能评估问题，ＭＡ－改
进ＧＰ的预测效果最差，ＡＢＣ－改进ＧＰ的预测效
果最好。预测效果从好到差的优化模型依次为

ＡＢＣ－改进 ＧＰ、ＤＥ改进 ＧＰ、ＰＳＯ－改进 ＧＰ、ＧＡ
－改进ＧＰ、ＭＡ－改进ＧＰ。由于不同的优化算法
都是搜索改进 ＧＰ的最优超参数，所以从优化模
型的预测精度上，也反映了优化算法的优缺点。

ＭＡ算法是一种全局和局部搜索策略结合的优化
方法，实验中评估次数为６０００次，而 ＭＡ算法的
局部搜索次数占据了实验中的部分评估次数，评

估次数相对于 ＭＡ算法较少，导致 ＭＡ算法在
６０００次评估后，搜索改进 ＧＰ超参数的能力没能
完全表现，相对最弱。针对本文应用的问题，ＡＢＣ
的搜索能力较强，蜂群搜索蜜源再对每个蜜源作

出临域搜索，其中搜索强度由贪婪选择策略控制，

搜索的多样化由随机选择控制，尤其蜂群间同时

存在着动态分配，使得ＡＢＣ算法具有较强的全局
搜索能力。

为了更充分体现 ＡＢＣ－改进 ＧＰ预测效果，
实验针对不同优化算法 ＭＡＰＥ的最大值、最小
值、平均值和方差进行比较，实验结果如表４所
示。更直观的比较结果如图４所示。
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表４　不同优化方法ＭＡＰＥ最大值、最小值和均值取值表
Ｔａｂ．４　ＭＡＸ，ＭＩＮ，ａｖｅｒａｇｅｖａｌｕｅｓｏｆＭＡＰＥｏｆｄｉｆｆｅｒｅｎｔ

ｏｐｔｉｍｉｚａｔｉｏｎｍｅｔｈｏｄｓ

最小值 最大值 平均值 方差

ＡＢＣ－改进ＧＰ０．０３８１５４ ０．０４６８０４ ０．０４３１４８ ４．７３７９７Ｅ０６

ＤＥ－改进ＧＰ ０．０３８８１３ ０．０４４０３６ ０．０４１７４４ １．５６５６４Ｅ０６

ＰＳＯ－改进ＧＰ ０．０４５１ ０．０４８２７４ ０．０４７４６２ ６．７２７７６Ｅ０７

ＭＡ－改进ＧＰ ０．０４９４５７ ０．０４９５９３ ０．０４９５５０ １．２５９５７Ｅ０９

ＧＡ－改进ＧＰ ０．０４９３７２ ０．０４９５９３ ０．０４９５４３ ２．５９４９６Ｅ０９

图４　不同优化方法ＭＡＰＥ最大值、最小值和平均值比较图
Ｆｉｇ．４　ＭＡＸ，ＭＩＮ，ａｖｅｒａｇｅｃｏｍｐａｒｉｓｏｎｃｈａｒｔｏｆＭＡＰＥｏｆ

ｄｉｆｆｅｒｅｎｔｏｐｔｉｍｉｚａｔｉｏｎｍｅｔｈｏｄｓ

　　表４给出了不同优化模型预测精度ＭＡＰＥ的
最大值、最小值、平均值、方差的比较结果。

ＭＡＰＥ越小说明预测结果越好，越接近真实值。
最小值表明 ６０００次评估次数中，预测值为最优
值。从表４和图４中可以看出，ＡＢＣ－改进ＧＰ预
测结果最好的一次好于其他优化模型。最大值表

明６０００次评估次数中预测结果最差的一次。ＤＥ
－改进ＧＰ的预测结果中最差的一次，预测精度
最好。ＡＢＣ－改进 ＧＰ仅次于 ＤＥ－改进 ＧＰ。平
均值说明 ６０００次评估次数中平均的预测水平。
从平均值的角度看，ＡＢＣ－改进ＧＰ仅次于ＤＥ改
进ＧＰ。方差反映了６０００次评估次数中预测结果
的离散程度，说明了不同优化算法寻优超参数的

遍历范围。从方差的角度看，ＡＢＣ－改进 ＧＰ的
预测结果离散程度最大，体现了ＡＢＣ较强的全局
搜索能力，且在搜索空间中不易陷入局部极小。

从以上不同的角度可以看出，ＡＢＣ－改进 ＧＰ与
ＤＥ－改进ＧＰ预测效果几乎相当，但ＡＢＣ的全局
搜索能力更强。经过 ６０００次评估后，ＡＢＣ搜索
到改进ＧＰ的最优超参数。

在不同优化算法搜寻改进 ＧＰ的最优超参数
的６０００次评估次数中，选取一次实验对不同优化
模型的时间复杂度作出比较，反映出不同优化模

型的预测效率，如图５所示。
从图５中可以看出，ＡＢＣ－改进ＧＰ所用的时

图５　不同优化模型时间复杂度的比较图
Ｆｉｇ．５　Ｃｏｍｐａｒｉｓｏｎｃｈａｒｔｏｆｔｉｍｅｃｏｍｐｌｅｘｉｔｙｏｆ

ｄｉｆｆｅｒｅｎｔｏｐｔｉｍｉｚａｔｉｏｎｍｏｄｅｌ

间少于 ＤＥ－改进 ＧＰ、ＧＡ－改进 ＧＰ、ＭＡ－改进
ＧＰ，且后面三种模型所用的时间几乎相等。ＰＳＯ
－改进ＧＰ所用的时间最少，但预测精度不是很
好。从预测精度和效率方面综合考虑，ＡＢＣ－改
进ＧＰ相对较好。

４．４　无资源限制的 ＡＢＣ－改进 ＧＰ预测结果

为了验证ＡＢＣ优化改进 ＧＰ的预测效果，该
实验针对ＡＢＣ改进高斯过程的５３个超参数评估
５００００次，根据不同评估次数下得到的超参数，构
建改进ＧＰＲ模型，并输入相同的测试样本得到不
同评估次数下的预测效果。在计算资源完全充分

的条件下，得到反映预测精度的曲线 ＭＡＰＥ
与ＭＳＥ。

图６　ＡＢＣ优化改进ＧＰ预测精度ＭＡＰＥ曲线图
Ｆｉｇ．６　ＭＡＰＥｃｕｒｖｅｃｈａｒｔｏｆｉｍｐｒｏｖｅｄＧＰｏｐｔｉｍｉｚｅｄｂｙＡＢＣ

图７　ＡＢＣ优化改进ＧＰ预测精度ＭＳＥ曲线图
Ｆｉｇ．７　ＭＳＥｃｕｒｖｅｃｈａｒｔｏｆｉｍｐｒｏｖｅｄＧＰｏｐｔｉｍｉｚｅｄｂｙＡＢＣ

图６、图７分别是 ＡＢＣ在５００００次评估过程
中，根据不同的评估次数下搜寻改进高斯过程的

超参数，得到的预测精度 ＭＡＰＥ、ＭＳＥ曲线图。
ＭＡＰＥ与ＭＳＥ均反映了预测的效果，其值越小，
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测试样本与构建的回归曲线越匹配，拟合程度越

高。图６与图７几乎反映了相同的 ＡＢＣ优化效
果的趋势，ＭＡＰＥ、ＭＳＥ与评估次数成反比关系。
然而，当评估次数到达一定的值后，预测精度没有

得到太大的改善，对于 ＬＰＳＳ体系作战效能评估
问题，可取３５０００次或大于３５０００次评估次数寻
优超参数。而 ＭＡＰＥ与 ＭＳＥ曲线图中，在达到
５００００次后，并没有趋于恒定值，精度仍有较小的
改善，体现了ＡＢＣ较强的全局搜索能力。ＡＢＣ评
估５００００次改进ＧＰ后，得到５３个参数即最优超
参数。

实验中，选取８７次打击仿真实验结果作为样
本数据，其中随机选取６７次仿真结果作为训练数
据，余下的２０次作为测试数据。针对 ＡＢＣ评估
５００００次后得到的最优超参数，输入训练数据学
习改进ＧＰ，构建改进ＧＰ回归模型。输入２０个测
试样本点，得到预测的效能值，并将输出预测的效

能值和真实的效能值的差异用ＭＡＰＥ、ＭＳＥ表示，
即预测的精度，如表５所示。

表５　ＡＢＣ－改进ＧＰ的预测结果
Ｔａｂ．５　ＰｒｅｄｉｃｔｉｏｎｒｅｓｕｌｔｓｏｆＡＢＣｉｍｐｒｏｖｅｄＧＰ

样本点 真实值 预测值 样本点 真实值 预测值

１ ０．６６２７５５０．６６５２ １１ ０．６４３０６４ ０．６４３３

２ ０．６３９５７ ０．６５４９ １２ ０．６４７２６９ ０．６４６９

３ ０．７５７６０９０．７１５５ １３ ０．６４８５５２ ０．６５７５

４ ０．７８２３４６０．７４５４ １４ ０．６５５６５２ ０．６５５６

５ ０．７２７５３７０．７１４９ １５ ０．６５１２３２ ０．６６２８

６ ０．６７８９８３０．６７８２ １６ ０．６８４９２５ ０．６８５１

７ ０．６５９７７６０．６５０９ １７ ０．７００２３３ ０．７１０６

８ ０．７０７６７５０．７０７４ １８ ０．６７５０６９ ０．６７４２

９ ０．６４９９９ ０．６４１７ １９ ０．６７０８９９ ０．６７１８

１０ ０．６４９２７３０．６５４８ ２０ ０．６３２１６９ ０．６６６３

ＭＡＰＥ ０．０１４４１４ ＭＳＥ ０．０００２６

５　结论

本文采用人工蜂群算法搜寻改进高斯过程的

超参数，提出 ＡＢＣ－改进 ＧＰ方法。通过训练样
本学习构建回归模型，解决 ＬＰＳＳ体系作战效能
评估问题。本文将基于机器学习的智能评估方法

引入到作战效能评估中，与常用的矩阵计算方法

相比，降低了权重赋值的主观性，并能通过自适应

学习自动获得权值，为效能评估问题提供了新

思路。

该方法在降低高斯过程训练时间复杂度的基

础上，对超参数进行优化，构建更优的回归模型。

改进高斯过程，解决了原高斯过程对于大样本数

据评估效率较低的问题。人工蜂群算法优化改进

了高斯过程的超参数，建立的回归模型提高了预

测的精度。实验中，ＡＢＣ算法与其他优化算法
ＭＡ、ＧＡ、ＰＳＯ、ＤＥ搜寻改进 ＧＰ的方法进行比较，
仿真实验结果表明了本文所提方法的有效性，且

适用于ＬＰＳＳ体系作战效能评估问题。
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