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基于局部敏感哈希算法和神经网络学习的跨媒体检索方法
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摘　要：为了提高跨媒体检索的效率，可行的方法是降低数据集中不相关内容的比例。采用局部敏感哈
希算法将图像数据映射到汉明空间并利用神经网络学习将文本数据映射到汉明空间的哈希函数，提出一种

可以显著提高数据集中相关文件比例的高效跨媒体检索方法。实验结果表明，提出的方法能够有效去除数

据集中的不相关内容，相对于已有的跨媒体检索方法，其有效提高了检索效率与准确率。
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　　在跨媒体大数据时代，无时无刻不在产生的
海量多模态信息带来了巨大的跨媒体检索需求。

例如：用文本来搜索图像或视频；反之亦然，如维

基百科上的一个词条通常包含文本描述和示例图

像。这些信息的检索需要构建跨媒体索引与学习

方法。与传统的单一媒体检索相比，跨媒体检索

的核心问题是如何挖掘不同媒体表示的相同或相

关语义对象之间的关联。

针对这一具有挑战性的问题，已有研究提出了

众多的解决方法。已有的跨媒体检索方法主要分

为两类。一类是基于主题的方法：主要是通过主题

比例分析对不同模态的数据之间的相关性进行建

模［１］。文献［２］通过 ＣＯＲＲＬＤＡ（ｃｏｒｒｅｓｐｏｎｄｅｎｃｅ
ＬａｔｅｎｔＤｉｒｉｃｈｌｅｔａｌｌｏｃａｔｉｏｎ）挖掘图像与文本标注之
间在主题层次的关系；文献［３］将马尔可夫随机
域与传统ＬＤＡ方法结合，提出了用简短的文字检
索图像的有向和无向概率图的组合的多模态文档

随机域 （ＭｕｌｔｉｍｏｄａｌＤｏｃｕｍｅｎｔＲａｎｄｏｍ Ｆｉｅｌｄ，

ＭＤＲＦ）模型；文献［４］提出一种利用多个媒体类
型的微博信息，构建社会事件的可视化总结的多

媒体社会事件自动摘要框架。另一类是基于子空

间的方法：核心是寻求使不同模态数据相关性最

大化的子空间［５］。Ｒａｎｊａｎ等针对具有多标注信
息的多模态数据提出了一种可以将多标注形式的

高层语义信息用于子空间学习的 ｍｌ－ＣＣＡ方
法［６］；文献［７］提出的 Ｔ－ＶＣＣＡ模型中引入语
义的观点，以提高子空间中不同类别的多模态数

据的分类准确率；文献［８］提出了一种ＢｉＣＭＳＲＭ
方法，从优化双向列表排序问题的角度构建了适

用于跨媒体检索的计算模型。近年来，提出了很

多利用深度学习求取跨媒体数据共享子空间的方

法。Ｙａｎ等将全连接层叠加在一起来提取文本与
图像的特征，并且使用深度典型相关分析（Ｄｅｐｔｈ
ＣａｎｏｎｉｃａｌＣｏｒｒｅｌａｔｉｏｎＡｎａｌｙｓｉｓ，ＤＣＣＡ）［９］学习图
像和文本的共享子空间，进而完成图像语文本的

匹配；Ｙｕ等将深度语义匹配模型和 ＡｌｅｘＮｅｔ结合
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起来提出了一种用于双向文本图像检索的深度双

流网络［１０］。

现有方法存在一个共同问题，即仅仅只考虑

了跨媒体检索方法本身而忽略了对文档集的一些

可行的优化处理，由于文档集中存在大量与查询

不相关的文档，因此在进行精确查询之前对文档

集进行预处理，提高文档集中相关文件所占比例，

对提高检索效率来说具有重要意义。目前，局部

敏感哈希（ＬｏｃａｌｉｔｙＳｅｎｓｉｔｉｖｅＨａｓｈｉｎｇ，ＬＳＨ）算
法［１１］已广泛应用于图像或文本检索并表现出很

好的性能［１２］。本文提出一种基于 ＬＳＨ算法与神
经网络学习的快速跨媒体检索（ＦａｓｔＣｒｏｓｓＭｅｄｉａ
Ｒｅｔｒｉｅｖａｌ，ＦＣＭＲ）方法，通过消除大量与查询无关
的文档内容并获得一组查询的最近邻，最终在查

询文档的最近邻范围内更高效地进行检索任务。

１　ＦＣＭＲ模型综述与框架描述

为了使符号和算法表述更加简洁，下面以文

本和图像两个模态为例描述提出的模型，模型可

以很容易地扩展到其他模态。提出的 ＦＣＭＲ的
框架如图１所示。ＦＣＭＲ包括局部敏感哈希和哈
希函数学习两个阶段。在局部敏感哈希阶段，采

用局部敏感哈希算法将图像数据映射到哈希桶；

在哈希函数学习阶段，采用神经网络学习将文本

数据映射到哈希桶的哈希函数Ｈｔ。ＦＣＭＲ的过程
是首先通过局部敏感哈希算法将图像数据映射到

ｍ个哈希表Ｇ＝［ｇ１，ｇ２，…，ｇｍ］∈Ｒ
ｋ×ｍ的哈希桶

内，其中Ｇ为 ｍ个哈希表的集合，ｇｊ表示第 ｊ个
哈希表，ｋ是哈希桶对应哈希码的长度；其次通过
神经网络学习将文本数据分别映射到 ｍ个哈希
表内其对应的哈希桶内的哈希函数 Ｈｔ＝（Ｈｔ（１），
Ｈｔ（２），…，Ｈｔ（ｍ）），Ｈｔ（ｊ）（１≤ｊ≤ｍ）表示学习到的对
应于第ｊ个哈希表的哈希函数。

图１　ＦＣＭＲ方法框架图
Ｆｉｇ．１　ＦｌｏｗｃｈａｒｔｏｆＦＣＭＲ

设Ｔ＝［ｔ１，ｔ２，…，ｔｎｔ］∈Ｒ
ｄｔ×ｎｔ，其中Ｔ是文本

数据的矩阵描述，相应地，Ｐ＝［ｐ１，ｐ２，…，ｐｎｐ］∈
Ｒｄｐ×ｎｐ，其中Ｐ是图像数据的矩阵描述。其中，ｄｔ
和ｄｐ分别代表文本和图像特征的维度，ｔｉ与ｐｉ一

一对应，即ｎｔ＝ｎｐ，在下面的内容里用 ｎ代替 ｎｔ
和ｎｐ。

如果用局部敏感哈希算法获得了 ｍ个哈希
表，那么需要设计ｍ个与其对应的神经网络将文
本数据映射到 ｍ个哈希表中它们对应的哈希桶
内。基于神经网络学习到的哈希函数与局部敏感

哈希阶段使用的局部敏感哈希函数，可以对多模

态数据建立索引从而进行高效的跨媒体检索任

务。给定一个查询文本，Ｈｔ（ｊ）将其映射到 ｍ个哈
希表中的哈希桶内，则这些哈希桶内存储的图像

文件就组成了该查询文本的最近邻，进而就可在

这个最近邻范围内进行精确地检索；给定一个查

询图像，通过局部敏感哈希函数将其映射到 ｍ个
哈希表中的哈希桶内，则这些哈希桶内存储的文

本文件就组成了该查询图像的最近邻，进而就可

在这个邻居列表里进行精确检索。

２　局部敏感哈希算法

局部敏感哈希算法主要用来解决高维空间中

点的近似最近邻搜索问题［１３］。局部敏感哈希函

数定义为：

ｈｒ（ｐｉ）＝
１ ｒＴｐｉ≥０{０ ｅｌｓｅ

（１）

其中，超平面向量ｒ符合ｍｕｌｔｉＧａｕｓｓｉａｎＮ（０，１）分
布，文献［１３］中对式（１）进行了证明，这里不再
赘述。

定义一系列哈希函数ｈ１，ｈ２，…，ｈｎ，随机选取
其中的ｋ个函数组成函数ｇ（ｘ），不妨设选的是ｈ１
到ｈｋ，则ｇ（ｘ）＝（ｈ１（ｘ），ｈ２（ｘ），…，ｈｋ（ｘ）），由此
选取ｍ个ｇ（ｘ）函数ｇ１（ｘ），ｇ２（ｘ），…，ｇｍ（ｘ），每
个函数对应一个哈希表。通过 ｍ个 ｇ（ｘ）函数将
图像空间中的每一个样本 ｐｉ分别映射到 ｍ个哈
希表中，这样每个图像样本都会在 ｍ个哈希表的
某个哈希桶中出现。

那么ｐｉ在第ｊ个哈希表里对应的哈希桶可以
表示为：

ｇｊ（ｐｉ）＝〈ｈ１（ｐｉ），ｈ２（ｐｉ），…，ｈｋ（ｐｉ）〉，
０＜ｊ≤ｍ，０＜ｉ≤ｎ （２）

查询时，给定查询文本，利用 ｍ个 ｇ（ｘ）函数
同时对查询文本进行映射，将与查询文本落在相

同的哈希桶中的图像样本作为候选结果集，计算

查询文本与候选结果集中的图像之间的距离并进

行精确的检索排名。

通过局部敏感哈希算法，图像空间的样本 ｐｉ
（０＜ｉ≤ｎ）被映射到 ｍ个哈希表中，且每个 ｐｉ
（０＜ｉ≤ｎ）都会和与其相似的样本一起出现在 ｍ

·４９·
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个哈希表的某个哈希桶。这样，每一个图像样本

ｐｉ都与第 ｊ（０＜ｊ≤ｍ）个哈希表的某个哈希桶建
立了联系。同时上面提到过，在模型中由于 ｐｉ和
ｔｉ是同一语义不同模态的描述，图像样本与文本
样本是一一对应的，因此，每一个文本样本 ｔｉ也
与第ｊ（０＜ｊ≤ｍ）个哈希表的某个哈希桶建立了
联系。至此，得到了用于训练神经网络学习将文

本样本ｔｉ映射到第 ｊ（０＜ｊ≤ｍ）个哈希表中其对
应哈希桶的函数的训练样本：（ｔｉ，Ｙ

（ｊ）
ｉ ）（ｉ∈１，

２，…，ｎ，ｊ∈１，２，…，ｍ），其中 Ｙ（ｊ）ｉ 表示 ｐｉ对应于
第ｊ（０＜ｊ≤ｍ）个哈希表中的哈希桶的哈希码。

３　神经网络设计

图１给出了哈希函数学习阶段神经网络结
构，模型中使用到的 ｍ个神经网络ＮＮ（ｊ）（ｊ∈１，
２，…，ｍ）具有相同的结构。每一个ＮＮ（ｊ）有 Ｌ层，
其中输入层有 ｄｔ个神经元对应于文本特征的维
度，输出层有ｋ个神经元对应于哈希码的ｋ位，剩
余的Ｌ－２层用于学习哈希函数。将每一个ｔｉ∈Ｔ
作为ＮＮ（ｊ）的输入，可以得到神经网络各个层的输
出 ｔ（１）ｉ ，…，ｔ

（Ｌ）
ｉ 。第 ｌ＋１层以 ｔ

（ｌ）
ｉ 为输入，输

出ｔ（ｌ＋１）ｉ ：

ｔ（ｌ＋１）ｉ ＝ｆ（ｌ＋１）（Ｗ（ｌ＋１）ｔ（ｌ）ｉ ） （３）
式中，ｔ（ｌ）ｉ ∈Ｒ

ｋ和 ｔ（ｌ＋１）ｉ ∈Ｒｋ分别为第 ｌ层和第
ｌ＋１层的特征表达；Ｗ（ｌ＋１）是转换矩阵；ｆ（ｌ＋１）（·）
是激活函数。神经网络学习到的哈希函数 Ｈｔ（ｊ）

以ｔｉ为输入并输出长度为ｋ的哈希码：
Ｈｔ（ｊ）（ｔｉ）＝ｓｉｇｎ（ｔ

（Ｌ－１）
ｉ ） （４）

式中，ｔ（Ｌ－１）ｉ ∈Ｒｋ是一个 ｋ维实值向量，使用符号
函数将ｔ（Ｌ－１）ｉ 转化为哈希码。

由于符号函数受不可微性制约难以优化，因

此在用神经网络学习哈希函数的阶段除去了符号

函数，再在测试阶段重新加上［１４－１５］。

对于训练样本（ｔｉ，Ｙ
（ｊ）
ｉ ），Ｈｔ

（ｊ）（ｔｉ）与Ｙ
（ｊ）
ｉ 应该

相同，也就是ｔ（Ｌ－１）ｉ 和Ｙ（ｊ）ｉ 应尽可能相等，基于最
小方差定义损失函数：

ＳＥ（ｔ（Ｌ－１）ｉ ，Ｙ（ｊ）ｉ ）＝
１
２ ｔ

（Ｌ－１）
ｉ －Ｙ（ｊ）ｉ

２
Ｆ （５）

式中，ｔ（Ｌ－１）ｉ 是未加符号函数神经网络对ｔｉ的预测
值。

４　ＦＣＭＲ算法

ＦＣＭＲ模型的训练过程包括局部敏感哈希阶
段和神经网络哈希函数学习阶段。从局部敏感哈

希阶段得到训练神经网络所需的训练样本（ｔｉ，

Ｙ（ｊ）ｉ ），ｉ∈１，２，…，ｎ，ｊ∈１，２，…，ｍ。通过训练神经
网络ＮＮ（ｊ）可以使其学习到将 ｔｉ映射到 Ｙ

（ｊ）
ｉ 的哈

希函数。神经网络的训练分为预训练和参数调

整。预训练可以更好地初始化网络参数并防止网

络陷入局部最优解。将栈自编码器（Ｓｔａｃｋｅｄ
ＡｕｔｏＥｎｃｏｄｅｒ，ＳＡＥ）应用于ＦＣＭＲ模型来顺序地训
练ＮＮ（ｊ）中的每一层以初始化网络参数。然后基
于损 失 函 数 式 （５），通 过 反 向 传 播 （Ｂａｃｋ
Ｐｒｏｐａｇａｔｉｏｎ，ＢＰ）算法来训练网络调整网络参数。
最后基于所有文本样本的方差和 ＳＳＥ（ｓｕｍｏｆ
ｓｔａｎｄａｒｄｅｒｒｏｒ）设计了整体的损失函数如式（６）
所示：

ＳＳＥ（ｔ（Ｌ）ｉ ，Ｙ
（ｊ）
ｉ ）＝

１
２∑

ｎ

ｉ＝１
ｔ（Ｌ）ｉ －Ｙ（ｊ）ｉ

２
Ｆ （６）

神经网络ＮＮ（ｊ）学习到的函数 Ｈｔ（ｊ）应该很好
地将文本样本数据映射到 ｊ个哈希表中其对应
的哈希桶内。采用传统的反向传播算法来训练

神经网络ＮＮ（ｊ），在测试阶段最终通过式（４）获
得最终的哈希函数 Ｈｔ（ｊ）。ＦＣＭＲ的算法过程见
算法１。

算法１　ＦＣＭＲ算法
Ａｌｇ．１　ＦＣＭＲａｌｇｏｒｉｔｈｍ

Ｉｎｐｕｔ：　ｄａｔａｓｅｔＴ，Ｐ，ｋ，ｍ

Ｏｕｔｐｕｔ：　ＴｈｅｈａｓｈｆｕｎｃｔｉｏｎｓＨｔａｎｄＬＳＨｈａｓｈｆｕｎｃｔｉｏｎｓ
１：ｆｏｒｊ＝１ｔｏｍｄｏ
２：　（ｔ，Ｙ（ｊ））←ＬＳＨ（Ｐ）
３：　ＮＮ（ｊ）←ＳＡＥ（Ｔ）
４：　ｒｅｐｅａｔ
５：　　　Ｐｉｃｋａｒａｎｄｏｍｔｒａｉｎｉｎｇｓａｍｐｌｅ（ｔｉ，Ｙ

（ｊ）
ｉ ）

６：　　　ＭａｋｅａｇｒａｄｉｅｎｔｓｔｅｐｆｏｒＳＥ

ＳＥ（ｔ（Ｌ－１）ｉ ，Ｙ（ｊ）ｉ ）＝
１
２ ｔ（Ｌ－１）ｉ －Ｙ（ｊ）ｉ

２
Ｆ

７：　　　ＵｐｄａｔｅＮＮ（ｊ）

８：　ｕｎｔｉｌｓｔｏｐｐｉｎｇｃｒｉｔｅｒｉａｉｓｍｅｔ
９：ｅｎｄｆｏｒ

５　实验结果与分析

５．１　实验设置

１）数据集：在实验中选取了 Ｗｉｋｉ① 和 ＮＵＳ
ＷＩＤＥ②两个数据集，每一个数据集都包含一一
对应的文本和图像。两个数据集的详细信息见

表１。Ｗｉｋｉ和 ＮＵＳＷＩＤＥ数据集图像和标签分

·５９·

①

②

ｈｔｔｐ：／／ｗｗｗ．ｓｖｃｌ．ｕｃｓｄ．ｅｄｕ／ｐｒｏｊｅｃｔｓ／ｃｒｏｓｓｍｏｄａｌ／
ｈｔｔｐ：／／ｌｍｓ．ｃｏｍｐ．ｎｕｓ．ｅｄｕ．ｓｇ／ｒｅｓｅａｒｃｈ／ＮＵＳ

ＷＩＤＥ．ｈｔｍ
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别为１０类和８１类。

表１　数据集详细信息
Ｔａｂ．１　Ｄｅｔａｉｌｓｏｆｔｈｅｄａｔａｓｅｔｓ

数据集信息 Ｗｉｋｉ ＮＵＳＷＩＤＥ

ＢｏＶＷ词典规模 １０００ ５００
ＢｏＷ词典规模 ５０００ １０００
平均标注数 １１７．５ ７．７３
训练集规模 １０００ １０００００
验证集规模① ８６６／８６６ ５０００／２００００
测试集规模① １０００／１０００ ５０００／１４９６４８

注：①分割顺序为查询／数据库，其中查询随机地从数据库中

选取。

２）评价指标：为了评价提出的检索方法，使
用以下四个评价指标进行结果评价：

召回率：邻居列表中与检索文档相关的文

档占总文件集中相关文件的比例。

选择度［１３］：邻居列表内的文档总数占总文

档集的比例。

相关文件比例：邻居列表中与检索文档相

关的文档占邻居列表内文档总数的比例。

ＭＡＰ：平均精度均值。
３）参数设置及调整：在实验中，所有神经网络

设置为 ３层网络，其中输出层的激活函数为
ｓｏｆｔｍａｘ，其余层的激活函数为 ｓｉｇｍｏｉｄ函数。虽然
网络只有３层，但已经达到了满意的效果。在对两
个数据集上各个类别中随机成比例采样的验证集

上进行实验来选取ＦＣＭＲ模型的参数ｋ和ｍ，其中
ｋ为哈希码的长度，ｍ为在局部敏感哈希阶段生成
的哈希表个数。在Ｗｉｋｉ数据集上，选择的 ｋ和 ｍ
的取值范围分别为｛１，２，…，７｝和｛１，２，…，１５｝；在
ＮＵＳＷＩＤＥ数据集上，选择的ｋ和ｍ的取值范围分
别为｛２，３，…，９｝和｛１，２，…，２０｝。最终选择表现最
好的参数对作为后续实验的参数。

５．２　结果及分析

从文本检索图像（Ｔ２Ｉ）和图像检索文本
（Ｉ２Ｔ）两个方面进行了实验。

图２给出了从文本检索图像和图像检索文本
两个方向哈希码长度ｋ和哈希表个数ｍ两个参数
对模型效果的影响。实验是在ＮＵＳＷＩＤＥ和Ｗｉｋｉ
两个数据集上进行的，由于篇幅原因图２只给出了
在Ｗｉｋｉ上的实验结果。基于评价标准的定义，召
回率越大越好，选择度越小越好。在ＮＵＳＷＩＤＥ数
据集上的实验得到了类似的结果。

观察图２中任意一图，可以发现参数 ｋ和 ｍ
对ＦＣＭＲ在两个检索方向上的影响趋势大致相

（ａ）Ｗｉｋｉ数据集图像检索文本
（ａ）Ｉ２ＴｏｎＷｉｋｉ

（ｂ）Ｗｉｋｉ数据集文本检索图像
（ｂ）Ｔ２ＩｏｎＷｉｋｉ

图２　哈希码长度与哈希表个数对模型的影响
Ｆｉｇ．２　Ｅｖａｌｕａｔｉｏｎｏｆｔｈｅｄｉｆｆｅｒｅｎｔｌｅｎｇｔｈｏｆｈａｓｈ
ｃｏｄｅｆｏｒａｖａｒｙｉｎｇｎｕｍｂｅｒｏｆｈａｓｈｔａｂｌｅｓ

同：随着 ｋ增大，召回率和选择度逐渐减小；随着
ｍ的增大，召回率和选择度逐渐增大。对于不同
的ｋ，ｍ的变化趋势有所变化，以图２（ａ）为例，ｋ
为１时，召回率和选择度基本呈比例增长，且增长
步长变化较小；ｋ为７时，随着ｍ的增大，召回率逐
渐比选择度增长加快，且二者增长幅度逐渐变小。

通过对比模型在两个数据集上的表现，发现ＦＣＭＲ
在Ｗｉｋｉ上性能要更好，这是由于Ｗｉｋｉ数据集一个
图像对应长度平均为 １１７５个单词的文本，而
ＮＵＳＷＩＤＥ数据集一个图像只对应长度平均为
７７３个单词的文本，也就是说 ＦＣＭＲ对于包含长
文本的检索表现更好，这也在一定程度上说明了要

得到满意的检索效果一般需要更多的细节信息。

将查询按其所属类别进行分类，并对比ＦＣＭＲ
在每一类上的表现。权衡召回率和选择度，对于

Ｗｉｋｉ数据集选取ｋ＝３和 ｍ＝１４；对于 ＮＵＳＷＩＤＥ
数据集选取ｋ＝４和ｍ＝２０。表２是ＦＣＭＲ在两个
数据集两个检索方向上的各个评价指标的整体表

现。实验结果证明ＦＣＭＲ模型得到的邻居列表中
相关文件所占比例大约是原数据集中相关文件所

占比例的２倍，图３和图４显示的实验结果也可以
从将查询进行分类的角度说明这一点。表２还能

·６９·
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证明在两个数据集上，ＦＣＭＲ在图像检索文本方向
上的表现都优于文本检索图像方向的。同时在两

个数据集上的实验结果证实了ＦＣＭＲ在Ｗｉｋｉ数据
集上的表现优于在ＮＵＳＷＩＤＥ数据集上的。

表２　ＦＣＭＲ实验结果
Ｔａｂ．２　ＯｖｅｒａｌｌｐｅｒｆｏｒｍａｎｃｅｏｆＦＣＭＲ

评价指标
Ｗｉｋｉ ＮＵＳＷＩＤＥ

Ｉ２Ｔ Ｔ２Ｉ Ｉ２Ｔ Ｔ２Ｉ

召回率 ０．８６２ ０．８５０ ０．７３３ ０．７３３
选择度 ０．３２６ ０．３８６ ０．４０４ ０．４２５
相关文件

比例提高
２．５４５ ２．１３１ １．７８９ １．６１５

图３和图４从查询分类的角度分别显示了在
Ｗｉｋｉ和ＮＵＳＷＩＤＥ两个数据集上ＦＣＭＲ获得的邻
居列表中相关文件所占比例与原测试数据集中相

关文件所占比例的对比。通过图 ３可以发现
ＦＣＭＲ在Ｗｉｋｉ数据集上各个类别两个检索方向都
有较为满意的表现。在图４中，只展示了具有代表

（ａ）Ｗｉｋｉ数据集图像查询文本
（ａ）Ｉ２ＴｏｎＷｉｋｉ

（ｂ）Ｗｉｋｉ数据集文本查询图像
（ｂ）Ｔ２ＩｏｎＷｉｋｉ

图３　ＦＣＭＲ在Ｗｉｋｉ数据集各类上
相关文件比例表现

Ｆｉｇ．３　Ｐｅｒｆｏｒｍａｎｃｅｉｎｔｅｒｍｓｏｆｐｒｏｐｏｒｔｉｏｎｏｖｅｒ
１０ｃｏｎｃｅｐｔｓｏｎＷｉｋｉ

性的３０类数据在两个检索方向上的实验结果，从
中可以发现ＦＣＭＲ在绝大多数类别中都表现较好，
但是在“ｂｏｏｋ”“ｇａｒｄｅｎ”“ｇｌａｃｉｅｒ”和“ｃｏｍｐｕｔｅｒ”这四
类中表现较差。对比这四类与其他类的原始数据

的特征后发现，这四类中的大多数样本对应的文本

描述只有很少的单词，主要原因是较少文本描述提

供的检索信息不确定性大，降低了检索准确率。

图４　ＦＣＭＲ在ＮＵＳＷＩＤＥ数据集各类上
相关文件比例

Ｆｉｇ．４　Ｐｅｒｆｏｒｍａｎｃｅｉｎｔｅｒｍｓｏｆｐｒｏｐｏｒｔｉｏｎｏｖｅｒ
３０ｃｏｎｃｅｐｔｓｏｎＮＵＳＷＩＤＥ

最后，将 ＦＣＭＲ与现有的两个跨媒体检索方
法（ＣＣＡ［４］，ＢｉＣＭＳＲＭ［８］）结合，即使用 ＦＣＭＲ
模型获得邻居列表，然后用ＣＣＡ和ＢｉＣＭＳＲＭ在
邻居列表中进行检索，并将检索结果与单独地使

用 ＣＣＡ，ＢｉＣＭＳＲＭ方法检索的进行比较。在实
验中，对于Ｗｉｋｉ数据集选取ｋ＝３和ｍ＝１４；对于
ＮＵＳＷＩＤＥ数据集选取 ｋ＝４和 ｍ＝２０。最终用
ＭＡＰ＠ａｌｌ来评价检索效果，表３给出了 Ｗｉｋｉ数

表３　各方法在Ｗｉｋｉ和ＮＵＳＷＩＤＥ
数据集上的ＭＡＰ＠ａｌｌ表现

Ｔａｂ．３　ＰｅｒｆｏｒｍａｎｃｅｃｏｍｐａｒｉｓｏｎｉｎｔｅｒｍｓｏｆＭＡＰ＠ａｌｌ
ｓｃｏｒｅｓｏｎｔｈｅＷｉｋｉａｎｄＮＵＳＷＩＤＥｄａｔａｓｅｔｓ

方法
Ｗｉｋｉ ＮＵＳＷＩＤＥ

Ｔ２Ｉ Ｉ２Ｔ Ｔ２Ｉ Ｉ２Ｔ

ＣＣＡ ０．１４３３ ０．１４５１ ０．０８５１ ０．０８８３
ＦＣＭＲＣＣＡ ０．１９７２ ０．２０１２ ０．１０６７ ０．１１０６
ＢｉＣＭＳＲＭ ０．２１２３ ０．２５２８ ０．１４５３ ０．２３８０
ＦＣＭＲ
ＢｉＣＭＳＲＭ

０．２８４ ０．３０５ ０．１８６ ０．２９６

·７９·
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据集和 ＮＵＳＷＩＤＥ数据集的实验结果。从实验
结果可以发现 ＦＣＭＲ可以较大幅度提高原有方
法的准确率，分析原因是应用 ＦＣＭＲ模型显著地
提高了邻居列表中与查询相关的文档所占比例。

５．３　潜在局限性及未来工作

虽然ＦＣＭＲ可以显著地提高邻居列表中与
查询相关的文档所占比例从而提高检索效率及准

确性，但是ＬＳＨ从根本上来讲是一种概率方法，
因此结果会有一定的波动。另外，前期对数据进

行编码也需要大量的存储空间，从而限制了其处

理大规模数据的能力。未来我们将在对 ＦＣＭＲ
生成的哈希码进行二次哈希并将方法应用于大数

据集方面做一些有意义的工作。

６　结论

基于局部敏感哈希算法和神经网络学习，提

出了一种新的跨媒体检索方法 ＦＣＭＲ，通过缩小
检索范围，提高最终检索范围内相关文件所占比

例，进而提高检索的准确率。在 Ｗｉｋｉ和 ＮＵＳ
ＷＩＤＥ两个数据集上检验了提出的方法，并将
ＦＣＭＲ与现有的两个跨媒体检索方法 ＣＣＡ和 Ｂｉ
ＣＭＳＲＭ结合进行了进一步的实验，实验结果证
实ＦＣＭＲ方法能够有效提高跨媒体检索的效率
和准确率。
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