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二维矩阵卷积在向量处理器中的设计与实现

张军阳，郭　阳
（国防科技大学 计算机学院，湖南 长沙　４１００７３）

摘　要：为了加快卷积神经网络模型的计算速度，便于大规模神经网络模型在嵌入式微处理器中的实
现，以ＦＴｍａｔｒｉｘ２０００向量处理器体系结构为研究背景，通过对多核向量处理器体系结构的分析和对卷积神经
网络算法的深入研究，提出将规模较小的卷积核数据置于标量存储体，尺寸较大的卷积矩阵置于向量存储体

的数据布局方案。针对矩阵卷积中数据难以复用的问题，提出根据卷积核移动步长的不同动态可配置的混

洗模式，通过对所取卷积矩阵元素进行不同的移位操作，进而大幅提高卷积矩阵数据的复用率。针对二维矩

阵卷积由于存在数据相关性进而难以多核并行的问题，提出将卷积矩阵多核共享，卷积核矩阵多核独享的多

核并行方案。设计了卷积核尺寸不变、卷积矩阵规模变化和卷积矩阵尺寸不变、卷积核规模变化的两种计算

方式，并在主流ＣＰＵ、ＧＰＵ、ＴＩ６６７８、ＦＴｍａｔｒｉｘ２０００平台进行了性能对比与分析。实验结果表明：ＦＴｍａｔｒｉｘ２０００
相比ＣＰＵ最高可加速２３８倍，相比ＴＩ６６７８可加速２１倍，相比ＧＰＵ可加速６６３８０５倍。
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　　近年来，深度学习［１］受到了越来越多的关

注，尤其是在图像处理［２］、语言处理［３］、机器翻

译［４］等领域基于深度学习的目标识别技术都取

得了重大突破，进而引发了机器学习和计算机视

觉等领域的新一轮研究热潮。深度学习包括一系

列神经网络模型，如卷积神经网络（Ｃｏｎｖｏｌｕｔｉｏｎａｌ
ＮｅｕｒａｌＮｅｔｗｏｒｋ，ＣＮＮ）［５－６］、深度置信网络（Ｄｅｅｐ

ＢｅｌｉｅｆＮｅｔｗｏｒｋ，ＤＢＮ）［７－９］、自动编码机［１０］、循环

神经网络（ＲｅｃｕｒｒｅｎｔＮｅｕｒａｌＮｅｔｗｏｒｋ，ＲＮＮ）［１１］等
常用模型。尤其是基于 ＣＮＮ的模型在图像识别
领域取得了重大突破，当前几乎所有的图像识

别类任务中识别率最好的模型都基于 ＣＮＮ。一
般来说 ＣＮＮ模型由若干卷积层和池化层交替出
现，最后由若干全连接层和分类层组成。其中，

 收稿日期：２０１７－０４－０９
基金项目：国家重点基础研究发展计划资助项目（２０１６ＹＦＢ０２００４０１）；国家自然科学基金资助项目（６１５７２０２５）
作者简介：张军阳（１９８７—），男，河南平顶山人，博士研究生，Ｅｍａｉｌ：ｚｈａｎｇｊｕｎｙａｎｇ１１＠ｎｕｄｔ．ｅｄｕ．ｃｎ；

郭阳（通信作者），男，研究员，博士，博士生导师，Ｅｍａｉｌ：ｇｕｏｙａｎｇ＠ｎｕｄｔ．ｅｄｕ．ｃｎ



国 防 科 技 大 学 学 报 第４０卷

卷积层的计算量占整个模型的 ８５％以上［１２］。

因此，当前的许多研究大多是针对 ＣＮＮ的加速
器，如图形处理单元（ＧｒａｐｈｉｃＰｒｏｃｅｓｓｉｎｇＵｎｉｔ，
ＧＰＵ）［１３－１４］、现场可编程逻辑门阵列 （Ｆｉｅｌｄ
ＰｒｏｇｒａｍｍａｂｌｅＧａｔｅｄＡｒｒａｙ，ＦＰＧＡ）［１５－１６］、专用集
成电路 （ＡｐｐｌｉｃａｔｉｏｎＳｐｅｃｉｆｉｃＩｎｔｅｇｒａｔｅｄＣｉｒｃｕｉｔ，
ＡＳＩＣ）［１７－１９］、向量数字信号处理器（ＤｉｇｉｔａｌＳｉｇｎａｌ
Ｐｒｏｃｅｓｓｏｒ，ＤＳＰ）等。

向量处理器体系结构就是其中的一种新颖体

系结构［２０］。一般包括标量处理单元和向量处理

单元，标量计算单元负责标量任务的计算和流控；

向量计算单元主要负责大规模的向量计算，它包

括若干向量处理单元，每个处理单元上包含丰富

的运算部件，其在拥有强大计算能力的同时也对

软件的开发提出了新的挑战。针对该新型微处理

器架构研究如何将各种不同的应用高效地实现向

量化是当前面临的一大难题［２１］。

本文针对ＣＮＮ模型中矩阵卷积难以高效并
行的难题，结合向量处理器的体系结构特点，设计

了一种通过混洗操作来提高算法的并行性和数据

复用率的方法。针对多输出卷积结果矩阵的计

算，提出一种加速矩阵卷积计算的多核实现方案，

并从体系结构、多级存储和计算模式等方面进行

了算法优化和性能分析。

１　ＦＴｍａｔｒｉｘ２０００体系结构

ＦＴｍａｔｒｉｘ２０００是一款自主研发且面向高密
度计算的高性能浮点多核向量处理器，单芯片集

成１２颗向量处理器内核，主频１ＧＨｚ，双精度峰
值性能达到１１５２ＧＦＬＯＰＳ。其单核结构如图１所
示，每个单核是独立的超长指令字（ＶｅｒｙＬｏｎｇ
ＩｎｓｔｒｕｃｔｉｏｎＷｏｒｄ，ＶＬＩＷ）体系结构，包括向量处理
单元（ＶｅｃｔｏｒＰｒｏｃｅｓｓｉｎｇＵｎｉｔ，ＶＰＵ）和标量处理单
元（ＳｃａｌａｒＰｒｏｃｅｓｓｉｎｇＵｎｉｔ，ＳＰＵ），ＳＰＵ负责标量计
算和流控，ＶＰＵ负责向量计算。ＶＰＵ包括１６个
向量处理单元（ＶｅｃｔｏｒＰｒｏｃｅｓｓｉｎｇＥｌｅｍｅｎｔ，ＶＰＥ），
每个 ＶＰＥ包含１个局部寄存器文件和由３个浮
点 乘 累 加 单 元 （Ｆｌｏａｔｉｎｇ ｐｏｉｎｔ Ｍｕｌｔｉｐｌｙ
ＡＣｃｕｍｕｌａｔｏｒ，ＦＭＡＣ）、２个Ｌｏａｄ／Ｓｔｏｒｅ和１个位处
理单元（ＢｉｔＰｒｏｃｅｓｓ，ＢＰ）组成的６个并行功能部
件。ＳＰＵ和ＶＰＵ之间通过共享寄存器交换数据，
支持广播指令将标量寄存器数据广播到向量寄存

器。向量处理器核可同时发射１１条指令，包括５
条标量指令和６条向量指令，指令派发单元对执
行包进行识别并派发到相应的功能单元去执行。

ＦＴｍａｔｒｉｘ２０００提供 ９６ＫＢ的标量存储器（Ｓｃａｌａｒ
Ｍｅｍｏｒｙ，ＳＭ）和 ７６８ＫＢ的阵列存储器（Ａｒｒａｙ
Ｍｅｍｏｒｙ，ＡＭ）用于向量访问。

图１　ＦＴｍａｔｒｉｘ２０００处理器体系结构
Ｆｉｇ．１　ＡｒｃｈｉｔｅｃｔｕｒｅｏｆＦＴｍａｔｒｉｘ２０００

２　矩阵卷积算法概述

２．１　卷积神经网络的基本结构

一个具有代表性的卷积神经网络结构如图２
所示，该模型主要用于早期的手写数字的识别任

务中，而当前的神经网络模型与该模型大同小异，

主要包括卷积层、下采样层、全连接层以及相应的

正则化层，只是在模型的深度和广度以及连接方

式上进行了改动。由于卷积神经网络模型中的卷

积层的计算时间约占全部模型计算量的８５％以
上，本文主要研究加速 ＣＮＮ模型中卷积层的
计算。

２．２　二维矩阵卷积

二维矩阵卷积常用于图像处理中，卷积神经

·０７·
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图２　典型卷积神经网络结构
Ｆｉｇ．２　ＴｙｐｉｃａｌｓｔｒｕｃｔｕｒｅｏｆＣＮＮ

网络中的卷积操作可以抽象成一组卷积核与一个

输入特征图的卷积运算。每一个尺寸为 ｋｘ×ｋｙ
的卷积核在一个输入特征图上与一个 ｋｘ×ｋｙ的
卷积窗口进行对应点积操作并累加求和后得出输

出特征图中的一个元素，卷积核在输入特征图上

从上到下、从左到右进行如上操作，最终会得出一

个二维的输出特征图。设水平移动步长为 Ｓｘ，垂
直移动步长为 Ｓｙ，则输出特征图上位置为（ａ，ｂ）
元素的计算公式为：

Ｏｍｏａ，ｂ ＝ｆ∑
ｍｉ∈Ａｍｏ

βｍｉ，ｍｏ＋∑
Ｋｘ－１

ｉ＝０
∑
Ｋｙ－１

ｊ＝０
ωｍｉ，ｍｏｉ，ｊ ×ＩｍｉａＳｘ＋ｉ，ｂＳｙ( )( )＋ｊ

（１）
式中：ωｍｉ，ｍｏｉ，ｊ 是输入特征图＃ｍｉ和输出特征图＃ｍｏ
之间的卷积核；βｍｉ，ｍｏ是输入特征图与输出特征图
之间对应的偏置值；Ａｍｏ表示输入特征图与对应输
出特征图连接的集合；Ｉｍｉ表示第 ｍｉ个输入特征
图，Ｏｍｏａ，ｂ表示第ｍｏ个输出特征图；ｆ（·）表示非线
性激活函数，如ｔａｎｈ、ｓｉｇｍｏｉｄ或ＲｅＬＵ等。

２．３　二维矩阵卷积的常用计算方法

图３为传统的矩阵卷积计算方式和矩阵相乘
形式的卷积计算方式，输入为３个３×３的输入特
征图，输入卷积核为２个３通道的２×２卷积核，
通过卷积计算可以得出２个２×２的输出特征图。
可以发现：如果采用传统矩阵卷积计算方式，由于

都是二维的矩阵卷积计算，尤其是当卷积核规模

较小的时候，算法的并行性难以得到保证。因此

Ｚｈａｎｇ等［２２］使用了一种新的计算方法，即将卷积

与卷积核矩阵通过有规律的展开以普通矩阵相乘

的方式进行计算。

其计算步骤为：将相应的卷积块以列向量的

形式展开并组合成一个新的矩阵；将卷积核依行

展开，所有的卷积核组成一个新的卷积核矩阵。

将展开后的卷积矩阵和卷积核矩阵通过调用基础

线性 代 数 子 程 序 库 （ＢａｓｉｃＬｉｎｅａｒＡｌｇｅｂｒａ
Ｓｕｂｐｒｏｇｒａｍｓ，ＢＬＡＳ）［２３］函数库中的广义矩阵乘法
（ＧＥｎｅｒａｌＭａｔｒｉｘＭｕｌｔｉｐｌｉｃａｔｉｏｎ，ＧＥＭＭ）完成卷积

图３　二维矩阵卷积计算的两种方式
Ｆｉｇ．３　Ｔｗｏｍｅｔｈｏｄｓｏｆｔｗｏｄｉｍｅｎｓｉｏｎａｌｍａｔｒｉｘ

ｃｏｎｖｏｌｕｔｉｏｎｆｏｒｃａｌｃｕｌａｔｉｎｇ

计算。

因为研究的矩阵卷积操作主要应用于卷积神

经网络模型中，且卷积计算的结果通常要作为下

一级运算的输入值；所以，神经网络模型中卷积层

的计算结果有特定的二维结构。而图３中采用的
矩阵相乘形式的卷积计算方式，虽然通过组合成

大规模矩阵的形式增加了矩阵卷积计算的并行

性，但是也破坏了卷积计算结果的二维结构，从而

使得该计算结果不能直接作为下一级的输入值，

可能需要对该卷积结果进行数据重排序才能作为

下一级操作的输入值。同时，由于对卷积矩阵进

行了重复展开，展开后的矩阵规模大大增加了，如

３×３的卷积矩阵在２×２的卷积核规模下的展开
为４×４，数据量增加了７７．８％，而当卷积矩阵为
５×５时，展开的卷积矩阵变成了１６×５，数据量增
加了２２０％。而片上存储对计算来说尤为重要，
因此数据存储量的增加是该方法的一大缺陷。

３　二维矩阵卷积的向量化设计与实现

通过对第２节传统卷积计算方法的分析，提
出一种新的二维矩阵卷积的向量化实现方法。该

算法的实现流程如下：

步骤１：根据多核向量处理器的核数 ｍ，输入
特征图的数量ｎ（尺寸为 ｎ１×ｎ２）、输入卷积核的
数量ｋ（尺寸为 ｋ１×ｋ２）、向量处理器单核向量存
储体的容量ｖ１和标量存储体的容量ｖ２，合理划分
多核处理器中每个核的计算负载；

步骤２：将输入特征图元素按行连续存储于
ＡＭ中，卷积核矩阵按行连续存储于ＳＭ中；

步骤３：根据单核向量处理单元的个数加载ｐ
个输入特征图元素，标量加载卷积核第１个元素，
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并广播至向量寄存器中；

步骤４：将步骤３中通过广播得到的向量寄存
器与向量加载的ｐ的输入特征图元素进行乘加操
作，并将计算结果累加至累加寄存器（ＡＣＣｕｍｕｌａｔｏｒ
ｒｅｇｉｓｔｅｒ，ＡＣＣ）中；

步骤５：根据卷积核在输入特征图中的移动
步长，配置相应的混洗模式，并将步骤３中所加载
的ｐ个输入特征图元素使用该混洗模式进行移位
操作，同时标量顺序加载第２个卷积核元素，并广
播至向量寄存器中，将该寄存器与移位后的寄存

器中的元素进行乘法操作，并将乘法结果累加至

步骤４中的累加寄存器ＡＣＣ中；
步骤６：根据卷积核的行数ｋ１和列数ｋ２重复

上述过程，直到完成输出特征图第 １行元素的
计算；

步骤 ７：根据输入特征图的行数 ｎ１和列数
ｎ２，向量加载输入特征图的下一行元素，重复上述
步骤，进而完成整个卷积结果矩阵的计算。

卷积神经网络模型中的卷积核规模一般都比

较小，通常为１×１、３×３、５×５、７×７、１１×１１等，
在此将卷积核存入标量存储体，输入特征图存入

向量存储体。

３．１　单核程序向量化方法

１）以双精度浮点为例，单个数据为８Ｂ，为了
叙述方便设输入特征图为 Ｎ×Ｎ的方阵，则 Ｎ×
Ｎ×８＝７６８×１０２４ＫＢ，所以 ＡＭ中单次可以存放
的最大输入特征图尺寸为２２２×２２２。对于嵌入
式处理器编程来说，当输入特征图的尺寸大于

２２２×２２２时，需要从外存 ＤＤＲ中通过 ＤＭＡ来加
载数据。

以一个例子来说明在不展开卷积矩阵的情况

下如何同时计算输出卷积矩阵多个元素的向量化

实现方法。考虑一个 １×６的 ＰＥｓ（ＰＥ１，ＰＥ２，
ＰＥ３，ＰＥ４，ＰＥ５，ＰＥ６），输入特征图矩阵Ｂ为６×６，
卷积核矩阵为２×２，步长为１，为了叙述简洁，只
描述输出结果矩阵第１行元素的计算（如图４所
示，其他行计算过程与第１行类似）。

＃１：６个ＰＥｓ加载输入矩阵Ｂ的第１行元素
（ｂ１，１，ｂ１，２，ｂ１，３，ｂ１，４，ｂ１，５，ｂ１，６），标量加载卷积核矩
阵的第１行第１个元素（ｋ１，１），ｋ１，１广播至向量寄
存器中，即为 ｋ１，１、ｋ１，１、ｋ１，１、ｋ１，１、ｋ１，１、ｋ１，１，通过向
量处理器的乘加指令（ＶｅｃｔｏｒＦｌｏａｔＭＵＬｔｉｐｌｙＡＤｄ，
ＶＦＭＵＬＡＤ），每一个ＰＥ完成对应元素与ｋ１，１的乘
法，把结果累加到对应的ＡＣＣ中；

＃２：根据卷积核的移动步长配置相应的混洗
模式（如图５所示），本实例中由于移动步长为１，

图４　ＦＴｍａｔｒｉｘ２０００矩阵卷积的算法映射
Ｆｉｇ．４　ＡｌｇｏｒｉｔｈｍｍａｐｐｉｎｇｏｆＦＴｍａｔｒｉｘ２０００

配置的混洗模式为对应的向量寄存器中的元素向

左移动１位，最左边的元素移出寄存器，最右边的
元素补０，移位后当前 ＰＥｓ所对应的元素为 ｂ１，２、
ｂ１，３、ｂ１，４、ｂ１，５、ｂ１，６、０，同时加载卷积核的第１行第
２个元素 ｋ１，２并广播至向量寄存器中，即为 ｋ１，２、
ｋ１，２、ｋ１，２、ｋ１，２、ｋ１，２，使用向量乘加指令将乘法结果
累加至＃１中的ＡＣＣ；

＃３：６个ＰＥｓ加载输入矩阵Ｂ的第２行元素
（ｂ２，１，ｂ２，２，ｂ２，３，ｂ２，４，ｂ２，５，ｂ２，６），广播卷积核矩阵第
２行第１个元素（ｋ２，１），使用乘加操作完成对应元
素与卷积核元素ｋ２，１的乘法操作并将结果累加至
＃２中；

＃４：将＃３中的元素进行移位的同时广播卷积
核矩阵第２行第２个元素至向量寄存器，使用乘
加操作完成对应元素与 ｋ２，２的乘法，并将结果累
加至＃３中。

图５　步长为１的混洗操作
Ｆｉｇ．５　Ｓｈｕｆｆｌｅｍｏｄｅｏｆｓｔｒｉｄｅ１

通过分析，可以看出本方法有以下优势：不需

要通过将输入特征图和卷积核重组成大规模的矩

阵来提高并行性，减轻了矩阵展开所带来的存储

压力，提高了所取数据的利用率。在向量化代码

的优化过程中，可以通过软件流水的方式提高算

法的并行性，在完全流水的情况下，每拍可以同时

计算出输出特征图的一行元素，也可避免文
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献［１５］中所采用的ＰＥｓ间数据的频繁移动。
２）当输入特征图尺寸超过向量存储体的容

量时，向量存储体不能一次加载整个输入特征图。

在高性能计算中，需平衡各存储层次间的负载搬

移，提供内核高效计算所需数据，获得满意的计算

效率。ＦＴｍａｔｒｉｘ２０００拥有多级存储结构，如寄存
器文件、Ｌ１Ｄ、ＡｒｒａｙＭｅｍｏｒｙ、ＧｌｏｂａｌＣａｃｈｅ和
ＤＤＲ，且Ｌ１Ｄ可以配置成全 Ｃａｃｈｅ和静态随机存
取 存 储 器 （Ｓｔａｔｉｃ Ｒａｎｄｏｍ Ａｃｃｅｓｓ Ｍｅｍｏｒｙ，
ＳＲＡＭ），因此，当输入特征图数量超过向量存储
体的容量时，使用全 ＳＲＡＭ的方法，使用乒乓方
式来平滑不同层级存储体之间的数据搬移，将内

核计算与 ＤＭＡ搬移重叠起来，使内核处于满负
荷运行 （双缓冲机制如图６所示）。

图６　双缓冲机制示意
Ｆｉｇ．６　Ｄｏｕｂｌｅｂｕｆｆｅｒｍｅｃｈａｎｉｓｍ

值得注意的是，由于卷积计算有数据的重叠，

在卷积矩阵分块传输时，根据卷积核的尺寸，第２
次传输的卷积矩阵需要有部分数据与第一次传输

的数据重叠。假设卷积核尺寸为 ｍ×ｍ，若第 １
次传输１到ｎ行，则第２次需重叠传输第１次传
输的后ｍ－１行元素；由于卷积核一般较小，重叠
传输数据的比重并不大。

３．２　矩阵卷积的多核程序设计分析

算法的并行不仅有单核内部的向量化实现，

也包括多核的核间并行。ＦＴｍａｔｒｉｘ２０００是一款
多核处理器，因此，研究矩阵卷积的多核并行也是

一个重要内容，尤其是针对大规模的矩阵卷积。

由于核间并行需要考虑计算负载的多核划分、算

法的相关性、核间的通信开销等，多核程序的设计

更加复杂。

此外，在矩阵卷积的计算过程中，因卷积核的

尺寸以及卷积核在输入特征图上的滑动步长不

同，单个卷积的计算过程存在一定的数据相关性，

因此，考虑到多核同步的通信开销，单输入特征图

的卷积计算不易进行多核并行。因此主要针对单

核实现单个卷积矩阵的向量化设计，当有多个独

立的卷积计算时再由多核来并行进行加速，多输

出矩阵卷积的多核实现方案如图７所示。

图７　ＦＴｍａｔｒｉｘ２０００矩阵卷积多核实现方案
Ｆｉｇ．７　Ｍｕｌｔｉｃｏｒｅｉｍｐｌｅｍｅｎｔａｔｉｏｎｏｆｍａｔｒｉｘ

ｃｏｎｖｏｌｕｔｉｏｎｏｎＦＴｍａｔｒｉｘ２０００

４　性能测试与分析

本实验的对比平台为ＡＭＤＡ１０－６７００ＡＰＵ，
４核 ４线程，ＤＤＲ３内存 １６Ｇ，主频 ３７ＧＨｚ。
ＧＰＵ平台为 ＮＶＩＤＩＡＧｅＦｏｒｃｅＧＴＸ１０８０ＴＩ，１１ＧＢ
显存，核心频率１５ＧＨｚ，使用 ＮＶＩＤＩＡ专门为卷
积计算高度优化的 ｃｕｄｎｎ函数库，并基于 Ｔｏｒｃｈ
神经网络编程框架进行矩阵卷积的性能统计和优

化。ＦＴｍａｔｒｉｘ２０００平台单核核内向量存储空间
７６８ＫＢ，标量存储空间９６ＫＢ，核外 ＤＤＲ最大支
持１２８ＧＢ，主频１ＧＨｚ。使用ＴＩ的多核数字信号
处理器 ＴＭＳ３２０Ｃ６６７８，８核，１２５ＧＨｚ主频，每个
核拥有 ３２ＫＢ的 Ｌ１Ｐ和 ３２ＫＢ的 Ｌ１Ｄ，并基于
ＣＣＳ５．５软件编程平台完成所有程序代码的测试
与性能统计。ＦＴ平台基于 ＦＴｍａｔｒｉｘ２０００软件开
发环境完成ＦＴｍａｔｒｉｘ２０００代码编写与性能测试，
核心代码程序采用基于手工汇编的方式进行软件

流水和循环展开优化。

以固定卷积核尺寸和固定卷积矩阵尺寸两种

方式来进行实验分析。（图８～１１中类似１６×５
表示１６×１６、５×５的方阵，且为６４位双精度浮点
值）。

图 ８统计了随着卷积核尺寸变化，ＦＴ
ｍａｔｒｉｘ２０００对于ＣＰＵ和ＴＩ６６７８的加速比，可以看
出，ＦＴｍａｔｒｉｘ２０００向量处理器相对于主流多核
ＣＰＵ取得了２４～４４倍的加速比，相对于 ＴＩ６６７８
取得了１４～１７倍的加速比。图９为卷积核规模
不变，随着输入矩阵规模变化的ＦＴｍａｔｒｉｘ２０００基
于ＣＰＵ和ＴＩ６６７８的加速比，在此计算模式下，ＦＴ
ｍａｔｒｉｘ２０００相对主流ＣＰＵ取得了１４～２３８倍的加
速比，相对ＴＩ６６７８取得了１３～２１倍的加速比。

图８和图９分别为两种卷积计算模式下，ＦＴ
ｍａｔｒｉｘ２０００向量处理器相对于主流ＣＰＵ和ＴＩ６６７８
取得的性能优势。由于本文算法主要是用于卷积
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图８　基于卷积核规模变化的ＦＴｍａｔｒｉｘ２０００
与ＣＰＵ／６６７８的加速比

Ｆｉｇ．８　ＳｐｅｅｄｕｐｏｆＦＴｍａｔｒｉｘ２０００ａｎｄ
ＣＰＵ／６６７８ｂａｓｅｄｏｎｋｅｒｎｅｌｓｃａｌｅｃｈａｎｇｅ

神经网中卷积层的计算，采取的数据计算规模不

大。从图８、图９中可以看出，当矩阵卷积计算的
规模较小时可以取得较大的加速比，而当矩阵规

模增大时加速比有所下降，并基本保持稳定。可

见，此两种计算模式，对程序的实现性能有一定的

影响。

图９　基于卷积矩阵变化的ＦＴｍａｔｒｉｘ２０００
与ＣＰＵ／６６７８的加速比

Ｆｉｇ．９　ＳｐｅｅｄｕｐｏｆＦＴｍａｔｒｉｘ２０００ａｎｄ
ＣＰＵ／６６７８ｂａｓｅｄｏｎｍａｔｒｉｘｓｃａｌｅｃｈａｎｇｅ

图１０为ＦＴｍａｔｒｉｘ２０００在基于卷积核规模变
化的模式下相对 ＧＰＵ的加速比。图 １１为 ＦＴ
ｍａｔｒｉｘ２０００在基于输入特征图规模变化的模式下
相对ＧＰＵ的加速比。从图１０中可以看出，当输
入特征图矩阵不变时，随着卷积核矩阵规模的增

大，ＦＴｍａｔｒｉｘ２０００相对 ＧＰＵ的加速比呈下降趋
势。这主要因为 ＦＴｍａｔｒｉｘ２０００属于嵌入式向量
处理器，而 ＮＶＩＤＩＡ１０８０ＴＩ属于服务器级高性能
处理器，拥有３５８４个ｃｕｄａ核心，单精度峰值性能
高达１１５ＴＦＬＯＰＳ。但当矩阵卷积规模较小的时
候，ＧＰＵ由于计算负载不足，其并没有完全发挥
应有的计算性能，同时由于在使用 ＧＰＵ计算的时

图１０　基于卷积核规模变化的ＦＴｍａｔｒｉｘ２０００
相对ＧＰＵ的加速比

Ｆｉｇ．１０ＳｐｅｅｄｕｐｏｆＦＴｍａｔｒｉｘ２０００ａｎｄ
ＧＰＵｂａｓｅｄｏｎｋｅｒｎｅｌｓｃａｌｅｃｈａｎｇｅ

候，需要通过使用ｃｕｄａＭｅｍｃｐｙ（）函数将需要计算
的数据由 ＣＰＵ内存拷贝到 ＧＰＵ显存。因此，当
数据量较小的时候，数据的拷贝要占据大部分时

间，影响了计算效率，故加速比很高；而当计算规

模增大的时候，加速比下降，主要因为数据拷贝占

用时间比重降低，计算占比增加，此时数据量越大

越能发挥ＧＰＵ的众核优势。图１１中的整体趋势
同图１０类似，只是加速比并没有图１０高，主要是
因为ＦＴ平台的算法实现中，内核循环是由卷积
核的尺寸控制，卷积核尺寸越大，内核程序通过软

件流水所获得的性能优势越明显，ＦＴ平台该模式
下矩阵卷积的算法实现效率越高。

图１１　基于输入特征图规模变化的ＦＴｍａｔｒｉｘ２０００
相对ＧＰＵ的加速比

Ｆｉｇ．１１　ＳｐｅｅｄｕｐｏｆＦＴ－ｍａｔｒｉｘ２０００ａｎｄ
ＧＰＵｂａｓｅｄｏｎｍａｔｒｉｘｓｃａｌｅｃｈａｎｇｅ

５　结论

本文提出一种基于混洗的二维矩阵卷积向量

化实现方法，通过配置不同的混洗模式可以实现

卷积核不同移动步长的卷积计算，同时通过对输

入特征图数据的移位操作可以充分利用已取数

据，大大提高数据的利用率，针对大规模的矩阵卷

·４７·
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积提出了一种多核实现方案，将 Ｌ１Ｄ设置成
ＳＲＡＭ模式，用双缓冲的方式平衡多级存储体之
间的数据搬移，将内核计算和 ＤＭＡ搬移重叠起
来，进而提高算法的计算效率。基于主流 ＣＰＵ、
ＴＩ６６７８、高性能ＧＰＵ进行了算法的性能统计和分
析。实验结果显示了 ＦＴｍａｔｒｉｘ２０００比 ＣＰＵ、
ＴＩ６６７８及 ＧＰＵ具有更好的计算优势，相比 ＣＰＵ
最高可加速 ２３８倍，相比 ＴＩ６６７８最高可加速 ２１
倍，相比ＧＰＵ可加速６６３８０５倍。
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