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参照化流形空间融合学习的敏感特征提取与异常检测方法


刘　学，孙　翱，李　冬
（中国人民解放军９１５５０部队，辽宁 大连　１１６０２３）

摘　要：针对遥测振动信号冲击强、响应周期短、共振频带宽和小样本等特点导致异类模式识别率低的
问题，提出基于参照化流形空间融合学习的敏感特征提取与异常检测方法。采用多尺度分析方法将信号正

交无遗漏地分解到各尺度带中，提取多尺度特征构造高维特征集；以相同的正常信号样本结合相同类型的异

常样本建立专属参照化模型单元，采用线性流形学习获取各参照化模型单元多尺度流形特征差异，增强异常

特征的敏感性。融合各参照化模型单元的投影矩阵对原始特征集进行升维再学习，获取低维多尺度敏感流

形特征；输入到分类器实现对未知样本状态辨识。实测信号处理结果验证了算法的有效性。

关键词：遥测振动信号；多尺度分析；近邻保持嵌入；流形空间；异常检测

中图分类号：ＴＮ９１１．７　　文献标志码：Ａ　　文章编号：１００１－２４８６（２０２０）０６－０４７－０９

Ｓｅｎｓｉｔｉｖｅｆｅａｔｕｒｅｅｘｔｒａｃｔｉｏｎａｎｄａｎｏｍａｌｙｄｅｔｅｃｔｉｏｎｍｅｔｈｏｄｂａｓｅｄｏｎ
ｒｅｆｅｒｅｎｃｅｄｍａｎｉｆｏｌｄｓｐａｔｉａｌｆｕｓｉｏｎｌｅａｒｎｉｎｇ

ＬＩＵＸｕｅ，ＳＵＮＡｏ，ＬＩＤｏｎｇ
（ＴｈｅＰＬＡＵｎｉｔ９１５５０，Ｄａｌｉａｎ１１６０２３，Ｃｈｉｎａ）

Ａｂｓｔｒａｃｔ：Ａｉｍｉｎｇａｔｔｈｅｐｒｏｂｌｅｍｏｆｌｏｗｒｅｃｏｇｎｉｔｉｏｎｒａｔｅｏｆｈｅｔｅｒｏｇｅｎｅｏｕｓｐａｔｔｅｒｎｓｃａｕｓｅｄｂｙｔｈｅｃｈａｒａｃｔｅｒｉｓｔｉｃｓｏｆｓｍａｌｌｓａｍｐｌｅｓｉｚｅ，ｓｔｒｏｎｇ

ｉｍｐａｃｔ，ｓｈｏｒｔｒｅｓｐｏｎｓｅｐｅｒｉｏｄａｎｄｗｉｄｅｒｅｓｏｎａｎｃｅｆｒｅｑｕｅｎｃｙｂａｎｄｗｉｄｔｈｏｆｔｅｌｅｍｅｔｒｙｖｉｂｒａｔｉｏｎｓｉｇｎａｌｓ，ａｍｅｔｈｏｄｆｏｒｓｅｎｓｉｔｉｖｅｆｅａｔｕｒｅｅｘｔｒａｃｔｉｏｎａｎｄ

ａｎｏｍａｌｙｄｅｔｅｃｔｉｏｎｏｆｔｅｌｅｍｅｔｒｙｖｉｂｒａｔｉｏｎｓｉｇｎａｌｂａｓｅｄｏｎｒｅｆｅｒｅｎｃｅｄｍａｎｉｆｏｌｄｓｐａｔｉａｌｆｕｓｉｏｎｌｅａｒｎｉｎｇｗａｓｐｒｏｐｏｓｅｄ．Ｔｈｅｍｕｌｔｉｓｃａｌｅａｎａｌｙｓｉｓｍｅｔｈｏｄ

ｗａｓｕｓｅｄｔｏｄｅｃｏｍｐｏｓｅｔｈｅｓｉｇｎａｌｓｏｒｔｈｏｇｏｎａｌｌｙｉｎｔｏｅａｃｈｉｎｔｈｅｓｃａｌｅｂａｎｄ；ｔｈｅｍｕｌｔｉｓｃａｌｅｆｅａｔｕｒｅｗａｓｅｘｔｒａｃｔｅｄｔｏｃｏｎｓｔｒｕｃｔｔｈｅｈｉｇｈｄｉｍｅｎｓｉｏｎａｌ

ｆｅａｔｕｒｅｓｅｔ．Ｔｈｅｓａｍｅｎｏｒｍａｌｓｉｇｎａｌｓａｍｐｌｅｗａｓｃｏｍｂｉｎｅｄｗｉｔｈｔｈｅｓａｍｅｔｙｐｅｏｆａｂｎｏｒｍａｌｓａｍｐｌｅｔｏｅｓｔａｂｌｉｓｈｔｈｅｅｘｃｌｕｓｉｖｅｒｅｆｅｒｅｎｃｅｍｏｄｅｌｕｎｉｔ，

ａｎｄｔｈｅｌｉｎｅａｒｍａｎｉｆｏｌｄｌｅａｒｎｉｎｇｗａｓｕｓｅｄｔｏｏｂｔａｉｎｔｈｅｍｕｌｔｉｓｃａｌｅｍａｎｉｆｏｌｄｆｅａｔｕｒｅｄｉｆｆｅｒｅｎｃｅｏｆｅａｃｈｒｅｆｅｒｅｎｃｅｍｏｄｅｌｕｎｉｔｔｏｅｎｈａｎｃｅｔｈｅｓｅｎｓｉｔｉｖｉｔｙ

ｏｆａｎｏｍａｌｏｕｓｆｅａｔｕｒｅｓ．Ｔｈｅｐｒｏｊｅｃｔｉｏｎｍａｔｒｉｘｏｆｅａｃｈｒｅｆｅｒｅｎｃｅｍｏｄｅｌｕｎｉｔｗａｓｕｓｅｄｔｏｅｎｈａｎｃｅｔｈｅｏｒｉｇｉｎａｌｆｅａｔｕｒｅｓｅｔａｎｄｏｂｔａｉｎｔｈｅｌｏｗ

ｄｉｍｅｎｓｉｏｎａｌｍｕｌｔｉｓｃａｌｅｓｅｎｓｉｔｉｖｅｍａｎｉｆｏｌｄｆｅａｔｕｒｅ．Ｔｈｅｉｎｐｕｔｔｏｔｈｅｃｌａｓｓｉｆｉｅｒｗａｓｕｓｅｄｔｏｒｅａｌｉｚｅｔｈｅｓｔａｔｅｒｅｃｏｇｎｉｔｉｏｎｏｆｔｈｅｕｎｋｎｏｗｎｓａｍｐｌｅ．Ｔｈｅ

ｍｅａｓｕｒｅｄｓｉｇｎａｌｐｒｏｃｅｓｓｉｎｇｒｅｓｕｌｔｓｖｅｒｉｆｉｅｄｔｈｅｅｆｆｅｃｔｉｖｅｎｅｓｓｏｆｔｈｅａｌｇｏｒｉｔｈｍ．

Ｋｅｙｗｏｒｄｓ：ｔｅｌｅｍｅｔｒｙｖｉｂｒａｔｉｏｎｓｉｇｎａｌ；ｍｕｌｔｉｓｃａｌｅａｎａｌｙｓｉｓ；ｎｅｉｇｈｂｏｒｈｏｏｄｐｒｅｓｅｒｖｉｎｇｅｍｂｅｄｄｉｎｇ；ｍａｎｉｆｏｌｄｓｐａｔｉａｌ；ａｂｎｏｒｍａｌｄｅｔｅｃｔｉｏｎ

　　流形学习作为机器学习领域的研究热点，通
过对高维数据局部结构的保持，获取嵌入在高维

观测空间中的低维流形，获取高维数据的本质特

征，在挖掘数据的本质结构上具有极大的优势。

流行学习分为线性和非线性流形学习两大类，最

早提出的是非线性流形学习方法，如拉普拉斯特

征映射（ＬａｐｌａｃｉａｎＥｉｇｅｎｍａｐ，ＬＥ）［１］、局部线性嵌
入（ＬｏｃａｌｌｙＬｉｎｅａｒＥｍｂｅｄｄｉｎｇ，ＬＬＥ）［２］、局部切空
间排列（ＬｏｃａｌＴａｎｇｅｎｔＳｐａｃｅＡｌｉｇｎｍｅｎｔ，ＬＴＳＡ）［３］

以及等距特征映射（ＩｓｏｍｅｔｒｉｃｆｅａｔｕｒｅＭａｐｐｉｎｇ，
ＩｓｏＭａｐ）［４］等。其中：ＬＥ通过拉普拉斯 Ｂｅｌｔｒａｍｉ
算子来构造相应空间嵌入目标函数，利用无向有

权图对流形空间进行描述；ＬＬＥ根据数据局部线

性关系将流形的局部几何信息从高维空间映射到

低维空间；ＬＴＳＡ通过利用每一个数据点的局部切
空间同欧式空间的同构关系，得到高维数据到低

维切空间的映射关系；ＩｓｏＭａｐ以测地线距离为基
础使得样本数据在保持近邻结构的同时，得到高

维数据的低维嵌入。针对非线性流形学习对于新

未知样本无法直接进行低维映射的缺点，国内外

学者陆续提出上述非线性流形学习方法的线性近

似算法，如局部保持投影 （ＬｏｃａｌＰｒｅｓｅｒｖｉｎｇ
Ｐｒｏｊｅｃｔｉｏｎｓ，ＬＰＰ）［５］、近邻保持嵌入（Ｎｅｉｇｈｂｏｒｈｏｏｄ
ＰｒｅｓｅｒｖｉｎｇＥｍｂｅｄｄｉｎｇ，ＮＰＥ）［６］和线性局部切空间
排列 （ＬｉｎｅａｒＬｏｃａｌＴａｎｇｅｎｔＳｐａｃｅＡｌｉｇｎｍｅｎｔ，
ＬＬＴＳＡ）算法［７］，它们不但可以保持数据内在的非
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线性结构与数据子空间的局部流形结构相似，还

可以获得高维敏感特征子集转换为低维空间的显

式映射。因此，在信息挖掘领域得到更为广泛的

应用。

多尺度分析结合流形学习的故障模式识别方

法是状态监测与故障诊断研究领域的研究热

点［８－９］，该类方法充分结合多尺度分析方法对隐

含在特定尺度上的信号特征信息的探测能力和流

形学习方法对数据本质结构的挖掘能力，优势互

补，在旋转机械早期监测预警、故障诊断和心脏健

康监测等场合得到广泛应用，如王广斌等［１０－１１］提

出基于流形子带的拉普拉斯特征映射方法和基于

多尺度子带样本熵的局部保持投影方法，实现对

转子复合故障特征的准确检测；Ｍｉａｏ等［１２］将近

邻保持嵌入算法应用到工业过程监控中，同时提

取数据动态的空间和时间结构特征，增强了对过

程变化的检测能力；Ｗａｎｇ等［１３］提出利用小波包

变换与流形学习相结合的轴承故障诊断方法，利

用重构小波系数的波形特征集的低维流形表征滚

动轴承微弱瞬态信号特征；Ｃｈｅｎ等［１４］采用流形

学习方法对由信号时域、频域以及总体经验模态

分解（ＥｎｓｅｍｂｌｅＥｍｐｉｒｉｃａｌＭｏｄｅＤｅｃｏｍｐｏｓｉｔｉｏｎ，
ＥＥＭＤ）分量多尺度特征的组成高维混合特征集
进行敏感流形特征提取，实现旋转机械故障模式

进行分类与识别；Ｍｉａｏ等［１５］提出采用多尺度特

征结合局部线性嵌入算法的非线性故障信号特征

提取与诊断方法，利用信号非平稳状态的多尺度

特征，对故障类型及损伤程度进行了有效识别；

Ｄｉｎｇ等［１６］采用ＬＰＰ对小波包节点能量进行维数
约简，增强了对机械故障类别的辨识效果。

相比于传统的机械监测信号，遥测振动信号

由冲击激起的共振的频带较宽，具有响应周期短

（脉冲数少）、冲击强等特性，这导致异类模式之

间差距较小，难以识别。另外，飞行器试验难度高

且成本高昂，试验次数较少导致采集的样本数量

较小，如何在小样本条件下实现准确的异常模式

识别也是需要解决的关键问题，针对上述问题，提

出一种基于参照化流形空间融合学习的遥测振动

信号敏感特征提取与异常检测方法，通过建立专

属参照化模型单元，采用级联流形学习的模式实

现对信号多尺度特征信息的多层挖掘再学习，有

效提高了特征信息的敏感性。

１　多尺度特征集构造

飞行器系统状态异常是一个多因素决定的复

杂动态过程，因此非平稳状态的多尺度特征才是

反映系统运行状态的本质特征，为了全面、准确地

对遥测振动信号进行异常检测，采用信号的多尺

度特征表征异常信号状态。

１．１　小波包多尺度分解

小波 包 变 换 （ＷａｖｅｌｅｔＰａｃｋｅｔＴｒａｎｓｆｏｒｍ，
ＷＰＴ）具有正交、完整、多分辨率等优点，可将非
平稳信号按任意的时频分辨率正交无遗漏地分解

到不同的频带范围内，通过一组正交的低通和高

通滤波器递归地对信号的低频和高频部分进行多

层次划分，将信号的时频成分投影到对应的小波

包空间［１３］。

ｄ２ｎｊ＋１（τ）＝∑
ｋ
ｈ（ｋ－２τ）ｄｎｊ（ｋ）

ｄ２ｎ＋１ｊ＋１（τ）＝∑
ｋ
ｇ（ｋ－２τ）ｄｎｊ（ｋ

{
）

ｊ＝０，１，…，Ｊ

（１）
其中：Ｊ为小波包分解层数，ｄ２ｎｊ＋１（τ）和ｄ

２ｎ＋１
ｊ＋１（τ）分

别为小波二分树第ｊ＋１层第２ｎ和第２ｎ＋１个节
点的小波系数，ｈ（ｋ）和 ｇ（ｋ）分别为正交低通和
高通滤波器系数，ｄｎｊ（ｋ）为小波包第 ｊ层第 ｎ节点
小波系数。可以通过逆向递归分割求解对ｄｎｊ（ｋ）
进行重构。

ｄｎｊ（ｋ）＝∑
ｋ
ｈ（ｋ－２τ）珔ｄ２ｎｊ＋１（τ）＋　　　

∑
ｋ
ｇ（ｋ－２τ）珔ｄ２ｎ＋１ｊ＋１（τ） （２）

由式（２）可知，为了单独获得某一子频带内
的信息，可将其他子频带的小波系数置零，对当前

子频带单独重构获得相应节点的小波重构系数

｛ＣｎＪ（ｔ），ｎ＝０，１，…，２
Ｊ－１｝。

１．２　多尺度子带样本熵

传统的样本熵只能对信号全局复杂度进行度

量，但遥测振动信号反映的系统状态变异往往只

在特定尺度上有明显的信息反映，且在多尺度状

态信息之间存在内在联系。因此对遥测振动信号

进行多尺度分解，提取多尺度信号的子带样本熵，

在不同尺度深入信号内部层层挖掘信号的异常特

征。多尺度样本熵算法参见文献［８］，依次求取
所有小波包节点重构系数的子带样本熵构造高维

特征向量。

ＳＣ＝［（ＳＣ０Ｊ）
Ｔ，（ＳＣ１Ｊ）

Ｔ，…，（ＳＣ２Ｊ－１Ｊ ）Ｔ］∈Ｒα２Ｊ×１

（３）
式中，α为子带因子，从对遥测振动信号的分析过
程中发现，某一类型的故障模式会导致振动信号

在特定时刻发生间断或限幅，多尺度子带样本熵

在表征信号奇异方面，较常用的 Ｌｉｐｓｃｈｉｔｚ指数更
为敏感。

·８４·
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１．３　多尺度能量比值

采用小波包分解子频带单独重构获得相应节

点的小波重构系数｛ＣｎＪ（ｔ），ｎ＝０，１，…，２
Ｊ－１｝的

能量来度量该节点内特征的变化。

ＥｎＪ ＝
１
Ｎ∑

Ｎ

ｉ＝１
Ｃｎｊ（ｉ）　ｎ＝０，１，…，２

Ｊ－１（４）

式中，Ｎ为小波系数数据长度。总能量 Ｅ ＝

∑
２Ｊ－１

ｎ＝０
ＥｎＪ。对各节点能量进行归一化，可得多尺度能

量比值ＰｎＪ＝
ＥｎＪ
Ｅ，该特征集表征不同尺度节点能量

在所有尺度能量上存在的概率。

Ｐ＝［Ｐ０Ｊ，Ｐ
１
Ｊ，…，Ｐ

２Ｊ－１
Ｊ ］∈Ｒ１×２Ｊ （５）

综合以上两种特征，通过 Ｊ层的小波包分解
构造多尺度特征集ＷＰＴＦＥＡ。

ＷＰＴＦＥＡ＝［ＳＣ，ＰＴ］∈Ｒ（α＋１）２Ｊ×１ （６）

２　参照化流形空间融合学习

２．１　类别参照化近邻保持嵌入算法

ＮＰＥ算法是ＬＬＥ算法的线性近似算法，对于
高维样本集 Ｘ＝［ｘ１，ｘ２，…，ｘＮ］∈Ｒ

Ｄ×Ｎ，ＮＰＥ旨
在寻找映射矩阵 α＝［α１，α２，…，αｄ］∈Ｒ

Ｄ×ｄ，通

过投影空间变换 Ｙ＝αＴＸ，得到嵌入高维空间的
低维流形Ｙ＝［ｙ１，ｙ２，…，ｙＮ］∈Ｒ

ｄ×Ｎ，ｄＤ。为
保持数据局部流形结构，每个样本点能以相同的

权重被其对应的ｋ个近邻点重构，得到 ＮＰＥ的优
化目标函数。

Ｊｄ（α）＝Ｍｉｎ∑
Ｎ

ｉ＝１
ｙｉ－∑

ｋ

ｊ＝１
ｗｉｊｙｊ( )２

＝Ｍｉｎ［ＹＴ（Ｉ－Ｗ）Ｔ（Ｉ－Ｗ）Ｙ］
＝Ｍｉｎ

α
［αＴＸ（Ｉ－Ｗ）Ｔ（Ｉ－Ｗ）ＸＴα］

＝Ｍｉｎ
α
（αＴＸＭＸＴα）

ｓ．ｔ．　αＴＸＸＴα＝Ｉ （７）
其中，Ｍ ＝（Ｉ－Ｗ）Ｔ（Ｉ－Ｗ）为满足对称半正定
的局部散度矩阵，Ｗ ＝［ｗｉｊ］∈ Ｒ

Ｎ×Ｎ为重构系数

矩阵。Ｗ衡量邻域数据点ｘｊ对ｘｉ的重构权重，具
有尺度转换、旋转和平移不变性。当数据点 ｘｊ不

是ｘｉ所对应的近邻点时，ｗｉｊ＝０，∑
ｋ

ｊ＝１
ｗｉｊ＝１，约束

条件αＴＸＸＴα＝Ｉ可消除随机尺度因子的影响。
由式（７）可以发现，ＮＰＥ是一种无监督流形

学习方法，当异类模式之间比较相近的时候，由于

没有考虑样本的类别信息，ＮＰＥ很可能将异类模
式样本划分到同一局部空间进行特征投影，导致

投影后的低维流形结构扭曲失真。另外，ＮＰＥ为了

保证投影前后的数据局部近邻结构相似，其目标函

数没有考虑数据的全局特征。针对ＮＰＥ存在的这些
问题以及有效增强异类模式之间的流形特征差异，

提 出 一 种 类 别 参 照 化 局 部 保 持 投 影

（ＣｌａｓｓＲｅｆｅｒｅｎｃｅ Ｎｅｉｇｈｂｏｒｈｏｏｄ Ｐｒｅｓｅｒｖｉｎｇ
Ｅｍｂｅｄｄｉｎｇ，ＣＲＮＰＥ）方法，该方法可根据应用场
合选取监督学习或无监督学习两种模式。

２．１．１　监督学习模式
在监督学习模式下有效利用类别标签信息，

在保持数据局部特征的同时使异类模式具有最大

的类间散度。算法流程如下所示。

步骤１：将高维数据集Ｘ∈ＲＤ×Ｎ根据ｃ种类别
标签划分为Ｘ＝π１∪π２∪…∪πｃ。

步骤２：采用文献［１７］提出的自适应邻域构
造方法计算重构系数矩阵 Ｗ，避免 ｋ近邻方法需
人工设置近邻数，在监督学习模式下，依据各样本

的类别标签加入监督机制强化同类样本的聚集性

和异类样本的互斥性。

ａｉｊ＝ｅｘｐ（－ ｘｉ－ｘｊ
２／σ）

ｗｉｊ＝
ａｉｊ αｉｊ＞Ｍ ＝

１
Ｎ∑

Ｎ

ｊ＝１
αｉｊ；ｘｉ，ｘｊ∈πｃ

０
{

其他

（８）
其中：σ为热核宽度，等于所有样本欧式距离均值
的平方；重构系数ｗｉｊ由样本ｘｉ与其他样本相似度
均值Ｍｉ以及ｘｉ与ｘｊ的类别标签是否一致共同确
定。对相同近邻域的重构系数 ｗｉｊ进行归一化以

满足∑
ｋ

ｊ＝１
ｗｉｊ＝１。

步骤３：根据参照的样本类别πｉ，计算其对应
的负散度矩阵。

　Ｓｉｃ ＝
１
Ｎ＿，ｉ∑

Ｎ＿，ｉ

ｊ＝１
（ｘｊ－珔μｉ）（ｘｊ－珔μｉ）

Ｔ∈ＲＤ×Ｄ （９）

式中，珔μｉ为πｉ类样本均值，Ｎ＿，ｉ为除去 πｉ类样本
剩余的其他类样本数目。

步骤４：监督学习模式下的优化目标函数为：

Ｊ（α）＝ｍｉｎα
ＴＸＭＸＴα
αＴＳｉｃα

（１０）

该优化目标函数能够保证在数据降维前后局

部重构特征变化最小，同时对参照的样本类别 πｉ
具有更大的类间散度，在第一层为特征信息增强

性学习中可有效凸显异类样本局部差异的敏感

性。式（１０）的最优化问题，可通过 Ｊ（α）对 α求
偏导数为０进行求解，即

·９４·
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ｄＪ（α）
ｄα

＝２（αＴＳｉｃα）
－１ＸＬＸＴα－

２αＴＸＬＸＴα（αＴＳｉｃα）
－２Ｓｉｃα＝０

ＸＬＸＴα＝Ｊ（Ｗ）Ｓｉｃα （１１）
如果Ｓｉｃ满足半正定，可逆，则式（１１）可以通

过Ｌａｇｒａｎｇｅ乘法转化为广义的特征值求解。
ＸＬＸＴα＝λＳｉｃα （１２）

２．１．２　无监督学习模式
在无监督学习模式下，为了达到在保持数据

局部特征的同时使得异类模式具有最大的类间散

度这一优化目标，需同时考虑数据的全局特征，使

得位于不同的邻域中距离较远的数据点在低维空

间尽可能地分开。现提出如下解决思路：建立双

优化目标函数，在满足数据点与 ｋ个邻域数据的
局部距离不变的约束下，通过最大化不同邻域数

据方差来最大化地展开数据流形。算法流程如下

所示。

步骤１：依然采用自适应邻域构造方法计算
重构系数矩阵Ｗ，在无监督模式下，取消式（８）中
ｘｉ，ｘｊ∈πｃ的限制条件。

步骤２：建立无监督学习双优化目标函数。

Ｊ（α）＝ｍｉｎ
∑
Ｎ

ｉ＝１
ｙｉ－∑

ｋ

ｊ＝１
ｗｉｊｙｊ

２

∑
Ｎ

ｉ＝１
∑
Ｎ

ｊ＝ｋ＋１
ｙｉ－ｙｊ

２

＝ｍｉｎ αＴＸＭＸＴα

αＴ∑
Ｎ

ｉ＝１
∑
Ｎ

ｊ＝１
（ｘｉ－ｘｊ）（ｘｉ－ｘｊ）

ＴＨｉｊα

＝ｍｉｎα
ＴＸＭＸＴα
αＴＸＲＸα

（１３）

当数据点ｘｊ是ｘｉ所对应的最近邻点时，Ｈｉｊ＝
０，否则 Ｈｉｊ＝１。式（１３）的最优化问题，也可通过
Ｊ（α）对α求偏导数为０进行求解，即

ｄＪ（α）
ｄα

＝２（αＴＸＲＸＴα）－１ＸＭＸＴα－

２αＴＸＭＸＴα（αＴＸＲＸＴα）－２ＸＲＸＴα＝０
ＸＭＸＴα＝Ｊ（α）ＸＲＸＴα （１４）
如果Ｒ可逆，则式（１４）也可以通过 Ｌａｇｒａｎｇｅ

乘法转化为广义的特征值求解。

ＸＭＸＴα＝λＸＲＸＴα （１５）
若式（１２）和式（１５）中 Ｓｉｃ和 Ｒ不可逆，可参

照文献［１８］提出的正则化方法进行近似求解，选
取前ｄ（ｄＤ）个最小特征值所对应的特征向量
得到投影矩阵 Ｗ＝［ｗ１，ｗ２，…，ｗｄ］∈Ｒ

Ｄ×ｄ。通

过投影空间变换 Ｙ＝ＷＴＸ得到嵌入在高维空间
中的低维流形Ｙ＝［ｙ１，ｙ２，…，ｙＮ］∈Ｒ

ｄ×Ｎ。

２．２　遥测振动信号敏感特征提取的参照化流形
空间融合学习方法

　　针对遥测振动信号样本数少、冲击强、响应周
期短等特点导致异类模式之间差异性小的问题，

借鉴深度学习思想，提出采用级联两层流形学习

的参照化流形空间融合学习方法。通过两层流形

学习对信号多尺度特征进行提纯再学习，提高特

征信息的敏感性。算法流程如图１所示。

图１　算法流程图
Ｆｉｇ．１　Ａｌｇｏｒｉｔｈｍｆｌｏｗｃｈａｒｔ

图１中，第一层为特征信息的增强性学习，以
相同的正常信号样本结合相同类型的异常样本建

立专属参照化模型单元，将多分类问题转化为二

分类问题。在增强正常模式与异类模式流形特征

差异性的同时有效提高样本的利用率。第二层为

多尺度特征拓展学习，通过对第一层学习得到的

映射矩阵进行流形空间融合，实现对多尺度特征

的升维拓展。通过流形再学习，对拓展后特征信

息进行提纯，获取低维敏感流形特征。算法步骤

如下所示。

步骤１：对采集的遥测振动信号依据指令时
刻进行特征段顺序选取，若相邻指令时刻间隔较

近（前一指令响应未结束，后一指令响应即开

始），可按前一特征段最大幅值能量的１０％进行
截取，若重叠部分超过５０％，则将相邻两特征段
合并处理。对所选特征段进行预处理：根据

·０５·
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《ＧＪＢ２２３８Ａ—２００４》的规范进行零漂修正、趋势项
去除、野值剔除等。

步骤２：第一层特征信息的增强性学习。将
所有样本同一指令时刻的特征段信号组成训练样

本集，按照第１节的方法构建高维多尺度特征集，
并按照各样本的类别信息（共有 ｃ类模式），创建
类别标签。以相同的正常信号样本为参照构建 ｃ
个专属参照化模型单元。

Ｔｔｒａｉｎｉ ＝［ＷＰＴＦＥＡ１ｉ，…，ＷＰＴＦＥＡ
ｎｉ
ｉ］　ｉ＝１，２，…，ｃ

对每个专属参照化模型单元 Ｔｉ进行数据标
准化处理 珘Ｔｔｒａｉｎｉ ＝ｆ１（Ｔ

ｔｒａｉｎ
ｉ ），消除数据量纲的影响

采用极大似然估计（ＭａｘｉｍｕｍＬｉｋｅｌｉｈｏｏｄＥｓｔｉｍａｔｅ，
ＭＬＥ）方法计算各单元的本征维数，通过 ＣＲＮＰＥ
对 珘Ｔｔｒａｉｎｉ 依据其本征维数进行特征降维，得到其参

照化模型单元的映射矩阵 Ｍｉ。在流形空间中将
各参照化模型单元的映射矩阵 Ｍｉ进行融合，得
到综合映射矩阵Ｍｌａｙｅｒ１＝［Ｍ

Ｔ
１，Ｍ

Ｔ
２，…，Ｍ

Ｔ
ｃ］
Ｔ。

步骤３：第二层为多尺度特征拓展学习：采用
Ｍｌａｙｅｒ１对测试样本集Ｔ

ｔｅｓｔ进行特征拓展，凸显各异

常模式与正常模式差异信息的敏感性，提高各类

型样本的利用率。

Ｆｔｅｓｔ＝Ｍｌａｙｅｒ１Ｔ
ｔｅｓｔ （１６）

对特征拓展后的高维特征集Ｆｔｅｓｔ再次进行数
据标准化处理 珟Ｆｔｅｓｔ＝ｆ２（Ｆ

ｔｅｓｔ），进行无监督

ＣＲＮＰＥ流形再学习，获取低维敏感流形特
征Ｙｔｅｓｔ。

Ｙｔｅｓｔ＝Ｍｌａｙｅｒ２珟Ｆ
ｔｅｓｔ （１７）

式中，Ｍｌａｙｅｒ２为第二层 ＣＲＮＰＥ流形学习的映射
矩阵。

步骤４：将敏感流形特征 Ｙｔｅｓｔ输入到 Ｋ最近
邻 分 类 器 （ＫＮｅａｒｅｓｔＮｅｉｇｈｂｏｒｃｌａｓｓｉｆｉｃａｔｉｏｎ，
ＫＮＮＣ）进行信号状态模式识别，得到分类结果。

３　实测信号验证

为验证所提方法的有效性，采用某型飞行器

试验任务中同一系统部位传感器采集的轴、法、横

３个通道的遥测振动信号进行处理验证。以法向
通道信号为例，选取正常信号和３种类型故障信
号作为测试信号，其中正常信号样本４５个，异常
模式１（过载超过限定值，致使该部位下端框出现
细微裂纹或断裂）信号样本２７个，异常模式２（该
部位肩部出现形变或细微裂纹）信号样本２９个，
异常模式３（某故障导致在特定时间段内振动信
号发生间断或限幅）信号样本 ２１个。保密安全
起见，信号幅值作了归一化处理，某一样本信号的

时域波形如图２所示。

（ａ）时域波形
（ａ）Ｔｉｍｅｄｏｍａｉｎｗａｖｅｆｏｒｍ

（ｂ）频谱
（ｂ）Ｓｐｅｃｔｒｕｍ

图２　遥测振动信号及其频谱
Ｆｉｇ．２　Ｗａｖｅｆｏｒｍａｎｄｓｐｅｃｔｒｕｍｏｆｔｈｅｔｅｌｅｍｅｔｒｙ

ｖｉｂｒａｔｉｏｎｓｉｇｎａｌ

根据信号的采样频率，３层小波包分解即可
包含所有的分析频率，以 ｄｂ４小波作为小波基函
数，多尺度子带ＳａｍｐＥｎ的子带因子α＝３，则每个
样本可以得到其多尺度特征向量 ＷＰＴＦＥＡ∈
Ｒ３２×１，组成训练特征集 Ｘｔｒａｉｎ∈Ｒ３２×１２２。以异常模
式最小样本数为依据，随机选取相同的正常信号

样本作为参照样本，构建３个专属参照化模型单
元，其中 Ｔｔｒａｉｎｉ ∈Ｒ

３２×４２。以各单元的本征维数为

依据采用ＣＲＮＰＥ对标准化处理后的单元特征集
珘Ｔｔｒａｉｎｉ 进行降维，得到其参照化模型单元的映射矩

阵Ｍｉ。为了对第一层特征信息的增强性学习的
性能进行分析，采用各参照化模型单元的映射矩

阵Ｍｉ对Ｘ
ｔｒａｉｎ进行特征映射，直观起见，这里选取

映射后的前二维分量进行分析，结果如图３所示。
通过图３可以发现，由于不同模式的特征方

向不同，通过第一层特征信息的增强性学习，每个

专属参照化模型单元所训练出的映射矩阵只对所

对应类型的样本在低位空间投影聚集，将其他模

式的样本投影到更远的低维坐标上进行分离，这

增加了不同属性样本之间的类间散度，即每个专

属参照化模型单元只针对同属性样本具有特征增

强特性，而对异类属性样本，增大了其流形特征的

差异性。

由于样本数较少，将所有样本组成测试集

Ｘｔｅｓｔ＝Ｘｔｒａｉｎ∈Ｒ３２×１２２，将所提方法（简写为ＣＲＮＰＥ＋
ＣＲＮＰＥ）与主成分分析 （ＰｒｉｎｃｉｐａｌＣｏｍｐｏｎｅｎｔ
Ａｎａｌｙｓｉｓ，ＰＣＡ）、ＬＬＥ及其线性化方法ＮＰＥ算法、

·１５·
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（ａ）正常－异常模式１参照单元
（ａ）Ｎｏｒｍａｌａｂｎｏｒｍａｌｍｏｄｅ１ｒｅｆｅｒｅｎｃｅｕｎｉｔ

（ｂ）正常－异常模式２参照单元
（ｂ）Ｎｏｒｍａｌａｂｎｏｒｍａｌｍｏｄｅ２ｒｅｆｅｒｅｎｃｅｕｎｉｔ

（ｃ）正常－异常模式３参照单元
（ｃ）Ｎｏｒｍａｌａｂｎｏｒｍａｌｍｏｄｅ３ｒｅｆｅｒｅｎｃｅｕｎｉｔ

图３　各专属参照化模型单元映射下４种模式
ＷＰＴＦＥＡ二维聚类分布

Ｆｉｇ．３　ＴｗｏｄｉｍｅｎｓｉｏｎａｌｃｌｕｓｔｅｒｉｎｇｏｆｆｏｕｒｍｏｄｅｓＷＰＴＦＥＡｏｆ
ｔｅｌｅｍｅｔｒｙｖｉｂｒａｔｉｏｎｓｉｇｎａｌｓｕｎｄｅｒｔｈｅｍａｐｐｉｎｇｏｆ

ｅａｃｈｓｐｅｃｉｆｉｃｒｅｆｅｒｅｎｃｅｍｏｄｅｌｕｎｉｔ

基于无监督ＮＰＥ的参照化流形空间融合学习（两
层均采用无监督ＮＰＥ，简写为 ＵｎｓｕｐｅｒｖｉｓｅｄＮＰＥ＋
ＮＰＥ）和基于有监督ＮＰＥ的参照化流形空间融合
学习（第一层特征信息的增强性学习采用有监督

ＮＰＥ，监督学习模式同 ＣＲＮＰＥ的第２步，简写为
ＳｕｐｅｒｖｉｓｅｄＮＰＥ＋ＮＰＥ）的性能进行对比测试，同
样选取映射后的前三维分量进行分析。同时采用

类内散度Ｓｗ、类间散度 Ｓｂ和判别因子 Ｓ＝Ｓｂ／Ｓｗ
三种评估因子定量分析上述算法的聚类性能［１９］。

Ｓｗ ＝∑
ｃ

ｊ＝１
∑
ｕ∈ｃｊ

（ｕ－μｉ）（ｕ－μｊ）
Ｔ

Ｓｂ ＝∑
ｃ

ｊ＝１
ｎｊ（μｊ－珔μ）（μｊ－珔μ）

{ Ｔ

（１８）

其中：ｃ为模式总数，ｎｊ为第 ｊ个模式的样本数，

μｊ＝∑
ｕ∈ｃｊ

（ｕ／ｎｊ）为第ｊ个模式样本特征均值，珔μ＝

∑（μｊ／ｃ）为所有样本特征均值。以获取的低维
流形矩阵的前三维分量作为敏感特征输入到最近

邻分类器中，采用测试集留一交叉检验正确识别

率作为分类精度，结果如表１和图４所示。

表１　不同流形学习方法的特征聚类定量分析对比
Ｔａｂ．１　Ｑｕａｎｔｉｔａｔｉｖｅａｎａｌｙｓｉｓａｎｄｃｏｍｐａｒｉｓｏｎｏｆｃｈａｒａｃｔｅｒｉｓｔｉｃ

ｃｌｕｓｔｅｒｓｏｆｄｉｆｆｅｒｅｎｔｍａｎｉｆｏｌｄｌｅａｒｎｉｎｇｍｅｔｈｏｄｓ

方法 Ｓｗ Ｓｂ Ｓ 分类精度／％

ＰＣＡ ５．８７ １０．２３ １．７４ ５３．２８

ＬＬＥ ２．９３ ４０．６６ １３．８８ ８３．６０

ＮＰＥ ０．９２ ４１．３２ ４４．９１ ８１．１５

Ｕｎｓｕｐｅｒｖｉｓｅｄ
ＮＰＥ＋ＮＰＥ

１．０７ １８２．３１ １７０．３８ ９０．９８

Ｓｕｐｅｒｖｉｓｅｄ
ＮＰＥ＋ＮＰＥ

０．９８ １８６．８２ １９０．６３ ９５．９０

ＣＲＮＰＥ＋
ＣＲＮＰＥ

０．７９ ２１１．３７ ２６７．５６ ９９．１８

从图４（ａ）可以看出，ＰＣＡ只考虑样本集的全
局特性，忽略局部特征，导致各模式样本交织重叠

在一起，难以区分，分类精度仅为５３．２８％。ＬＬＥ
和其线性近似算法ＮＰＥ均为非线性降维方法，它
们充分考虑测试集的局部特征，并保持数据内在

的非线性结构。因此它们得到的聚类分布效果优

于ＰＣＡ方法，可将部分异类模式样本分离，分类
精度有所提高，但不同模式样本之间仍存在一定

程度的重叠，不利于分类器的模式识别。

而参照化流形空间融合学习方法通过参照化

模型建立各异类模式专属的特征挖掘单元，增大

·２５·
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（ａ）ＰＣＡ （ｂ）ＬＬＥ

（ｃ）ＮＰＥ （ｄ）ＵｎｓｕｐｅｒｖｉｓｅｄＮＰＥ＋ＮＰＥ

（ｅ）ＳｕｐｅｒｖｉｓｅｄＮＰＥ＋ＮＰＥ （ｆ）ＣＲＮＰＥ＋ＣＲＮＰＥ

图４　六种流形学习方法得到的三维流形特征聚类分布
Ｆｉｇ．４　Ｃｌｕｓｔｅｒｉｎｇｄｉｓｔｒｉｂｕｔｉｏｎｏｆｔｈｒｅｅｄｉｍｅｎｓｉｏｎａｌｍａｎｉｆｏｌｄｆｅａｔｕｒｅｓｏｂｔａｉｎｅｄｂｙｓｉｘｍａｎｉｆｏｌｄｌｅａｒｎｉｎｇｍｅｔｈｏｄｓ

异类模式同正常模式样本的特征差异，利用多个

参照化模型单元的特征融合映射矩阵，可以实现

对多尺度特征集的信息扩展，获取更高维的特征

信息，为第二层流形再学习提取更为敏感低维流

形特征提供便利。从图４（ｄ）～（ｆ）可以看出，在
聚类分布图中，每种模式具有较为清晰的聚类边

界，不同模式较单层学习更易被区分，分类精度均

达到了９０％。这说明参照化流形空间融合学习
方法可有效地增大异类模式之间的差异性以及同

类模式之间的聚集性，但通过图４（ｄ）和图４（ｅ）
的对比可以发现，无监督 ＮＰＥ＋ＮＰＥ由于没有利
用样本的类别信息，在确定近邻空间时很可能将

异类模式样本划分到同一局部空间进行特征投

影，导致特征投影后部分正常模式样本错误地被

·３５·
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划分到异常模式的聚类空间中，这将严重影响后

续模式识别的精度。有监督 ＮＰＥ＋ＮＰＥ在第一
层特征信息的增强性学习采用监督学习模式，充

分利用样本的类别信息，避免了无监督 ＮＰＥ＋
ＮＰＥ错误特征投影问题，使得各模式具有独立的
聚集边界，分类精度有所提高，达到了 ９５９０％。
但ＮＰＥ为了保证投影前后的数据局部近邻结构
相似，其目标函数没有考虑数据的全局特征，各模

式之间，特别是异常模式２和异常模式３之间，没
有形成较大的类间散度和较小的类内散度，而良

好的模式识别效果需同时考虑各模式之间的类间

散度和类内散度，即不仅要有较大的类间散度，还

应具有较小的类内散度。

针对上述问题，ＣＲＮＰＥ在保持数据局部特征
的同时使得异类模式具有更大的类间散度，可以

增大不同模式之间的区分度。无监督 ＣＲＮＰＥ同
时考虑数据的局部和全局特征，从图４（ｆ）和表１
可以看出，ＣＲＮＰＥ＋ＣＲＮＰＥ参照化流形空间融合
学习方法提取的流形特征可以同时获得最大的类

间散度、最小的类内散度、最大的判别因子以及最

高的分类精度９９１８％，即该方法可以有效增加
异类模式之间的差异性以及同类模式之间的聚集

性。因此，ＣＲＮＰＥ＋ＣＲＮＰＥ学习方法在增强特征
信息、挖掘系统状态敏感特征等方面优于上述其

他方法。

４　结论

提出一种基于参照化流形空间融合学习的

遥测振动信号敏感特征提取与异常检测方法，

通过建立专属参照化模型单元，采用级联流形

学习的模式实现对信号多尺度特征信息的多层

挖掘再学习，有效提高了特征信息的敏感性。

经实测信号应用验证，所提方法可有效提高遥

测振动信号异常模式识别精度。总结可得到以

下几点结论。

１）提出 ＣＲＮＰＥ算法，在监督模式下采用新
的优化目标函数能够保证在数据降维前后局部重

构特征变化最小，同时对参照的样本类别πｉ具有
更大的类间散度；在无监督模式下，同时考虑数据

的局部和全局特征，采用双优化目标函数，在满足

数据点与 ｋ个邻域数据的局部距离不变的约束
下，通过最大化不同邻域数据方差来最大化地展

开数据流形；

２）实测信号实验结果表明：新方法可以有效
增加异类模式之间的差异性以及同类模式之间的

聚集性，在增强特征信息、挖掘系统状态敏感特征

等方面优于 ＰＣＡ、ＬＬＥ、ＮＰＥ和基于 ＮＰＥ的参照
化流形空间融合学习等流形学习方法。

３）ＣＲＮＰＥ为线性化流行学习方法，可以获
得高维敏感特征子集转换为低维空间的显式映

射，使得新样本可以迅速准确地映射到低维空

间中。因此，基于 ＣＲＮＰＥ参照化流形空间融合
学习特征方法可很方便地推广到其他故障检测

领域。
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