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面向蛋白质功能预测中有向无环图标记结构的多示例多标记学习
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摘　要：在多示例多标记学习问题中，标记之间往往是相互关联的，其中有向无环图结构是一种常见的
层次关联结构，可见于蛋白质的基因本体学生物学功能预测的应用场景中。针对其标记间的有向无环图结

构，提出了一种新的多示例多标记学习算法。算法从原始数据的特征空间训练出所有标记共享的低维子空

间，通过随机梯度下降方法来降低模型排序损失，并融入标记间有向无环图结构关系对预测标记进行优化。

将该算法应用于多个数据集的蛋白质功能预测中，实验结果表明，该算法具有更高的效率及预测性能。
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　　在经典监督学习中，一个对象仅由一个示例
来表示，且仅有一个对应标记。实际上，一个对象

可由多个示例来表示，并属于多个类别标记［１］，

其对应的学习框架叫作多示例多标记学习（ｍｕｌｔｉ
ｉｎｓｔａｎｃｅｍｕｌｔｉｌａｂｅｌｌｅａｒｎｉｎｇ，ＭＩＭＬ）。

过去十几年来，研究者们提出了许多基于

ＭＩＭＬ的算法，例如 ＭＩＭＬＢｏｏｓｔ［２］将 ＭＩＭＬ问题分
解为多个单标记多示例子问题单独求解，而

ＭＩＭＬＳＶＭ［３］将其分解为多个单示例多标记问题；
Ｙａｎｇ等提出了一种基于全连接卷积网络的多示例
多标记学习方法ＭＩＭＬＦＣＮ＋［４］；Ｎｇｕｙｅｎ等提出了
基于深度神经网络的ＤｅｅｐＭＩＭＬ模型［５］，为ＭＩＭＬ

生成表示示例的同时，自动识别与标记相关联的关

键示例；Ｚｈｕ等后来又提出了 ＤＭＮＬ［６］，用一种高
效的增强型拉格朗日优化方法预测隐藏的新颖标

记；Ｈｕ等提出了一种利用标记相关性的度量多示
例多标记学习算法ＭＩ（ＭＬ）２ｋＮＮ［７］。

近年来，多示例多标记学习被应用于众多场景

中，例如 Ｓｏｎｇ等提出了 ＭＭＣＮＮＭＩＭＬ［８］，将卷积
神经网络（ｃｏｎｖｏｌｕｔｉｏｎａｌｎｅｕｒａｌｎｅｔｗｏｒｋ，ＣＮＮ）模型
引入ＭＩＭＬ的图片分类问题中；Ｘｕ等将 ＭＩＭＬ应
用于预测肝癌细胞的基因突变问题［９］；Ｌｉ等提出
基于卷积神经网络的层次性多示例多标记学习方

法ＨＭＩＭＬ来对果蝇胚胎发育图像进行分类［１０］；Ｌｉ
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等提出的 ＡＣＭＩＭＬＬＮ［１１］模型将 ＭＩＭＬ应用于情
感分析任务；Ｍｅｒｃａｎ等基于ＭＩＭＬ方法来对乳腺组
织病理图像进行多分类研究［１２］；Ｚｈａｎｇ等利用
ＭＩＭＬ学习并基于时空预修剪技术来对原始视频
中的动作进行识别与定位［１３］；Ｌｉ等开发了多示例
多标记学习网络并应用于情感类别预测［１４］；Ｐａｎ等
将ＭＩＭＬ应用于雷达信号的识别中［１５］。

在ＭＩＭＬ学习问题里，标记之间往往是相互
关联的，其中有向无环图（ｄｉｒｅｃｔｅｄａｃｙｃｌｉｃｇｒａｐｈ，
ＤＡＧ）是一种常见的层次关联结构，它从任意一
个顶点出发均不能经过若干条边回到该顶点。蛋

白质常包含多个结构域，也同时拥有多种生物学

功能。蛋白质中每个结构域可以独立或与周边结

构域相互协作完成其生物学功能。蛋白质生物学

功能预测也可表示为多示例多标记学习问题，其

中每个蛋白质表示为多ＭＩＭＬ学习中的一个样本
对象，而每个结构域表示为一个示例，每个生物学

功能表示为一个标记［１６］。蛋白质的生物学功能

有多种描述方式，其中基因本体学（ｇｅｎｅｏｎｔｏｌｏｇｙ，
ＧＯ）使用最为广泛［１７］，其中的基因功能本体就是

一个ＤＡＧ结构的典型例子。目前也有不少研究
利用ＧＯ结构辅助进行生物学功能学习。Ｌｉ等使
用层次聚类的方法，针对ＧＯ的结构，在经典的层
次聚类模型中加入了新的聚类条件对ＧＯ生物学
功能进行了预测［１８］；Ｚｈａｎｇ等使用了深度神经网
络，结合蛋白质序列以及蛋白质 －蛋白质结合
（ｐｒｏｔｅｉｎｐｒｏｔｅｉｎｉｎｔｅｒａｃｔｉｏｎ，ＰＰＩ）网络，对蛋白质
的ＧＯ生物学功能进行预测［１９］；Ｚｈａｏ等引入基于
转换器的双向编码表征（ｂｉｄｉｒｅｃｔｉｏｎａｌｅｎｃｏｄｅｒ
ｒｅｐｒｅｓｅｎｔａｔｉｏｎｆｒｏｍｔｒａｎｓｆｏｒｍｅｒｓ，ＢＥＲＴ）模型从蛋
白质的 ＧＯ标记及其序列中提取特征，对配体 －
受体结合亲和力 （ｄｒｕｇｔａｒｇｅｔｂｉｎｄｉｎｇａｆｆｉｎｉｔｙ，
ＤＴＡ）进行预测［２０］。

目前还没有有效的算法可针对基于ＤＡＧ结构
的ＭＩＭＬ问题进行学习。因此，本文提出新的基于
有向无环图结构的多示例多标记学习（ＭＩＭＬｂａｓｅｄ
ｏｎｄｉｒｅｃｔｅｄａｃｙｃｌｉｃｇｒａｐｈ，ＭＩＭＬＤＡＧ）算法，通过训
练标记共享低维子空间，降低模型排序损失，并融

入标记间ＤＡＧ间层次结构关系对样本预测标记进
行优化，提升了算法的学习性能。

１　ＭＩＭＬＤＡＧ算法

提出面向标记之间有向无环图结构的多示例

多标记学习算法。算法分三层构建模型，其中前

两层充分借鉴了 ＭＩＭＬｆａｓｔ算法［２１］的思想。首

先，算法从原始数据集的特征空间训练出一个被

所有标记共享的低维子空间；然后，训练标记线性

模型并通过随机梯度下降方法来优化排序损失；

最后，在层次性结构中找到一个子图［２２］，通过合

并子节点来构建与有向无环图结构层次一致的多

标记信息，融入标记间的有向无环图结构，得到未

见示例样本的层次性标记集合。ＭＩＭＬＤＡＧ算法
的整体框架如图１所示，算法伪代码见算法１。

图１　ＭＩＭＬＤＡＧ算法框架
Ｆｉｇ．１　ＦｒａｍｅｗｏｒｋｏｆｔｈｅＭＩＭＬＤＡＧａｌｇｏｒｉｔｈｍ

算法１　ＭＩＭＬＤＡＧ算法伪代码
Ａｌｇ．１　ＰｓｅｕｄｏｃｏｄｅｏｆｔｈｅＭＩＭＬＤＡＧａｌｇｏｒｉｔｈｍ

输入：训练集Ｄ＝｛（Ｘｉ，Ｙｉ）１≤ｉ≤Ｎ｝，样本包数目Ｎ，

对应示例数ｎｔ，标记个数Ｌ

输出：优化后的有向无环图结构的标记集合 ｙ^

／训练阶段  ／
１．　ｒｅｐｅａｔ
２．　　ｆｏｒｉ＝１，…，Ｌ
３．　　随机抽取三元组（Ｘ，ｙ，珋ｙ）
４．　　依据两层模型训练Ｗ０，ｗｌ
５．　　ｅｎｄｆｏｒ
６．　ｕｎｔｉｌ达到收敛准则

７．　由测试样本集Ｘｔ得到标记集合 ｙ^＝∑
ｎｔ

ｊ＝１
∑
ｑ

ｌ＝１
ｗＴｌＷ０ｘ

／融入有向无环图信息  ／
８．　初始化所有标记为超节点
９．　初始化Ｈ＝１，Ψ（ｉ）＝０，并按照ＳＮＶ排序
１０．ｗｈｉｌｅＨ＜Ｌ
１１．　挑选Ψ未分配且具有最大ＳＮＶ的超节点Ｓ

１２．　ｉｆΨ（ｐａ（Ｓ））＝１
１３．　　 Ψ（Ｓ）←ｍｉｎ｛１，（Ｌ－Ｈ）／ｎ（Ｓ）｝
１４．　　 Ｈ←Ｈ＋ｎ（Ｓ）
１５．　 ｅｌｓｅ
１６．　 从所有Ｓ的未分配的父结点中，找到对应 ＳＮＶ
最小的父节点珘Ｓ

１７．　 合并Ｓ和珘Ｓ为一个新的超节点
１８．　 ｅｎｄｉｆ
１９．ｅｎｄｗｈｉｌｅ
／输出结果  ／
２０．输出有向无环图结构的标记集合 ｙ^

·４２·
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１．１　训练线性模型

１．１．１　共享低维子空间
在第一层中，给定 ＭＩＭＬ数据集 Ｄ＝｛（Ｘｉ，

Ｙｉ）１≤ｉ≤Ｎ｝，样本包Ｘｉ＝｛ｘ
ｉ
１，ｘ

ｉ
２，…，ｘ

ｉ
ｎｉ｝，包含

ｎｉ个样本示例；Ｙｉ＝｛ｙｉ，１，…，ｙｉ，Ｌ｝为第ｉ个样本包
的Ｌ个标记集合。初始化一个待学习的 ｍ×ｄ维
（ｍｄ）共享矩阵 Ｗ０，目的在于将原始 ｄ维示例
ｘ映射到ｍ维的低维共享空间，即Ｗ０ｘ，减少内存
消耗与计算复杂度。

１．１．２　优化排序损失
在第二层中，利用上一层的共享矩阵 Ｗ０可

以将任意样本包 Ｘｉ的示例 ｘ在第 ｌ个标记上的
分类器定义为：

ｆｌ（ｘ）＝ｗ
Ｔ
ｌＷ０ｘ （１）

式中，ｗｌ是第ｌ个标记的ｍ维权重向量。
接着，通过随机梯度下降方法来优化模型排

序损失。具体地，如果用（Ｘｉ，ｙ，珋ｙ）表示在第 ｉ轮
随机梯度下降（ｓｔｏｃｈａｓｔｉｃｇｒａｄｉｅｎｔｄｅｓｃｅｎｔ，ＳＧＤ）
方法中抽取的内容，其中Ｘｉ表示当前抽取的样本
包；ｙ、ｘ和ｋ分别表示相关标记、其关键示例与对
应的子概念；同理，珋ｙ、珔ｘ和 珋ｋ分别表示无关标记、
其关键示例与对应的子概念。抽取内容对应的损

失函数为：

Ｌ（Ｘｉ，ｙ，珋ｙ）＝ε（Ｘｉ，ｙ）１＋ｆ珋ｙ（Ｘｉ） ＋ （２）
式中，

ε（Ｘｉ，ｙ）＝∑
Ｒ（Ｘｉ，ｙ）

ｉ＝１

１
ｉ （３）

Ｒ（Ｘｉ，ｙ）表示相关标记排在无关标记后面的
个数。改用一个近似值 珔Ｙ／ｖ可以快速估算出

Ｒ（Ｘｉ，ｙ），其中ｖ表示在第ｖ次抽样中出现了第一
个无关标记排在相关标记的前面［２３］。那么式（２）
可以重写为：

Ｌ（Ｘｉ，ｙ，珋ｙ）≈
０，ｆｙ（Ｘｉ）＞ｆ珋ｙ（Ｘｉ）

Ｓ珋ｙ，ｖ［１＋（ｗ
ｔ
珋ｙ，珋ｋ）

ＴＷＴ０珔ｘ－（ｗ
ｔ
ｙ，ｋ）

ＴＷＴ０ｘ］，
{

其他
（４）

其中，ｗｙ，ｋ对应为标记 ｙ的第 ｋ个子概念，ｗ珋ｙ，珋ｋ
同理，

Ｓ珋ｙ，ｖ ＝∑
珔Ｙ
ｖ

ｉ＝１

１
ｉ （５）

接着，如果分类器对非相关标记的预测值大

于相关标记的预测值，即ｆ珋ｙ（Ｘｉ）＞ｆｙ（Ｘｉ）－１，就
按照式（６）更新Ｗ０，ｗｙ，ｋ，ｗ珋ｙ，珋ｋ

［２１］，其中γｔ为ＳＧＤ
算法更新的步长。接着进行下一轮迭代并在达到

一定收敛准则后停止。最后，将模型应用于未见

示例样本集Ｔ＝｛Ｘｔ｝，Ｘｔ＝｛ｘｔ１，ｘｔ２，…，ｘｔｎｔ｝，输

出预测标记。

Ｗｔ＋１０ ＝Ｗｔ０－γｔＳ珔Ｙ，珋ｖ（ｗ
ｔ
珔Ｙ，珋ｋ珔ｘ

Ｔ－ｗｔｙ，ｋｘ
Ｔ）

ｗｔ＋１ｙ，ｋ ＝ｗ
ｔ
ｙ，ｋ＋γｔＳ珔Ｙ，珋ｖＷ

ｔ
０ｘ

ｗｔ＋１珋ｙ，珋ｋ ＝ｗ
ｔ
珋ｙ，珋ｋ－γｔＳ珔Ｙ，珋ｖＷ

ｔ
０

{
ｘ

（６）

１．２　融入有向无环图结构

有向无环图结构层次性约束有两种情况［２４］：

情况Ａ是如果某一节点的标记为正，那么它的所
有父节点的标记也为正；情况 Ｂ是如果某一节点
的标记为正，那么它所有父节点中至少有一个节

点的标记为正。其中情况 Ａ较为常用。对于给
定测试样本包ＸＴ的预测结果ＹＴ＝｛ｙ１，ｙ２，…，ｙＴ｝∈
｛０，１｝，将每个预测标记看作一个节点，已知样
本包对应 Ｌ个标记，那么情况 Ａ优化问题表
示为：

ｍａｘΨ∑
ｉ∈Ｔ
ｙｉΨｉ

ｓ．ｔ．Ψｉ≥０，ｉ∈Ｔ，Ψ０ ＝１，∑
ｉ∈Ｔ
Ψｉ≤Ｌ

（７）

其中，若集合 ＹＴ呈现情况 Ａ的层次结构，则称
Ψ＝｛Ψ１，Ψ２，…，ΨＴ｝为情况Ａ的ｎｏｎｉｎｃｒｅａｓｉｎｇ集
合。

１．３　算法分析

使用算法１步骤７～１７来逐步优化上述问
题，其核心在于通过合并多个子节点为超节点来

保证整体的非递增性。具体来讲，定义节点的超

节点值（ｓｕｐｅｒｎｏｄｅｖａｌｕｅ，ＳＮＶ）为组成这个节点的
所有标记的平均值，每一次迭代均会选取拥有最

大ＳＮＶ且未被分配的节点 Ｓ，如果 Ｓ所有父节
点的Ψ均为１（即满足１２节的情况），那么更新
这个节点，否则，将 Ｓ与未被分配且具有最小

ＳＮＶ的父节点合并，直到∑
ｉ∈Ｇ
Ψｉ＝Ｌ。直观地讲，

如果Ｓ不满足ＡＮＤＧ解释，那么自身的 ＳＮＶ一
定比父节点的ＳＮＶ大，将 Ｓ与 ＳＮＶ最小的父节
点合并能够让新的超节点拥有可能的最小 ＳＮＶ。
由于步骤１０总会选取最大 ＳＮＶ的超节点，现存
的其他超节点会比新合并的超节点更有可能被选

中并进行更新。不断的迭代下，由步骤６得到的
预测标记能够逐步优化为 ＡＮＤＧ层次结构［２２］，

最后输出预测结果。

２　算法仿真

２．１　实验数据

使用了三组蛋白质生物学功能预测数据集来

对ＭＩＭＬＤＡＧ算法进行实验仿真分析，其分别为

·５２·
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Ｇ蛋白偶联受体数据集、硫土杆菌（Ｇｅｏｂａｃｔｅｒ
ｓｕｌｆｕｒｒｅｄｕｃｅｎｓ，ＧＳ）的蛋白质数据集和古细菌死海
盐盒菌（Ｈａｌｏａｒｃｕｌａｍａｒｉｓｍｏｒｔｕｉ，ＨＭ）的蛋白质数
据集 （见表１）。

表１　数据集的描述
Ｔａｂ．１　Ｄｅｓｃｒｉｐｔｉｏｎｓｏｆｄａｔａｓｅｔｓ

数据集 蛋白质数目
基因本体

术语数目

ＧＰＣＲｓ
ＭＦ １６７４ ２０８

ＢＰ １３３１ １６２

ＧＳ ＭＦ 　３７９ ３２０

ＨＭ ＭＦ 　３０４ ２３４

注：ＧＰＣＲｓ表示Ｇ蛋白偶联受体，ＧＳ表示硫土杆菌，ＨＭ表示死

海盐盒菌，ＭＦ表示分子功能，ＢＰ表示生物学过程。

２．１．１　Ｇ蛋白偶联受体数据集
Ｇ蛋白偶联受体数据集是从 ＵｎｉＰｒｏｔ数据

库［２５］中下载得到共３０５２个 Ｇ蛋白偶联受体（Ｇ
ｐｒｏｔｅｉｎｃｏｕｐｌｅｄｒｅｃｅｐｔｏｒ，ＧＰＣＲ），再通过 ＵｎｉＰｒｏｔ
ＩＤ号从 ＵｎｉＰｒｏｔ数据库中得到所有 ＧＰＣＲ的
ＦＡＳＴＡ格式序列。接着，将其输入 ＮＣＢＩ的
ｂｌａｓｔｃｌｕｓｔ可执行程序，对 ＧＰＣＲ序列进行去冗余
处理，将得到的非冗余 ＧＰＣＲ样本数据集提交到
ＮＣＢＩ的 ＢａｔｃｈＣＤＳｅａｒｃｈ服务器，得到 ＧＰＣＲ的
保守结构域。对于每一个结构域，从以下７个方
面构建其特征：

１）三联氨基酸组成（ｃｏｎｊｏｉｎｔｔｒｉａｄ）信息：把
２０种氨基酸依据其侧链体积与偶极矩分为６类。
针对每个结构域，根据其氨基酸序列计算三联体

出现频率，其特征维数为２１６［２６］。
２）氨基酸关联（ａｍｉｎｏａｃｉｄｃｏｒｒｅｌａｔｉｏｎ，ＡＡＣ）

信息：依据上面的６类氨基酸信息来计算每个结
构域中两两氨基酸间的 ＡＡＣ信息，对每个结构
域，其ＡＣＣ特征的维数为１４４［２７］。
３）二级结构关联（ｓｅｃｏｎｄａｒｙｓｔｒｕｃｔｕｒｅｅｌｅｍｅｎｔ

ｃｏｒｒｅｌａｔｉｏｎ，ＳＳＣ）信息：通过 ＰＳＩＰＲＥＤ（ｈｔｔｐ：／／
ｂｉｏｉｎｆ．ｃｓ．ｕｃｌ．ａｃ．ｕｋ／ｐｓｉｐｒｅｄ／ｐｓｉｆｏｒｍ．ｈｔｍｌ）所提
供的在线分析工具完成蛋白质二级结构的预测，

然后计算３类二级结构类型在结构域中的关联信
息ＳＳＣ（κ），κ∈｛２，４，８，１６｝。对每个结构域，其
二级结构关联信息特征的维数为７２。
４）进化信息：通过 ｐｓｉｂｌａｓｔ程序［２８］产生位置

特异性得分矩阵以表示结构域的进化信息。对于

氨基酸长度为ｎ的结构域，其位置特异性得分矩
阵的维数为４２ｎ。考虑因氨基酸长度不同导致矩

阵大小不同的问题，把每个蛋白质的结构域当作

一个示例，然后由算法 ｍｉＦＶ［２９］统一为单一向量，
对应到单个ＧＰＣＲ结构域的位置特异性得分矩阵
特征维数为８４。
５）信号肽特征信息（ＳｉｇｎａｌＰ）：通过一种基于

神经网络的ＳｉｇｎａｌＰ４０方法［３０］从 ＧＰＣＲ序列中
提取信号肽特征信息。在 ＳｉｇｎａｌＰ４０中使用了
两种类型的网络，首先使用跨膜数据序列作为负

数据来训练得到 ＳｉｇｎａｌＰＴＭ网络；然后在缺失这
些负数据的情况下训练得到 ＳｉｇｎａｌＰｎｏＴＭ网络；
最后使用简单的决策方案来选择使用哪个网络：

如果ＳｉｇｎａｌＰＴＭ网络预测４个或者更多位置为跨
膜位置，则 ＳｉｇｎａｌＰＴＭ被用于最终的预测，否则
使用ＳｉｇｎａｌＰｎｏＴＭ网络预测。对于每个结构域，
ＳｉｇｎａｌＰ特征维数为８４。
６）无序区域特征信息 （Ｄｉｓｏｒｄｅｒ）：通过

ＤＩＳＯＰＲＥＤ２４３程序［３１］预测得到蛋白质的无序

区域特征信息。ＤＩＳＯＰＲＥＤ服务器允许用户提交
一个蛋白质序列，然后返回每个无序区的无序概

率估计值作为无序区域特征信息。对于每个结构

域，Ｄｉｓｏｒｄｅｒ特征维数为８４。
７）ＳＤＫ（ｓｃｉｅｎｔｉｆｉｃｄａｔａｂａｓｅｍａｋｅｒ）软件预测出

的特征信息：通过ＳＤＫ［１７］预测蛋白质特征。它从
ＳｗｉｓｓＰｏｒｔ［３２］数据库中提取蛋白质数据，同时对蛋
白质进行数据分析，包括物理化学分布计算、同源

序列搜索、多序列比对等，得到 １０５维的数据特
征。将非数据部分特征去掉，归一化后得到５９维
的蛋白质数据特征。

最后，对于样本空间中的每个结构域，共有特

征维数７４３。
依据生物学过程与分子功能两个方面来描述

蛋白质生物学功能。首先，根据 ＧＰＣＲ蛋白质数
据集的 ＵｎｉＰｒｏｔＩＤ号从 ＵｎｉＰｒｏｔＧＯＡｆｔｐ站点
（ｆｔｐ：／／ｆｔｐ．ｅｂｉ．ａｃ．ｕｋ／ｐｕｂ／ｄａｔａｂａｓｅｓ／ＧＯ／ｇｏａ／）下
载得到其对应基因本体学术语（ＧＯｔｅｒｍｓ）ＩＤ号
及其对应的 ＧＯ术语；然后，从基因本体学网站
（ｈｔｔｐ：／／ｇｅｎｅｏｎｔｏｌｏｇｙ．ｏｒｇ／ｐａｇｅ／ｄｏｗｎｌｏａｄｏｎｔｏｌｏｇｙ）
下载ｇｏ．ｏｂｏ文件，分别得到ＢＰ与ＭＦ的ＧＯ术语
对应的父节点；最后，基于样本中含有的ＧＯｔｅｒｍｓ
及其所有父节点ＧＯｔｅｒｍｓ，构建标记的ＤＡＧ层次
性结构。对于ＢＰ，得到非冗余 ＧＰＣＲｓ样本１３３１
个，ＧＯ术语１６２个，ＧＯ术语的层次性结构深度
为９；对于ＭＦ，得到非冗余ＧＰＣＲｓ样本１６７４个，
ＧＯ术语２０８个，ＧＯ术语的层次性结构深度为１２
（见表１）。

·６２·
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２．１．２　ＧＳ和ＨＭ蛋白质数据集
ＧＳ的蛋白质数据集和 ＨＭ的蛋白质数据集

来 自 ｈｔｔｐ：／／ｗｗｗ．ｌａｍｄａ．ｎｊｕ．ｅｄｕ．ｃｎ／ｄａｔａ＿
ＭＩＭＬｐｒｏｔｅｉｎ．ａｓｈｘ［１６］，此处不再赘述。

２．２　性能比较

与多种经典的多示例多标记学习算法进行比

较。这些算法分别为：基于径向基核函数神经网络

的ＭＩＭＬＲＢＦ［３３］、基于集成学习的 ＥｎＭＩＭＬＮＮ［１６］、
基于Ｋ邻近算法的ＭＩＭＬＫＮＮ［３４］、基于支持向量机
的 ＭＩＭＬＳＶＭ［３］和 快 速 多 示 例 多 标 记 学 习
ＭＩＭＬｆａｓｔ［２１］。

对于上述对比算法，本文选用了对应参考文

献中的默认参数。其中，ＭＩＭＬＲＢＦ算法的缩放
因子为００８，分数参数为０１；ＥｎＭＩＭＬＮＮ算法中
学习率设为０４；ＭＩＭＬＫＮＮ算法中聚类簇占据样
本包的比例为４０％；ＭＩＭＬＳＶＭ算法中，高斯核半
径ｒ设置为０２；对 ＭＩＭＬＤＡＧ算法，低维共享空
间的维度ｍ设置为５０；对 ＭＩＭＬｆａｓｔ算法，共享空
间维度设为１００。

此外，本文采用十倍交叉验证对 ＭＩＭＬ模型
三种常用的评价指标 ＨＬ（ｈａｍｍｉｎｇｌｏｓｓ）［３３］、
ＭａＦ１（ＭａｃｒｏＦ１）［３５］、ＭｉＦ１（ＭｉｃｒｏＦ１）［３５］进行评
估。ＨＬ表示样本的预测标记与真实标记之间的错
误率。ＭａＦ１先计算在每个标记上的Ｆ１值，然后求

在所有标记上的平均值，ＭａＦ１容易受到样本量少
的标记的预测结果影响；ＭａＦ１越大，表示模型性能
越好。ＭｉＦ１计算在所有示例包和类别标记上预测
结果的Ｆ１值；ＭｉＦ１越大，表示模型性能越好。
２２１　性能分析

表２展示了不同数据集下几种算法在不同指
标上的性能变化，其中↑表明指标越大模型性能
越好，↓反之。由表２可知，对于 ＧＰＣＲｓ的分子
功能 ＭＦ，相比于其他五种方法，ＭＩＭＬＤＡＧ在
ＨＬ、ＭａＦ１、ＭｉＦ１上都获得了最好的性能。同样，
对于 ＧＰＣＲｓ的生物学过程，ＭＩＭＬＤＡＧ在 ＨＬ、
ＭａＦ１、ＭｉＦ１方面均取得了最好的性能。对于 ＧＳ
的分子功能，ＭＩＭＬＤＡＧ在ＭａＦ１获得了最优的性
能。对于ＨＭ的分子功能，ＭＩＭＬＤＡＧ在ＨＬ上性
能较弱，不如 ＥｎＭＩＭＬＮＮ，也略低于 ＭＩＭＬＲＢＦ和
ＭＩＭＬＳＶＭ，在其他上都取得了最好的性能。由此
可见，ＭＩＭＬＤＡＧ方法比其他多示例多标记学习
方法取得了更好的性能。

２２２　时间效率分析
表３给出了所有算法在４种数据集上的时间

开销。在算法训练及测试时间开销上，对于所有

的数据集，ＭＩＭＬＤＡＧ方法的速度与最快的
ＭＩＭＬｆａｓｔ方法基本上接近，明显优于其他４种多
示例多标记学习方法。

表２　不同数据集上与多示例多标记学习方法的性能比较
Ｔａｂ．２　ＰｅｒｆｏｒｍａｎｃｅｃｏｍｐａｒｉｓｏｎｗｉｔｈＭＩＭＬｍｅｔｈｏｄｓｏｎｄｉｆｆｅｒｅｎｔｄａｔａｓｅｔｓ

数据集 评价指标
方法

ＭＩＭＬＤＡＧ ＭＩＭＬＲＢＦ ＭＩＭＬＫＮＮ ＭＩＭＬＳＶＭ ＥｎＭＩＭＬＮＮ ＭＩＭＬｆａｓｔ

ＧＰＣＲｓ

ＭＦ

ＢＰ

ＨＬ↓ ０．１４７０ ０．１７５６ ０．３８７１ ０．４５０６ ０．２４２９ ０．１４８１

ＭａＦ１↑ ０．０３２４ ０．０１３２ ０．０１４２ ０．０１２３ ０．０１９７ ０．０２８７

ＭｉＦ１↑ ０．２３１４ ０．１４２３ ０．０７８８ ０．１９３６ ０．２０１２ ０．１９８４

ＨＬ↓ ０．１４３７ ０．１８２５ ０．２４８９ ０．５１８０ ０．３５１３ ０．１４４５

ＭａＦ１↑ ０．０２９２ ０．０１９２ ０．０１２１ ０．００９１ ０．０１７６ ０．０２２６

ＭｉＦ１↑ ０．２１５９ ０．１２２５ ０．０６８９ ０．１９７６ ０．２００８ ０．１７４９

ＧＳ ＭＦ

ＨＬ↓ ０．０１４７ ０．０１０８ ０．０９２７ ０．０１１２ ０．０１００ ０．０１５６

ＭａＦ１↑ ０．０３５６ ０．００４８ ０．０２０４ ０．００８４ ０．０２３１ ０．０３１１

ＭｉＦ１↑ ０．１８７３ ０．１０３２ ０．０５６８ ０．１５１７ ０．２３５２ ０．１５６２

ＨＭ ＭＦ

ＨＬ↓ ０．０１６８ ０．０１４５ ０．０８０２ ０．０１５１ ０．０１１８ ０．０２６１

ＭａＦ１↑ ０．０４２３ ０．００８１ ０．０３９８ ０．０１３６ ０．０４２２ ０．０３５８

ＭｉＦ１↑ ０．３４５３ ０．１２７８ ０．１２４３ ０．１９９２ ０．３３７２ ０．１６８４

·７２·
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表３　不同数据集上与各多示例多标记学习方法的时间开销比较
Ｔａｂ．３　ＲｕｎｔｉｍｅｃｏｍｐａｒｉｓｏｎｗｉｔｈＭＩＭＬａｌｇｏｒｉｔｈｍｓｍｅｔｈｏｄｓｏｎｄｉｆｆｅｒｅｎｔｄａｔａｓｅｔｓ

单位：ｓ

数据集 阶段
方法

ＭＩＭＬＤＡＧ ＭＩＭＬＲＢＦ ＭＩＭＬＫＮＮ ＭＩＭＬＳＶＭ ＥｎＭＩＭＬＮＮ ＭＩＭＬｆａｓｔ

ＧＰＣＲｓ

ＭＦ

ＢＰ

训练 ３６．７ ３０２５．７ １６５．８ ２９７３１．４ ９１６２．４ ３４．２

测试 ２２．２ １７７．７ ５５ １１２．０ ３５．３ １３．４

训练 １９．５ ２０６６．８ ８７．５ ５３６１．８ ５５４５．９ １８．３

测试 ９．７ ３０．１ ２７．４ １５．９ １５．５ ８．９

ＧＳ ＭＦ
训练 ２１．３ １４６４．３ ６８．９ 　３３４１．７ ２５３４．８ １６．８

测试 １２．５ ３３．２ ２１．４ １５．３ １２．４ ８．２

ＨＭ ＭＦ
训练 １５．５ １０６７．４ ５７．５ 　１３６３．７ ２２４３．３ １６．３

测试 ８．６ ２０．６ ２２．４ １１．７ １３．６ ７．９

　　图２展示了各个算法在不同数据规模下的时
间增 长 模 式。由 图 可 知，对 于 训 练 时 间，

ＥｎＭＩＭＬＮＮ的增长速度最快，而 ＭＩＭＬｆａｓｔ和
ＭＩＭＬＤＡＧ增长速度较为缓慢；对于测试时间，
ＭＩＭＬＫＮＮ算法的增长速度最快，当 ｌｇ（示例 ×标
记）＞６０时，ＭＩＭＬＤＡＧ的增长速度最为缓慢。
因此，ＭＩＭＬＤＡＧ算法随数据集的增长速率很低，
基本与ＭＩＭＬｆａｓｔ方法持平。ＭＩＭＬＤＡＧ算法共分
三层：第一层，从原始数据集的特征空间训练出一

个被所有标记共享的低维子空间；第二层，训练标

记线性模型并通过随机梯度下降方法来优化排序

损失；第三层，从层次性结构中找到一个子图，通

（ａ）训练时间
（ａ）Ｔｒａｉｎｉｎｇｔｉｍｅ

过合并子节点来构建与有向无环图结构层次一致

的多标记信息，得到未见示例样本的层次性标记

集合。由式（１）～（６）可以推导出 ＭＩＭＬＤＡＧ算 （ｂ）测试时间
（ｂ）Ｔｅｓｔｉｎｇｔｉｍｅ

图２　６种ＭＩＭＬ算法在不同数量示例和
标记上的训练和测试时间开销

Ｆｉｇ．２　ＲｕｎｔｉｍｅｏｆｔｒａｉｎｉｎｇａｎｄｔｅｓｔｉｎｇｏｎｓｉｘＭＩＭＬ
ｍｅｔｈｏｄｓｗｉｔｈｖａｒｉｏｕｓｓｉｚｅｓｏｆｉｎｓｔａｎｃｅｓａｎｄｌａｂｅｌｓ

法前两层的时间复杂度为 Ο［ｔ×Ｌ×（ｄ×Ｌ）×
ｍ］，其中ｔ为迭代轮数，Ｌ为标记空间中的标记个
数，ｄ为示例的特征维度，ｍ为共享低维子空间的
维度（ｍｄ）。算法第三层（算法１步骤７～１７）
的时间复杂度为Ο［Ｌ×ｌｏｇ（Ｌ）］，其中Ｌ为标记空
间中的标记个数，也就是ＤＡＧ中的节点数。因为
前两层与第三层之间是串行连接，所以算法总的

时间复杂度为 Ο［ｔ×Ｌ×（ｄ×Ｌ）×ｍ＋Ｌ×
ｌｏｇ（Ｌ）］。可以看出，ＭＩＭＬＤＡＧ算法与样本的数
量无关，同时算法将样本原始特征空间映射到低

·８２·
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维共享空间，减少了内存消耗并降低了计算复

杂度。

３　结论

本文提出面向蛋白质功能预测和有向无环图

标记结构的多示例多标记学习算法。首先，算法

训练一个共享矩阵将高维示例映射到低维子空

间；然后，利用 ＳＧＤ优化排序方法初步训练出分
类模型；最后，算法考虑了标记间的ＤＡＧ结果，通
过合并多个子节点为超节点，实现对标记的最终

预测。本文运用ＭＩＭＬＤＡＧ算法对多个蛋白质生
物学功能预测数据集进行了学习。实验表明，相

比于其他类似算法，ＭＩＭＬＤＡＧ拥有更好的预测
性能与时间效率。在后续的研究中，拟考虑更多

的数据集，进一步扩大算法的应用场景。
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