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上下文感知的深度弱监督图像哈希表示学习方法


刘　萌，周　迪，田传发，齐孟津，聂秀山
（山东建筑大学 计算机科学与技术学院，山东 济南　２５０１０１）

摘　要：针对现有深度监督图像哈希表示学习方法依赖于图像的类别信息，难以在现实中被广泛应用
问题，利用与图像相关的标签信息作为监督信息，提出上下文感知的深度弱监督图像哈希表示学习方法。

该方法一方面通过自适应捕获图像区域特征的相关上下文来增强它们的表示能力，另一方面通过引入判

别损失来提高学习到的哈希码表示的判别性。在现有两个公开数据集上的大量实验结果证明了该方法的
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　　随着社交网络和移动智能手机的快速发展，
大量的图片被网民记录和分享。为了规避海量图

像所带来的巨大存储成本，同时满足高效的图像

检索需求，图像哈希表示学习方法引起了越来越

多的研究兴趣［１］。早期的图像哈希表示学习方

法大多采用手工设计的局部特征，因此这些方法

的性能很大程度上取决于它们使用的特征或它们

设计的特征提取方法。近年来，随着深度神经网

络在图像表示中的发展［２］，深度图像哈希表示学

习方法得到了广泛的研究，其有效地将深度卷积

神经网络的优势与哈希技术的低计算成本和存储

能力相结合，例如非对称深度监督哈希方法［３］、

深度锚图哈希方法［４］、深度增量哈希网络［５］、半

监督自步对抗哈希方法［６］、基于局部归一化指数

函数损失的深度哈希方法［７］以及自适应局部多

视图哈希方法［８］。关于深度图像哈希表示学习

方法的详细介绍，可参见文献［９］。
尽管现有深度图像哈希表示学习方法取得了

令人瞩目的进步，但它们中的大多数都是有监督

的学习方法，十分依赖大量类别标注信息，而这对

于现实世界的应用而言是一件成本很高的事情。

社交网络中的图像通常具有用户提供的标签信

息，而这些标签信息在一定程度上可以描述图像

的语义信息。例如，图 １中的第一个图像，它的标
签信息“ｔｒｅｅｓ”“ｓｋｙ”“ｃｌｏｕｄｓ”和“ｂｌｕｅ”都描绘了
图像的内容。与此同时，它的标签信息“ｓｋｙ”和
“ｃｌｏｕｄｓ”也是该图像的类别信息。更重要的是，
与图像类别相比，图像的标签信息更容易获得。

鉴于此，研究弱监督图像哈希表示学习方法———

利用图像的标签作为监督信息，而不是图像类别

信息来学习哈希函数，是十分必要的。

然而，通过图像的标签信息学习图像哈希表
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图１　ＮＵＳＷＩＤＥ数据集中部分图像展示
Ｆｉｇ．１　Ｉｌｌｕｓｔｒａｔｉｎｇｓｏｍｅｉｍａｇｅｓａｍｐｌｅｓｆｒｏｍｔｈｅ

ＮＵＳＷＩＤＥｄａｔａｓｅｔ

示并非易事，具体原因如下：①在社交媒体平台
上，用户提供的标签信息可能与图像类别不直接

相关。例如，图 １中第三个图像的标签是
“ｃｈｕｒｃｈ”“ａｒｃｈｉｔｅｃｔｕｒｅ”“ｓｔｅｅｐｌｅ”和“ｓｐｉｒｅ”，但是
它的类别是“ｓｋｙ”。因此，如何从标签中挖掘有效
的监督信息成为一个关键问题。②为增强图像与
相应的语义标签之间的匹配，图像细粒度语义信

息起着至关重要的作用。如何全面理解图像内容

并捕获有益语义信息为一个亟待解决的问题。

虽然在监督图像哈希表示学习方法方面取得

了一些成功，但弱监督图像哈希表示学习任务仍

是一个尚未解决的问题。据知，文献［１０］首次研
究了基于深度学习的弱监督哈希表示学习方法，

它提出了利用标签嵌入或二进制标签向量的深度

弱监督哈希表示学习模型。尽管取得了良好的性

能，但是该模型有几个关键的缺点：①其假设若两
幅图像具有至少一个相同的文本标签，则它们是

相似的，并基于此假设设计了二元标签向量模型。

但是，这个假设是不恰当的。如图１所示，第一张
图像和第二张图像共享红色的标签信息“ｗｈｉｔｅ”，
但它们的类别完全不同。②其将图像进行整体编
码，而这样一个紧凑的全局表示很难捕获图像中

的细粒度语义细节。例如，若想充分理解图１中
第一张图像的内容，需对其涉及的属性信息（如

“ｂｌｕｅ”）和实体信息（如“ｔｒｅｅｓ”）进行理解。为了
解决上述问题，本文提出了一种上下文感知的深

度弱监督图像哈希表示 （ｃｏｎｔｅｘｔａｗａｒｅｄｅｅｐ
ｗｅａｋｌｙｓｕｐｅｒｖｉｓｅｄｉｍａｇｅｈａｓｈｉｎｇ，ＩＤＥＡ）学习方法。
具体来说，本文设计了一种新的图像编码器，它可

以自适应地捕捉有意义的图像区域上下文信息来

增强图像表示。此外，本文引入判别损失来加强

图像与标签之间的对齐，继而提升哈希码的表示

能力。

１　相关工作

１．１　有监督的图像哈希表示学习

目前，在有监督的图像哈希表示学习方面，有

许多研究成果。例如：文献［１１］将哈希表示学习
表述为一个多分类任务，并通过最大化原始空间

和汉明空间分类顺序一致性来学习哈希函数；文

献［１２］提出了一种两阶段的监督哈希表示学习
方法用于图像检索；文献［１３］提出了一种深度监
督哈希表示学习方法；由于现有的松弛方法对松

弛的误差界没有理论保证，文献［１４］证明了当损
失函数为Ｌｉｐｓｃｈｉｔｚ连续时，二进制优化问题可以
松弛为有界约束的连续优化问题，并提出了一种

二进制优化哈希学习方法；此外，为了提升哈希码

的判别性，文献［１５］提出了一种判别式深度哈希
学习框架，该框架集成了特征提取、哈希学习和类

别预测；针对人脸图像检索任务，文献［１６］提出
了一种基于分类和量化误差的深度哈希算法。

由于现有的深度监督哈希方法大多采用对称

策略来学习深度哈希函数，其训练通常耗时较长，

难以适应于大规模数据场景。鉴于此，文献［３］
提出了一种非对称深度监督哈希方法用于大规模

最近邻搜索，即它以非对称的方式处理查询点和

数据库点。为充分利用可用的有标记信息，文

献［４］提出了一种深度锚图哈希框架。文献［５］
提出了一种深度增量哈希网络，其以增量方式学

习哈希码。为了学习能有效地保持图像标签信息

的鉴别哈希码，文献［７］提出了基于局部归一化
指数函数损失的深度哈希方法。

１．２　无监督图像哈希表示学习

现有的无监督图像哈希表示学习方法大致

可以分为两类：基于浅层学习的方法和基于深

度学习的方法。作为浅层学习的代表，文

献［１７］中提出了一种谱哈希方法。但是，此方
法是基于主投影来构造哈希函数，因此生成的

哈希码不是非常准确且效率不高。为了解决这

个问题，文献［１８］提出一种半监督哈希表示学
习框架；文献［１９］提出了一种简单而有效的交
替最小化算法，通过寻找零中心数据的旋转来

学习哈希码。随着深度学习技术的发展，一些

基于深度学习的无监督图像哈希表示学习算法

被提出。其中，文献［２０］提出一种深度哈希表
示学习方法，该方法利用 ＧＩＳＴ特征作为神经网
络的输入；文献［２１］旨在学习旋转不变的哈希
码。文献［８］提出了一种无监督自适应局部多

·６８·
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视图哈希方法，用来处理部分视图哈希问题，以

实现高效的社交图像检索。

１．３　弱监督图像哈希表示学习

近年来，有监督和无监督的图像哈希表示学

习已经取得了很大的进展，而在弱监督图像哈希

表示学习方面却鲜有尝试。弱监督图像哈希表示

学习的目的是在训练时仅仅利用图像的标签信

息，而不使用图像的类别信息。文献［２２］中提出
一种弱监督多模态哈希学习方法，但它依赖于手

工设计的特征，如 ＧＩＳＴ特征、颜色直方图和尺度
不变特征变换（ｓｃａｌｅｉｎｖａｒｉａｎｔｆｅａｔｕｒｅｔｒａｎｓｆｏｒｍ，
ＳＩＦＴ），限制了其性能。与此不同的是，文献［２３］
设计了一个两阶段弱监督深度哈希框架，包括弱

监督预训练和监督微调。虽然在跨模态哈希领域

中一些工作试图利用标签信息和图像来学习哈希

空间［２４－２５］，但它们的目标是为不同模态的输入（图

像和标签）学习一个通用的哈希空间。这与弱监督

图像哈希表示学习的目标（即为图像学习一个哈希

空间）完全不同。关于跨模态哈希和单模态哈希学

习区别的详细讨论可以参考文献［２６］。

２　符号与问题定义

２．１　符号定义

本文分别使用大写的黑斜体字母（如Ｘ）和小
写的黑斜体字母（如ｂ）表示矩阵和向量，分别使用
白斜体字母（如 Ｎ）、花体（如 Ｔ）和希腊字母（如
λ）表示标量、集合、参数或函数，Ｗｉ，ｊ表示矩阵Ｗ第
ｉ行第ｊ列的元素。ｓｇｎ（·）为基于元素的符号函
数，其对于正数输出“＋１”，对于负数输出“－１”。
如果没有明确说明，所有向量都是列向量。

２．２　问题定义

假设有 Ｎ个给定样本｛Ｉｉ，Ｔｉ，Ｌｉ｝
Ｎ
ｉ＝１，其中 Ｉｉ

表示第ｉ张图像，Ｔｉ表示第 ｉ张图像的标签集合，
Ｌｉ∈｛０，１｝

Ｋ表示二值标签向量，Ｋ表示类别数
目。本文的目标是以｛Ｉｉ，Ｔｉ｝

Ｎ
ｉ＝１为输入，学习一

个哈希函数为每张图像输出一个哈希表示向量

ｂｉ。换句话说，图像的类别信息在训练阶段是不
可以用的，它们只在测试阶段被使用。更重要的

是，本文学习到的哈希函数需要确保语义相似的

图像具有相似的哈希码表示。

３　学习方法

如图２所示，本文提出的学习方法主要包含
三个部分：①图像编码器生成上下文强化的视觉
表示；②标签编码器输出标签嵌入；③损失函数。

３．１　图像编码器

图像编码器包括区域特征表示和上下文强化

的视觉表示两部分。

１）区域特征表示：采用预训练的 ＲｅｓＮｅｔ－５０
网络作为主干网络（如图 ２所示），该网络以
２２４×２２４×３大小的图像作为输入，通过 Ｃｏｎｖ１、
Ｃｏｎｖ２＿ｘ、Ｃｏｎｖ３＿ｘ、Ｃｏｎｖ４＿ｘ、Ｃｏｎｖ５＿ｘ五个模块
后，输出大小为７×７×２０４８的特征映射，上述过
程可总结为如下公式：

Ｘｉ＝θ（Ｉｉ） （１）
其中，θ表示去除最后全连接层的 ＲｅｓＮｅｔ－５０网
络，Ｘｉ∈ＲＲ

７×７×２０４８表示第 ｉ张图像的区域特征
表示。

为得到图像表示，一种直接的方式是使用平

均池化方法，但这可能会引入噪声信息，即无意义

的区域表示信息。为了解决这个问题，可以采用

注意机制为特征映射中不同区域学习注意力分

数，然后通过自适应地聚合区域表示，得到图像表

示。然而，上述注意机制完全忽略了视觉区域上

下文信息在判断区域起着至关重要的作用。

图２　本文提出的 ＩＤＥＡ方法流程
Ｆｉｇ．２　ＦｒａｍｅｗｏｒｋｏｆｔｈｅｐｒｏｐｏｓｅｄｍｏｄｅｌＩＤＥＡ

·７８·
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　　２）上下文强化的视觉表示：为了更好地利用
上下文区域，首先采用自注意力机制来捕获每个

区域的上下文信息，具体过程如下：

Ａｉ＝ＸＴ^ｉＸ
＾
ｉ

Ａ（ｉ）ｉ，ｊ ＝
ｅｘｐ（Ａ（ｉ）ｉ，ｊ）

∑
４９

ｋ＝１
ｅｘｐ（Ａ（ｉ）ｉ，ｊ）

Ｘ～ｉ＝Ａ
（ｉ）Ｘ＾













ｉ

（２）

其中，Ｘ＾ｉ∈ＲＲ
４９×２０４８为 Ｘｉ变形后的结果，Ａ

（ｉ）∈
ＲＲ４９×４９为区域注意力分数矩阵，珟Ｘｉ∈ＲＲ

４９×２０４８为上

下文信息强化后的区域特征表示矩阵。

由于上下文信息强化后的区域特征表示与原

始区域特征表示之间是互补关系，为充分表示图

像的视觉区域，本文将上下文感知的区域特征与

原始区域特征矩阵相加。由于每一个图像区域均

可能蕴含有效的语义信息，故本文采用平均池化

操作聚合局部的区域特征表示，使得到的全局图

像表示尽可能保留全部有效语义信息。上述过程

表示为：

珚Ｘｉ＝Ｘ
＾
ｉ＋珟Ｘｉ

ｘｉ＝ａｖｇ＿ｐｏｏｌｉｎｇ（珚Ｘｉ{ ）
（３）

其中，ｘｉ∈ＲＲ
２０４８表示强化后的视觉表示向量。为

了得到图像的哈希表示，本文将上下文增强的图

像表示输入一个多层感知器中，具体如下：

珘ｈｉ＝θ１（Ｗ１ｘｉ＋ｂ１）

ｈ１ｉ＝θ２（Ｗ２珘ｈｉ＋ｂ２{ ）
（４）

其中：θ１和 θ２分别表示 ＲｅＬＵ和 Ｓｉｇｍｏｉｄ激活函
数；Ｗ１、Ｗ２、ｂ１和ｂ２为参数矩阵和向量，ｈ

１
ｉ为第 ｉ

张图像长度为ｌ的哈希码表示向量。

３．２　标签编码器

假设第ｉ张图像的标签集合 Ｔｉ中包含 Ｍ个

语义标签，其中第 ｊ个标签表示为 Ｔｊｉ。本文使用
ｗｏｒｄ２ｖｅｃ模型来提取每一个标签的词嵌入表示向
量，表示为ｔｊｉ∈ＲＲ

ｄ，ｊ∈｛１，２，…，Ｍ｝。由于每一张
图像对应不止一个文本标签，故本文采用平均池

化得到整体的标签表示向量，具体操作如下：

Ｖｉ＝［ｔ
１
ｉ，ｔ

２
ｉ，…，ｔ

Ｍ
ｉ］

ｔｉ＝ａｖｇ＿ｐｏｏｌｉｎｇ（Ｖｉ{ ）
（５）

其中，ｔｉ∈ＲＲ
ｄ为最终文本标签表示向量。

３．３　损失函数

本文ＩＤＥＡ方法的优化目标函数为：
Ｌ＝λ１Ｌ１＋Ｌ２＋λ３Ｌ３＋λ４Ｌ４ （６）

其中，λ１、λ３和λ４为平衡参数。

具体地，Ｌ１为量化损失函数，旨在使输出的
哈希表示向量ｈ１ｉ的元素值接近０或１，它的表示
形式如下：

　Ｌ１ ＝－∑
Ｎ

ｉ＝１

１
Ｌ（ｈ

１
ｉ－０．５Ｉ）

Ｔ（ｈ１ｉ－０．５Ｉ） （７）

其中，Ｉ表示元素值全为１且长度为ｌ的向量。
Ｌ２为成对损失函数，用于约束具有相似标签

表示的图像拥有相似的哈希码表示，其具体表示

如下：

Ｌ２ ＝∑
Ｎ

ｉ＝１
∑
Ｎ

ｊ＝１

１
Ｌ（ｈ

１
ｉ－ｈ

１
ｊ）
Ｔ（ｈ１ｉ－ｈ

１
ｊ）[ －

１
２ １－

ｔＴｉｔｊ
ｔｉ ｔ

( ) ]
ｊ

２

　　　　　 （８）

其中，ｈ１ｉ和ｈ
１
ｊ分别为图像Ｉｉ和Ｉｊ的哈希码表示。

Ｌ３为铰链损失，旨在消除模态语义鸿沟，其
具体形式如下：

Ｌ３ ＝∑
Ｎ

ｉ＝１
∑
ｊ≠ｉ
ｍａｘ［０，ｍ＋ｔＴｊｈ

２
ｉ－ｔ

Ｔ
ｉｈ
２
ｉ］ （９）

ｈ２ｉ ＝θ３（Ｗ３珘ｈｉ＋ｂ３） （１０）
其中，θ３为Ｔａｎｈ激活函数，Ｗ３和ｂ３为参数矩阵和
向量，ｈ２ｉ为与标签表示同维度的图像嵌入表示，ｍ
为预定义参数。

Ｌ４为判别损失，通过促进图像表示准确地生
成相应的标签信息，来增强图像表示的判别性，公

式形式如下：

Ｌ４ ＝
１
Ｎ∑

Ｎ

ｉ＝１
－∑

Ｌｃ

ｃ＝１
ｙｉｃｌｏｇ（ｐｉｃ） （１１）

ｐｉｃ＝θ４（Ｗ４ｘｉ＋ｂ４） （１２）
其中：Ｌｃ为文本标签类别数目；ｐｉｃ为预测得到的
第ｉ张图像包含第ｃ个文本标签的概率；Ｗ４和ｂ４
为参数矩阵和向量；θ４为 Ｓｏｆｔｍａｘ函数，用来归一
化预测结果；如果图像Ｉｉ包含第ｃ个文本标签，则
ｙｉｃ值为１，否则为０。

在测试阶段，本文首先利用式（４）对测试图
像提取哈希表示向量 ｈ１；然后，对其进行如下量
化得到哈希码表示：

ｂ＝１２［ｓｇｎ（ｈ
１－０．５Ｉ）＋１］ （１３）

４　实验与结果

４．１　数据集

在两个广泛使用的公开图像数据集，即 ＭＩＲ
ＦＬＩＣＫＲ２５Ｋ［２７］和ＮＵＳＷＩＤＥ［２８］上进行大量的实
验。其中，ＮＵＳＷＩＤＥ数据集是从 Ｆｌｉｃｋｒ上收集
的大规模社交图像数据集，它包含了２６９６４８张
图像和５０１８个文本标签信息，这些图像被手工
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标记为８１个类别［２９］。与文献［１］类似，本文只考
虑了最高频的２１个图像类别，得到１９４５４１张图
像。本文从中随机选择 １２００００张图像，其中
１０００００张图像作为训练集，其余的为测试集。
ＭＩＲＦＬＩＣＫＲ２５Ｋ是一个相对较小的数据集，共有
２５０００张图像和１３８６个用户提供的标签。类似
地，这些图像被手工标记为 ３８个类别。本文仅
保留至少包含一个文本标签的图像，过滤后共获

得了２００１５张图像，从中随机选取１６０００张图片
用于训练，２０００张图片用于测试。

训练阶段：将训练数据集中的图像信息以及

相应的文本标签信息输入 ＩＤＥＡ网络中，进行参
数学习。

测试阶段：仅需将测试图像输入训练好的

ＩＤＥＡ网络中，得到的哈希向量表示 ｈ１ 经过
式（１３）的量化操作，即可得到二值的图像哈希表
示，用于下游的检索任务。

４．２　实验设置

１）评价指标：为了衡量本文方法和基线方法
的性能，本文采用全类平均精度（ｍｅａｎａｖｅｒａｇｅ
ｐｒｅｃｉｓｉｏｎ，ｍＡＰ）作为评价指标。
２）实验细节设置：在开源深度学习库 Ｋｅｒａｓ

上使用 Ｔｅｎｓｏｒｆｌｏｗ作为后端实现本文的方法，并
采用动量设置为０９的随机梯度下降算法作为
优化器。Ｃｏｎｖ１～Ｃｏｎｖ５＿ｘ的学习率设置为
０００１，其他层设置为００１。批处理大小被设置
为５０，两个全连接层的大小分别为２５６和３００。

目标函数中有３个平衡参数，即 λ１、λ３和 λ４，本
文采用网格搜索策略仔细调节并选择最优参

数。具体地，首先使用自适应步长在［０，１０００］
范围内执行粗粒度的网格搜索。之后，在每个

参数的近似范围内，使用较小的步长在较小的

范围内进行微调。最终，本文的 ３个平衡参数
分别设置为１０、１０和００１。ｗｏｒｄ２ｖｅｃ模型是
在 Ｗｉｋｉｐｅｄｉａｄｏｃｕｍｅｎｔｓ上预先训练，输出维度为
３００的向量。

３）基线方法：与几种最先进的无监督和弱监
督图 像 哈 希 方 法 进 行 比 较，包 括 ＳＨ［１７］、
ＰＣＡＨ［１８］、ＩＴＱ［１９］、ＤＨ［２０］、ＤｅｅｐＢｉｔ［２１］、ＬＳＨ［３０］、
ＳｐＨ［３１］、ＤＳＨ［３２］、ＡＧＨ［３３］、ＵＨＢＤＮＮ［３４］、ＷＤＨＴ
ＢＴＶ［１０］和ＷＤＨＴ［１０］。

４．３　结果对比分析

表１和表２显示了本文方法 ＩＤＥＡ与基线方
法在两个数据集上的性能比较。通过分析两个表

格中的结果，可以得到以下发现：①在非深度学习
方法中，随着哈希码的长度增加，虽然 ＬＳＨ的表
现越来越好，但它的性能是最差的，这主要是因为

它忽略了数据的分布信息；除了 ＡＧＨ之外，ＩＴＱ
比其他基线方法表现得都好，这充分表明了数据

分布的重要性；而ＡＧＨ的表现优于ＩＴＱ且超过了
其他非深度学习方法，这是因为 ＩＴＱ忽略了局部
邻域关系的重要性。②基于深度学习方法，如
ＤＨ、ＵＨＢＤＮＮ和 ＤｅｅｐＢｉｔ的性能不如非深度学
习方法，这是因为ＤＨ和ＵＨＢＤＮＮ过度依赖手工

表１　在５０００返回结果上的ｍＡＰ性能比较
Ｔａｂ．１　ＰｅｒｆｏｒｍａｎｃｅｃｏｍｐａｒｉｓｏｎｉｎｔｅｒｍｓｏｆｍＡＰｓｃｏｒｅｓｏｖｅｒ５０００ｒｅｔｒｉｅｖｅｄｉｍａｇｅｓ

模型
ＮＵＳＷＩＤＥ ＭＩＲＦＬＩＣＫＲ２５Ｋ

１２ｂｉｔ ２４ｂｉｔ ３２ｂｉｔ ４８ｂｉｔ １２ｂｉｔ ２４ｂｉｔ ３２ｂｉｔ ４８ｂｉｔ

ＩＴＱ（非深度） ０．６３２９ ０．６２９９ ０．５９４０ ０．６４７８ ０．６９０８ ０．７０６４ ０．６６８４ ０．６９９６

ＰＣＡＨ（非深度） ０．５７６６ ０．５０４６ ０．４９００ ０．４９０４ ０．６４３０ ０．６３０６ ０．６３７２ ０．６５１６

ＬＳＨ（非深度） ０．３５０１ ０．４０９３ ０．４１６９ ０．４５４６ ０．５７３６ ０．６０４９ ０．５９５４ ０．６２３９

ＤＳＨ（非深度） ０．５９１９ ０．５９８２ ０．５７１３ ０．５７９１ ０．６９５５ ０．７０７１ ０．６８３４ ０．６６０３

ＳｐＨ（非深度） ０．４６４５ ０．４６４５ ０．４４６５ ０．４４７２ ０．５９６６ ０．５８１１ ０．５８２８ ０．５７９０

ＳＨ（非深度） ０．５６２３ ０．５０３３ ０．４８９６ ０．４５３３ ０．６６０５ ０．６４０５ ０．６２９１ ０．６２１３

ＡＧＨ（非深度） ０．６５５１ ０．６４５９ ０．６２７４ ０．６２２５ ０．６８６２ ０．７００５ ０．６９９８ ０．６８５３

ＤＨ（深度） ０．４７３３ ０．４６０１ ０．４６２０ ０．４７６３ ０．６０３３ ０．６１９５ ０．６１３５ ０．６１８０

ＵＨＢＤＮＮ（深度） ０．５９２３ ０．５９１５ ０．５９０２ ０．６０９７ ０．６６５４ ０．６６８４ ０．６６７２ ０．６６９９

ＤｅｅｐＢｉｔ（深度） ０．５４６３ ０．５５４８ ０．５６２４ ０．５６１０ ０．５８９０ ０．６０２７ ０．６０９０ ０．６０８６

ＷＤＨＴＢＴＶ（深度） ０．６２０２ ０．６２７０ ０．６２４７ ０．６２４９ ０．６３６５ ０．６３２６ ０．６３７３ ０．６３５２

ＷＤＨＴ（深度） ０．６７０９ ０．６８０５ ０．６９５５ ０．６７６０ ０．７３４６ ０．７４３０ ０．７０３４ ０．７０５４

ＩＤＥＡ（深度） ０．７０５２ ０．７４１１ ０．７５０７ ０．７５９０ ０．７７７４ ０．７８５６ ０．７９３７ ０．７９８５
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表２　在５００００返回结果上的ｍＡＰ性能比较
Ｔａｂ．２　ＰｅｒｆｏｒｍａｎｃｅｃｏｍｐａｒｉｓｏｎｉｎｔｅｒｍｓｏｆｍＡＰｓｃｏｒｅｓｏｖｅｒ５００００ｒｅｔｒｉｅｖｅｄｉｍａｇｅｓ

模型
ＮＵＳＷＩＤＥ ＭＩＲＦＬＩＣＫＲ２５Ｋ

１２ｂｉｔ ２４ｂｉｔ ３２ｂｉｔ ４８ｂｉｔ １２ｂｉｔ ２４ｂｉｔ ３２ｂｉｔ ４８ｂｉｔ

ＩＴＱ（非深度） ０．５２９５ ０．５２２７ ０．４９３２ ０．５１７５ ０．６４１８ ０．６５５０ ０．６２５３ ０．６５０４

ＰＣＡＨ（非深度） ０．４５６６ ０．４２０９ ０．４０１６ ０．３９７１ ０．６０９８ ０．６０３３ ０．６０８５ ０．６１６９

ＬＳＨ（非深度） ０．３３０８ ０．３６８２ ０．３７２６ ０．３９１８ ０．５７０８ ０．５８８５ ０．５８４３ ０．６０１５

ＤＳＨ（非深度） ０．５０６５ ０．５１１８ ０．４９０２ ０．４８０７ ０．６５６１ ０．６５９３ ０．６４４０ ０．６４２２

ＳｐＨ（非深度） ０．３８２９ ０．３９５９ ０．３９０７ ０．３８４７ ０．５８６０ ０．５７８５ ０．５７８９ ０．５７８９

ＳＨ（非深度） ０．４５０３ ０．４０２９ ０．４００６ ０．３７３１ ０．６２５１ ０．６１５７ ０．６０４４ ０．５９６０

ＡＧＨ（非深度） ０．５３５０ ０．５２２６ ０．４９７０ ０．４７９１ ０．６３７８ ０．６４８４ ０．６４７３ ０．６３４６

ＤＨ（深度） ０．４０３６ ０．３８７４ ０．３９３２ ０．４０１４ ０．５８３３ ０．５９４５ ０．５９３２ ０．５９４２

ＵＨＢＤＮＮ（深度） ０．４９８２ ０．４９９６ ０．４８３２ ０．４８５３ ０．６３２４ ０．６２７９ ０．６２７４ ０．６２５８

ＤｅｅｐＢｉｔ（深度） ０．４２２５ ０．４２４７ ０．４３５９ ０．４３１０ ０．５９７４ ０．６０３２ ０．６０７７ ０．６１１５

ＷＤＨＴＢＴＶ（深度） ０．４８０９ ０．４７５０ ０．４７９３ ０．４７０２ ０．６０６４ ０．６０８７ ０．６０７７ ０．６０９８

ＷＤＨＴ（深度） ０．６２５８ ０．６３９７ ０．６６０６ ０．６４７０ ０．６８７０ ０．６９５０ ０．６６６７ ０．６６２１

ＩＤＥＡ（深度） ０．６５２１ ０．６７２４ ０．６７２０ ０．６８７８ ０．７２８５ ０．７３６８ ０．７４１６ ０．７４９３

设计的特征，而 ＤｅｅｐＢｉｔ不能充分利用视觉语义
信息。③ＷＤＨＴＢＴＶ和 ＷＤＨＴ的性能优于其他
基于深度学习的哈希表示学习方法，其中 ＷＤＨＴ
的 ｍＡＰ超过了 ＷＤＨＴＢＴＶ，这是因为 ＷＤＨＴ
ＢＴＶ的假设不完全正确，导致引入的监督信息不
准确，继而影响性能。④本文的 ＩＤＥＡ方法达到
了最佳的性能，特别地，与 ＷＤＨＴ相比，ＩＤＥＡ在
两个数据集上均取得了性能提升，这充分反映了

捕获细粒度视觉语义信息和判别损失的重要性。

除此之外，本文设计了几种变体方法，以进一

步验证ＩＤＥＡ方法的有效性，具体如下：
１）ＩＤＥＡＬ：去除了方法中的判别损失，即设

置λ４＝０。
２）ＩＤＥＡＡ：擦除上下文感知的视觉表示学习

部分，通过平均池化区域特征得到图像表示，即

ｘｉ＝ａｖｇ＿ｐｏｏｌｉｎｇ（珚Ｘｉ）。
在ＮＵＳＷＩＤＥ和 ＭＩＲＦＬＩＣＫＲ２５Ｋ数据集上

对这些变体方法进行实验，实验结果总结在表３
和表４中。综合分析这些实验结果，可以发现：
①ＩＤＥＡＬ在两个数据集上的检索结果均降低，
这表明去除判别损失会对结果造成影响，揭示

了判别损失的优势。②ＩＤＥＡ在两个数据集上
的性能远高于 ＩＤＥＡＡ，这表明平均池化操作不
足以充分捕获图像中的细粒度语义信息，验证

了图像编码器模块的有效性。③在两个数据集
上，ＩＤＥＡ方法检索方面无论是在５０００返回结
果还是５００００返回结果上均取得最优结果，这
充分验证了增强上下文视觉信息和考虑判别损

失的重要性。

４．４　总结与分析

本文提出方法ＩＤＥＡ与现有主流基线方法的
对比实验充分验证了 ＩＤＥＡ方法的有效性。与此
同时，ＩＤＥＡ与其相应变体方法间的对比实验也充
分反映了判别损失以及利用上下文信息增强视觉

表示的必要性。但是，本文所提出的 ＩＤＥＡ为一
个弱监督的图像哈希表示学习方法，即训练数

据为图像以及图像的文本标签信息，并不依赖

图像类别信息。所以，图像文本标签的质量对

其学习性能起着至关重要的作用。具体地，如

果文本标签与图像内容的语义信息较为匹配，

则 ＩＤＥＡ可学习到非常鲁棒的图像哈希表示；反
之，如果训练图像的文本标签过于嘈杂甚至全

部与图像语义信息无关，那么 ＩＤＥＡ可能无法学
习到具有判别性的图像哈希表示（即语义不同

的两张图像学习到相似的哈希表示）。未来，将

通过引入外部知识或设计文本标签过滤机制等

方式，来解决标签噪声问题，以进一步提升

ＩＤＥＡ性能和使用范围。

·０９·
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表３　变体方法在两个数据集上 ５０００返回结果的性能比较
Ｔａｂ．３　ＰｅｒｆｏｒｍａｎｃｅｃｏｍｐａｒｉｓｏｎａｍｏｎｇｍｏｄｅｌｖａｒｉａｎｔｓｉｎｔｅｒｍｓｏｆｔｈｅｍＡＰｓｃｏｒｅｓｏｖｅｒ５０００ｒｅｔｒｉｅｖｅｄｉｍａｇｅｓ

模型
ＮＵＳＷＩＤＥ ＭＩＲＦＬＩＣＫＲ２５Ｋ

１２ｂｉｔ ２４ｂｉｔ ３２ｂｉｔ ４８ｂｉｔ １２ｂｉｔ ２４ｂｉｔ ３２ｂｉｔ ４８ｂｉｔ

ＩＤＥＡＬ ０．７０１８ ０．７２６６ ０．７３３０ ０．７４６２ ０．７５８８ ０．７６４７ ０．７６７６ ０．７９０７

ＩＤＥＡＡ ０．７０２７ ０．７３７１ ０．７３７２ ０．７４４３ ０．７５９７ ０．７７４７ ０．７８１３ ０．７８２０

ＩＤＥＡ ０．７２３４ ０．７４１１ ０．７５０７ ０．７５９０ ０．７７７４ ０．７８５６ ０．７９３７ ０．７９８５

表４　变体方法在两个数据集上５００００返回结果的性能比较
Ｔａｂ．４　ＰｅｒｆｏｒｍａｎｃｅｃｏｍｐａｒｉｓｏｎａｍｏｎｇｍｏｄｅｌｖａｒｉａｎｔｓｉｎｔｅｒｍｓｏｆｔｈｅｍＡＰｓｃｏｒｅｓｏｖｅｒ５００００ｒｅｔｒｉｅｖｅｄｉｍａｇｅｓ

模型
ＮＵＳＷＩＤＥ ＭＩＲＦＬＩＣＫＲ２５Ｋ

１２ｂｉｔ ２４ｂｉｔ ３２ｂｉｔ ４８ｂｉｔ １２ｂｉｔ ２４ｂｉｔ ３２ｂｉｔ ４８ｂｉｔ

ＩＤＥＡＬ ０．６３１６ ０．６４９３ ０．６６０９ ０．６７３６ ０．７０４２ ０．７２２３ ０．７１５５ ０．７３３５

ＩＤＥＡＡ ０．６４２５ ０．６６３６ ０．６６５５ ０．６７４８ ０．７１７８ ０．７２４５ ０．７２８５ ０．７３２５

ＩＤＥＡ ０．６５７２ ０．６７２４ ０．６７２０ ０．６８７８ ０．７２８５ ０．７３６８ ０．７４１６ ０．７４９３

５　结论

本文提出了一个上下文感知的深度弱监督哈

希表示学习方法，用于大规模图像检索。特别地，

为了更好地利用每个视觉区域的上下文信息并增

强它们的表示，本文设计了一个上下文感知的视

觉表示提取模块，来动态计算每个视觉区域的视

觉注意及其上下文信息。同时，本文引入了一个

判别损失来强制图像表示重新生成相应的标签，

从而提高图像表示和哈希表示的判别性。为了评

估本文提出的方法，本文在两个公共数据集上进

行了大量的实验。结果表明，与最先进的基线相

比，本文方法可以获得更好的性能。
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