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ＥＥＭＤ＋ＢｉＧＲＵ组合模型在短时交通流量预测中的应用

张玺君，郝　俊
（兰州理工大学 计算机与通信学院，甘肃 兰州　７３００５０）

摘　要：针对城市交通流随机波动性强、数据中含噪声多导致预测精度下降的问题，提出一种基于集合
经验模态分解（ｅｎｓｅｍｂｌｅｅｍｐｉｒｉｃａｌｍｏｄｅｄｅｃｏｍｐｏｓｉｔｉｏｎ，ＥＥＭＤ）和双向门控循环单元（ｂｉｄｉｒｅｃｔｉｏｎａｌｇａｔｅｄ
ｒｅｃｕｒｒｅｎｔｕｎｉｔ，ＢｉＧＲＵ）的组合交通流量预测模型，有效地提升了短时交通流预测的精度。模型利用 ＥＥＭＤ算
法对原始数据进行分解，根据分解所得的本征模函数（ｉｎｔｒｉｎｓｉｃｍｏｄｅｆｕｎｃｔｉｏｎ，ＩＭＦ）分量绘制噪声能量图谱，去
除分量中的噪声，并将去噪后的ＩＭＦ分量作为ＢｉＧＲＵ网络的输入进行训练，再将训练所得的结果进行重构加
和，得到最终的预测结果。实验结果表明，未舍弃含有噪声的 ＩＭＦ分量进行重构的预测结果，相比于参考文
献中提出的ＥＭＤ＋ＬＳＴＭ模型、ＬＳＴＭ模型和ＥＥＭＤ＋ＬＳＴＭ模型，其平均绝对百分误差分别优化了４２３６％、
６１８２％和３０９５％；舍弃含有噪声的ＩＭＦ分量后进行重构的预测结果，其平均绝对百分误差相比于将全部ＩＭＦ
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分量进行重构优化了５６６２％。
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　　短时交通流量预测是智能交通系统（ｉｎｔｅｌｌｉｇｅｎｔ
ｔｒａｆｆｉｃｓｙｓｔｅｍ，ＩＴＳ）的一个重要内容，使用深度学
习技术对城市路网的短时交通流预测进行研究具

有重要的意义，主要表现在以下几个方面：

１）短时交通流量预测反映了未来一段时间
内的交通流量变化趋势，交通管理部门可根据预

测情况及时调整路口红绿灯时长，并合理分配人

力对不同拥堵地段进行交通诱导；

２）短时交通流量预测可以为交通参与者推
荐最佳线路，出行者也可以根据未来一段时间的

交通流量预测情况及时调整出行计划，避免因交

通拥堵耽误行程；

３）能够极大地提高城市交通的智能化以及
人们的出行效率。
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李磊等［１］使用卷积神经网络（ｃｏｎｖｏｌｕｔｉｏｎａｌ
ｎｅｕｒａｌｎｅｔｗｏｒｋｓ，ＣＮＮ）提取交通流数据的空间
特征，再使用长短期记忆网络（ｌｏｎｇｓｈｏｒｔｔｅｒｍ
ｍｅｍｏｒｙ，ＬＳＴＭ）提取数据的时间依赖特征，达到
对交通流进行预测的目的。姚思佳等［２］提出了

一种优化的误差反馈循环卷积神经网络模型，

该模型在预测精度、构建效率及鲁棒性上均得

到有效提高。王博文等［３］提出一种基于编码

器 －解码器（ｅｎｃｏｄｅｒｄｅｃｏｄｅｒ，ＥＤ）框架的 ＬＳＴＭ
模型，能够有效地对交通流序列的多步及单因

素、多因素进行预测。张维等［４］提出了一种基

于 多 元 因 素 的 双 向 长 短 期 记 忆 网 络

（ｂｉｄｉｒｅｃｔｉｏｎａｌｌｏｎｇｓｈｏｒｔｔｅｒｍｍｅｍｏｒｙ，ＢｉＬＳＴＭ）
高速公路交通流预测模型，该模型在高速公路

短期交通流预测中的适用性更强、精确度更高。

王庆荣等［５］将天气、节假日等外部因素融入模

型中，使用 ＬＳＴＭ网络与注意力机制进行预测。
谷振宇等［６］建立了一种基于图卷积控循环单元

（ｇｒａｐｈｃｏｎｖｏｌｕｔｉｏｎａｌｒｅｃｕｒｒｅｎｔｎｅｕｒａｌｎｅｔｗｏｒｋ，
ＧＣＲＮＮ）的交通流预测模型，取得了较好的预测
结果。

此外，由于交通流时间序列具有非线性、非平

稳性的特点，若不对原始交通数据进行数据预处

理，则会对预测精度产生较大的影响。

戴邵武等［７］使用经验模态分解（ｅｍｐｉｒｉｃａｌ
ｍｏｄｅｄｅｃｏｍｐｏｓｉｔｉｏｎ，ＥＭＤ）算法对数据进行预处
理，在此基础上使用了 ＬＳＴＭ搭建预测模型。王
志建等［８］在使用ＥＭＤ对数据进行预处理的基础
上，引入门控循环单元（ｇａｔｅｒｅｃｕｒｒｅｎｔｕｎｉｔ，ＧＲＵ）
对模型进行训练。连义平［９］使用 ＥＭＤ算法对数
据进行分解，并通过最小二乘支持向量机（ｌｅａｓｔ
ｓｑｕａｒｅｓｓｕｐｐｏｒｔｖｅｃｔｏｒｍａｃｈｉｎｅ，ＬＳＳＶＭ）训练组合
模型。Ｍｅｉ等［１０］采用了 ＥＭＤ算法对数据进行预
处理，将遗传算法的交叉和变异因素引进粒子群

算法来选择ＳＶＭ的最优参数，从而得到了最优的
模型。

文献［７－１０］中采用的 ＥＭＤ方法，虽然能够
对数据进行一定的去噪，但是会出现模态混叠的

问题，即不能将高频分量与低频分量完全分离，使

分解所得的结果失去具体的物理意义。因此，本

文采用集合经验模态分解（ｅｎｓｅｍｂｌｅｅｍｐｉｒｉｃａｌ
ｍｏｄｅｄｅｃｏｍｐｏｓｉｔｉｏｎ，ＥＥＭＤ）对数据进行预处理，
并对处理所得的分量进行能量分析，剔除数据中

的噪声；文献［１，３，５］中采用的ＬＳＴＭ网络是解决
时间序列预测问题的经典方法，但由于交通流数

据具有时间相关性，为考虑前后车流量对交通流

的影响，同时为加快实验进程，采用 ＢｉＧＲＵ来提
取时间特征。

１　集合经验模态分解

ＥＥＭＤ［１１］是对ＥＭＤ的一种改进。ＥＭＤ［１２］可
以对非平稳、非线性的时间序列进行平稳化处理，

并且不需要预先设置任何参数，将时间序列Ｔ（ｔ）
输入后便可分解为 Ｎ个本征模函数（ｉｎｔｒｉｎｓｉｃ
ｍｏｄｅｆｕｎｃｔｉｏｎ，ＩＭＦ）分量 Ｉｎ（ｔ）和残余分量
Ｒ（ｔ），即

Ｔ（ｔ）＝∑
Ｎ

ｎ＝１
Ｉｎ（ｔ）＋Ｒ（ｔ） （１）

式中：Ｉｎ（ｔ）为时间序列 Ｔ（ｔ）的第 ｎ个 ＩＭＦ分量，
ｎ＝１，２，…，Ｎ；Ｎ为所有 ＩＭＦ分量的数目；ｔ是该
序列的时间尺度。

一般情况下，ＩＭＦ分量要满足两个条件［１３］：

１）ＩＭＦ分量的极大值点与极小值点的总数与
该分量过零点的个数相同或者相差不超过一个；

２）在任意的时刻，ＩＭＦ分量的局部上、下包络
线平均值为０。

ＥＥＭＤ算法［１３］通过在原始序列中添加白噪

声，将其进行多次平均后，白噪声可以相互抵

消，此时极值点可近似看作是均匀分布的，由

此，消除了模态混叠的问题。ＥＥＭＤ的分解过程
如下：

步骤１：向原始时间序列 Ｔ（ｔ）添加白噪声
Ｗ１（ｔ），得到一个新的时间序列Ｐ（ｔ）。

Ｐ（ｔ）＝Ｔ（ｔ）＋Ｗ１（ｔ） （２）
步骤２：找出时间序列Ｐ（ｔ）的局部极大值点、

极小值点，并绘制上、下包络线，求得平均值曲线

Ｖ１（ｔ），从时间序列 Ｐ（ｔ）中去除 Ｖ１（ｔ），得到第一
个分量Ｈ１（ｔ）。

Ｈ１（ｔ）＝Ｐ（ｔ）－Ｖ１（ｔ） （３）
步骤３：判断 Ｈ１（ｔ）是否满足 ＩＭＦ分量条件。

若满足，则向原时间序列Ｔ（ｔ）添加不同的噪声序
列Ｗｉ（ｔ）（ｉ＝１，２，…，Ｎ），重复步骤１～２，获得Ｎ
个ＩＭＦ分量记为 Ｈｉ（ｔ）（ｉ＝１，２，…，Ｎ）；若不满
足，则重复步骤２。

步骤４：为了消除多次添加的白噪声信号对
实际ＩＭＦ分量的影响，将上述得到的 Ｎ个 Ｈｉ（ｔ）
（ｉ＝１，２，…，Ｎ）进行整体的平均运算，则得到第
一个ＩＭＦ分量，记为珋Ｉ１（ｔ）。

珋Ｉ１（ｔ）＝
１
Ｎ∑

Ｎ

ｉ＝１
Ｈｉ（ｔ） （４）

步骤５：将珋Ｉ１（ｔ）从原始时间序列Ｔ（ｔ）中分离
出来，得到第一个残差序列 珔Ｒ１（ｔ）。

·４７·
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珔Ｒ１（ｔ）＝Ｔ（ｔ）－珋Ｉ１（ｔ） （５）
步骤６：设 珔Ｒ１（ｔ）为时间序列Ｔ（ｔ），反复进行

步骤１～５共 Ｎ次，直到算法对剩余分量无法建
模为止。

２　双向门控循环单元

ＧＲＵ［１４］是较 ＬＳＴＭ结构更加简单的一种神
经网络。传统的ＬＳＴＭ通过三个门结构———输入
门、遗忘门、输出门来控制输出，而ＧＲＵ网络只有
两个门———更新门Ｕ（ｔ）、重置门 Ｎ（ｔ），具体结构
如图１所示。该神经网络在训练时收敛速度较
ＬＳＴＭ更快，并且其效果更好，所以也是当前非常
流行的一种网络结构。

图１　ＧＲＵ网络结构
Ｆｉｇ．１　ＮｅｔｗｏｒｋｓｔｒｕｃｔｕｒｅｏｆＧＲＵ

图２　ＢｉＧＲＵ网络结构
Ｆｉｇ．２　ＮｅｔｗｏｒｋｓｔｒｕｃｔｕｒｅｏｆＢｉＧＲＵ

双向门控循环单元 （ｂｉｄｉｒｅｃｔｉｏｎａｌＧＲＵ，
ＢｉＧＲＵ）结合了双向 ＲＮＮ和 ＧＲＵ的优点，如图２
所示，其由一个前向 ＧＲＵ隐藏层和一个后向
ＧＲＵ隐藏层组成，并且这两个隐藏层都与输出层
相连接，将前向和后向的信息同时传递给输出层。

ＢｉＧＲＵ的输出为：
Ｙ（ｔ）＝ＨＹ·［ｈ

（Ｆ）
ｔ ，ｈ

（Ｂ）
ｔ ］＋ｂＹ （６）

式中：ｈ（Ｆ）ｔ 、ｈ
（Ｂ）
ｔ 为前向、后向隐藏层的输出；ＨＹ

为权值矩阵，ｂＹ为偏置项。

３　ＥＥＭＤ＋ＢｉＧＲＵ组合预测模型

３．１　模型结构

基于ＥＥＭＤ＋ＢｉＧＲＵ的组合预测模型的主要
思想为：利用 ＥＥＭＤ算法对数据进行预处理，得
到若干ＩＭＦ分量和趋势分量 Ｒｅｓ；绘制噪声能量
图谱对ＩＭＦ进行分析，去除含有噪声的分量；分
别对剩余ＩＭＦ使用ＢｉＧＲＵ网络进行预测；最后将
预测结果加和重构，实现短时交通流的预测。模

型在ｔ时刻的预测流程如图３所示。

图３　组合预测模型
Ｆｉｇ．３　Ｃｏｍｂｉｎｅｄｐｒｅｄｉｃｔｉｏｎｍｏｄｅｌ

模型预测的具体过程描述如下：

１）输入原始时间序列Ｔ（ｔ）。
２）使用ＥＥＭＤ算法将Ｔ（ｔ）分解为Ｎ个ＩＭＦ序

列Ｉｍ（ｔ）（ｍ＝１，２，…，Ｎ）和一个残差序列Ｒ（ｔ）。
３）计算 ＩＭＦ序列能量值并绘制噪声能量

图谱。
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４）根据最小能量准则剔除含有噪声的 ＩＭＦ
分量。

５）将去除噪声后的 ＩＭＦ序列输入 ＢｉＧＲＵ网
络中进行时间特征提取，在 ｔ时刻，第 ｍ个 ＩＭＦ
的输出为：

ｈ（ｍ，ｔ）＝［ｈ（Ｆ）ｔ ，ｈ
（Ｂ）
ｔ ］ （７）

式中，ｈ（ｍ，ｔ）为 ｔ时刻第 ｍ个 ＩＭＦ通过 ＢｉＧＲＵ
网络后的输出结果。

６）将ＢｉＧＲＵ网络的输出通过全连接层计算
预测结果，在ｔ时刻第ｍ个ＩＭＦ的输出为：

ｙ（ｍ，ｔ）＝ｓｉｇｍｏｉｄ［ｈ（ｍ，ｔ）·Ｗｔ＋ｂｔ］ （８）
式中：ｙ（ｍ，ｔ）为ｔ时刻第ｍ个ＩＭＦ通过全连接层
后的输出，Ｗｔ为 ＢｉＧＲＵ网络层到全连接层的权
值矩阵，ｂｔ为偏置项。
７）输出ｔ时刻的预测结果：

Ｏ（ｔ）＝∑
Ｎ

ｍ＝１
ｙ（ｍ，ｔ） （９）

３．２　损失函数

该模型以均方误差（ｍｅａｎｓｑｕａｒｅｅｒｒｏｒ，ＭＳＥ）
为优化目标，目标函数为：

ＴＭＳＥ ＝
１
ｎ∑

ｎ

ｉ＝１
（ｋｉ－ｋ

＾
ｉ）
２ （１０）

式中，ＴＭＳＥ为均方误差，ｋ
＾
ｉ为预测值，ｋｉ为实际值，

ｎ为训练数据的个数。
更新权值、阈值的传统方法为梯度下降法，但

在使用此种方法时很难选出一个合适的学习速

率，若学习率过高，则迭代结果会越过局部极小值

从而影响模型的收敛速度；若学习率过低，则模型

的收敛速度过慢，还易引起梯度发散的问题。因

此，在训练模型时，采用自适应时刻估计方法

Ａｄａｍ对模型的权值和阈值进行更新。Ａｄａｍ算
法能够计算每个参数的自适应学习速率，其收敛

速度更快，学习的效果更佳，从而使得参数的更新

达到最优效果。

４　实验分析

４．１　实验数据与评价指标

实验采用美国明尼苏达州三个城市道路

２０１８年 １２月的数据，为方便实验，本文使用
ＤｅｔＥｘｔｒａｃｔｏｒＶ３．５对原始数据集进行数据抽取，抽
取后的数据时间间隔为５ｍｉｎ，数据样本为２９４９
条，如图４所示，将前２６７４条数据作为训练集，
后２７５条作为测试集。

为了对模型的性能进行评估，选择均方根误

图４　数据样本
Ｆｉｇ．４　Ｄａｔａｓａｍｐｌｅ

差（ｒｏｏｔｍｅａｎｓｑｕａｒｅｄｅｒｒｏｒ，ＲＭＳＥ）、平均绝对误

差（ｍｅａｎａｂｓｏｌｕｔｅｅｒｒｏｒ，ＭＡＥ）和平均绝对百分误

差（ｍｅａｎａｂｓｏｌｕｔｅｐｅｒｃｅｎｔａｇｅｅｒｒｏｒ，ＭＡＰＥ）来评估

模型的准确性，三者的值越小，模型的准确度

越高。

ＲＭＳＥ＝ １
ｎ∑

ｎ

ｉ＝１
（ｋ＾ｉ－ｋｉ）槡

２ （１１）

ＭＡＥ＝１ｎ∑
ｎ

ｉ＝１
ｋ＾ｉ－ｋｉ （１２）

ＭＡＰＥ＝１００％ｎ ∑
ｎ

ｉ＝１

ｋ＾
ｉ
－ｋｉ
ｋｉ

（１３）

式中，ｎ为预测样本的数量。

４．２　模型实施

实验环境为ＴｈｉｎｋＰａｄ计算机（Ｉｎｔｅｒ（Ｒ）Ｃｏｒｅ

（ＴＭ）ｉ５－６２００ＵＣＰＵ＠ ２３０ＧＨｚ２４０ＧＨｚ），

以Ｋｅｒａｓ神经网络为基本框架，在Ｐｙｔｈｏｎ３６５中

搭建神经网络并进行训练。组合模型的参数设置

如下：训练次数为 １００次，每一个批大小为 １，

ＢｉＧＲＵ隐藏层的神经元个数为１００；为了避免过

拟合的问题，在全连接层和 ＢｉＧＲＵ层之间加入

Ｄｒｏｐｏｕｔ，在训练模型时随机删除２０％神经元［１３］。

模型的网络结构如图５所示。

４．３　ＥＥＭＤ分解结果

对数据进行ＥＥＭＤ分解后，得到了１０个ＩＭＦ

分量和一个Ｒｅｓ趋势项，如图６所示。由图可见，

图中ＩＭＦ１、ＩＭＦ２、ＩＭＦ３、ＩＭＦ４、ＩＭＦ５频率较高，为

高频分量；ＩＭＦ６、ＩＭＦ７、ＩＭＦ８、ＩＭＦ９、ＩＭＦ１０、Ｒｅｓ分

量频率较低，为低频分量。

·６７·
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图５　网络结构

Ｆｉｇ．５　Ｎｅｔｗｏｒｋｓｔｒｕｃｔｕｒｅ

（ａ）ＩＭＦ１分量
（ａ）ＩＭＦ１ｃｏｍｐｏｎｅｎｔ

（ｂ）ＩＭＦ２分量
（ｂ）ＩＭＦ２ｃｏｍｐｏｎｅｎｔ

（ｃ）ＩＭＦ３分量
（ｃ）ＩＭＦ３ｃｏｍｐｏｎｅｎｔ

（ｄ）ＩＭＦ４分量
（ｄ）ＩＭＦ４ｃｏｍｐｏｎｅｎｔ

（ｅ）ＩＭＦ５分量
（ｅ）ＩＭＦ５ｃｏｍｐｏｎｅｎｔ

（ｆ）ＩＭＦ６分量
（ｆ）ＩＭＦ６ｃｏｍｐｏｎｅｎｔ

（ｇ）ＩＭＦ７分量
（ｇ）ＩＭＦ７ｃｏｍｐｏｎｅｎｔ

（ｈ）ＩＭＦ８分量
（ｈ）ＩＭＦ８ｃｏｍｐｏｎｅｎｔ

（ｉ）ＩＭＦ９分量
（ｉ）ＩＭＦ９ｃｏｍｐｏｎｅｎｔ

·７７·
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（ｊ）ＩＭＦ１０分量
（ｊ）ＩＭＦ１０ｃｏｍｐｏｎｅｎｔ

（ｋ）Ｒｅｓ分量
（ｋ）Ｒｅｓｃｏｍｐｏｎｅｎｔ

图６　ＥＥＭＤ分解
Ｆｉｇ．６　ＥＥＭＤｄｅｃｏｍｐｏｓｉｔｉｏｎ

４．４　结果分析

４４１　参数分析
为探究采取不同的时间步长对模型预测准确

性的影响，实验分别选择了用 ５ｍｉｎ、１５ｍｉｎ、
３０ｍｉｎ、４５ｍｉｎ、６０ｍｉｎ来预测５ｍｉｎ的数据。实
验结果如图７所示。

图７　不同步长预测结果
Ｆｉｇ．７　Ｔｈｅｐｒｅｄｉｃｔｅｄｒｅｓｕｌｔｓｏｆｄｉｆｆｅｒｅｎｔｓｔｅｐｌｅｎｇｔｈ

由以上实验结果可以看出，组合模型的最佳

输入步长为１２，即用６０ｍｉｎ的数据预测５ｍｉｎ的
数据。

４４２　未去除ＩＭＦ分量噪声的实验结果
选择模型 ＬＳＴＭ、ＧＲＵ、ＢｉＧＲＵ、ＥＭＤ＋ＬＳＴＭ、

ＥＭＤ ＋ＧＲＵ、ＥＥＭＤ ＋ＬＳＴＭ、ＥＥＭＤ ＋ＧＲＵ、
ＥＭＤ＋ＢｉＧＲＵ与本文的 ＥＥＭＤ＋ＢｉＧＲＵ进行对
比。所有模型的超参数设置与４２节描述相同，

用１ｈ的数据预测５ｍｉｎ的数据，故输入时间步长
为１２。表１为不同模型的精度比较。

表１　模型比较
Ｔａｂ．１　Ｍｏｄｅｌｃｏｍｐａｒｉｓｏｎ

模型
性能评价指标

ＲＭＳＥ ＭＡＥ ＭＡＰＥ／％

ＬＳＴＭ［１５］ １７．４０ １２．３０ １４．４３

ＧＲＵ １６．４１ １１．９２ １４．６４

ＢｉＧＲＵ １７．００ １２．２３ １４．６９

ＥＭＤ＋ＬＳＴＭ［１２］ ９．１４ ７．１３ ９．５６

ＥＭＤ＋ＧＲＵ ８．３５ ６．３８ ７．９５

ＥＭＤ＋ＢｉＧＲＵ ９．４０ ７．４９ ９．７０

ＥＥＭＤ＋ＬＳＴＭ［１６］ ７．５３ ６．２４ ７．９８

ＥＥＭＤ＋ＧＲＵ ５．７２ ４．４３ ５．５９

ＥＥＭＤ＋ＢｉＧＲＵ ５．０７ ３．９６ ５．５１

从表１中可以看出，ＬＳＴＭ、ＧＲＵ、ＢｉＧＲＵ三种
单一模型的预测精度无明显区别，而在使用 ＥＭＤ
算法对原始数据进行分解后，ＭＡＰＥ较单一模型
分别优化了 ３３７５％、４５７０％、３３９７％；使用
ＥＥＭＤ算法对数据进行分解后，与 ＥＭＤ＋ＧＲＵ、
ＥＭＤ＋ＢｉＧＲＵ算法相比，ＭＡＰＥ又分别优化了
２９６９％、４３２０％。本文所提模型与文献［１２］提
出的 ＥＭＤ＋ＬＳＴＭ预测模型相比，ＭＡＰＥ优化了
４２３６％；与文献［１５］提出的 ＬＳＴＭ模型相比，
ＭＡＰＥ优化了 ６１８２％；与文献［１６］提出的
ＥＥＭＤ＋ＬＳＴＭ相比，ＭＡＰＥ优化了３０９５％。
４４３　去除ＩＭＦ中噪声分量的实验结果

马鑫等［１７］认为，根据最小能量准则，在含有

噪声的信号中，噪声频段较高，当出现可用信号

时，会打破 ＩＭＦ分量能量递减的规律，此时会产
生一个局部的能量极小点，在该极小点之后，有用

信号将代替噪声成为各 ＩＭＦ分量的能量主导。
ＩＭＦ分量的能量为：

Ｅｍ ＝∑
Ｐ

ｉ＝１
［Ｉｍ（ｉ）］

２ （１４）

式中：Ｅｍ表示第ｍ个ＩＭＦ分量的能量值，Ｉｍ（ｉ）表
示第ｍ个ＩＭＦ分量中的第ｉ个数据。

根据式（１４），得到各ＩＭＦ的平方根能量值如
图８所示。由图８可以看出，ＩＭＦ１到 ＩＭＦ２能量
逐渐减小，并在 ＩＭＦ２达到最小，从 ＩＭＦ３开始能
量逐渐增加，故选择 ＩＭＦ２作为噪声与信号的分
界点，将 ＩＭＦ３之前的 ＩＭＦ分量舍弃。本文做了
对比试验，如表２所示。

·８７·
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图８　ＩＭＦ能量图
Ｆｉｇ．８　ＩＭＦｅｎｅｒｇｙｄｉａｇｒａｍ

表２　去除不同ＩＭＦ后预测精度比较

Ｔａｂ．２　Ｐｒｅｄｉｃｔｉｏｎａｃｃｕｒａｃｙｃｏｍｐａｒｉｓｏｎａｆｔｅｒ

ａｂａｎｄｏｎｉｎｇｄｉｆｆｅｒｅｎｔＩＭＦ

模型
性能评价指标

ＲＭＳＥ ＭＡＥ ＭＡＰＥ／％

ＥＥＭＤ＋ＢｉＧＲＵ ５．０７ ３．９６ ５．５１

ＥＥＭＤ＋ＢｉＧＲＵ
（去除ＩＭＦ１）

３．５９ ２．８７ ４．９２

ＥＥＭＤ＋ＢｉＧＲＵ
（去除ＩＭＦ１、ＩＭＦ２）

２．２１ １．７２ ２．３９

　　由表２可见，舍弃 ＩＭＦ１、ＩＭＦ２后，将预测结
果进行重构，预测精度达到了最佳，相比于将全部

结果进行重构，其ＭＡＰＥ优化了５６６２％。
４４４　多步长预测结果

为验证本文ＥＥＭＤ＋ＢｉＧＲＵ模型在不同步长
下预测的精确度，使用 １ｈ的数据分别预测
１５ｍｉｎ后、３０ｍｉｎ后、４５ｍｉｎ后以及１ｈ后的数据，
实验结果如表３所示。

表３　多步长预测

Ｔａｂ．３　Ｍｕｌｔｉｓｔｅｐｐｒｅｄｉｃｔｉｏｎ

步长
性能评价指标

ＲＭＳＥ ＭＡＥ ＭＡＰＥ／％

１５ｍｉｎ ３．５９ ２．６２ ３．７２

３０ｍｉｎ ７．９１ ５．８２ ８．３０

４５ｍｉｎ １２．７６ ９．５７ １３．１２

１ｈ １８．６９ １３．３０ １６．９４

由表３中数据可知，随着预测步长的增加，预
测精度在逐渐下降。根据网络结构，本文使用的

ＢｉＧＲＵ网络中每一个 ＢｉＧＲＵ单元的状态会传递
到下一个单元进行乘法、加法运算。当预测的时

间步长增大时，意味着整个网络的运算时间会增

加，同时也需要进行很多次的乘法、加法运算，从

而导致有用的历史信息在逐渐减少，预测的精确

度也在逐渐下降。

因此，本文所提模型在中长期预测问题上还

有待改进。

４４５　分时段预测结果
为验证所提模型在不同场景下的预测效果，

本文将实验中的周末数据与工作日数据进行了分

析。实验结果如表４所示。

表４　不同场景下实验结果
Ｔａｂ．４　Ｅｘｐｅｒｉｍｅｎｔａｌｒｅｓｕｌｔｓｕｎｄｅｒｄｉｆｆｅｒｅｎｔｓｃｅｎａｒｉｏｓ

模型
ＭＡＰＥ／％

工作日 周末

ＥＥＭＤ＋ＢｉＧＲＵ ２．３５ １．９１

ＬＳＴＭ［１５］ １４．４４ １４．５５

ＥＭＤ＋ＬＳＴＭ［１２］ １１．３０ １０．５４

ＥＥＭＤ＋ＬＳＴＭ［１６］ ５．３３ ４．０６

由表４可得，在工作日与周末时段，本文所提
模型相比于参考模型 ＬＳＴＭ，ＭＡＰＥ分别优化了
８３７３％、８６８８％，相比于参考模型ＥＭＤ＋ＬＳＴＭ，
ＭＡＰＥ分别优化了７９２０％、８１８８％；相比于参考
模型ＥＥＭＤ＋ＬＳＴＭ，ＭＡＰＥ分别优化了５５９１％、
５２９６％。　

５　结论

本文提出了ＥＥＭＤ＋ＢｉＧＲＵ组合模型对交通
流进行短时预测。模型使用 ＥＥＭＤ算法对数据
进行分解，根据最小能量准则剔除噪声，利用

ＢｉＧＲＵ网络对数据的时间特征进行提取，实现了
短时交通流量的预测。实验结果表明，ＥＥＭＤ＋
ＢｉＧＲＵ组合模型预测的精度较其他单一模型或
ＥＭＤ组合模型的预测精度有明显的提升，且在去
除含有噪声的ＩＭＦ分量后，模型的预测精度有进
一步的提升。该模型的构建与预测的精度，满足

了未来智能交通系统下短时交通流预测精确性的

需求。
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