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基于稀疏表示和非参数判别分析的降维算法
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摘　要：针对人脸识别问题提出一种新的监督降维算法。算法首先基于稀疏表示理论，利用同类样本间
的稀疏重构来构建图。此方案不仅可以克服传统图构造方法中参数选择的困难，而且能够更好地刻画类内

信息。然后，算法采用非参数类间离差来刻画类间信息，非参数类间离差在处理复杂分布数据时相比于参数

类间离差更具判别力。最后，算法通过保持类内稀疏重构关系的同时最大化非参数类间离差来求得最优的

投影矩阵。在ＯＲＬ和ＥｘｔｅｎｄｅｄＹａｌｅＢ公共人脸数据库的实验表明，该算法能够获得较好的识别结果。
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　　降维技术在模式识别、机器学习、数据挖掘等
领域具有广泛的应用。近年来，随着微分几何等

数学理论的发展，以流形学习为代表的非线性降

维技术成为研究的热点。本质上，流形学习致力

于将数据从高维观测空间映射到一个低维空间，

发掘隐藏在高维观测数据中的低维线性或非线性

流形结构。典型的流形学习算法包括局部线性嵌

入（ＬｏｃａｌｌｙＬｉｎｅａｒＥｍｂｅｄｄｉｎｇ，ＬＬＥ）［１］、等度规映
射（ＩｓｏｍｅｔｒｉｃＭａｐｐｉｎｇ，ＩＳＯＭＡＰ）［２］、邻域保持嵌入
（ＮｅｉｇｈｂｏｒｈｏｏｄＰｒｅｓｅｒｖｉｎｇＥｍｂｅｄｄｉｎｇ，ＮＰＥ）［３］、局
部 保 持 映 射 （ＬｏｃａｌｉｔｙＰｒｅｓｅｒｖｉｎｇＰｒｏｊｅｃｔｉｏｎｓ，
ＬＰＰ）［４］，等。

经典流形学习算法可以统一到图嵌入框

架［５］当中，一般先通过近邻关系来构建邻接矩阵

或拉普拉斯矩阵，然后应用谱图理论来求解低维

嵌入。这些算法简洁明确，能够发现隐藏在高维

数据中的内在结构。然而，如何选择最优的模型

参数（例如邻域尺寸，热核权值参数等）仍是一个

难点问题。最近，Ｑｉａｏ等基于稀疏分解理论提出
了稀疏保持投影（ＳｐａｒｓｉｔｙＰｒｅｓｅｒｖｉｎｇＰｒｏｊｅｃｔｉｏｎｓ，
ＳＰＰ）［６］算法。与保持局部邻域几何关系的 ＬＰＰ
和ＮＰＥ算法不同，ＳＰＰ试图保持高维和低维空间
的稀疏重构关系。ＳＰＰ通过求解 Ｌ１范数优化问
题来构建图，无需选择任何模型参数，因而具有较

好的适应性。然而，作为一种非监督的降维算法，

ＳＰＰ算法没有利用数据的类别信息，这在一定程
度上限制了其在模式识别中的应用。

为了进一步提高算法性能，本文在 ＳＰＰ算法
基础上提出了一种基于稀疏表示和非参数判别分

析（ＮｏｎｐａｒａｍｅｔｒｉｃＤｉｓｃｒｉｍｉｎａｎｔＡｎａｌｙｓｉｓ，ＮＤＡ）［７－８］

的监督降维算法。该算法首先利用同类样本的稀

疏表示来构造图，用于描述样本间的稀疏重构关
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系，然后在保持类内稀疏重构关系的过程中利用

非参数离差矩阵来提取类间鉴别信息，最后通过

求解广义特征值问题来求得投影矩阵。在 ＯＲＬ
和ＥｘｔｅｎｄｅｄＹａｌｅＢ人脸数据库上的实验表明了
本文算法的有效性。

１　基于稀疏表示的图构造

给定一个采样于 ｄ维流形 Ｍ的 ｍ维样本集
Ｘ＝｛ｘ１，ｘ２，…，ｘＮ｝∈瓗

ｍ×Ｎ，ｄ＜ｍ，Ｎ为样本个
数，则可以构造一个无向图Ｇ＝（Ｖ，Ｅ），其中图的
顶点集Ｖ对应样本，边集 Ｅ对应样本间的权值。
在传统的降维算法中，图构造一般采用 ｋＮＮ或
者εｂａｌｌ来搜索邻域（确定存在边的顶点），然后
利用热核函数 Ｗｉｊ＝ｅｘｐ（－ ｘｉ－ｘｊ

２／σ２）来计算
图上顶点ｘｉ与ｘｊ的边的权值。这种方法直观简
单，但是需要引入近邻个数ｋ，距离半径 ε和热核
参数σ等模型参数。通常，降维算法对这些参数
非常敏感，参数的自动选取非常困难。

基于稀疏表示的图构造方法采取另外一个思

路，其首先把整个训练样本集看作一个字典，求得

每一个样本在字典上的稀疏表示。然后，把具有

非零重构系数的样本组成邻域，把重构系数作为

权值。具体而言，基于稀疏表示的图构造可以通

过求解式（１）的Ｌ１范数优化问题来实现
［６］

ｍｉｎｗｉ １
ｓ．ｔ．　ｘｉ＝Ｘｗｉ

∑
ｊ
ｗｊｉ＝１ （１）

式中，· １为Ｌ１范数算子，ｗｉ＝（ｗ
１
ｉ，ｗ

２
ｉ，…，ｗ

ｉ－１
ｉ ，

０，ｗｉ＋１ｉ ，…，ｗ
Ｎ
ｉ）
Ｔ是关于样本ｘｉ的稀疏重构系数向

量。图的权值矩阵设置为Ｗ ＝（ｗ１，ｗ２，…，ｗＮ）。

２　ＳＰＰ算法

基于稀疏表示构建的图在一定程度上能够反

映数据的内在结构［６］。为了在降维后最大限度地

保留这种结构，ＳＰＰ算法通过保持降维前后样本
间的稀疏重构关系来进行降维，其目标函数定义

如下

ｍｉｎ
Ａ∑

Ｎ

ｉ＝１
ＡＴｘｉ－Ａ

ＴＸｗｉ
２

ｓ．ｔ．ＡＴＸＸＴＡ＝Ｉ （２）
式中，Ａ为投影矩阵，ｗｉ为对应于ｘｉ的稀疏重构系
数向量，Ｉ为单位矩阵，加约束项的目的在于避免
退化解。通过简单的数学推导，上述问题等价于

求解

ｍｉｎｔｒ（ＡＴＸ（Ｉ－Ｗ－ＷＴ＋ＷＴＷ）ＸＴＡ）

ｓ．ｔ．　ＡＴＸＸＴＡ＝Ｉ （３）
式中，ｔｒ（·）为矩阵求迹的算子。为更简洁，记 Ｓβ
＝Ｗ＋ＷＴ－ＷＴＷ，可将式（３）转化为求解最大化
问题

ｍａｘｔｒ（ＡＴＸＳβＸ
ＴＡ）

ｓ．ｔ．ＡＴＸＸＴＡ＝Ｉ （４）

３　稀疏ＮＤＡ

ＳＰＰ算法是无监督方法，无法利用样本的先
验类别信息。为了进一步提高降维性能并应用于

模式识别，本文从两个方面对ＳＰＰ算法进行扩展：
在类内信息的刻画方面，本文算法仅用同类样本

构造字典来进行稀疏重构，可以有效地利用先验

信息；在类间信息的刻画方面，本文算法采用

ＮＤＡ的思路，可以更好地提取对分类有用的信
息。在３．３节，给出了完整的算法推导与求解。

３．１　类内稀疏重构保持

在基于稀疏表示构建的图中，权值ｗｊｉ能够反

映样本ｘｊ对ｘｉ（ｉ≠ｊ）进行稀疏重构的贡献，ｗ
ｊ
ｉ越

大，则ｘｊ与ｘｉ相似程度就越高，它们来自同一类
的可能性就越大。现有研究表明，能对 ｘｉ进行最
稀疏表示的样本通常与 ｘｉ来自同一类别

［６，９］。换

句话说，在稀疏重构系数向量 ｗｉ中，非零系数通
常对应于与ｘｉ同类的样本，而与ｘｉ异类的样本对
ｘｉ的稀疏重构贡献较小。受此启发，本文在对样本
进行稀疏表示时仅考虑将同类样本作为字典，按

式（５）求解稀疏表示
ｍｉｎｗｋ，ｉ １

ｓ．ｔ．ｘｋ，ｉ＝Ｘｋ，ｉｗｋ，ｉ

∑
ｊ
ｗｊｋ，ｉ＝１ （５）

式中，ｘｋ，ｉ表示第ｋ类第ｉ个样本，ｉ＝１，２，…，Ｎｋ，
ｋ＝１，２，…，ｃ，Ｎｋ为第 ｋ类样本的个数，ｃ为样本
类数；字典Ｘｋ，ｉ中包含第ｋ类的所有样本；所求得
的稀疏重构系数向量ｗｋ，ｉ＝（ｗ

１
ｋ，ｉ，ｗ

２
ｋ，ｉ，…，ｗ

ｉ－１
ｋ，ｉ，０，

ｗｉ＋１ｋ，ｉ，…，ｗ
Ｎｋ
ｋ，ｉ）

Ｔ。令 ｗ′ｋ，ｉ＝（０（Ｎ１＋Ｎ２＋…＋Ｎｋ－１）×１，ｗ
Ｔ
ｋ，ｉ，

０（Ｎｋ＋１＋Ｎｋ＋２＋…＋Ｎｃ）×１）
Ｔ，则得到图的权值矩阵为 ＷＭ

＝（ｗ′１，１，…，ｗ′１，Ｎ１，ｗ′２，１，…，ｗ′２，Ｎ２，…，ｗ′ｃ，１，…，
ｗ′ｃ，Ｎｃ）。

与ＳＰＰ算法类似，我们希望在降维前后保持
同类样本间的稀疏重构关系，由此构造如下的目

标函数

ｍｉｎ
Ａ∑

ｃ

ｋ＝１
∑
Ｎｋ

ｉ＝１
ＡＴｘｋ，ｉ－Ａ

ＴＸｗ′ｋ，ｉ
２

ｓ．ｔ．　ＡＴＸＸＴＡ＝Ｉ （６）

·４４１·
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按式（２）、（３）进行推导，式（６）转化为求解
最大化问题

ｍａｘｔｒ（ＡＴＸＳＭＸ
ＴＡ）

ｓ．ｔ．　ＡＴＸＸＴＡ＝Ｉ （７）
式中，ＳＭ ＝ＷＭ ＋Ｗ

Ｔ
Ｍ －Ｗ

Ｔ
ＭＷＭ。

３．２　类间鉴别信息提取

ＳＰＰ算法是无监督方法，无法利用先验类别
信息。在本文中，采用ＮＤＡ来提取类间鉴别信息。
与ＬＤＡ不同，ＮＤＡ算法没有对数据高斯分布的假
设，在计算离差矩阵时也无需估计二阶统计量

（比如均值），因而能够更好地描述高维复杂数据

的结构。

从原理上讲，ＮＤＡ就是求每个样本和其类间
最近邻的差值组成的类间离差矩阵 ＳＥ，然后用得
到的ＳＥ来提取类间鉴别信息。对于第 ｋ类第 ｉ个
样本ｘｋ，ｉ，ｉ＝１，２，…，Ｎｋ，ｋ＝１，２，…，ｃ，文献［８］
定义ｘｋ，ｉ的类内和类间最近邻分别为
ｘＩｋ，ｉ＝｛ｘ′∈Ｃｋ／ｘ′－ｘｋ，ｉ≤ ｚ－ｘｋ，ｉ，ｚ∈Ｃｋ｝

（８）
ｘＥｋ，ｉ＝｛ｘ′∈珔Ｃｋ／ｘ′－ｘｋ，ｉ≤ ｚ－ｘｋ，ｉ，ｚ∈珔Ｃｋ｝

（９）
令ΔＥｋ，ｉ＝ｘｋ，ｉ－ｘ

Ｅ
ｋ，ｉ，Δ

Ｉ
ｋ，ｉ＝ｘｋ，ｉ－ｘ

Ｉ
ｋ，ｉ，则非参

数类间离差阵为

ＳＥ ＝
１
Ｎ∑

ｃ

ｋ＝１
∑
Ｎｋ

ｉ＝１
ｗｋ，ｉ（Δ

Ｅ
ｋ，ｉ）（Δ

Ｅ
ｋ，ｉ）

Ｔ （１０）

式中，ｘｋ，ｉ对应的样本权重定义为
ｗｋ，ｉ＝ｍｉｎ｛ΔＥｋ，ｉ，Δ

Ｉ
ｋ，ｉ｝／（Δ

Ｅ
ｋ，ｉ ＋ Δ

Ｉ
ｋ，ｉ）。

通过观察式（８）～（１０）可以看出，上述的
ＮＤＡ方法通过“非此即彼”的思想来求得类间最
近邻差值，其更适合于对两类问题的分析。为了更

好地描述多类问题中的类间差距，本文取样本ｘｋ，ｉ
与每一类的类间最近邻差值来构造非参数离差矩

阵，即令

ＳＥ ＝
１

Ｎ（ｃ－１）∑
ｃ

ｋ＝１
∑
ｃ

ｊ≠ｋ
∑
Ｎｋ

ｉ＝１
ｗｋ，ｉ，ｊ（Δ

Ｅ
ｋ，ｉ，ｊ）（Δ

Ｅ
ｋ，ｉ，ｊ）

Ｔ

（１１）
式中，ｘＥｋ，ｉ，ｊ ＝｛ｘ′∈ Ｃｊ／ｘ′－ｘｋ，ｉ≤ ｚ－ｘｋ，ｉ，

ｚ∈Ｃｊ，ｊ≠ｋ｝，Δ
Ｅ
ｋ，ｉ，ｊ＝ｘｋ，ｉ－ｘ

Ｅ
ｋ，ｉ，ｊ，其对应的权

重定义为ｗｋ，ｉ，ｊ＝ｍｉｎ｛ΔＥｋ，ｉ，ｊ，Δ
Ｉ
ｋ，ｉ｝／（Δ

Ｅ
ｋ，ｉ，ｊ ＋

ΔＩｋ，ｉ）。

３．３　稀疏非参数判别分析

综合３．１节和３．２节的分析，本文提出在保持
类内稀疏重构关系的同时最大化非参数类间离差

信息为目标，构造如下的最优化问题

ａｒｇｍａｘ
Ａ

ｔｒ（ＡＴＸＳＭＸ
ＴＡ）＋μ·ｔｒ（ＡＴＳＥＡ）

ｓ．ｔ．　ＡＴＸＸＴＡ＝Ｉ （１２）
式中，规则化系数μ用于平衡稀疏保持项和非参
数类间离差项。

采用拉格朗日乘子法对式（１２）进行求解，
即令


Ａ
ｔｒ（ＡＴ（ＸＳＭＸ

Ｔ＋μＳＥ）Ａ－λ（Ａ
ＴＸＸＴＡ－Ｉ））＝０

（１３）
求得

（ＸＳＭＸ
Ｔ＋μＳＥ）Ａ＝λＸＸ

ＴＡ （１４）
容易看出，式（１４）等价于一个关于ＸＳＭＸ

Ｔ＋

μＳＥ和ＸＸ
Ｔ的广义特征值分解问题，所求投影矩

阵Ａ就对应ｄ个最大特征值对应的特征向量，其
中ｄ为降维的维数。

３．４　时间复杂度分析

本文算法的时间复杂度主要包含稀疏表示求

解，非参数类间离差矩阵计算和广义特征值分解

三个方面，算法运行时间与训练样本个数Ｎ，维数
ｍ等有关。采用标准线性规划来求解式（１）的复
杂度为４ｋｍ２／３＋ｋｍＮ＋Ｏ（ｋＮ），其中ｋ为标准线
性规划迭代的次数［１１］。据此，ＳＰＰ算法中稀疏表
示求解的计算时间为 Ｎ（４ｋｍ２／３＋ｋｍＮ ＋
Ｏ（ｋＮ）），本文根据式（５）求解稀疏表示的计算时

间为∑
ｃ

ｉ＝１
Ｎｉ（４ｋｍ

２／３＋ｋｍＮｉ＋Ｏ（ｋＮｉ））。当ＮＮｉ

时，ｉ＝１，２，…，ｃ，本文算法可以较多地节省计算
时间。此外，算法在计算非参数类间离差矩阵时的

计算复杂度为 Ｏ（ｍＮ２），在求解广义特征值分解
时的计算复杂度为Ｏ（ｍ３）。

４　实验结果与分析

为了验证算法的有效性，在ＯＲＬ和Ｅｘｔｅｎｄｅｄ
ＹａｌｅＢ两个公共人脸数据库上进行实验，并与
ＬＰＰ、ＮＰＥ、ＬＤＡ、ＳＰＰ等降维算法进行比较。ＯＲＬ
数据库包含４０个人，每个人１０幅图像，包含不同
的光照、姿态、表情和细节变化。ＥｘｔｅｎｄｅｄＹａｌｅＢ
数据库包含３８个人，每个人大约６４幅图像，在变
化的光照（实验室控制）下采集。为了保证所有算

法在公平的环境下进行，本文把所有样本的尺寸

归一化到３２×３２（１０２４维），把样本的灰度值归一
化到［０，１］，并采用最近邻分类器进行分类。为避
免ＬＤＡ算法中类内离差矩阵奇异导致无法计算，
本文提前对所有样本用 ＰＣＡ进行预处理，保留
１００％的主成分。对于ＬＰＰ和ＮＰＥ算法，设置近邻

·５４１·
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个数ｋ＝ｐ－１，ｐ为训练样本中每一类选取的样本
个数，热核参数σ为训练样本范数的均值。

４．１　参数μ的设置

由式（１４）可以看出，规则化系数μ用于平衡
ＸＳＭＸ

Ｔ和ＳＥ，其取决于具体的训练样本数据。类
似于文献［１０］的做法，本文把 μ看做是平衡
ＸＳＭＸ

Ｔ和ＳＥ能量变化的因子。假设 ＸＳＭＸ
Ｔ和 ＳＥ

的能量变化之比为β，则可以用β与一个非负实数
Ｄ的乘积来近似μ。为简便，这里用ＸＳＭＸ

Ｔ和ＳＥ的
最大特征值来近似其能量变化，此时就可以得到

参数μＤ·β＝Ｄ·λｍａｘ（ＸＳβＸ
Ｔ）／λｍａｘ（ＳＥ），其

中，λｍａｘ（·）表示求矩阵最大特征值算子。关于 Ｄ
的确定，实验中首先根据经验给定它的一个取值

范围Ｄ∈｛１００，１０－１，１０－２，１０－３，１０－４，１０－５，１０－６｝，
然后在训练样本集上进行五折交叉验证，测试每

一个候选参数，最终选取平均识别率最高对应的

值作为Ｄ。经过交叉验证，本文ＯＲＬ实验中的Ｄ取
值为 １０－３，ＥｘｔｅｎｄｅｄＹａｌｅＢ实验中的 Ｄ取值
为１０－４。

表１　ＯＲＬ数据的最高平均识别率和对应的维数
Ｔａｂ．１　ＭａｘｉｍａｌａｖｅｒａｇｅｒｅｃｏｇｎｉｔｉｏｎｒａｔｅｓａｎｄｔｈｅｃｏｒｒｅｓｐｏｎｄｉｎｇｄｉｍｅｎｓｉｏｎａｌｉｔｙｏｎＯＲＬ

ＯＲＬ ＬＰＰ ＮＰＥ ＬＤＡ ＳＰＰ Ｐｒｏｐｏｓｅｄ

２Ｔｒａｉｎ ０．５７５（６２） ０．６８０（７９） ０．７１５（３８） ０．７５３（７９） ０．８２１（３９）
３Ｔｒａｉｎ ０．６５０（８２） ０．７５６（１１９） ０．８３３（３６） ０．８０４（１１９） ０．８６２（４０）
４Ｔｒａｉｎ ０．７０１（８９） ０．８３１（１５９） ０．８８９（３８） ０．８４３（１５９） ０．９１８（４１）
５Ｔｒａｉｎ ０．７６９（１０５） ０．８６７（１９９） ０．９２９（３９） ０．８６８（１８６） ０．９４５（８６）

表２　ＥｘｔｅｎｄｅｄＹａｌｅＢ数据的最高平均识别率和对应的维数
Ｔａｂ．２　ＭａｘｉｍａｌａｖｅｒａｇｅｒｅｃｏｇｎｉｔｉｏｎｒａｔｅｓａｎｄｔｈｅｃｏｒｒｅｓｐｏｎｄｉｎｇｄｉｍｅｎｓｉｏｎａｌｉｔｙｏｎＥｘｔｅｎｄｅｄＹａｌｅＢ

ＥｘｔｅｎｄｅｄＹａｌｅＢ ＬＰＰ ＮＰＥ ＬＤＡ ＳＰＰ Ｐｒｏｐｏｓｅｄ

５Ｔｒａｉｎ ０．５８２（１８９） ０．６５９（１８９） ０．７３０（３７） ０．７６９（１８８） ０．８１５（１６６）
１０Ｔｒａｉｎ ０．６９８（３７９） ０．７３９（３７９） ０．８４８（３７） ０．８８４（３７９） ０．９０２（２１７）
１５Ｔｒａｉｎ ０．７１２（５６９） ０．８４７（５６９） ０．８９８（３７） ０．９０６（５６１） ０．９４６（２９１）

表３　非均匀随机抽样下的实验结果
Ｔａｂ．３　Ｅｘｐｅｒｉｍｅｎｔａｌｒｅｓｕｌｔｏｆｎｏｎｕｎｉｆｏｒｍｒａｎｄｏｍｓａｍｐｌｉｎｇ

数据集 ＬＰＰ／ｓ ＮＰＥ ＬＤＡ ＳＰＰ Ｐｒｏｐｏｓｅｄ

ＯＲＬ ０．６７５（９６） ０．８１８（１９９） ０．８７３（３５） ０．８５５（１９４） ０．９２５（１１７）
ＥｘｔｅｎｄｅｄＹａｌｅＢ ０．５８２（１９９） ０．６９１（１９９） ０．７２０（３５） ０．７６２（１６７） ０．７９５（１４８）

４．２　识别率比较

在ＯＲＬ实验中，每次从各类人脸随机抽取 ｉ
（ｉ＝２，３，４，５）个样本为训练集，剩下的作为测试
集，重复进行２０次测试，取２０次实验的平均值为
最后识别率。四组实验分别表示为 ２Ｔｒａｉｎ，
３Ｔｒａｉｎ，４Ｔｒａｉｎ，５Ｔｒａｉｎ。表 １给出了 ５种算法在
ＯＲＬ人脸数据库的最高平均识别率和对应的
维数。

在ＥｘｔｅｎｄｅｄＹａｌｅＢ实验中，每次从各类人脸
随机抽取ｉ（ｉ＝５，１０，１５）个样本为训练集，剩下的
为测试集，重复进行２０次测试，取２０次实验的平
均值为最后识别率。三组实验分别表示为

５Ｔｒａｉｎ，１０Ｔｒａｉｎ，１５Ｔｒａｉｎ。表２给出了５种算法的
最高平均识别率和对应的维数。

在上述实验中，训练样本集中各类样本个数

均相同。为了验证算法在非均匀随机抽样下的性

能，本文从ＯＲＬ和ＥｘｔｅｎｄｅｄＹａｌｅＢ中分别随机抽
取２００个样本作为训练集（其中，每类样本个数
不再要求相同，但考虑到求解同类稀疏表示时字

典元素不能少于２个，这里要求随机抽取后每类
的样本个数需大于１），剩下的作为测试集，重复
进行２０次实验，取２０次实验的平均值为最后的
识别率。表３分别给出非均匀随机抽样条件下的
ＯＲＬ和ＥｘｔｅｎｄｅｄＹａｌｅＢ数据集的最高平均识别
率及其对应的维数。

观察表１，表２和表３，可以发现：（１）在同等
条件下，ＳＰＰ和 ＬＤＡ算法的识别率高于 ＬＰＰ和
ＮＰＥ两种非监督降维算法。其原因主要是：ＳＰＰ
算法引入了稀疏表示，能够较好地反映数据的内

在结构；ＬＤＡ方法属于监督降维算法，能够有效
利用数据的先验类别信息。（２）对于 ＯＲＬ和
ＥｘｔｅｎｄｅｄＹａｌｅＢ数据，在均匀随机抽样和非均匀
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随机抽样条件下，本文算法均优于其他四种降维

算法。以ＯＲＬ数据集中非均匀随机抽样下的结
果为例，本文算法最高平均识别率达到９２．５％，
分别比 ＬＰＰ、ＮＰＥ、ＬＤＡ和 ＳＰＰ提高了 ２５％、
１０７％、５２％和７０％。由于在降维过程中同时
兼顾类内局部结构保持与类间鉴别信息的提取，

本文算法能够获得较高的识别正确率。

４．３　计算代价比较

以ＯＲＬ数据集上的实验为例，本文比较了五

种算法的计算时间，如表４所示。其中，Ｎ表示训
练样本个数，ｍ表示经ＰＣＡ预处理后数据的维数。
由表４可以看出，由于算法中求解稀疏表示的步骤
比较耗时，ＳＰＰ和本文算法的计算代价要大于
ＬＰＰ，ＮＰＥ和ＬＤＡ算法。然而，相比于ＳＰＰ，本文算
法仅用同类样本构造字典来进行稀疏表示，能够在

保证识别率的前提下大大降低计算复杂度。

表４　运行时间比较
Ｔａｂ．４　Ｃｏｍｐａｒｉｓｏｎｏｆｃｏｍｐｕｔａｔｉｏｎｔｉｍｅ

数据集 Ｎ ｍ ＬＰＰ／ｓ ＮＰＥ／ｓ ＬＤＡ／ｓ ＳＰＰ／ｓ Ｐｒｏｐｏｓｅｄ／ｓ

２Ｔｒａｉｎ ８０ ７９ ０．２０ ０．１４ ０．１３ ３．２１ ０．５１
３Ｔｒａｉｎ １２０ １１９ ０．２４ ０．１７ ０．１５ ８．４４ １．１１
４Ｔｒａｉｎ １６０ １５９ ０．２７ ０．２６ ０．１８ １７．０７ １．７７
５Ｔｒａｉｎ ２００ １９９ ０．３３ ０．２８ ０．２３ ３３．９５ ２．７３

５　结论

本文针对人脸识别问题，基于稀疏表示和非

参数判别分析提出一种新的监督降维算法。该算

法的特点在于：首先，利用同类样本的稀疏重构保

持来刻画类内信息，有效避免了ＬＰＰ和ＮＰＥ算法
的模型参数选择问题；其次，利用非参数离差矩阵

来提取类间鉴别信息，可以更精细地刻画多类问

题中的类间差别，获得更高的识别率。由于需要

进行稀疏表示求解并采用交叉验证设置参数，本

文算法计算复杂度偏大，如何加快算法运算速度

是下一步需要研究的问题。
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