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无监督特征学习的人体活动识别

史殿习，李勇谋，丁　博
（国防科技大学 计算机学院，湖南 长沙　４１００７３）

摘　要：针对人的局限性可能会导致在提取特征中丢失重要信息，从而影响最终的识别效果问题，提出
无监督特征学习技术的惯性传感器特征提取方法。其核心思想是使用无监督特征学习方法学习多个特征映

射，再将所有特征映射拼接起来形成最终的特征计算方法。其优点是不会造成重要信息的损失，而且可以显

著减少所使用的无监督特征学习模型的规模。为了验证所提出的特征提取方法在活动识别中的有效性，运

用一个公开的活动识别数据集，使用三种常用无监督模型进行特征提取，并使用支持向量机进行活动识别。

实验结果表明，特征提取方法取得了良好的效果，与其他方法相比具有一定的优势。
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　　目前广泛使用的智能手机如ＡｐｐｌｅｉＰｈｏｎｅ以
及Ａｎｄｒｏｉｄ的各种型号的智能手机，大都内置了
多种传感器，例如加速度传感器、陀螺仪传感器、

距离传感器、光传感器以及 ＧＰＳ等。内嵌了各种
传感器的智能手机的广泛普及和应用，催生了崭

新的基于智能手机传感器的应用和研究，例如人

体活动识别、跌倒检测、身份识别等［１］。其中，人

体活动识别是当前的热点研究问题。活动识别可

以作为健康评估和医疗保健的干预工具，通过长

时间识别和记录用户的活动，可以计算出用户的

活动水平和能量消耗，为活动太多或太少的用户

提供反馈信息，帮助其建立健康的生活方式。

文献［１］中对现有的活动识别研究做了比较
全面的论述，按识别的活动的类别可以分为：运动

类、交通模式类、锻炼类、日常类和手机使用方式

类活动等。目前，运动类活动识别是当前的研究

热点问题，也是史殿习等关注的重点，通常包括走

路、上楼梯、下楼梯、跑步、坐、站、躺等，通常涉及

加速度计和陀螺仪两种惯性传感器的一种或者

两种。

活动识别是一个典型的时间序列分类问题，

其问题可以定义为：确定传感器数据流的某一连

续部分是由哪种人体活动产生的。活动识别的处

理过程一般分为以下三个过程：数据预处理、特征

提取和分类［１］。

数据预处理通常包括噪声消除和数据流分

割。采集数据时，由于外界环境的影响如路面不

平以及智能手机位置的变动，会使数据包含大量

的噪声，噪声消除通常采用的是低通滤波器技术。

由于从连续的传感器数据流提取有用信息比较困

难，并且大部分的分类算法无法处理连续的数据

流，因此一般使用具有５０％重叠、长度固定的滑
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动窗口将数据分割为等长的段，如图１所示。

图１　５０％重叠的滑动窗口
Ｆｉｇ．１　Ｓｌｉｄｉｎｇｗｉｎｄｏｗｓｗｉｔｈ５０％ ｏｖｅｒｌａｐ

经过预处理后，得到固定长度的数据，直接用

于分类时效果较差，一般需要先进行特征提取。

所谓特征，通常是指原始数据的抽象表示，好的特

征是分类成功的关键。特征提取的本质是确定从

原始数据到特征的变换方法，这种变换方法大部

分都是由研究人员，根据一些特定领域的专业知

识人工设计的。常用的特征分为时域特征和频域

特征：时域特征是直接从时域数据中计算出的一

些统计值，例如均值、标准差、能量、熵和相关系数

等；频域特征通常是使用快速傅里叶变换得到原

始数据的频域表示，然后基于频域表示提取特征。

常用的这两类特征依赖领域知识，在应用于不同

类别的活动时，一是可能会存在不适应特定数据

的问题；二是它们通常是由人工设计的，可能由于

设计的失误，导致在提取特征后，丢失重要信息，

从而影响分类效果。为了减少这两个问题的影

响，可以使用无监督特征学习技术［２］，该技术能

够直接从传感器数据中学习特征的变换方法。在

使用无监督特征学习技术提取特征时，不需要依

赖领域知识，而且由于是从数据中学习特征，因此

也不存在数据不适应问题。据悉，目前使用该技

术对惯性传感器数据进行特征提取，进而进行活

动识别的研究仅有文献［３－５］。文献［３］最早使
用无监督特征学习技术如深度信念网络（Ｄｅｅｐ
ＢｅｌｉｅｆＮｅｔｗｏｒｋｓ，ＤＢＮ）和主成分分析（Ｐｒｉｎｃｉｐａｌ
ＣｏｍｐｏｎｅｎｔｓＡｎａｌｙｓｉｓ，ＰＣＡ）技术对加速度传感器
数据进行处理，学习特征变换方法，进而提取相应

的特征对厨房活动、日常活动以及汽车生产流水

线中工人的活动等进行识别；文献［４］在文献［３］
的工作基础上，使用平移不变性稀疏编码技术提

取特征；文献［５］亦使用稀疏编码技术进行特征
提取，进而对运动类活动和交通模式类活动如静

止、走路、乘车、骑自行车等进行识别。

活动识别的最后一步是分类。首先，选择合

理的分类算法对分类器进行训练；然后，使用通过

训练得到的分类器进行分类。目前，活动识别中

所用的分类算法大多数是有监督分类算法［１］，比

如支持向量机（ＳｕｐｐｏｒｔＶｅｃｔｏｒＭａｃｈｉｎｅ，ＳＶＭ）、人
工神经网络（ＡｒｔｉｆｉｃｉａｌＮｅｕｒａｌＮｅｔｗｏｒｋ，ＡＮＮ）、决

策树Ｃ４．５、朴素贝叶斯和Ｋ近邻等算法。相对而
言，目前使用半监督的分类方法的研究相对较少，

文献［６］研究了自我学习、协同学习和主动学习
三种经典的半监督的分类方法在活动识别领域的

应用；文献［７］使用无监督聚类算法来提高已有
分类器的性能，亦属于半监督的分类方法。对于

半监督的分类方法来说，由于其可以利用无标注

的数据，在实际应用中效果较好，其识别准确率可

以达到８０％以上［１］。虽然目前有很多分类算法，

选择合适的分类算法仍然是比较烦琐和具有挑战

性的工作。

在活动识别的处理过程中，虽然活动类型是

由分类器来识别和分类的，但是活动识别的前两

个阶段也都具有十分重要的作用，预处理和特征

表示都是获取高性能的分类结果的关键因素。针

对活动识别领域使用的常用特征的一些缺陷，史

殿习等提出一种基于无监督特征学习技术的惯性

传感器特征提取方法，在此基础上，使用支持向量

机ＳＶＮ分类方法，在一个活动识别公开数据上进
行了实验验证。

１　惯性传感器数据特征提取方法

１．１　基本思想

所涉及的惯性传感器包括三轴加速度传感器

和陀螺仪传感器。这两种传感器都具有三个方

向，与生活的三维空间相对应。但是手机的三维

坐标系是基于手机屏幕的，如图２［１５］所示。

图２　智能手机坐标系
Ｆｉｇ．２　Ｃｏｏｒｄｉｎａｔｅｓｙｓｔｅｍｏｆｓｍａｒｔｐｈｏｎｅｓ

当智能手机在人身上的位置和方向相对固定

时，其采集的三维数据比较稳定，能够正确地反映

身体的运动；当方向变化较大时，其合成量仍然可

以可靠地测量身体运动的程度。基于上述考虑，

增加一个维度的信息，特征提取时将使用四个维

度的信息，即｛Ｘ，Ｙ，Ｚ，Ｒ｝，将每个维度称为一个

·９２１·
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ｃｈａｎｎｅｌ，即四个 ｃｈａｎｎｅｌ。在此基础上，提出一种
基于无监督特征学习的惯性传感器特征提取方

法，并将其集成到经典的分类问题处理流程中，如

图３所示。首先，将传感器数据流使用滑动窗口
技术分割为等长的数据段，分割后得到等长数据

段有三个ｃｈａｎｎｅｌ，即｛Ｘ，Ｙ，Ｚ｝；然后，计算合成量

Ｒ＝ Ｘ２＋Ｙ２＋Ｚ槡
２，将这四个 ｃｈａｎｎｅｌ的数据作为

无监督特征学习模型的输入。该特征提取方法主

要包含以下两个步骤：

１）对每个ｃｈａｎｎｅｌ的数据使用无监督特征学
习技术，学习特征变换方法，如图３所示，｛Ｘ，Ｙ，
Ｚ，Ｒ｝四个ｃｈａｎｎｅｌ分别得到四个特征映射方法：
ｍａｐ＿Ｘ，ｍａｐ＿Ｙ，ｍａｐ＿Ｚ，ｍａｐ＿Ｒ。

图３　基于无监督特征学习的活动识别
Ｆｉｇ．３　Ａｃｔｉｖｉｔｙｒｅｃｏｇｎｉｔｉｏｎｂａｓｅｄｏｎｕｎｓｕｐｅｒｖｉｓｅｄ

ｆｅａｔｕｒｅｌｅａｒｎｉｎｇ

２）把｛Ｘ，Ｙ，Ｚ，Ｒ｝四个ｃｈａｎｎｅｌ的数据分别
使用对应的特征映射方法ｍａｐ＿Ｘ，ｍａｐ＿Ｙ，ｍａｐ＿Ｚ，
ｍａｐ＿Ｒ得到的特征拼接起来，作为最终的特征向
量，用于分类。

将这种首先分 ｃｈａｎｎｅｌ使用无监督特征学习
技术进行学习特征映射，然后将其拼接到一起的

特征提取方法，称作基于无监督特征学习的

ｃｈａｎｎｅｌｗｉｓｅ特征提取方法［８］。与之相对应的是

不分ｃｈａｎｎｅｌ的无监督特征学习［３－５］，即将三个

ｃｈａｎｎｅｌ或者四个 ｃｈａｎｎｅｌ的原始数据拼接起来，
作为一个无监督特征学习模型的输入，学习特征

表示。这种基于无监督特征学习的 ｃｈａｎｎｅｌｗｉｓｅ
特征提取方法的优点主要包括：①使用特征学习
技术能够克服对领域知识的依赖，也不会造成重

要信息的损失；②ｃｈａｎｎｅｌｗｉｓｅ方式使用无监督特
征学习技术，与不分 ｃｈａｎｎｅｌ的方式相比，可以显
著减少所使用的无监督特征学习模型的规模，例

如在基于神经网络的无监督特征学习方法中，可

以将权值数量降为１／４，从而减少训练时间和所
需要的数据规模；③ｃｈａｎｎｅｌｗｉｓｅ方式更为灵活，
可以在不同的 ｃｈａｎｎｅｌ使用不同的超参数，甚至
不同的模型；④使用 ｃｈａｎｎｅｌｗｉｓｅ方式，使实现模
型的并行训练更为容易。虽然，这种 ｃｈａｎｎｅｌｗｉｓｅ
方式不能提取不同 ｃｈａｎｎｅｌ间的相关信息，但是
由于无监督特征学习技术能够控制好特征提取带

来的信息损失，所以不同 ｃｈａｎｎｅｌ的相关信息仍
然可以被分类算法所利用。

１．２　特征学习模型

在所提出的特征提取方法中，需要用到无监

督特征学习技术从每个 ｃｈａｎｎｅｌ学习特征映射方
法。在经过对常见的无监督特征学习技术分析之

后，主要研究将两种基于自编码器 （Ａｕｔｏ
Ｅｎｃｏｄｅｒ，ＡＥ）的模型和主成分分析（Ｐｒｉｎｃｉｐａｌ
ＣｏｍｐｏｎｅｎｔｓＡｎａｌｙｓｉｓ，ＰＣＡ）应用于传感器数据特
征提取。其原因在于这两种模型具有一定的代表

意义，ＡＥ模型是非线性模型，而 ＰＣＡ是线性
模型。

ＡＥ通常定义为一个单隐藏层神经网络，其
输入单元的数量与输出单元的数量相同，在训练

时将输入值作为目标值进行训练。本质上 ＡＥ是
尝试去学习一个恒等函数，换句话说，它尝试逼近

一个恒等函数，从而使得输出 ｘ^接近于输入ｘ。
若令Ｎ和Ｋ分别表示输入单元的数量和隐

藏单元的数量，那么一个 ＡＥ的参数可以形式化
地表达为：Ｗ（１）∈ＲＲ（Ｋ×Ｎ）和 Ｗ（２）∈ＲＲ（Ｎ×Ｋ）（Ｗ（１），
Ｗ（２）分别表示从输入层到隐藏层的权值和从隐藏
层到输出层的权值），ｂ（１）∈ＲＲＫ和ｂ（２）∈ＲＲＮ（ｂ（１），
ｂ（２）分别表示隐藏层偏置和输出层偏置）。一个
ＡＥ可以分解为两部分，编码部分和解码部分。编
码部分将输入ｘ∈ＲＲＮ变换为隐藏层表示 ｈ（ｘ）∈
ＲＲＫ，解码部分是使用隐藏层表示重建原始输入。

隐藏层表示ｈ（ｘ）和原始输入的重建 ｘ^的计算方
法为：

ｈ（ｘ）＝σ（Ｗ（１）ｘ＋ｂ（１）） （１）
ｘ^＝σ（Ｗ（２）ｈ（ｘ）＋ｂ（２）） （２）

其中，σ（·）是激活函数，通常使用 ｓｉｇｍｏｉｄ函数
和 ｔａｎｈ函数。ＡＥ的目标是学习隐藏层表示
ｈ（ｘ），也可以将 ｈ（ｘ）看作特征映射。将用于训
练 ＡＥ的无标签的数据集记作 Ｘ＝｛ｘ（１），…，
ｘ（ｍ）｝，其中ｘ（ｉ）∈ＲＲＮ，采用均方误差作为衡量输

入ｘ和输出 ｘ^的相似程度的标准，所以 ＡＥ的代
价函数可以表示为：

·０３１·
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Ｊ（θ）＝１ｍ∑ｘ∈Ｘ ｘ^－ｘ
２ （３）

其中，θ表示 ＡＥ的参数集合｛Ｗ（１），ｂ（１），Ｗ（２），
ｂ（２）｝。

不作限制地使用ＡＥ通常并不能取得好的效
果，需要对 ＡＥ增加某些限制。为了学习获取有
用的表示，一种常用的限制是对隐藏层单元施加

稀疏性约束，一般认为超完备的稀疏表示能够取

得的性能高于规模更小的表示［９］。稀疏性约束

是指限制每个隐藏层单元的平均激活值，使其接

近于一个固定的常数 ρ∈（０，１），ρ通常是一个接
近于０的较小的值（比如 ρ＝００５）。其中，隐藏
神经元ｊ在训练集上的平均活跃度用 ρ^ｊ表示。这
种具有稀疏性约束的ＡＥ通常被称为稀疏自编码
器（ＳｐａｒｓｅＡｕｔｏＥｎｃｏｄｅｒ，ＳＡＥ）。稀疏性约束是
通过在ＡＥ的代价函数加入用于描述神经元的平
均激活值 ρ^ｊ和 ρ的相差程度的 ＫＬ（Ｋｕｌｌｂａｃｋ
Ｌｅｉｂｌｅｒ）散度（又称相对熵）实现的，其中 ＫＬ散度
的定义为：

ＫＬ（ρρ^ｊ）＝ρｌｏｇ２
ρ
ρ^ｊ
＋（１－ρ）ｌｏｇ２

１－ρ
１－^ρｊ

。

因此，ＳＡＥ的代价函数为：

Ｊ（θ）＝１ｍ∑ｘ∈Ｘ ｘ^－ｘ
２＋β∑

Ｋ

ｊ＝１
ＫＬ（ρ‖ρ^ｊ）（４）

式（４）中，第一项为均方误差，第二项为稀疏性惩
罚，β为调节两项的比例的参数。由于ＫＬ散度是
平滑且可微的，所以其代价函数也是可微的，可以

使用基于梯度的优化方法进行训练。当最小化代

价函数时，第一项是用于减小重构时的信息损失，

第二项使隐藏层单元的平均激活值保持在预设的

水平。值得注意的是，由于ＫＬ散度只在（０，１）上
有定义，在使用ｔａｎｈ等值域为（－１，１）的函数作
为激活函数时，需要将隐藏单元的平均激活值调

整到（０，１）上。
ＡＥ模型的另外一个扩展是去噪自编码器

（ＤｅｎｏｉｓｉｎｇＡｕｔｏＥｎｃｏｄｅｒ，ＤＡＥ），ＤＡＥ最初是在
文献［１０］中作为深度神经网络的基本构造块引
入的。为了使 ＡＥ能够学习到鲁棒性更好的特
征，减轻噪声对特征的影响，ＤＡＥ试图从加入了
噪声破坏的原始输入重建出无噪声的原始输入。

在ＤＡＥ中常用的噪声有以下两种［１１］：

１）高斯噪声：用ＧＮ（ｘ）表示加入高斯噪声后
的数据，则ＧＮ（ｘ）＝ｘ＋Ｎ（０，σ２Ｉ），其中 σ２Ｉ为
所加入的噪声的协方差矩阵。

２）Ｍａｓｋ噪声：对于每个输入 ｘ，从所有元素
中随机选择占比例 ｐ的元素，将其设置为激活函

数的值域的最小值，若使用 ｓｉｇｍｏｉｄ函数则置０，
若使用ｔａｎｈ函数则置－１。

最后，在使用基于 ＡＥ的模型进行特征学习
时，为了克服单隐藏层网络表示能力的一些缺陷，

通常的做法是将多个ＡＥ堆叠起来，即将一个 ＡＥ
的隐藏层输出作为另一个 ＡＥ的输入。在训练
时，先用原始数据训练最外层的 ＡＥ，得到其隐藏
层输出后将其作为输入数据训练下一层ＡＥ。

ＰＣＡ是一个被广泛使用的具有良好数学基
础的维度缩减方法。它通过使用正交变换，将可

能存在相关性的一定维度的变量转换成维度更小

的无相关的变量，同时在维度缩减的过程中保持

信息损失最小化。在ＰＣＡ中，数据集的协方差矩
阵的最大的几个特征值所对应的特征向量所张成

的低维子空间，能够保持原始数据最大的方差。

从原始数据到方差最大化的子空间的投影可以作

为特征表示，也可以用于数据的可视化。

ＰＣＡ可以看作是一种无监督特征学习方法，
主要是由于这种方法可以自动地从数据中学习到

紧凑且有意义的原始数据的表示，并且不需要依

赖于领域知识。本质上，ＰＣＡ学习到一个线性变
换ｆ（ｘ）＝ＷＴｘ，把数据映射为特征，这与使用线性
激活函数的ＡＥ具有相似的效果。

１．３　超参数选择方法

机器学习模型中的参数可以分为两类：参数

和超参数。寻找最优参数问题已经得到很好的解

决，目前有很多优化算法可以使用。而对于超参

数的选择，尚未得到很好解决，更多地依赖于经验

和穷举搜索。然而，合理的超参数设置也对机器

学习方法的性能具有至关重要的影响［１２］。对于

超参数的选择，采用基于经验与穷举搜索相结合

的方法，其中，对于数值型超参数，选取合理的取

值范围和搜索步长，进行网格搜索。

２　活动识别实验验证和结果分析

为了验证提出的特征提取方法在活动识别中

的有效性，在公开数据集合上设计实验，共提取了

八种特征，最后使用ＳＶＭ对常见的六种活动进行
识别并分析实验结果。

２．１　活动识别数据集

实验的数据来源于一个常用的活动识别的数

据集：ＵＣＩ机器学习资源库［１３］中的 “Ｈｕｍａｎ
Ａｃｔｉｖｉｔｙ Ｒｅｃｏｇｎｉｔｉｏｎ Ｕｓｉｎｇ Ｓｍａｒｔｐｈｏｎｅｓ Ｄａｔａ
Ｓｅｔ”［１４］，简记为 ＵＣＩＨＡＲ数据集。该数据集所
收集的数据来自一组３０个年龄分布在１９～４８岁

·１３１·
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的志愿者，每个人要求执行六种活动：ＷＡＬＫＩＮＧ，
ＷＡＬＫＩＮＧＵＰＳＴＡＩＲＳ，ＷＡＬＫＩＮＧＤＯＷＮＳＴＡＩＲＳ，
ＳＩＴＴＩＮＧ，ＳＴＡＮＤＩＮＧ和 ＬＡＹＩＮＧ，在执行这些活
动的时候将一部智能手机固定在腰部。在活动的

过程中，使用智能手机内置的加速度计和陀螺仪

两种惯性传感器，以 ５０Ｈｚ固定频率记录三轴线
性加速度和三轴角速度。在实验进行过程中，使

用视频记录用于人工的标记数据。所获得的数据

集被随机分成两组，其中７０％的志愿者被选择用
于生成训练数据，另外３０％用于生成测试数据。

该数据集中的传感器信号已经经过噪声消

除，并且使用长度２．５６ｓ具有５０％的滑动窗口进
行分割，分割后的数据每个窗口 １２８个采样点。
滑动窗口分割后，训练集有７３５２个样例，测试集
有２９４７个样例。每个样例的属性包括三轴加速
度、三轴角速度、活动标签以及生成数据的人的编

号。为了便于在 ＡＥ中使用 ｓｉｇｍｏｉｄ函数作为编
码函数和解码函数，将所有传感器数据都调整到

［０１，０９］。

２．２　特征提取实验

为了验证特征提取方法的有效性，对比不同

特征的效果，不仅使用两种基于特征学习的方法

提取特征，还提取了常用的统计特征和频域特征。

本节将简单描述以ｃｈａｎｎｅｌｗｉｓｅ和不区分ｃｈａｎｎｅｌ
两种方式使用特征学习技术进行特征提取的过

程，以及统计特征和频域特征的定义和计算方法。

在进行特征学习时，使用ＵＣＩＨＡＲ数据集中
训练集与测试集的所有数据，共１０２９９个训练样
例对特征学习模型进行训练。

在基于 ＡＥ的方法中级联两层 ＡＥ，ＳＡＥ和
ＤＡＥ第一层网络结构参照 ＰＣＡ的合适压缩维度
进行选择，ＳＡＥ第二层仍然采取同样方法，对于
ＤＡＥ第二层网络结构则参照ＳＡＥ第二层。
２．２．１　基于ＳＡＥ的ｃｈａｎｎｅｌｗｉｓｅ方式特征学习

通过使用ＰＣＡ模型进行分析，发现当将１２８
维的各个 ｃｈａｎｎｅｌ的数据压缩为 ６４维时，所有
ｃｈａｎｎｅｌ均可以保持超过９９％的方差比例。因此
将隐藏层单元数目设置为６４的１５倍，所以第一
层ＳＡＥ网络结构为１２８×９６×１２８。根据１３节
提出的方法，稀疏性稀疏 β＝１２８／９６≈１３３。再
在各个ｃｈａｎｎｅｌ的数据中搜索最优的 ρ，搜索时对
ＳＡＥ使用Ｐｙｌｅａｒｎ２中的带线搜索的批处理梯度下
降法训练２００个周期，模型的评价标准为最后５
个周期ＭＳＥ平均值。搜索结果（见表１）表明，对
于加速度传感器数据｛Ｘ，Ｙ，Ｚ，Ｒ｝最优 ρ分别为
｛０２５，０２５，０３０，０１５｝，陀螺仪传感器数据

｛Ｘ，Ｙ，Ｚ，Ｒ｝最优ρ值分别为｛０２５，０１０，０１０，
０４０｝。

表１　所有ｃｈａｎｎｅｌ第一层ＳＡＥρ搜索结果

Ｔａｂ．１　ＳｅａｒｃｈｒｅｓｕｌｔｓｏｆＳＡＥρｉｎｆｉｒｓｔｌａｙｅｒｆｏｒａｌｌｃｈａｎｎｅｌｓ

ｃｈａｎｎｅｌ
ρ

０．０５ ０．１０ ０．１５ ０．２０ ０．２５ ０．３０ ０．３５ ０．４０

ＡｃｃＲ ０．０５１０．０３７０．０３４０．０３７０．０４００．０４４０．０４６０．０４９

ＡｃｃＸ ０．１１９０．０８３０．０７４０．０７１０．０６９０．０８１０．０８５０．０９４

ＡｃｃＹ ０．１６５０．１４６０．１３４０．１２５０．１１８０．１２２０．１２１０．１２１

ＡｃｃＺ ０．１１３０．０８９０．０８３０．０７９０．０７６０．０７１０．０８００．０７６

ＧｙｒｏＲ０．０４８０．０３３０．０２９０．０２７０．０２６０．０２５０．０２２０．０２１

ＧｙｒｏＸ０．０５７０．０５４０．０５２０．０５１０．０４８０．０４９０．０５３０．０５５

ＧｙｒｏＹ０．０６２０．０５３０．０５８０．０６１０．０６２０．０５５０．０６００．０５７

ＧｙｒｏＺ０．０５１０．０４４０．０４６０．０４４０．０４９０．０５３０．０５８０．０５９

在确定第一层 ＳＡＥ的各个超参数后，使用
Ｐｙｌｅａｒｎ２中的带线搜索的批处理梯度下降法，对
其训练２００个周期。训练后的第一层 ＳＡＥ的隐
藏层输出作为下一层ＳＡＥ的输入。

第二层ＳＡＥ使用与第一层 ＳＡＥ相似的方法
确定超参数。通过对第一层 ＳＡＥ的隐藏层输出
使用ＰＣＡ分析，发现１６维为合适的压缩维度，因
此第二层ＳＡＥ的网络结构为６４×２４×６４。使用
同样的方法搜索最优ρ取值，根据搜索结果，加速
度传感器数据｛Ｘ，Ｙ，Ｚ，Ｒ｝最优 ρ分别为｛０３０，
０３０，０４０，０４０｝，陀螺仪传感器数据｛Ｘ，Ｙ，Ｚ，
Ｒ｝最优ρ值分别为｛０４０，００５，０３０，０２０｝。

在确定各个ｃｈａｎｎｅｌ第二层ＳＡＥ的最优稀疏
性参数 ρ的取值后，使用与第一层类似的训练方
法和设置对其进行训练。将每个 ｃｈａｎｎｅｌ第二层
ＳＡＥ的隐藏层输出作为特征，每个 ｃｈａｎｎｅｌ得到
２４个特征，这种特征提取方法共提取了 １９２个
特征。

２．２．２　基于ＤＡＥ的ｃｈａｎｎｅｌｗｉｓｅ方式特征学习
根据使用 ＳＡＥ时对数据的分析，将第一层

ＤＡＥ隐藏层单元数设为６４，第二层 ＤＡＥ隐藏层
单元数设为１６。采用网格搜索方式来确定 ＤＡＥ
的噪声类型和噪声水平，模型的选择标准基于训

练集的１０折交叉验证结果，分类器使用 ｏｎｅｖｓ
ｏｎｅ多类扩展的、带有径向基核函数（ＲａｄｉａｌＢａｓｉｓ
Ｆｕｎｃｔｉｏｎ，ＲＢＦ）核函数的 ＳＶＭ，ＳＶＭ的两个超参
数的搜索空间分别为Ｃ∈｛２－５，２－４，…，２５｝和γ∈
｛２－４，２－３，…，２４｝。搜索结果（见表２）表明，第一
层ＤＡＥ使用 σ２＝０００２５的 ＧＮ噪声、ＤＡＥ２使
用σ２＝００１００的 ＧＮ噪声所取得的效果最好。

·２３１·
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这种方式共提取了１２８个特征。

表２　ｃｈａｎｎｅｌｗｉｓｅＤＡＥ超参数搜索结果
Ｔａｂ．２　ＳｅａｒｃｈｒｅｓｕｌｔｓｏｆｃｈａｎｎｅｌｗｉｓｅＤＡＥ’ｓ

ｈｙｐｅｒｐａｒａｍｅｔｅｒｓ

第一层 ＤＡＥ 第二层 ＤＡＥ ＣＶ准确率／％

ＧＮ：

σ２＝０．００２５

ＧＮ：σ２＝０．００２５ ９４．８

ＧＮ：σ２＝０．０１００ ９４．９

ＭＮ：ｐ＝０．１０ ９４．５

ＭＮ：ｐ＝０．２０ ９４．３

ＧＮ：

σ２＝０．０１００

ＧＮ：σ２＝０．００２５ ９５．０

ＧＮ：σ２＝０．０１００ ９４．９

ＭＮ：ｐ＝０．１０ ９４．５

ＭＮ：ｐ＝０．２０ ９４．４

ＭＮ：
ｐ＝０．１０

ＧＮ：σ２＝０．００２５ ９４．５

ＧＮ：σ２＝０．０１００ ９４．６

ＭＮ：ｐ＝０．１０ ９４．１

ＭＮ：ｐ＝０．２０ ９４．５

ＭＮ：
ｐ＝０．２０

ＧＮ：σ２＝０．００２５ ９４．３

ＧＮ：σ２＝０．０１００ ９４．４

ＭＮ：ｐ＝０．１０ ９４．２

ＭＮ：ｐ＝０．２０ ９４．１

２．２．３　基于ＰＣＡ的ｃｈａｎｎｅｌｗｉｓｅ方式特征学习
为了使提取的特征具有可比性，使用 ＰＣＡ将

每个ｃｈａｎｎｅｌ１２８维数据压缩为１６维。最终也提
取了１２８个特征。
２．２．４　不区分ｃｈａｎｎｅｌ方式特征学习

为了对比ｃｈａｎｎｅｌｗｉｓｅ方式与不区分ｃｈａｎｎｅｌ
方式的特征学习方式，对应提取了三种不区分

ｃｈａｎｎｅｌ方式的特征。为了使结果具有可比性，对
于不区分 ｃｈａｎｎｅｌ方式的学习，对每种传感器数
据使用与 ｃｈａｎｎｅｌｗｉｓｅ方式相对应的结构和
参数。

在使用ＳＡＥ模型进行不区分ｃｈａｎｎｅｌ方式特
征学习时，即第一层ＳＡＥ为５１２×３８４×５１２，第二
层ＳＡＥ为３８４×９６×３８４。使用与ｃｈａｎｎｅｌｗｉｓｅ方
式相似的稀疏性参数搜索过程。由于网络规模较

大导致训练时间较长，在不分 ｃｈａｎｎｅｌｗｉｓｅ方式
特征学习搜索中仅对模型训练１００个周期。第一
层搜索结果为：加速度数据 ００５，陀螺仪数据
０１０。在第一层 ＳＡＥ确定最优 ρ后，仍然对其训
练２００个周期，然后将其隐藏层输出作为第二层
ＳＡＥ的输入对其进行参数搜索，搜索结果为：加

速度数据０１０，陀螺仪数据００５。最后对第二层
ＳＡＥ使用最优参数训练２００个周期，每种传感器
数据得到９６个特征，共计１９２个特征。

在使用ＤＡＥ模型进行不区分ｃｈａｎｎｅｌ方式特
征学习时，第一层 ＤＡＥ网络结构为５１２×２５６×
５１２，第二层 ＤＡＥ网络结构为２５６×６４×２５６。对
于不区分 ｃｈａｎｎｅｌ方式，ＤＡＥ１使用 σ２＝０．００２５
的ＧＮ噪声、ＤＡＥ２使用 ｐ＝００２０的 ＭＮ噪声所
取得效果最好。这种方式共提取了１２８个特征。

在使用ＰＣＡ模型进行不区分 ｃｈａｎｎｅｌ方式特
征学习时，将所有加速度数据使用ＰＣＡ压缩为６４
维度，陀螺仪数据也压缩为６４维度。最终，同样
提取了１２８维数据。
２．２．５　时域统计特征和频域特征

时域统计特征是基于智能手机的活动识别研

究中使用最多的特征，其主要优点是计算简单，适

用于在资源有限的智能手机上实现。选取最为常

用的几个统计特征，包括从每个 ｃｈａｎｎｅｌ提取的
均值、标准差、能量和熵，以及每个传感器提取的

６个相关系数，共计４４个特征。
频域特征也是基于智能手机的活动识别研究

的常用特征，频域特征效果一般比统计特征要好，

但是频域特征计算复杂度更高。频域特征一般是

先对信号进行离散傅里叶变换得到傅里叶系数，

然后基于傅里叶系数提取特征。对每个 ｃｈａｎｎｅｌ
的数据进行离散傅里叶变换后，取其最大的８个
系数作为特征，每个系数记录其频率和振幅，每个

ｃｈａｎｎｅｌ提取１６个特征，所有ｃｈａｎｎｅｌ共１２８个频
域特征。

２．３　实验结果与分析

在完成特征提取后，使用支持向量机ＳＶＭ识
别上文所提的６种活动。所使用的 ＳＶＭ的多分
类扩展使用 ｏｎｅｖｓｏｎｅ方式，核函数使用常用的
高斯核函数。实验过程中，首先在训练集上使用

１０折交叉验证，在 Ｃ∈｛２－５，２－４，…，２５｝和 γ∈
｛２－４，２－３，…，２４｝网格中搜索最优的 Ｃ和 γ值，
然后使用最优的 Ｃ和 γ在训练集上训练出分类
器，最后报告交叉验证的准确率和在测试集上的

准确率，见表３。从表３中的结果可以看出：
１）对于两种特征学习方式，ｃｈａｎｎｅｌｗｉｓｅ方式

要优于不区分 ｃｈａｎｎｅｌ方式，所以在处理惯性传
感器数据时，ｃｈａｎｎｅｌｗｉｓｅ方式使用特征学习技术
更为合适。

２）使用ｃｈａｎｎｅｌｗｉｓｅ方式的三种特征学习技
术都明显优于常用的统计特征和频域特征，这说

明该特征提取方法具有一定的优势。

·３３１·
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３）在使用ｃｈａｎｎｅｌｗｉｓｅ方式的三种特征学习
技术中，线性方法 ＰＣＡ取得最好的结果，非线性
的ＳＡＥ的准确率略低于ＰＣＡ，这是由于用于特征
学习的数据较少。在两种基于ＡＥ的技术中，ＳＡＥ
要比 ＤＡＥ更好，说明 ＳＡＥ更适合处理传感器
数据。

表３　不同特征使用ＳＶＭ识别准确率
Ｔａｂ．３　ＲｅｃｏｇｎｉｔｉｏｎａｃｃｕｒａｃｙｏｆＳＶＭｆｏｒｄｉｆｆｅｒｅｎｔｆｅａｔｕｒｅｓ

特征 交叉验证准确／％ 测试准确率／％

ＳＡＥｃｈａｎｎｅｌｗｉｓｅ ９５．１４ ９１．０８

ＳＡＥＭｏｎｏ ９５．０５ ８８．６０

ＤＡＥｃｈａｎｎｅｌｗｉｓｅ ９５．０１ ８８．８７

ＤＡＥＭｏｎｏ ９２．８７ ７９．１０

ＰＣＡｃｈａｎｎｅｌｗｉｓｅ ９５．２９ ９１．８２

ＰＣＡＭｏｎｏ ９４．９８ ９０．５３

时域统计特征 ９７．５５ ８８．５６

频域特征 ９２．８６ ８５．１４

３　结论

本文提出了一种基于无监督特征学习的惯性

传感器数据特征提取方法。这种方法具有以下特

点：由于无监督特征学习一般使用信息损失最小

化方法学习特征映射，所以可以避免重要信息损

失；能够自动地从数据学习特征表示，对于领域专

业知识的依赖更少；细粒度的特征提取方式速度

快、规模小，对于其他问题也有一定的借鉴意义。

基于上述方法提取的特征在公开数据集上进

行活动识别实验。实验结果表明，ｃｈａｎｎｅｌｗｉｓｅ方
式特征学习在活动识别的准确率上优于不分

ｃｈａｎｎｅｌ方式，并且也优于时域统计特征和频域特
征。在所研究的三种特征学习模型中，ＳＡＥ和
ＰＣＡ大致相当并优于 ＤＡＥ。由于实验所使用的
数据较少，而无监督特征学习模型通常需要大量

数据，在下一步工作中将会收集更多数据用于学

习特征表示。
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