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摘　要：以概率图理论为基础，系统研究基于这一理论框架的故障诊断模型，对模型的构建方法以及在
不同场景下的模型演化方案进行探讨，使得在统一理论框架下可实现多模式系统故障、耦合故障、动态故障、

故障预测等复杂情形的诊断。为了弥补单独利用基于模型的方法和基于数据的方法的缺陷，研究了诊断模

型的学习进化策略，实现了诊断效果的改进和优化。对模型后续的能力扩展和可能的研究方向进行了展望，

为后续理论研究提供了参考。
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　　当前在工程中使用的故障诊断方法有基于数
据驱动的方式、基于模型的方式、数据和模型结合

的方式等不同种类。基于数据驱动的方式需要大

量的实验或实测数据进行模型训练，这在新研制

装备或者无良好数据记录的装备上是不适用的。

基于模型的方式对模型的精度有较高要求，其适

用于工作原理清晰的装备，缺点在于精确模型建

立复杂。数据和模型结合的方式是当前研究的热

点之一。达到这一目的的关键在于采用一种合理

的模型，既能实现对先验知识的表达又能较好地

将数据融入模型中。

概率图模型是大的知识表达模型。贝叶斯网

作为其中的模型之一，由于具有明确的物理意义，

在故障诊断领域已得到了较好的应用［１－３］，并且

表现出良好的发展和改进前景。按照概率图理论

研究专家美国斯坦福大学 Ｋｏｌｌｅｒ教授的说法，概

率图是少数同时集表达、推理、学习三种能力于一

体的框架模型之一［４］。该模型相关的特性和故

障诊断所面临的问题有诸多共通之处，受到了国

内外学者的普遍关注。Ｐａｔｔｉｐａｔｉ教授所带领的团
队以概率图理论为基础提出了动态多故障诊断

（ＤｙｎａｍｉｃＭｕｌｔｉｐｌｅＦａｕｌｔＤｉａｇｎｏｓｉｓ，ＤＭＦＤ）模
型［５－６］、因子隐马尔科夫模型［７］（ＦａｃｔｏｒｉａｌＨｉｄｄｅｎ
ＭａｒｋｏｖＭｏｄｅｌ，ＦＨＭＭ）、耦合因子隐马尔科夫模
型［８－９］（ＣｏｕｐｌｅｄＦＨＭＭ，ＣＦＨＭＭ）等多种动态故
障诊断模型，有效解决了动态故障诊断、不确定性

条件下的多故障诊断等问题；Ｌｉ等研究了动态贝
叶斯网在飞机机翼健康监控数字孪生中的应

用［１０］；Ｃａｉ等研究了贝叶斯网在瞬时和间歇故障
诊断中的应用，对模型的构建和应用方法进行了

阐述［１１－１２］；于寄语研究了贝叶斯网在机械故障检
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测中的应用［１３］。除了模型的应用方法，在模型构

建方面，当前也有不少学者进行了理论和方法研

究工作，比如 Ｃａｍｐｏｓ等研究了基于信息熵简化
搜索空间的贝叶斯网构建方法［１４］；Ａｎｄｒｅｗｓ等研
究了混合变量情况下的贝叶斯网评分方法［１５］；

Ｓｃｕｔａｒｉ等对三种不同类型的贝叶斯网模型学习方
法进行了对比研究，包括基于约束的方法、基于评

分的方法和二者结合的混合算法［１６］。

总的来看，国内外学者在概率图理论方法或

者概率图在故障诊断的应用方面均有不少研究工

作，但大部分的研究是针对应用、学习或者推理的

某一方面，而未对模型构建、不同场景下的诊断应

用、预测方法、学习进化等方面进行统一的阐述。

本文在系统梳理总结已有研究成果的基础上，研

究了多模式系统的诊断模型构建方法，形成了基

于概率图的故障诊断模型及学习进化统一理论框

架。系统阐述了该模型在故障诊断领域的应用场

景，包括模型构建、多模式情形下的模型、动态故

障诊断模型、诊断模型学习进化方法等内容，并指

出了在该理论框架下下一步可进行深入研究的方

向。研究过程中涉及的主要模型及其特点如表１
所示，其中序号７－１１所示的模型为下一步可深
入研究的模型。

表１　研究涉及的模型及主要特点
Ｔａｂ．１　Ｃｈａｒａｃｔｅｒｉｓｔｉｃｓｏｆｔｈｅｍｏｄｅｌｓｄｉｓｃｕｓｓｅｄｉｎｔｈｉｓｒｅｓｅａｒｃｈ

序号 模型名称 特　点

１ 多信号模型
ＴＥＡＭＳ软件建立的测试性
模型

２ 贝叶斯网 一种概率有向图模型

３ 动态故障诊断

模型

在传统贝叶斯网的基础上表

达了故障的动态演化信息

４ 变 结 构 贝 叶

斯网

在贝叶斯网的基础上添加了

结构变化信息

５ 变结构动态诊

断模型

在动态故障诊断模型的基础

上添加了模式切换等结构变

化信息

６ 诊断和预测一

体化模型

在动态诊断模型的基础上添

加了故障预测参数

７ 含未知故障的

模型

具有对未知故障进行诊断能

力的模型

８ 局部特殊结构

模型

能对局部概率关系进行特殊

化表征、处理个性化相关关系

的模型

９ 离散和连续变

量混合模型

模型变量具有离散值和连续

值，能表征连续测试量

１０ 分层诊断模型
具有分层健康状态评估能力

的模型

１１ 分 布 式 诊 断

模型

可实现分布式诊断的模型

　

１　贝叶斯网与故障诊断

贝叶斯网是一种基于网络结构的有向图解表

示，是基于概率分析、图论的一种不确定性知识表

达和推理模型，是一种将因果知识和概率知识结

合的信息表示框架。具体来讲，贝叶斯网是由节

点以及连接节点之间的有向边及其中的概率参数

组成的。在故障诊断中，主要考量的是故障模式

和测试之间的关系。与之相对应，诊断贝叶斯网

所包含的元素也主要由这些变量组成。其中，测

试量和故障模式分别映射为变量，它们之间的影

响关系映射为有向边。如图１所示，为某发动机
诊断贝叶斯网的部分结构，其中包含了喷油器雾

化不良、喷油器阻塞两种底层故障模式，这两种故

障模式发生时均可导致燃烧不良，所反映出来的

征兆包括缸内爆压偏低、功率降低、油耗偏高等可

测特征。

图１　诊断贝叶斯网示例
Ｆｉｇ．１　ＥｘａｍｐｌｅｏｆｄｉａｇｎｏｓｔｉｃＢａｙｅｓｉａｎｎｅｔｗｏｒｋｓ

变量节点由不同的状态组成，节点之间通过

相关性概率表（条件概率表）表示相关性强度。

如表２所示，为节点“燃烧不良”所对应的概率
表。依据表中的内容，若喷油器雾化不良未发生、

喷油器阻塞发生时，燃烧不良的概率为０７。其
他状态组合时的参数具有类似的含义。

表２　“燃烧不良”节点条件概率表
Ｔａｂ．２　Ｃｏｎｄｉｔｉｏｎａｌｐｒｏｂａｂｉｌｉｔｙｄｉｓｔｒｉｂｕｔｉｏｎｔａｂｌｅｏｆｔｈｅ

ｐｏｏｒｃｏｍｂｕｓｔｉｏｎｎｏｄｅ

喷油器雾化不良 未发生 发生

喷油器阻塞 未发生 发生 未发生 发生

燃烧不良（未发生） ０．９８ ０．３ ０．１５ ０．０８

燃烧不良（发生） ０．０２ ０．７ ０．８５ ０．９２

实现基于贝叶斯网诊断的关键在于针对具体

装备构建出类似图１所示的贝叶斯网，并且基于

·３４１·
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实测数据进行推理计算。诊断的过程为给出故障

征兆或者测试数据推理得出诊断结论的过程。在

实施过程中，首先将测试量或已知征兆按照实测

值设为证据变量，然后进行推理计算，可得出其他

变量不同状态的发生概率。依据故障变量的概

率，可判断是否有故障发生。以图１所示的贝叶
斯网为例，假设系统有功率降低和油耗偏高两种

征兆，经过推理后，得出的故障发生概率分别为：

燃烧不良０９９５，喷油器雾化不良０７０８，喷油器
阻塞０６４８。可以判断柴油机系统发生了燃烧不
良的问题，故障原因可能是喷油器雾化不良和阻

塞，雾化不良的概率高于阻塞。

２　诊断贝叶斯网构建方法

在一般情况下，贝叶斯网的构造方法有两种：

一种是通过咨询专家手工构造，另一种是通过数

据分析，利用机器学习的方法来获得贝叶斯网。

但是经过总结可以发现，无论哪种方法，要么需要

大量的实际测试数据，要么需要进行大量的分析

设计工作，工作十分复杂。在实际工作中，尤其对

于一种新装备来说，往往无法提供大量的故障数

据供贝叶斯网的学习使用，严重限制了这种方法

的应用。

在现代装备设计过程中，除了功能要求以外，

对装备的测试性、维修性、可靠性等通用质量特性

普遍提出了要求。测试性建模是其中的关键工作

内容之一。为此，可采用基于测试性模型的贝叶

斯网自动构建方法来简化贝叶斯网的构建过

程［１７］。从测试性分析与设计的角度来看，在测试

性建模过程中已经对系统的结构、故障模式及测

试之间的关系进行了大量分析工作。充分利用这

些先期工作，减少重复劳动并提供一种通用的自

动构建诊断贝叶斯网的方法是一件十分有意义的

事情。具体实现方案如图２所示，其中接口文件
和所构建的贝叶斯网为示意图。接口文件主要是

相关性矩阵，表示的是故障（ｆ１～ｆ４）和测试（ｔ１～
ｔ４）之间的相关性。具体而言，元素１表示对应列
的测试可以检测到对应行的故障，元素０表示不
可检测。贝叶斯网构建的主要思想是实现测试和

故障及其相关性关系到节点及有向边的映射［１７］。

当前该方案已经在发动机、装甲车辆、航天产品等

装备上进行了初步应用。实施过程中，首先采用

ＴＥＡＭＳ软件构建系统的测试性模型（即多信号流
图模型），对系统进行测试性分析，进行传感器优

化设计［１８］；然后，生成以相关性矩阵为主的接口

文件；在此基础上，依据因果关系的一致性，构建

诊断贝叶斯网模型，用于诊断和推理。

图２　诊断贝叶斯网构建方法示意
Ｆｉｇ．２　ＥｘａｍｐｌｅｏｆｄｉａｇｎｏｓｔｉｃＢａｙｅｓｉａｎ

ｎｅｔｗｏｒｋｓｃｏｎｓｔｒｕｃｔｉｎｇｍｅｔｈｏｄ

３　动态故障诊断方法

普通的贝叶斯网是一种静态结构，无法有效

表达故障的演化信息。而实际上，当前的故障状

态和上一时刻的故障状态密切相关，故障也可能

会存在传播和时延的问题。针对这一复杂故障情

形，需要更为强大的模型。因此，基于贝叶斯网和

马尔科夫相关理论，研究提出了一种动态故障诊

断推理模型［１９］，故障演化、耦合关系等动态参数

可得到有效表达，如图３所示。

图３　动态故障诊断模型
Ｆｉｇ．３　Ｄｙｎａｍｉｃｆａｕｌｔｄｉａｇｎｏｓｉｓｍｏｄｅｌ
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在该模型中，不同的故障模式通过单个马尔

科夫链进行表征。每一个圆圈表示故障状态，方

块表示测试值。模型中的有向边表示故障和故障

之间或者故障和测试之间的相关性关系。在实际

系统中，不同故障之间的关联关系表示故障耦合，

故障和测试之间的关系表示测试关系。这些关系

的发生可能存在时间延迟，表示故障传播时间和

测试时延。

该模型将故障的动态特性引入诊断推理过程

中，可适用于复杂非线性系统的诊断。同时，由于

模型可表达故障之间的关联关系，该模型具有一

定的耦合故障诊断能力。和常规的故障诊断不

同，基于该模型的故障诊断需要考虑测试的时序

问题。推理过程中，可选择时间窗迭代计算的方

法，即选取一段时间的测试结果，进行推理计算，

得到该窗口内的故障状态。随着新的测试结果的

加入，逐步移动诊断窗口，更新诊断结论。基于该

思想，前期研究中提出了部分采样算法和分块坐

标上升 －维特比算法［１９］，可用于工程中的诊断

推理。

４　多模式系统故障诊断方法

针对大部分系统而言，其工作状态不可能一

成不变，并且不同工况之间还可能存在过渡状态。

在不同运行工况下，故障的特征可能不尽相同，测

试正常与否的判决方式也不尽相同。这类变工况

系统的故障诊断也称为多模式系统故障诊断。针

对这一问题可采用下述两种方案进行建模。

４．１　变结构贝叶斯网

普通的贝叶斯网一旦结构确定就不会再发生

变化，这不适用于变工况系统的故障诊断。变结

构贝叶斯网的提出为解决这一问题提供了一种新

的思路。变结构的含义为依据诊断网络中某些变

量取值的不同，有些边的相关性会发生改变。其

中最典型的是环境独立贝叶斯网［２０－２１］，如图４所
示。其中ｃ表示环境控制变量，ｆ３到 ｔ４之间边上
的参数表示只有当 ｃ＝１时该相关性关系才会存
在。如果ｃ表示某一工况参数，则表示只有在工
况代码为１时ｆ３和ｔ４之间才有相关性关系，这和
多工况故障诊断过程及需求具有一致的含义。

为了更加直观地表达变结构信息和实现贝叶

斯网的构建，在此可将工况变化信息抽象为一个

节点，通过参数的相关性设置实现变结构的表达。

和第２节所示的单模式下的贝叶斯网构建方法不
同，在这种变结构情况下，贝叶斯网的构建和参数

设置方式如下所述。

图４　环境独立贝叶斯网
Ｆｉｇ．４　ＣｏｎｔｅｘｔｓｐｅｃｉｆｉｃｉｎｄｅｐｅｎｄｅｎｃｅＢａｙｅｓｉａｎｎｅｔｗｏｒｋｓ

１）对系统相关性进行分析和表征：建立系统
的多模式测试性模型，对系统进行分析，得到一组

共两个相关性矩阵。假设系统共有 ｍ个故障模
式，ｎ个测试，ｋ个开关。第一个矩阵表达故障和
测试之间的相关性关系，即 Ｄ１＝［ｄｉｊ］ｍ×ｎ，其中
ｄｉｊ∈｛０，１｝，取值为０表示第ｊ个测试在任意模式
下均无法检测到第ｉ个故障；取值为１表示第ｊ个
测试可以检测到第ｉ个故障。第二个矩阵表达的
是开关和测试的相关性，用 Ｄ２＝［ｒｉｊ］ｎ×ｋ表示，其
中ｒｉｊ∈｛０，１｝，取值为０表示第ｊ个测试和故障的
相关性不受第 ｉ个开关状态的影响；取值为１表
示第ｊ个测试和故障的相关性和第 ｉ个开关的状
态相关。

２）确定多工况系统贝叶斯网的结构：依据贝
叶斯网的定义，贝叶斯网的结构包括节点以及节

点之间的连接关系两部分。在变结构系统中，贝

叶斯网由两层共三类节点组成。第一层为故障和

开关层，分别用故障节点和开关节点表示。第二

层为测试层，用测试节点表示。故障节点和故障

模式相对应，共有 ｍ个。开关节点和开关相对
应，共有 ｋ个。测试节点和测试相对应，共有
ｎ个。

在确定好节点数目和类型后，为节点之间添

加连接关系。添加的方式依据两个相关性矩阵进

行，具体为：针对矩阵 Ｄ１＝［ｄｉｊ］ｍ×ｎ，如果 ｄｉｊ＝１，
则在第ｉ个故障（用 ｆｉ表示）和第 ｊ个测试（用 ｔｊ
表示）之间添加连接关系，方向由 ｆｉ指向 ｔｉ；针对
矩阵Ｄ２＝［ｒｉｊ］ｎ×ｋ，如果 ｒｉｊ＝１，则在第 ｊ个测试
（用ｔｊ表示）和第 ｉ个开关（用 ｓｉ表示）之间添加
连接关系，方向由ｓｉ指向ｔｊ。
３）确定变结构系统贝叶斯网的参数并采用

树形结构进行表征：针对故障节点，设置正常和异

常两种状态，异常概率表示故障率。针对开关节

点，设置开和关两种状态，概率分别设为０５。针
对某一个测试节点，用集合 Ｅ＝｛Ｆ，Ｓ｝表示初始
备选节点集，其中 Ｆ表示与其相关的故障节点，Ｓ
表示与其相关的开关节点。从集合 Ｅ中选择相
关故障节点数目最多且不为０的开关节点作为下
一步的树节点。针对开关闭合分枝，从 Ｅ中去除
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该开关节点；针对开关断开这一分枝，从 Ｅ中去
除该开关节点以及和该开关相关的故障节点，更

新Ｅ。若无开关节点，选择故障率最高的故障节
点作为下一步的树节点，从 Ｅ中去除该故障节
点，更新 Ｅ。针对故障存在这一分枝，存储参数
１，停止扩展该分枝；针对故障不存在这一分枝，若
Ｅ中不包含其他故障节点，存储参数０，否则，继
续选择节点，扩展参数表达树，直至达到停止条

件。最终所得的二叉树即为测试节点的参数。

以某系统为例，假设 ｍ＝３，ｎ＝２，ｋ＝２。如
图５所示，ｆ１～ｆ３为三个故障节点，ｔ１～ｔ２为两个
测试节点，当 ｓ２闭合时，ｆ３和 ｔ１相关，否则不
相关。

图５　变结构系统
Ｆｉｇ．５　Ｍｕｌｔｉｍｏｄｅｓｙｓｔｅｍ

则可得到两个矩阵分别为：

Ｄ１＝
１ ０
１ ０









１ １

（１）

Ｄ２＝
１ ０[ ]１ ０

（２）

所得到的变结构贝叶斯网如图６所示。节点
ｔ１的参数设置如图７所示。

图６　变结构系统贝叶斯网
Ｆｉｇ．６　Ｂａｙｅｓｉａｎｎｅｔｗｏｒｋｓｏｆｔｈｅｍｕｌｔｉｍｏｄｅｓｙｓｔｅｍ

除了ｔ１以外，其他的参数设置方式和传统的
贝叶斯网一致，比如，针对故障节点（即 ｆ１，ｆ２，
ｆ３），每一节点均有两种状态：正常和异常。异常
的概率即故障率，假定三个故障率分别为 ０１、

图７　ｔ１节点的参数设置
Ｆｉｇ．７　Ｐａｒａｍｅｔｅｒｓｏｆｎｏｄｅｔ１

０３和０６。针对开关节点（即 ｓ１，ｓ２），每一节点
有两种状态：开和关。两者的发生概率均设

为０５。
为了证明方法的有效性，在此采用贝叶斯网

建模和推理工具 ＧｅＮＩｅ进行仿真分析［２２］。假定

每个故障模式均有两个状态———ｇｏｏｄ和 ｂａｄ，测
试有ｐａｓｓ和ｆａｉｌ两个状态，分别表示测试正常和
异常。仿真过程中假设测试 ｔ１异常，ｔ２正常，当
ｓ１打开、ｓ２闭合时，诊断结果如图８所示。此时，
ｆ２没有被任何测试检测，故其故障概率为原始故
障率０３。以此为基础进行推理，ｆ１可确定为异
常，ｆ３可被ｔ２完全排除。

当ｓ１和 ｓ２均闭合时，结果如图９所示。此
时ｔ１可检测到ｆ１、ｆ２和 ｆ３。ｆ３可被 ｔ２完全排除，
ｆ１、ｆ２的经推理后的故障率分别为０２７和０８１，
均比原始概率有所提升，符合实际情况。

图８　ｓ１打开、ｓ２闭合时诊断结果
Ｆｉｇ．８　Ｄｉａｇｎｏｓｔｉｃｒｅｓｕｌｔｔｈａｔｓ１ｉｓｏｐｅｎａｎｄｓ２ｉｓｃｌｏｓｅｄ

４．２　变结构动态故障诊断模型

如果实际系统中的故障情形比较复杂，故障

具有动态特性，则多模式系统故障诊断可用变结

·６４１·



　第２期 张士刚，等：基于统一理论框架的故障诊断模型及学习进化方法

图９　ｓ１、ｓ２均闭合时诊断结果
Ｆｉｇ．９　Ｄｉａｇｎｏｓｔｉｃｒｅｓｕｌｔｔｈａｔｂｏｔｈｓ１ａｎｄｓ２ａｒｅｃｌｏｓｅｄ

构动态模型进行建模［２３］，如图１０所示。

图１０　变结构动态诊断模型
Ｆｉｇ．１０　Ｍｕｌｔｉｍｏｄｅｄｙｎａｍｉｃｆａｕｌｔｄｉａｇｎｏｓｉｓｍｏｄｅｌ

该模型主要由两部分组成：第一部分为若干

个第３节所述的动态诊断模型，分别代表不同工
况下的诊断网络，它们的相关性参数以及故障集

合可能不同；第二部分为控制网络，可以认为是一

个马尔科夫模型，用来确定系统的工况或模式。

实际诊断推理过程中，首先基于部分测试信息进

行推理，依据控制网络确定系统当前的状态，对系

统工况进行判定。然后依据确定的工况自动选用

合适的动态诊断推理模型，进行参数调控，获取推

理模型，并进行推理计算，得到系统当前的故障状

况。不同工况下的模型可以通过过渡状态进行连

接。在过渡状态，模型参数依据控制网络状态变

量的取值进行合理设置。

５　故障诊断与预测一体化方法

随着状态监控理念的进步，故障不只是要求

能进行诊断，而且要求能尽可能地提前预知，即故

障预测。在前文阐述的动态诊断模型中，虽考虑

了时间要素，但测试只和等于或比它时刻早的故

障相关，即只考虑了时延现象。事实上，故障预测

和时延在时间参数上是相反的关系，通过对模型

进行改进，测试可以和以后时刻的故障状态相关，

则可以实现对故障预测信息的表征，达到利用统

一模型实现故障诊断和预测一体化的目的。如

图１１所示［２４］，原有的诊断推理算法经过时间变

换即可用于故障预测推理［２５］。

图１１　含故障预测的动态诊断模型
Ｆｉｇ．１１　Ｄｙｎａｍｉｃｆａｕｌｔｄｉａｇｎｏｓｉｓｍｏｄｅｌ

ｃｏｎｓｉｄｅｒｉｎｇｆａｕｌｔｐｒｅｄｉｃｔｉｏｎ

基于该模型，针对某航天器电源系统进行了

仿真计算，某次计算结果如图１２所示［２５］。

图１２　故障预测案例结果
Ｆｉｇ．１２　Ｒｅｓｕｌｔｏｆａｆａｕｌｔｐｒｏｇｎｏｓｉｓｃａｓｅ

在图１２中，横坐标表示时刻点，纵坐标表示
故障索引。仿真过程中，首先注入某个故障模式，

生成测试数据；然后，利用该测试数据和诊断模型

按时刻顺序依次进行诊断推理，比较推理结果和

实际注入的故障，如果二者一致表示诊断结果正

确，如果可以对未来的故障状态进行提前输出，证

明模型具有一定的故障预测能力。在图 １２中，
“”表示在验证过程中注入的故障模式，方框表
示采用诊断模型的诊断推理结果。图中所展示的

是诊断推理到３０时刻时（即图中所示竖线表征
的时刻）的诊断状态。由图示结果可以看出，诊

断模型不仅给出了３０时刻以前的状态，而且还给
出了未来两个时刻的状态，并且和实际注入的故

障一致，表明了诊断模型具有一定的故障预测能

力。需要说明的是，达到这一目的前提是所构建

的模型具有和实际系统相符的合理结构和参数。

６　诊断策略学习进化方法

贝叶斯网等概率图故障诊断模型的构建依赖

于先验知识。然而，当前装备的相关知识是在设

计阶段就设计确定的。由于系统设计时运维知识
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有限，对运行环境的认识不够，或者针对新研制装

备本身就缺乏相应的故障知识积累，在诊断策略

使用过程中经常存在“水土不服”的现象。尤其

是新研制的装备，诊断系统虚警率高、维修策略不

符合实际等问题反映强烈，影响了装备的可用性。

为此需要研究一种既能利用设计时的先验知识又

能随着使用数据积累进行能力增强的机制，为实

现智能自适应诊断提供一条新的解决途径。在此

可采用一种通过参数学习和结构学习改进诊断策

略的方法。其基础模型为前文所讨论的贝叶斯网

等诊断模型，参数学习采用最大似然估计的方式，

结构学习采用改进的评分 －搜索策略，基本思想
如图１３所示。

图１３　利用结构学习方法改进诊断模型的流程
Ｆｉｇ．１３　Ｐｒｏｃｅｄｕｒｅｏｆｆａｕｌｔｄｉａｇｎｏｓｉｓｍｏｄｅｌ
ｉｍｐｒｏｖｅｍｅｎｔｕｓｉｎｇｓｔｒｕｃｔｕｒｅｌｅａｒｎｉｎｇ

为了验证方法的有效性，采用仿真的方法进

行了验证。仿真策略为：首先随机生成诊断模型，

然后基于该模型生成一组采样数据。将模型随机

删除部分边，然后再采用学习算法进行学习改进，

得到学习后的模型。基于原始模型、删除边后的

模型、学习后的模型采用相同数据进行模拟诊断

推理，进行结果对比并判断学习效果。某系统的

仿真结果如表３所示。其中正确检测率指的是故
障状态被正确检测出的比例，错误检测率指的是

正常状态被错误地隔离成故障的比例。可以看

出，和删除边后的模型对比，参数学习后和结构学

习后的模型诊断结果均有提升，接近或好于原始

模型，从而证明了方法的有效性。更为深入和详

细的阐述可参考文献［２６］中的研究。

表３　学习结果对比
Ｔａｂ．３　Ｃｏｍｐａｒｉｓｏｎｏｆｔｈｅｌｅａｒｎｉｎｇｒｅｓｕｌｔ

模型类型 正确检测率 错误检测率

原始模型 ０．９３２ ０．００２７

删除边后的模型 ０．７７４ ０．０１０８

参数学习后的模型 ０．９１３ ０．００３７

结构学习后的模型 ０．９３４ ０．００２５

７　模型的研究改进展望

１）隐变量与未知故障：在贝叶斯网构建过程
中，故障模式可能考虑得不够完善，即变量集合不

够全面。在使用过程中，可能会存在数据和模型

不符的现象。通过贝叶斯网隐藏变量的学习，有

可能发现未知故障，提高对系统故障模式的认识

水平并为改进诊断策略提供支撑。

２）局部诊断模型优化：复杂结构的贝叶斯网
运算量较大，使用过程可能存在推理时间过长的

问题。实际工程中，可依据实际状况研究模型局

部优化措施，比如因果独立假设等，增强实用性。

３）复杂变量情形下的推理：在诊断系统中，
测试量有连续量也有离散量。当前常用的诊断贝

叶斯网以离散量为主，如何实现混合变量情形下

的建模和诊断推理是需要研究的问题之一。另

外，可能还存在部分变量可观测的情形，如何进行

学习改进和优化是需要研究的内容。

４）分层及分布式故障诊断：复杂系统往往由
很多部件组成，并且具有复杂的层级结构。实际

诊断过程中，诊断层级不一定到故障模式，到可更

换单元即可满足要求。另外，由于系统单元模块

多，采用单个模型复杂度很高，在诊断效率上无法

满足应用要求。如何针对复杂系统实现分层诊断

和分布式诊断是非常有意义的研究内容之一。

８　结论

１）对基于概率图的诊断推理模型进行了阐
述，提出了基于统一理论框架的故障诊断模型这

一理念，研究了针对多种应用场景的故障诊断整

体技术方案。

２）研究了统一理论框架下的贝叶斯网构建、
动态故障诊断、多模式故障诊断、预测和诊断一体

化推理、诊断模型学习改进方法等内容，对各模型

之间的关系进行了阐述，给出了部分模型的仿真

结果，验证了方法的有效性。

３）对模型的进一步发展进行了展望。

·８４１·
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