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ＯＦＤＭ系统中深度神经网络指导的 ＩＱ不平衡补偿算法

刘思琦，王天宇，王少尉
（南京大学 电子科学与工程学院，江苏 南京　２１００２３）

摘　要：正交频分复用（ＯｒｔｈｏｇｏｎａｌＦｒｅｑｕｅｎｃｙＤｉｖｉｓｉｏｎＭｕｌｔｉｐｌｅｘｉｎｇ，ＯＦＤＭ）是现代移动通信中一项重要的物
理层通信技术，并且ＯＦＤＭ系统要求子载波间严格正交。然而，在实际系统中，振荡器和滤波器等器件的非理
想特性会导致同相正交（ＩｎｐｈａｓｅａｎｄＱｕａｄｒａｔｕｒｅｐｈａｓｅ，ＩＱ）不平衡，从而破坏子载波的正交性，严重影响ＯＦＤＭ
系统的性能。通过研究ＩＱ不平衡对ＯＦＤＭ系统的影响，提出了一种并联深度神经网络架构下的ＩＱ不平衡补偿
算法。该算法利用了深度神经网络不依赖于模型的特点，直接从接收到的频域信号恢复原输入信号的二进制序

列，并利用干扰信号来自镜像子载波的先验知识来初始化模型驱动的神经网络，加快其网络优化的收敛速度。

仿真结果表明，该算法能有效地补偿ＩＱ不平衡失真，并且在幅度和相位失真的补偿上，其性能都优于传统的基
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于导频的最小二乘补偿算法，证明了深度学习方法解决物理层问题的优越性。
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　　同相正交（ＩｎｐｈａｓｅａｎｄＱｕａｄｒａｔｕｒｅｐｈａｓｅ，
ＩＱ）不平衡存在于系统的收发端两侧，可以分为
与频率无关的和与频率相关的ＩＱ不平衡，分别由
振荡器和滤波器的非理想特性产生，这种非理想

特性导致Ｉ、Ｑ两路上的信号在幅度和相位上产生
不同程度的失真［１］。对正交频分复用（Ｏｒｔｈｏｇｏｎａｌ
ＦｒｅｑｕｅｎｃｙＤｉｖｉｓｉｏｎＭｕｌｔｉｐｌｅｘｉｎｇ，ＯＦＤＭ）系统来说，
与频率无关的ＩＱ不平衡对于不同频率子载波信

号造成的失真是确定的，它会导致星座点的扩散

和相位的旋转。具体表现为，在时域信号中引入

了原始信号的共轭项干扰，即镜像干扰；在频域

上，该共轭干扰表现为镜像子载波［２］。而与频率

相关的ＩＱ不平衡对不同频率的子载波信号产生
不确定的失真，导致在同一星座点上的信号产生

不同程度的扩散和相位旋转。它所产生的干扰在

频域上表现为多个其他子载波信号干扰的叠加。
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这种干扰使得子载波间的正交性被破坏，接收信

号无法正常解调，严重影响了系统性能。为了解

决这一问题，需要对 ＩＱ不平衡进行估计和补偿。
本文主要关注与频率无关的 ＩＱ不平衡的估计与
补偿。

传统的与频率无关的 ＩＱ不平衡补偿方案可
以分为自适应的方案和基于训练序列（导频）的

方案。文献［３］提出了一种自适应的估计方法，
它将Ｉ、Ｑ两路的不平衡等效到 Ｑ路上，然后在接
收端的Ｑ路设计一个自适应滤波器，来对 ＩＱ不
平衡进行估计和补偿。文献［４］提出了一种在频
域上利用自适应滤波器的补偿方法，它可以估计

每个子载波上的 ＩＱ不平衡和对信道的影响。文
献［５］利用训练序列的频域结构，对 ＩＱ不平衡和
信道进行联合估计。文献［６］设计了一种特殊的
训练序列结构，同时估计收发两端的 ＩＱ不平衡。
文献［７］联合考虑了 ＩＱ不平衡和相位噪声的影
响，先从频域获得的ＩＱ不平衡和相位噪声的影响
参数中分离出ＩＱ不平衡的参数；然后在时域对信
号做ＩＱ不平衡补偿；最后再回到频域，并对ＩＱ不
平衡补偿后的信号做相位噪声的估计和补偿。

深度学习作为机器学习的重要分支，在各个

领域（如自然语言处理、计算机视觉等）取得了巨

大的成功。它不依赖于有严格数学表达的模型，

可以仅凭训练数据生成模型［８－９］。近年来，由于

深度学习技术的发展加强了机器学习的计算能

力，应用机器学习方法解决无线通信系统问题再

次引起了通信专家的注意，许多与深度学习相关

的技术也已经被应用到无线通信系统的物理层解

决方案中来［１０］。文献［１１］提出了一种新的基于
自编码网络的高峰均比抑制技术，它能更高效地

抑制 ＯＦＤＭ 系统中峰均比过高的问题。文
献［１２］提出了一种联合信道估计和信号探测的深
度神经网络算法，相对于传统的最小均方误差

（ＭｉｎｉｍｕｍＭｅａｎＳｑｕａｒｅＥｒｒｏｒ，ＭＭＳＥ）和最小二乘
（ＬｅａｓｔＳｑｕａｒｅｓ，ＬＳ）估计算法，取得了较好的误码
率（ＢｉｔＥｒｒｏｒＲａｔｉｏ，ＢＥＲ）性能。由于不需要依赖
精确的数学模型，文献［１３］证明了深度学习在处理
硬件损伤问题时，相对于传统算法有较大优势。

本文提出了一种基于深度神经网络的 ＩＱ不
平衡估计和补偿算法，采用并联的网络结构，并利

用干扰来自镜像子载波的先验知识对网络进行初

始化，该算法可以直接将信号从接收信号的频域

形式恢复为原输入信号的二进制序列。以误码率

性能作为评估标准，对比了本文所提算法和传统

的ＬＳ补偿算法的性能。仿真结果表明，本文算法

在幅度和相位失真的补偿效果上均优于传统算

法，证明了所提算法的有效性。同时，本文还对比

了完全数据驱动和模型驱动的深度神经网络算法

的补偿性能，在信噪比（ＳｉｇｎａｌｔｏＮｏｉｓｅＲａｔｉｏ，
ＳＮＲ）大于１５ｄＢ的情况下，模型驱动的算法误码
率更低，证明了模型驱动的深度神经网络的优

越性。

１　系统模型

本文假设在只有发射端存在与频率无关的

ＩＱ不平衡，在ＯＦＤＭ系统中，与频率无关的 ＩＱ不
平衡是由ＩＱ两路的混频器在幅度和相位上的偏
差引起的。图１给出了发射端存在与频率无关的
ＩＱ不平衡时的系统模型。

图１　发射端存在ＩＱ不平衡时的系统模型
Ｆｉｇ．１　ＳｙｓｔｅｍｍｏｄｅｌｏｆｔｒａｎｓｍｉｔｔｅｒｗｉｔｈＩＱｉｍｂａｌａｎｃｅ

图１中：ε和 θ分别为幅度不平衡和相位不
平衡参数；ｓＩ（ｔ）和 ｓＱ（ｔ）分别为 Ｉ、Ｑ两路发送端
数据的时域形式；ｘｐ（ｔ）为发射的带通信号，其等
效低通信号为ｘ（ｔ）。根据图１，可以得到：
ｘｐ（ｔ）＝ｓ

Ｉ（ｔ）（１＋ε）ｃｏｓ（２πｆｃｔ＋θ）－
　ｓＱ（ｔ）（１－ε）ｓｉｎ（２πｆｃｔ－θ）
＝ｘＩ（ｔ）ｃｏｓ（２πｆｃｔ）－ｘ

Ｑ（ｔ）ｓｉｎ（２πｆｃｔ） （１）
其中：

ｘＩ（ｔ）＝ｓＩ（ｔ）（１＋ε）ｃｏｓθ＋ｓＱ（ｔ）（１－ε）ｓｉｎθ
（２）

ｘＱ（ｔ）＝ｓＩ（ｔ）（１＋ε）ｓｉｎθ＋ｓＱ（ｔ）（１－ε）ｃｏｓθ
（３）

则发射端受到ＩＱ不平衡影响的信号 ｘ（ｔ）与原信
号ｓ（ｔ）有如下关系：

ｘ（ｔ）＝ａｓ（ｔ）＋ｂｓ（ｔ） （４）
其中：

ａｃｏｓθ＋ｊεｓｉｎθ （５）
ｂεｃｏｓθ＋ｊｓｉｎθ （６）

假设在ＯＦＤＭ系统中，有 Ｎ个子载波，用 ＦＨ

表示傅里叶逆变换，得到：

ｓ＝ＦＨＳ （７）

·８·
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ｓ ＝ｃｏｎｊ（ＦＨＳ） （８）
式中，ｃｏｎｊ（·）表示共轭。

可以得到接收端接收到的受到 ＩＱ不平衡影
响的信号经快速傅里叶变换 （ＦａｓｔＦｏｕｒｉｅｒ
Ｔｒａｎｓｆｏｒｍ，ＦＦＴ）后的频域表达式为：
Ｙ＝ＨＸ＝Ｈ（ａＳ＋ｂＳ）＝Ｈ（ａＳ＋ｂＦｃｏｎｊ（ＦＨＳ））

（９）
为方便表达，令 Ｚ＝Ｆｃｏｎｊ（ＦＨＳ）。对于发送信号
Ｓ＝［Ｓ１，Ｓ２，…，ＳＮ］

Ｔ，其共轭项干扰在频域上对应

的镜像子载波与原信号在频域上的形式有如下对

应关系，即第ｋ个子载波传输的时候，接收到的信
号是第ｋ个子载波和第（Ｎ＋２－ｋ）个子载波上信
号的叠加，如式（１０）所示：

Ｓ＝

Ｓ１
Ｓ２


ＳＮ
２＋１



Ｓ



















Ｎ

Ｚ＝

Ｓ１
ＳＮ


ＳＮ
２＋１



Ｓ



















２

（１０）

联立式（９）～（１０），得到化简后的接收信号频域
表达形式为：

　　　　　Ｙｋ＝ａＨｋＳｋ＋ｂＨｋＺｋ
＝ａＨｋＳｋ＋ｂＨｋＳＮ＋２－ｋ （１１）

其中，当ｋ＝１以及 ｋ＝Ｎ／２＋１时，对应引入的镜
像干扰子载波分别为自身的镜像，即 Ｓ１ 和
ＳＮ／２＋１。　

２　并联深度神经网络补偿算法

本文提出了一种基于深度神经网络的补偿算

法，直接将频域接收信号恢复成原发射信号的二

进制序列，即接收机的快速傅里叶逆变换（Ｉｎｖｅｒｓｅ
ＦａｓｔＦｏｕｒｉｅｒＴｒａｎｓｆｏｒｍ，ＩＦＦＴ）解调器的输出与训
练好的神经网络的输入直接相连，神经网络的输

出即为待恢复的原二进制序列。其中，深度神经

网络采用并联的网络结构，以降低网络优化的计

算复杂度，各并联子网络均为全连接的深度神经

网络（ＦｕｌｌｙＣｏｎｎｅｃｔｅｄＤｅｅｐＮｅｕｒａｌＮｅｔｗｏｒｋ，ＦＣ
ＤＮＮ）。图２所示为一个５层的 ＦＣＤＮＮ，各层神
经元个数为２Ｎ、４Ｎ、４Ｎ、４Ｎ、ｍＩ。其中：Ｎ为子载
波数，其输入层神经元个数为２Ｎ，输入数据为接
收端所有子载波上信号频域表达式的实部与虚

部；Ｉ为当前网络估计补偿的符号所对应的子载
波个数；ｍ为调制阶数。每 ｍ个神经元对应一个
原输入信号的调制符号，则输出层共 ｍＩ个神经
元，依次对应输入 Ｉ个调制符号的二进制序列。

由此得出，每个子网可以估计补偿 Ｉ个并行子载
波上符号的 ＩＱ不平衡失真，则共需要 Ｋ＝Ｎ／Ｉ个
并联的子网络。在一次训练过程中，子网络共用

一个样本，其输入均为接收信号的频域形式，标记

则为各子网络对应的子载波上原输入信号的二进

制序列，该对应形式可以是随机的，也可以是按照

规则设定的。

图２　并联深度神经网络的子网络结构
Ｆｉｇ．２　ＳｔｒｕｃｔｕｒｅｏｆｓｕｂｎｅｔｏｆｐａｒａｌｌｅｌＤＮＮ

本文提出的补偿算法分别训练了完全数据驱

动和模型驱动的深度神经网络结构。完全数据驱

动的深度神经网络可以只利用数据训练生成模

型［１４］，它使网络不依赖于有严格数学表达的模

型，在处理一些难以建立精确数学模型的问题

（如通信中复杂场景下的信道建模问题，或者硬

件损伤问题）时，能获得更好的性能。而模型驱

动的深度神经网络可以利用特定领域中成熟的先

验知识对网络进行初始化［１５］，从而加快网络优化

的收敛速度，进一步提高系统性能［１６－１７］。

上述两种算法的区别在于，是否引入了有效

的先验知识对网络进行初始化，在本文算法中，网

络的初始化主要体现在各子网络的输出层神经元

对应补偿的符号所在的子载波 Ｓｋ是否按照先验
知识分布。对完全数据驱动的深度神经网络来

说，各子网络对应的 Ｓｋ是随机的，并联的网络结
构只是降低了网络优化的计算复杂度。

而模型驱动的深度神经网络算法，利用先验

知识对各个子网中 Ｓｋ的分布进行了初始化。由
式（１１）可知，接收信号由两部分组成，有用信号
部分ａＨｋＳｋ和其对应的镜像子载波上信号的干扰
部分ｂＨｋＳＮ＋２－ｋ。考虑到干扰是来自镜像子载波，
子网络输出层对应解调的Ｉ个信号按照前述镜像
规则，表示为对应的 Ｉ／２个子载波上的信号和与
其相关的镜像子载波上的信号。

·９·
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３　仿真与分析

本文考虑在ＯＦＤＭ系统中，采用８ＰＳＫ调制。
子载波数Ｎ＝３２，每个小批量样本数据集的样本数
ＳＮ＝１２８。则每ＳＮ·Ｎ个符号作为原信号的一帧。信
道采用一般的多径信道，并加入高斯白噪声。多径信

道径数为４，延迟分别为０、３、４、７，单位为采样点；各
径对应的能量分别为 －３９７９４ｄＢ、－３９７９４ｄＢ、
－６９８９７ｄＢ、－１０ｄＢ。在训练开始前，将生成的
数据集分为三部分，其中３／５为训练集，１／５为验
证集，１／５为测试集。

对应的并联深度神经网络由４个子网构成，
每个子网采用相同的结构，各自对应８个子载波
上信号的估计补偿。网络采用动量随机梯度下降

优化算法和均方根误差损失函数，其具体训练参

数如表１所示。其中，输出层对应估计补偿的子
载波对于所提两种算法略有不同。对于完全数据

驱动的深度神经网络模型，输出层神经元对应的

Ｓｋ按顺序计，它的训练标记为对应子载波上发送
符号的频域形式［Ｓ８（ｎ－１）＋１，…，Ｓ８ｎ］所对应的二进
制序列。

表１　神经网络训练参数
Ｔａｂ．１　Ｈｙｐｅｒｐａｒａｍｅｔｅｒｏｆｅａｃｈｓｕｂｎｅｔ

网络参数 参数值

网络层数 ５

每层神经元个数 ６４，１２８，１２８，１２８，２４

初始学习率 ０．０２

学习率变化 每１００轮降低５０％

模型驱动神经网络的输出层考虑将自身镜像

的Ｓ１、ＳＮ／２＋１放在一个子网中，各子网络对应规则
如表２所示。

表２　模型驱动网络各子网输出神经元设置
Ｔａｂ．２　Ｏｕｔｐｕｔｌａｙｅｒｄｅｓｉｇｎｆｏｒｓｕｂｎｅｔｓｏｆｍｏｄｅｌｄｒｉｖｅｎｎｅｔ

子网索引 对应的子载波索引

ｎ＝１ ［Ｓ１，Ｓ２，Ｓ１５，Ｓ１６，Ｓ１７，Ｓ１８，Ｓ１９，Ｓ３２］

ｎ＝２ ［Ｓ３，…，Ｓ６，Ｓ２８，…，Ｓ３１］

ｎ＝３ ［Ｓ７，…，Ｓ１０，Ｓ２４，…，Ｓ２７］

ｎ＝４ ［Ｓ１１，…，Ｓ１４，Ｓ２０，…，Ｓ２３］

仿真结果如图３所示，图中给出了ＬＳ算法和
本文算法的误码率性能对比，其中ＩＱ不平衡参数
θ＝１５°，ε＝０．１。从图中可以看出，在不使用任何
补偿算法的情况下，误码率不随信噪比的增加而

变化，此时接收信号无法被正常解调。对比提出

的补偿算法和ＬＳ算法，所提算法在所有信噪比的
情况下，均得到了更好的误码率性能。随着信噪

比的增加，误码率下降的优势更加明显，在 ＳＮＲ
为２０ｄＢ的情况下，本文算法的误码率较传统算
法降低了一个数量级。对比完全数据驱动与模型

驱动神经网络的误码率性能，可以看出，在 ＳＮＲ
低于１５ｄＢ的情况下，两种算法的性能相似；在
ＳＮＲ高于１５ｄＢ的情况下，模型驱动的算法误码
率性能更好，并且随着 ＳＮＲ的继续增加，优势逐
渐增加。

图３　不同算法的误码率性能（θ＝１５°，ε＝０．１）
Ｆｉｇ．３　ＢＥＲｐｅｒｆｏｒｍａｎｃｅｏｆｄｉｆｆｅｒｅｎｔＩＱ
ｃｏｍｐｅｎｓａｔｉｏｎａｌｇｏｒｉｔｈｍｓ（θ＝１５°，ε＝０．１）

图４　相位不平衡参数增大对误码率的影响（ε＝０．１）
Ｆｉｇ．４　ＢＥＲｐｅｒｆｏｒｍａｎｃｅｃｏｍｐａｒｉｓｏｎｗｉｔｈｌａｒｇｅｒｐｈａｓｅ

ｉｍｂａｌａｎｃｅｐａｒａｍｅｔｅｒ（ε＝０．１）

图４给出了在相位不平衡参数增大后，各补
偿算法得到的ＢＥＲ性能对比图，其中相位不平衡
参数变为 θ＝１８°，在图中均以虚线表示；对照组
相位不平衡参数为 θ＝１５°，在图中均以实线表
示。同时幅度不平衡参数保持为ε＝０．１。从图４
中可以看出，相位不平衡参数增加３°后，基于导

·０１·
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频的 ＬＳ补偿算法的误码率性能明显恶化，在
ＳＮＲ为 ２５ｄＢ时，其误码率变化从 １０－３降至
１０－２，减小了一个数量级。而所提出的两种算法，
其误码率性能基本保持不变。这说明了所提算法

对于相位不平衡的补偿效果要优于传统算法。

此外，还对比了增大幅度不平衡参数后各补偿

算法的ＢＥＲ性能，如图５所示。图中给出了幅度
不平衡参数分别为 ε＝０１（实线）和 ε＝０１２（虚
线）时的误码率性能对比，此时相位不平衡参数均

为θ＝１５°。从图中可以看出，幅度不平衡参数增大
对各算法的误码率性能影响较小，其误码率性能变

化可以忽略。对比图４和图５可以得出，ＯＦＤＭ系
统对相位不平衡参数的变化更加敏感。

图５　幅度不平衡参数增大对误码率的影响 （θ＝１５°）
Ｆｉｇ．５　ＢＥＲｐｅｒｆｏｒｍａｎｃｅｃｏｍｐａｒｉｓｏｎｗｉｔｈｌａｒｇｅｒａｍｐｌｉｔｕｄｅ

ｉｍｂａｌａｎｃｅｐａｒａｍｅｔｅｒ（θ＝１５°）

４　结论

本文考虑了 ＯＦＤＭ系统中发射机存在与频
率无关的ＩＱ不平衡问题，提出了一种并联深度神
经网络架构下的 ＩＱ不平衡补偿算法。该算法利
用深度神经网络不需要精确数学模型的特点直接

恢复原信号的二进制序列，同时，结合 ＩＱ不平衡
干扰会造成镜像子载波叠加的先验知识对网络进

行初始化。仿真结果表明，该算法能有效地对 ＩＱ
不平衡进行补偿，并且其误码率性能优于传统基

于导频的ＬＳ补偿算法。另外，通过对比模型驱动
的深度神经网络算法和完全数据驱动算法的误码

率性能，验证了模型驱动的深度神经网络更适用

于无线通信中物理层的解决方案。仿真结果还表

明，在幅度和相位不平衡参数进一步恶化后，相较

于传统算法，所提算法的补偿效果能继续保证较

好的误码率性能。
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