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基于深度时频特征学习的雷达辐射源识别
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摘　要：针对雷达辐射源识别中拓展能力不足和识别率不高问题进行研究，提出一种基于深度时频特征
学习的智能识别方法。基于降采样短时傅里叶变换高效提取具备较高辨识度和稳定性的浅层二维时频特

征，利用信号局部频域维稀疏性完成降噪等预处理；设计用于深度特征学习与识别的卷积神经网络，并采用

不同尺度卷积核组合扩展网络广度，强化特征表征能力；利用高信噪比条件下８种辐射源信号样本对网络进
行训练调优，低信噪比样本测试验证算法和网络的有效性。仿真结果表明，该方式在－８ｄＢ信噪比条件下能
达到９８３１％的整体平均识别率，具备较强的鲁棒性。
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　　随着信息化技术和新型装备不断革新，未知
辐射源识别技术在电磁频谱域对抗中的重要性日

益凸显，高效识别带来的无源信息增益将直接影

响电子对抗和探测等后续任务实施的精准化程

度。传统基于人工提取的低维参数描述方式受限

于综合性能，很难满足现代战场需求。基于此，诸

多学者对复杂电磁环境下雷达辐射源识别技术进

行研究，完成了模糊函数特征、复杂度特征、纹理

特征、时频特征等多域特征提取［１－５］，并通过传统

机器学习方法实现有效识别。为降低人为干预程

度，部分学者开始致力于自动分类识别系统研

究［６－１１］，但仍然存在诸多不足：①处理过程未充

分考虑信号本身特性，易引入额外干扰与造成特

征丢失；②识别系统可扩展性较低，只针对特定参
数或特定类型信号进行识别；③深层特征学习能
力和低信噪比环境适应性有待进一步提升。

２００６年，Ｈｉｎｔｏｎ等提出了深度学习的概念，
在大数据和强大计算能力推动下，人工智能再次

涌向高峰，深度学习技术因其独特优势在物联网、

图像识别和计算机视觉等领域取得了显著成

绩［１２－１３］。深度学习将传统基于规则和人为描述

的对象推向更深层表示，诸多深度学习网络中，卷

积神经网络（ＣｏｎｖｏｌｕｔｉｏｎａｌＮｅｕｒａｌＮｅｔｗｏｒｋ，ＣＮＮ）
具备较强的三维空间深度表征能力，将其应用于
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辐射源识别将有助于提升特征空间维度和辨识

度。为提升辐射源识别系统智能化识别能力、环

境适应性和可拓展性，本文对浅层特征提取和深

层特征学习整个流程进行联合设计。浅层特征提

取部分，通过降采样短时傅里叶变换（Ｄｏｗｎ
ＳａｍｐｌｉｎｇｏｆＳｈｏｒｔＴｉｍｅＦｏｕｒｉｅｒＴｒａｎｓｆｅｒ，ＤＳＳＴＦＴ）
处理降低计算复杂度并提升信号子空间占比，提

取具备较好局部细节表征能力的浅层时频特征，

并通过降维、降噪实现特征预处理；深度特征学习

部分，扩展 ＣＮＮ广度进行多尺度卷积核联合学
习，完成浅层特征空间到深层特征空间映射，同时

实现高效识别。

１　雷达辐射源识别结构

雷达辐射源识别的整体实现流程如图 １所
示，信号截获后变换至同一中频带宽内进行处理，

得到同一采样率下脉内信息序列，随后进行浅层

特征提取与深层特征学习，最终通过训练得到性

能较好的深度学习网络并用于分类识别。

图１　雷达辐射源识别结构示意
Ｆｉｇ．１　Ｓｔｒｕｃｔｕｒｅｄｉａｇｒａｍｏｆｒａｄａｒｅｍｉｔｔｅｒｒｅｃｏｇｎｉｔｉｏｎ

考虑高斯白噪声环境时，截获后辐射源信号

脉冲采样序列为

ｘ（ｋ）＝Ａｅｘｐ｛ｊ［２πｆ０ｋ＋φ（ｋ）＋ψ］｝＋ｎ（ｋ）

（１）
其中，Ａ为辐射源幅度，ｆ０为辐射源信号载频，ψ
为初始相位，φ（·）为脉内调制信息，ｎ（·）为高
斯白噪声。辐射源特征差异集中体现在φ（ｋ），其
中非线性调频（ＮｏｎＬｉｎｅａｒＦｒｅｑｕｅｎｃｙＭｏｄｕｌａｔｉｏｎ，
ＮＬＦＭ）信号满足 φ（ｋ）＝πβ１ｋ

２＋２πβ２ｋ
３／３，β１和

β２均为调制系数；多相编码（Ｆｒａｎｋ）信号则满足
φ（ｋ）＝２π（ｍ０－１）（ｎ０－１）／Ｍ（ｍ０，ｎ０＝１，…，Ｍ；
Ｍ为多相码参数）。本文主要考虑八种调制方
式，即单载频雷达信号 （ＳｉｎｇｌｅＣａｒｒｉｅｒＲａｄａｒ
ｓｉｇｎａｌｓ，ＳＣＲ）、线性调频信号（ＬｉｎｅａｒＦｒｅｑｕｅｎｃｙ
Ｍｏｄｕｌａｔｉｏｎｓｉｇｎａｌｓ，ＬＦＭ）、ＮＬＦＭ、二相编码（Ｂｉｎａｒｙ
ＰｈａｓｅＳｈｉｆｔＫｅｙｉｎｇ，ＢＰＳＫ）信 号、四 相 编 码
（ＱｕａｄｒａｔｕｒｅＰｈａｓｅＳｈｉｆｔＫｅｙｉｎｇ，ＱＰＳＫ）信号、Ｆｒａｎｋ
信号、二相频率编码 （ＢｉｎａｒｙＦｒｅｑｕｅｎｃｙＳｈｉｆｔ

Ｋｅｙｉｎｇ，ＢＦＳＫ）信号、四相频率编码（Ｑｕａｄｒａｔｕｒｅ
ＦｒｅｑｕｅｎｃｙＳｈｉｆｔＫｅｙｉｎｇ，ＱＦＳＫ）信号。

２　基于ＤＳＳＴＦＴ的浅层时频特征提取

本节采用 ＤＳＳＴＦＴ方式提取具备平稳表征
的信号时频特征，并降低计算复杂度与细节特征

损失。对中频信号进行处理时，采样率 ｆｓ一般大
于奈奎斯特采样率。设中频带宽和中频分别为

Ｂｓ、ｆＩ，原始采样序列长度为 Ｎ０，则能够恢复原始
信号的最小采样序列长度为

Ｎｓ＝
２· ｆＩ＋

Ｂｓ( )２ Ｎ０ｆｓ＝２ｆｍａｘ
Ｎ０
ｆｓ
　实信号

ｆＩ＋
Ｂｓ( )２ Ｎ０ｆｓ＝ｆｍａｘ

Ｎ０
ｆｓ
　　　









 复信号

（２）

其中，Ｎｓ向上取整，ｆｍａｘ为等效频率上限。引入降
采样因子β进行处理，降采样平均序列为

ｘ１（ｎ１）＝
１
β∑
β－１

ｋ＝０
ｘ（ｋ＋ｎ１β） （３）

其中，１≤β≤「
Ｎ０
Ｎｓ
?且为整数，「·?为向上取整。

实信号可通过希尔伯特变换转换为复数域解析信

号，解析信号的β选择更为灵活，但会引入额外计
算量，本文主要考虑实数域处理。ＤＳＳＴＦＴ方式
有别于低速采样，低速采样面临着局部特征不确

定性，尤其是局部细微特征处能量微弱时易导致

细节弱化或丢失；ＤＳＳＴＦＴ方式能够充分利用高
速采样带来的信息增益，通过局部信息加权平均

对能量微弱的局部细节特征部分加以强化，有效

避免后续处理带来的细节特征损失。

２．１　二维时频信号模型

短时傅里叶变换［１４］对局部特性和整体结构具

备较稳定的表征能力。离散域短时傅里叶变换为

ＳＴＦＴｘ（ｍ，ｎ）＝∑
Ｎ－１

ｋ＝０
ｘ（ｋ）ｈ（ｋ－ｍ）ｅｘｐ－ｊ２πｎＮ( )ｋ

（４）
其中，ｍ、ｎ分别为时域、频域索引，Ｎ为傅里叶变
换长度，ｈ（ｋ）为窗函数，此处选用 Ｎ／４长度的
Ｈａｍｍｉｎｇ窗。因此，ＤＳＳＴＦＴ表示为
ＤＳＳＴＦＴｘ（ｍ，ｎ，β）

＝１
β∑
Ｎ－１

ｋ＝０
∑
β－１

ｉ＝０
ｘ（ｉ＋ｋβ）ｈ（ｋ－ｍ）ｅｘｐ－ｊ２πｎＮ( )ｋ

＝∑
Ｎ－１

ｋ＝０
ｘ１（ｋ）ｈ（ｋ－ｍ）ｅｘｐ－ｊ

２πｎ
Ｎ( )ｋ （５）

其中，对应参数β与Ｎ选择方式为：①当１≤β≤Ｎ０／
Ｎｓ时，傅里叶变换长度等于序列长度，即Ｎ＝Ｎ１（Ｎ１
为ｘ１（ｎ１）的有效长度）。β＝１时，Ｎ＝Ｎ０，计算量较

·３１１·
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大；β≥２时，计算复杂度由 Ｏ（Ｎ４）降低为Ｏ（Ｎ４１）。
②当β达到理论上限「Ｎ０／Ｎｓ?，若Ｎ１＜Ｎｓ，需保持最
小傅里叶变换长度Ｎｓ不变，避免频域混叠。

ＤＳＳＴＦＴ处理带来了信号子空间占比增益，
有利于后续识别。引入信号子空间占比系数γ对
其进行定量描述，首先将 ＤＳＳＴＦＴ信号二值化，
得到信号 ＤＳＳＴＦＴ′ｘ（ｍ，ｎ，β），然后投影至频域
维，投影信号为

ｆβ（ｎ）＝∑
ｍ
ＤＳＳＴＦＴ′ｘ（ｍ，ｎ，β） （６）

以ｆβ( )ｎ均值为门限，过门限值部分对应信号子
空间投影，其余部分对应噪声子空间投影，γ表示为

γ＝
ｓｕｍ（ｆβ≥ｍｅａｎ（ｆβ））

Ｎｆ
　β＝１，２，…，「

Ｎ０
Ｎｓ
?

（７）
其中，Ｎｆ为ｆβ（ｎ）信号序列长度，ｍｅａｎ（·）为取均
值，ｓｕｍ（·）为完成过门限信号个数统计。

设载频为１０ＭＨｚ，ｆｍａｘ为２５ＭＨｚ，ｆｓ为２００ＭＨｚ，
Ｎ０为２２００，得到表１所示八类信号系数γ随β变化
情况。其中，ＢＰＳＫ与ＱＰＳＫ信号因相似度较高，γ
一致，其余信号γ差异较大。总体来看，γ随β增大，
在β＝１时最小，β＞１时增益约β倍。当β达到理
论上限４时，Ｎ１ ＝Ｎｓ，进一步增大β不带来增益。

表１　信号子空间占比系数对比
Ｔａｂ．１　Ｃｏｍｐａｒｉｓｏｎｏｆｓｉｇｎａｌｓｕｂｓｐａｃｅｒａｔｉｏｃｏｅｆｆｉｃｉｅｎｔ

类型 β＝１ β＝２ β＝３ β＝４
ＳＣＲ ０．０１１８ ０．０２３６ ０．０３２８ ０．０４００
ＢＦＳＫ ０．０２７３ ０．０５２７ ０．０７６５ ０．１０１８
ＱＦＳＫ ０．０５８２ ０．１１４５ ０．１６９４ ０．２２１８
ＬＦＭ ０．０５７３ ０．１１２７ ０．１６３９ ０．２１８２
ＮＬＦＭ ０．１０４５ ０．２０５５ ０．３０６０ ０．４０００
ＢＰＳＫ ０．０１７３ ０．０３４５ ０．０４９２ ０．０６５５
ＱＰＳＫ ０．０１７３ ０．０３４５ ０．０４９２ ０．０６５５
Ｆｒａｎｋ ０．０８２７ ０．１６３６ ０．２４０４ ０．３２００

２．２　时频信号预处理

经ＤＳＳＴＦＴ处理后的时频信号维度仍然较
大，且存在噪声干扰，可通过下述流程进行降维与

降噪：

步骤１：对原始时频信号 ＡＮ１×Ｎ１下采样，降维
后信号Ａｐ×ｑ本征结构和信号子空间占比系数γ基
本不变。

步骤２：构建滤波系数矩阵 Ｆｐ×ｑ，初始值为
Ｆｐ×ｑ ＝Ａｐ×ｑ。　

步骤３：Ｆｐ×ｑ ＝［ｆ１，ｆ２，…，ｆｑ］中列信号对应
局部频域维特征，具备稀疏性。ｆ１对应第一列元
素，逐列进行归一化处理

ｆｊ＝
ｆｊ

ｍａｘ（ｆｊ）
　　ｊ＝１，２，…，ｑ （８）

步骤４：滤波系数优化。选取系数增强函数
ｇ（ｘ）＝ｘ３进行如下系数稀疏化表示

ｆｉ，ｊ＝
ｇ（ｆｉ，ｊ）　ｆｉ，ｊ≥ｍｅａｎ（ｆｊ）；ｉ＝１，２，…，ｐ

０　　　ｆｉ，ｊ＜ｍｅａｎ（ｆｊ）；ｊ＝１，２，…，
{ ｑ

（９）
由于系数增强函数收敛较快，重复步骤３～４迭代
２次即可完成系数优化。

步骤５：降噪后二维时频信号更新为 珟Ａｐ×ｑ ＝
Ａｐ×ｑ·Ｆｐ×ｑ。　

图２所示为 －５ｄＢ时ＢＰＳＫ信号预处理后不
同β对应的浅层时频信号。由图可知：信号子空
间在不同β取值时相对位置存在差异；信号子空
间占比系数γ随β增大，γ越大预处理所能保留的
细节特征越明显，其中 β＝３时对应信号子空间
占比最大，能够保留相位变化处更多细节特征。

降噪处理能较好地抑制噪声子空间影响，仅β＝１
时存在部分孤立噪声点，因此合理选择 β能够有
效保留细节特征。

（ａ）β＝１　　　　　　　　　　 （ｂ）β＝２　　　　　　　　　　 （ｃ）β＝３

图２　不同β条件下ＢＰＳＫ信号时频特征对比（ＳＮＲ＝－５ｄＢ）
Ｆｉｇ．２　ＣｏｍｐａｒｉｓｏｎｏｆｔｉｍｅｆｒｅｑｕｅｎｃｙｃｈａｒａｃｔｅｒｉｓｔｉｃｓｏｆＢＰＳＫｓｉｇｎａｌｓｕｎｄｅｒｄｉｆｆｅｒｅｎｔβ（ＳＮＲ＝－５ｄＢ）
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３　基于卷积神经网络的深度特征学习

３．１　卷积神经网络

ＣＮＮ具备二维特征深度学习能力，为避免人
为确定卷积核类型，采用不同尺度卷积核扩展网

络广度，网络结构及参数如图３所示。输入为二
维时频信号珟Ａｐ×ｑ，各卷积层通过小卷积核组合获
取强力特征。第一卷积层采用７个３×３卷积核和
３个５×５卷积核提取特征，得到１０通道特征图；
第二卷积层采用４个３×３卷积核和８个５×５卷
积核得到１２通道特征图。各卷积层输出激活函
数为ｆ（ｘ）＝ｍａｘ（０，ｘ），为降低计算量，卷积层后
加入最大池化层。输出层数据ｘｉ（ｉ＝１，…，８）采
用ｓｏｆｔｍａｘ分类器进行处理，分类识别结果Ｒ为

Ｒ＝ｍａｘ
ｉ

ｅｘｉ

∑
ｉ
ｅｘｉ
　　ｉ＝１，２，…，８ （１０）

３．２　深度特征学习及识别

ＣＮＮ训练调优与测试过程为：①训练阶段。
输入带标签时频信号样本，每个样本映射得到１２
通道１４×１４特征图，实现３６００维浅层时频特征
空间到 ２３５２维深层特征空间（全连接层）的映
射，并通过输出层和分类器完成特征空间到８维
类别空间映射；正向传播误差信号通过随机梯度

下降算法进行反向传播与参数调优。②测试阶
段。输入经过相同特征预处理的时频信号用于分

类识别，完成性能验证。

４　仿真实验与分析

４．１　仿真参数设置

为验证本文识别方法有效性，利用第１节所

述８种雷达辐射源信号进行仿真实验。对应参数
设置如下：①充分考虑信号多样性，所有信号频段
位于［０，ｆｍａｘ］且载频随机分布：ＳＣＲ载频１０～
３０ＭＨｚ；ＢＰＳＫ和 ＢＦＳＫ随机采用 ７、１１、１３位
Ｂａｒｋｅｒ码；ＱＦＳＫ频率编码和ＱＰＳＫ相位编码随机
选择‘１，３，２，４，３，２，３，４，３，１，２’或‘４，１，３，２，１，
４，１，３，２，３，４’；ＬＦＭ载频１０～２５ＭＨｚ，带宽５～
１０ＭＨｚ；ＮＬＦＭ载频１０～２５ＭＨｚ，调制系数 β１＝
β２并随机取值５～１０；Ｆｒａｎｋ信号中 Ｍ随机取值
５～８。②保持单个辐射源信号参数不变，选取五
类共１０种辐射源信号：ＳＣＲ１信号载频１０ＭＨｚ、
ＳＣＲ２信号载频２０ＭＨｚ；ＢＰＳＫ１、ＢＰＳＫ２分别采用
７位、１１位 Ｂａｒｋｅｒ码；ＢＦＳＫ１、ＢＦＳＫ２分别采用７
位、１３位Ｂａｒｋｅｒ码；ＬＦＭ１载频１０ＭＨｚ且带宽为
５ＭＨｚ、ＬＦＭ２载频 ２５ＭＨｚ且带宽为８ＭＨｚ；
Ｆｒａｎｋ１、Ｆｒａｎｋ２信号中Ｍ分别取５和８。

测试环境如下：ｆｍａｘ与 ｆｓ分别为 ４０ＭＨｚ、
３００ＭＨｚ，β取１～４，脉宽与采样时长均取１１μｓ。
在２０～３０ｄＢ信噪比条件下随机生成训练样本，
每类信号 ５００个样本，共 ４０００个训练样本；在
－１４～１０ｄＢ信噪比（步长２ｄＢ）条件下随机生成
测试样本，每个信噪比对应２００×８个样本，共计
２０８００个测试样本。计算机配置为 ＣＰＵｉ５－
Ｍ４８０，内存６００ＧＢ，ＭＡＴＬＡＢ版本为Ｒ２０１８ｂ。
４．２　参数选择与网络测试

选择参数设置①得到图 ４所示结果，其中
图４（ａ）为ＤＳＳＴＦＴ算法中不同 β对应的性能曲
线，平均识别率随信噪比提升不断增大。当 β≤３
时，平均识别率随β增大：β＝１时γ最小，降维丢
失细节特征，识别能力最弱；β＝２时γ增大带来性
能提升；β＝３时 γ较大，降维仍能保留较多细节

Ｃｏｎｖ１－１：７＠３×３　Ｓｔｒｉｄｅ：１　Ｚｅｒｏｐａｄ：１　　Ｃｏｎｖ１－２：３＠５×５　Ｓｔｒｉｄｅ：１　Ｚｅｒｏｐａｄ：２　　Ｐｏｏｌｉｎｇ１：２×２　Ｓｔｒｉｄｅ：２　Ｚｅｒｏｐａｄ：０
Ｃｏｎｖ２－１：４＠３×３　Ｓｔｒｉｄｅ：１　Ｚｅｒｏｐａｄ：０　　Ｃｏｎｖ２－２：８＠５×５　Ｓｔｒｉｄｅ：１　Ｚｅｒｏｐａｄ：１　　Ｐｏｏｌｉｎｇ２：２×２　Ｓｔｒｉｄｅ：２　Ｚｅｒｏｐａｄ：０

图３　ＣＮＮ网络结构及参数
Ｆｉｇ．３　ＣＮＮｎｅｔｗｏｒｋｓｔｒｕｃｔｕｒｅａｎｄｐａｒａｍｅｔｅｒｓ
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特征，识别性能最佳，－１０ｄＢ时达到９０８１％的平
均识别率。当β取上限值４时，γ提升有限，此时
信号有效长度小于傅里叶变换长度，处理后细节特

征弱化，识别率反而降低。综合分析得出，合理降

采样能够提升信号子空间占比并保留更多细节特

征，有效避免了降维等处理带来的细节特征损失，本

文选择降采样因子β＝３进行浅层时频特征提取。

（ａ）不同β的识别结果
（ａ）Ｒｅｃｏｇｎｉｔｉｏｎｒｅｓｕｌｔｓｆｏｒｄｉｆｆｅｒｅｎｔβ

（ｂ）β＝３时不同ＣＮＮ识别结果
（ｂ）ＲｅｃｏｇｎｉｔｉｏｎｒｅｓｕｌｔｓｆｏｒｄｉｆｆｅｒｅｎｔＣＮＮｗｈｅｎβ＝３

图４　不同条件下识别结果
Ｆｉｇ．４　Ｒｅｃｏｇｎｉｔｉｏｎｒｅｓｕｌｔｓｕｎｄｅｒｄｉｆｆｅｒｅｎｔｃｏｎｄｉｔｉｏｎｓ

在信号参数随机条件下，忽略网络广度，各层

选取单一卷积核进行对比测试，结果如表２所示，
图４（ｂ）为部分网络全局对比结果。其中：ＣＮＮ１～
ＣＮＮ１６对应不同尺度（３、５、７和９）卷积核组合方
式；ＣＮＮ为本文深度学习网络；ＣＮＮ１７和 ＣＮＮ１８
在ＣＮＮ基础上改变卷积核为扩张卷积形式［１５］，

对应扩张因子分别为２ｄｉｌａｔｅｄ和３ｄｉｌａｔｅｄ，该方
式能够保持参数总数不变并扩大感受野。为保证

一致性，通道数和特征图大小保持不变，选取

－１２ｄＢ、－１０ｄＢ和－８ｄＢ识别结果平均值进行

对比，所有结果取１０次平均。

表２　不同ＣＮＮ识别性能对比

Ｔａｂ．２　ＲｅｃｏｇｎｉｔｉｏｎｒｅｓｕｌｔｏｆｄｉｆｆｅｒｅｎｔＣＮＮ

神经网络 第一层 第二层 平均识别率／％

ＣＮＮ ３×３＆５×５３×３＆５×５ ８９．０８

ＣＮＮ１

ＣＮＮ２

ＣＮＮ３

ＣＮＮ４

３×３

３×３ ８６．５０

５×５ ８６．３２

７×７ ８５．１６

９×９ ８５．６２

ＣＮＮ５

ＣＮＮ６

ＣＮＮ７

ＣＮＮ８

５×５

３×３ ８６．７５

５×５ ８６．５６

７×７ ８４．９８

９×９ ８４．５６

ＣＮＮ９

ＣＮＮ１０

ＣＮＮ１１

ＣＮＮ１２

７×７

３×３ ８４．８７

５×５ ８４．５５

７×７ ８４．３６

９×９ ８４．２２

ＣＮＮ１３

ＣＮＮ１４

ＣＮＮ１５

ＣＮＮ１６

９×９

３×３ ８３．３５

５×５ ８３．９８

７×７ ８４．０１

９×９ ８３．６８

ＣＮＮ１７ ３×３＆５×５３×３＆５×５ ８３．３３

ＣＮＮ１８ ３×３＆５×５３×３＆５×５ ８３．２１

对比得出，识别率随卷积核增大呈下降趋势，

扩张卷积感受野较大且性能最差，而 ＣＮＮ１、
ＣＮＮ２、ＣＮＮ５、ＣＮＮ６采用小卷积核形式性能更优，
其原因在于本文输入特征为６０×６０，尺度相对较
小，而细节特征差异也主要聚焦在局部感受野，因

此小卷积核形式获取到的局部感受野特征更有利

于识别。综合来看，本文的多尺度卷积核组合形

式ＣＮＮ在低信噪比条件下性能最优。表３所示
为－８ｄＢ信噪比下混淆矩阵，整体平均识别率达
到９８．３１％，其中 ＬＦＭ与 ＮＬＦＭ信号、ＳＣＲ与
ＢＰＳＫ信号由于差异性较小存在一定程度混淆。

参数设置②测试结果如图５所示。由于辐射
源参数固定，无须学习随机变化特征，低信噪比下

识别能力优于随机参数下的类间识别，－１４ｄＢ
时平均识别率达到６８９５％。其中，ＢＰＳＫ１信号
识别率相对较低，且收敛较慢，原因在于该信号子

空间占比较小，在降维过程极易丢失细节特征，易

与ＳＣＲ和同类ＢＰＳＫ信号产生混淆。对比图５与
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图４（ａ），可见本文方法具备较大的灵活性，既能
用于参数多变的类间识别，也能有效完成类内类

间综合识别。

表３　－８ｄＢ时辐射源信号识别结果
Ｔａｂ．３　Ｒｅｃｏｇｎｉｔｉｏｎｒｅｓｕｌｔｏｆｒａｄａｒｅｍｉｔｔｅｒｓｉｇｎａｌａｔ－８ｄＢ

％
ＳＣＲ ＢＦＳＫＱＦＳＫ ＬＦＭ ＮＬＦＭＢＰＳＫＱＰＳＫＦｒａｎｋ

ＳＣＲ ９８．５ ０ ０ ０ ０ １．５ ０ ０

ＢＦＳＫ ０ １００ ０ ０ ０ ０ ０ ０

ＱＦＳＫ ０ ０ １００ ０ ０ ０ ０ ０

ＬＦＭ ０ ０ ０ ９９．５ ０．５ ０ ０ ０

ＮＬＦＭ ０ ０ ０ １１．５ ８８．５ ０ ０ ０

ＢＰＳＫ ０ ０ ０ ０ ０ １００ ０ ０

ＱＰＳＫ ０ ０ ０ ０ ０ ０ １００ ０

Ｆｒａｎｋ ０ ０ ０ ０ ０ ０ ０ １００

（ａ）整体平均识别率
（ａ）Ｏｖｅｒａｌｌａｖｅｒａｇｅｒｅｃｏｇｎｉｔｉｏｎｒａｔｅ

（ｂ）各类型信号识别结果
（ｂ）Ｒｅｃｏｇｎｉｔｉｏｎｒｅｓｕｌｔｓｏｆａｌｌｔｙｐｅｓ

图５　类内类间综合识别性能
Ｆｉｇ．５　Ｃｏｍｐｒｅｈｅｎｓｉｖｅｒｅｃｏｇｎｉｔｉｏｎｐｅｒｆｏｒｍａｎｃｅ

ｗｉｔｈｉｎａｎｄｂｅｔｗｅｅｎｃｌａｓｓｅｓ

４．３　不同识别方法性能对比

选用文献［９］和文献［１０］的识别方法进行对
比，相同条件下识别结果如图６所示。文献［９］
采用两级识别完成分类，在 －５ｄＢ以上能够有效
识别 ＢＦＳＫ、ＱＦＳＫ、ＬＦＭ、ＮＬＦＭ和 Ｆｒａｎｋ信号，但
难以有效提取窄带信号内细节特征，对 ＳＣＲ、
ＢＰＳＫ和 ＱＰＳＫ信号的辨识度较低，其中 ＳＣＲ极
易混淆为ＢＰＳＫ或 ＱＰＳＫ。文献［１０］提取时频二
次特征，运用强化深度信念网络完成识别，－８ｄＢ
以上综合识别率高于文献［９］，其中 ＳＣＲ、ＬＦＭ和
ＮＬＦＭ信号在－６ｄＢ以上能够高效识别；低噪声
环境下特征稳定性不高，－１４ｄＢ时ＢＦＳＫ、ＱＦＳＫ、
ＬＦＭ、ＢＰＳＫ、ＱＰＳＫ几乎不能识别，ＱＰＳＫ信号在
１ｄＢ以上才能与 ＢＰＳＫ有效区分。对比来看，上
述两种方式在高信噪比条件下识别率较高，但对

差异性较小信号均存在一定程度混淆；本文 ＣＮＮ
方式在整体识别率和各类型信号率上都表现最

优，各类信号识别率均随信噪比平稳上升，特征稳

定性较高，能够高效区分几类易混淆信号，具备较

强鲁棒性。

综合来看，识别率差异主要体现在相似信号

上，特征差异性较小信号识别率相对较低，主要有

两类：一类为ＳＣＲ、ＢＰＳＫ和 ＱＰＳＫ，其时频空间差
异主要集中在相位变化处，且特征变化相对较微

弱，极易受噪声影响；另一类为 ＬＦＭ和 ＮＬＦＭ，时
频空间结构具备较大相似性，为识别带来难度。

因此，在预处理阶段保留足够的细节特征将有利

于后续识别，ＤＳＳＴＦＴ处理方式充分利用高速采
样带来的信息增益，通过降采样提升信号子空间

占比并强化微弱特征，进而提升识别率。相比于

常规固定参数辐射源识别，本文方式无须信号载

频估计等先验知识，能够对随机参数集进行深度

特征学习，能有效适应实际环境中参数随机多变

的复杂情况。同时，深层特征空间维度较高，具备

冗余拓展能力，当加入新类型信号时，可保持

ＣＮＮ结构不变，适当提高降维参数，保留更多细
节特征；也可保持整体流程不变，合理增大 ＣＮＮ
深度与广度。

计算复杂度是衡量系统性能的另一重要指

标，采用时间维进行度量，结果取１０次平均。本
文特征提取平均时间约为００７７ｓ，文献［９－１０］
对应平均时间约为００８２ｓ、００８５ｓ，本文特征提
取方式无须多次迭代和二次特征处理，时效性更

强。ＣＮＮ训练时间约为１３７５３４ｓ，文献［９－１０］
对应训练时间约为１３００６８ｓ、８０５６２ｓ；文献［９］
训练时间与本文相当，但二次识别过程复杂度增

·７１１·
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　 （ａ）整体识别率
（ａ）Ｏｖｅｒａｌｌｒｅｃｏｇｎｉｔｉｏｎｒａｔｅ

　　　　 （ｂ）ＳＣＲ识别率
（ｂ）ＲｅｃｏｇｎｉｔｉｏｎｒｅｓｕｌｔｓｏｆＳＣＲ

　　　　 （ｃ）ＢＦＳＫ识别率
（ｃ）ＲｅｃｏｇｎｉｔｉｏｎｒｅｓｕｌｔｓｏｆＢＦＳＫ

　 （ｄ）ＱＦＳＫ识别率
（ｄ）ＲｅｃｏｇｎｉｔｉｏｎｒｅｓｕｌｔｓｏｆＱＦＳＫ

　　　　 （ｅ）ＬＦＭ识别率
（ｅ）ＲｅｃｏｇｎｉｔｉｏｎｒｅｓｕｌｔｓｏｆＬＦＭ

　　　 （ｆ）ＮＬＦＭ识别率
（ｆ）ＲｅｃｏｇｎｉｔｉｏｎｒｅｓｕｌｔｓｏｆＮＬＦＭ

　 （ｇ）ＢＰＳＫ识别率
（ｇ）ＲｅｃｏｇｎｉｔｉｏｎｒｅｓｕｌｔｓｏｆＢＰＳＫ

　　　　 （ｈ）ＱＰＳＫ识别率
（ｈ）ＲｅｃｏｇｎｉｔｉｏｎｒｅｓｕｌｔｓｏｆＱＰＳＫ

　　　　 （ｉ）Ｆｒａｎｋ识别率
（ｉ）ＲｅｃｏｇｎｉｔｉｏｎｒｅｓｕｌｔｓｏｆＦｒａｎｋ

图６　不同算法下各类信号识别性能比较
Ｆｉｇ．６　Ｒｅｃｏｇｎｉｔｉｏｎｐｅｒｆｏｒｍａｎｃｅｓｕｎｄｅｒｄｉｆｆｅｒｅｎｔａｌｇｏｒｉｔｈｍｓ

大；文献［１０］的输入特征进行了等效降维处理，
时效性相对较高；本文ＣＮＮ网络具备深层特征抽
象能力，网络参数较多导致训练较耗时，若采用图

形处理器或高性能计算机，时效性将得到高效提

升。监督学习方式下训练可离线完成，主要考虑

识别过程的时效性。为充分对比上述识别方式时

效性，进一步对测试样本中不同调制类型信号的

识别时间进行对比，结果如表４所示。本文方式
下各类型信号识别时间差异性不大，ＬＦＭ、ＮＬＦＭ、
ＢＰＳＫ和ＱＰＳＫ信号的识别相对更耗时；文献［９］
中ＳＣＲ、ＢＰＳＫ、ＱＰＳＫ需二次识别，耗时相对增大，
其余信号耗时与本文差异性不大；文献［１０］为一
维特征向量处理且网络参数相对较少，测试时间

较短。

综合对比识别能力及时效性，三种识别方式

均采用了深度学习思想，文献［９］方式时效性与
本文相当，识别能力相对较弱；文献［１０］方式时
效性较强，但低信噪比环境下特征稳定性不足，其

深度特征学习能力和复杂电磁环境适应能力存在

一定局限性；本文方式能够有效兼顾时效性和环

境适应性，在低信噪比环境下识别率较高。

表４　识别时效性对比
Ｔａｂ．４　Ｃｏｍｐａｒｉｓｏｎｏｆｔｉｍｅｌｉｎｅｓｓ

单位：ｓ

ＣＮＮ 文献［９］ 文献［１０］

ＳＣＲ ６．８０７ ７．４５１ ４．６１２

ＢＦＳＫ ６．９４７ ６．７８４ ４．５６２

ＱＦＳＫ ７．７８６ ７．８２５ ４．８３５

ＬＦＭ ８．１８２ ８．０５６ ４．８１６

ＮＬＦＭ ８．７８１ ８．５６８ ４．９５２

ＢＰＳＫ ７．８６４ ８．３５４ ４．５２８

ＱＰＳＫ ７．８８２ ８．４０３ ４．６９２

Ｆｒａｎｋ ７．２８３ ７．２０５ ４．６９４

Ｔｏｔａｌ ６１．５３２ ６２．６４８ ３７．６９１

５　结论

本文提出了一种基于 ＤＳＳＴＦＴ浅层时频特
征提取与深度特征学习的联合识别方法，ＤＳ
ＳＴＦＴ处理充分考虑了稀疏域降噪与降维，能够高
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效提取高稳定性时频特征，并通过合理选取降采

样因子提升特征辨识度与识别能力；深度学习网

络兼顾了网络宽度与深度，具备智能识别能力和

较强的拓展性，避免了人为特征提取的深度不足

且降低了计算复杂度。仿真验证了算法的有效

性，卷积神经网络具备较强深度特征学习能力，能

够适应参数变化的类间识别和固定参数辐射源的

类内类间综合识别；系统对低信噪比环境适应性

较强，－１０ｄＢ条件下整体平均识别率不低于
９０％，具备较强的鲁棒性。
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