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摘　要：将卷积结构引入循环神经网络，从而构建卷积循环神经网络。以此为基础，研究构建了面向中
文分词与实体识别联合学习的序列标注模型。该模型依托卷积循环神经网络构建特征编码层，实现中文字

序列局部空间特征和长距离时序依赖特征的联合提取；依托改进的循环神经网络构建标签解码层，实现标签

序列长距离时序依赖的有效建模；依托统一的分词与实体识别序列标注模式实现分词信息与实体信息的联

合学习，避免传统流水线法的误差传播问题。在人民日报语料和微软标注语料上的实验结果显示，该框架较

传统统计模型和神经网络模型有显著的性能提升，尤其是在识别字数较多的命名实体时，其效果明显优于其

他方法。
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　　命名实体识别也称专名识别，旨在识别出文
本中表示命名实体的成分，是篇章理解、信息检

索、知识图谱、机器翻译等自然语言处理高层应用

的基础［１］。解决命名实体识别的主流方法是将

其作为序列标注问题，即为输入文本序列中的每

个字（词）预测一个标签，该标签包含了实体的边

界信息和类别信息。目前，主要有基于统计的序

列标注模型和基于神经网络的序列标注模型两大

类。基于统计的序列标注模型从概率的角度来建

模输入序列与标签序列之间的关系，如隐马尔可

夫模型（ＨｉｄｄｅｎＭａｒｋｏｖＭｏｄｅｌ，ＨＭＭ）、条件随机
场模型（ＣｏｎｄｉｔｉｏｎａｌＲａｎｄｏｍＦｉｅｌｄ，ＣＲＦ）等［２］。

例如，文献［３］设计了基于层叠ＨＭＭ的中文命名
实体识别模型，文献［４］则基于 ＣＲＦ构建面向生
物医学文本的命名实体识别模型，有效提升了领

域实体的识别性能。

近年来，得益于强大的特征提取能力和非线

性拟合能力，基于神经网络的序列标注模型逐渐

崭露头角。与统计模型相比，神经网络模型对特

征选取的依赖程度大大降低［５］，在命名实体识别
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领域获得了显著的性能提升，如文献［６］采用前
馈神经网络，结合字词特征在中文新闻语料上取

得了非常好的效果。文献［７－８］则分别基于循
环神经网络（ＲｅｃｕｒｒｅｎｔＮｅｕｒａｌＮｅｔｗｏｒｋ，ＲＮＮ）的
两种变体———双向长短时记忆（Ｂｉｄｉｒｅｃｔｉｏｎａｌ
ＬｏｎｇＳｈｏｒｔＴｅｒｍＭｅｍｏｒｙ，ＢｉＬＳＴＭ）网络［９］和网

格长短时记忆网络来设计序列标注模型，并成功

应用于中文命名实体识别。此外，业界还提出通

过组合模型来实现命名实体识别，如文献［１０］将
ＢｉＬＳＴＭ与 ＣＲＦ相结合，以 ＬＳＴＭ来提取序列特
征，以ＣＲＦ建模标签的时序依赖，在英文命名实
体识别上取得了显著的性能提升。文献［１１］则
利用卷积神经网络（ＣｏｎｖｏｌｕｔｉｏｎａｌＮｅｕｒａｌＮｅｔｗｏｒｋ，
ＣＮＮ）来强化模型的特征提取能力，构建了基于
ＣＮＮ、ＬＳＴＭ以及ＣＲＦ的序列标注模型，并将其应
用于生物医学领域的命名实体识别。文献［１２］
则使用 ＬＳＴＭＣＮＮｓＣＲＦ的组合架构进行序列标
注，同样在命名实体识别上获得了显著进步。总

体上，组合结构模型旨在利用不同组件实现不同

特征的提取。现有组合模型中各组件通常在结构

上相互独立，在数据处理过程上又顺序依赖，模型

整体复杂度增加，不仅给模型训练带来诸多问题，

也给局部空间特征和时序依赖特征的联合提取带

来了较大的不确定性。

同时，由于中文的最小语义单位是汉字，因此

可基于字标注方法实现命名实体识别。但在实际

应用中，由于字的语义信息太过简略，因此通常会

采用先分词、再基于词序列标注的流水线处理模

式。这种模式下，分词误差不可避免地会影响后

续实体识别的效果。

基于以上现状，本文从三方面开展研究工

作：一是针对中文字序列局部空间特征和时序

依赖特征的联合提取问题，研究构建融合卷积

结构和循环结构的神经网络特征提取器，以实

现序列数据局部空间特征和长距离时序依赖特

征的联合建模；二是针对标签序列上下文特征

的提取问题，研究构建基于改进 ＲＮＮ的标签解
码网络，使模型在预测标签时能够充分利用标

签序列的上下文关联特征；三是针对传统流水

线模式带来的误差传播问题，研究设计融合词

边界信息和实体信息的字序列标注模式，将中

文分词与实体识别纳入统一的联合学习框架，

在有效利用分词信息辅助命名实体识别的同

时，避免分词误差的传播问题。与现有主流命

名实体识别方法相比，本文提出的模型具有三

个显著特点：一是基于卷积循环神经网络构建

特征编码器，充分发挥两者的优势来实现序列

数据局部空间特征和时序依赖特征的有效提

取；二是基于改进ＲＮＮ的标签解码网络，充分利
用 ＲＮＮ对时序特征的建模能力，将标签序列的
上下文信息纳入学习过程；三是统一的分词与

实体识别序列标注模式较传统标注模式纳入了

更多的信息，借助于模型强大的学习能力，实现

中文分词与实体识别的联合学习。最终实验结

果证明，该联合学习模型对中文命名实体有更

好的识别能力，尤其是在识别字数较多的命名

实体时，其效果要明显优于其他方法，这也是本

文最突出的贡献点。

１　中文分词与实体识别联合学习框架

本文提出的基于融合结构神经网络的中文分

词与实体识别联合学习模型总体架构如图 １
所示。

图１　基于融合结构神经网络的中文分词与
实体识别联合学习模型

Ｆｉｇ．１　ＪｏｉｎｔｌｅａｒｎｉｎｇｍｏｄｅｌｏｆＣｈｉｎｅｓｅｗｏｒｄｓｅｇｍｅｎｔａｔｉｏｎａｎｄ
ｅｎｔｉｔｙｒｅｃｏｇｎｉｔｉｏｎｂａｓｅｄｏｎｆｕｓｅｄｎｅｕｒａｌｎｅｔｗｏｒｋ

该模型主要由四部分构成：一是由中文字向

量构成的输入层，以实数向量编码的方式实现汉

字之间语义关系的初步建模，称为字嵌入层。二

是融合卷积和循环结构的特征编码网络，称为Ｂｉ
ＣＲＮＮ编码层。该层借助于卷积循环神经网络强
大的特征提取能力，实现输入序列局部空间特征

和长距离时序依赖特征的联合编码。三是基于

改进的循环神经网络构建的标签解码层，称为

ＧＲＵ解码层。该层以特征编码层输出向量为前
馈输入，经隐层变换形成隐状态向量，再将前一

时刻输出的标签概率向量与特征编码向量整

合，从而综合利用特征编码信息和标签上下文

信息解码出标签序列。四是 Ｓｏｆｔｍａｘ分类层，所
表示的标签结构将字在词中的位置信息、字在

·７８·
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实体中的位置信息以及实体的类型信息进行统

一编码，作为分词与实体识别联合学习的依据。

最终，结合特定的目标函数和训练算法对模型

进行训练，即可实现中文分词与实体识别的联

合学习。

２　基于卷积循环神经网络的特征编码层

为实现序列数据局部空间特征和时序依赖特

征的联合建模，本文将 ＣＮＮ的局部连接、权值共
享结构引入ＲＮＮ的前馈连接中，同时对神经元的
工作模式进行相应改进，在保留时序特征提取能

力的同时，改善其对局部空间特征的提取效果。

经过改进的神经网络称之为卷积循环神经网络，

网络中每个神经元都是一个具有时序自连接的特

征ｆｉｌｔｅｒ，通过在输入序列上做二维卷积来提取局
部空间特征，再做一维的时序迭代来提取上下文

时序特征。卷积循环层中单个神经元的数据处理

过程如图２所示。

图２　单个卷积循环神经元的特征提取过程
Ｆｉｇ．２　Ｆｅａｔｕｒｅｅｘｔｒａｃｔｉｏｎｐｒｏｃｅｓｓｏｆａｓｉｎｇｌｅ

ｃｏｎｖｏｌｕｔｉｏｎａｌｒｅｃｕｒｒｅｎｔｎｅｕｒｏｎ

图２中，单个特征 ｆｉｌｔｅｒ以一定大小的感知
区域（称为 ｐａｔｃｈ，图中为 ２×２区域）先沿特征
维作一维卷积操作（图中“ · ·”），从而生成

某一时刻的局部特征 ｍａｐ（实际上是一个向
量），之后再沿时间维滑动，在下一时刻先对序

列数据做同样的卷积操作，再利用时序连接将

前一时刻生成的局部 ｍａｐ引入新的局部特征
ｍａｐ中，从而实现对局部空间特征和时序依赖特
征的联合提取。

由于特征编码层存在多个卷积循环神经元，

因此每个神经元在某一时刻都会产生瞬时的局部

特征ｍａｐ，多个神经元就会产生多个特征 ｍａｐ，进
而在时序迭代时需要对前一时刻的多个特征ｍａｐ
进行处理，因此本文对神经元的时序迭代过程进

行了改进，以两个卷积循环神经元的数据处理流

程为例，其过程如图３所示。

图３　两个卷积循环神经元的特征提取过程
Ｆｉｇ．３　Ｆｅａｔｕｒｅｅｘｔｒａｃｔｉｏｎｐｒｏｃｅｓｓｏｆ
ｔｗｏｃｏｎｖｏｌｕｔｉｏｎａｌｒｅｃｕｒｒｅｎｔｎｅｕｒｏｎｓ

图３中，在某一时刻，两个神经元（图中第一

时刻 “ ”表示的 ｋｅｒｎｅｌ和 “··”表示的 ｋｅｒｎｅｌ）
生成了两个局部瞬时特征图。在时序迭代之前，

对每个特征ｍａｐ进行最大值采样（图中短划线型
虚线大括号及箭头），只保留 ｍａｐ中的最大值；之
后将同一时刻生成的所有特征图的采样值进行拼

接（图中实线大括号），形成当前时刻的隐状态特

征向量；最后该特征向量经加权后进入下一时刻

的卷积循环神经元。在这种处理方式下，前一时

刻生成的隐状态向量维数仍然是神经元的个数，

因此循环连接的数量仍为 Ｎ×Ｎ（Ｎ为卷积循环
神经元的个数），可直接依据 ＲＮＮ的自连接运算
方式进行时序迭代。卷积循环层的计算过程

如下：

　

ｍｔ，ｎ＝ｃｏｎｖ１（ｘｔ，Ｃｎ）

ｙｔ＋１，ｎ＝Ｒｎｎｃｅｌｌ（ｍｔ＋１，ｎ，［ｐｏｏｌ（ｍｔ，１），…，

　　　ｐｏｏｌ（ｍｔ，Ｎ）］）

ｙｔ＋１＝［ｙｔ＋１，１，…，ｙｔ＋１，Ｎ










］

（１）

式中，ｘｔ表示输入序列在 ｔ时刻的向量，ｍｔ，ｎ表示
在ｔ时刻由第 ｎ个神经元 Ｃｎ在向量 ｘｔ的上下文
环境中经过１维卷积生成的瞬时特征 ｍａｐ，ｙｔ＋１，ｎ
表示在ｔ＋１时刻第 ｎ个循环卷积神经元生成的
特征编码值，其以ｔ＋１时刻的瞬时卷积特征 ｍａｐ
作为前馈输入，以 ｔ时刻所有神经元生成的特征
ｍａｐ经过Ｐｏｏｌｉｎｇ并拼接（公式中中括号即表示拼
接）后形成的向量作为循环输入，最终由ＲＮＮｃｅｌｌ
生成一个特征编码值。最后，ｔ＋１时刻所有神经
元的特征编码值经过拼接形成 ｔ＋１时刻的特征
编码向量ｙｔ＋１。

·８８·
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借鉴循环神经网络中的门控机制［１３］和双向

时序迭代机制［１４］，本文基于卷积循环神经网络构

建了特征编码层，其对数据的处理流程如图４
所示。

图４　特征编码层的数据处理过程示意
Ｆｉｇ．４　Ｄａｔａｐｒｏｃｅｓｓｉｎｇｐｒｏｃｅｓｓｏｆｔｈｅ

ｆｅａｔｕｒｅｅｎｃｏｄｉｎｇｌａｙｅｒ

图４中，编码层的双向迭代机制的 ＣＧＲＵ网
络 （ＢｉｄｉｒｅｃｔｉｏｎａｌＣｏｎｖｏｌｕｔｉｏｎａｌＧａｔｅｄＲｅｃｕｒｒｅｎｔ
Ｕｎｉｔ，ＢｉＣＧＲＵ），即设置两个卷积循环神经层，分
别从输入序列的两个方向进行局部空间特征和时

序依赖特征的提取。ＣＧＲＵ则表示基于 ＧＲＵｃｅｌｌ
门控机制的卷积循环神经网络，即采用ＧＲＵ门控
机制来对卷积操作生成的特征 ｍａｐ进行处理，其
过程可如图５所示。

图５　ＣＧＲＵＣｅｌｌ的数据处理过程示意
Ｆｉｇ．５　ＤａｔａｐｒｏｃｅｓｓｉｎｇｐｒｏｃｅｓｓｏｆｔｈｅＣＧＲＵＣｅｌｌ

最终，所有神经元在同一时刻生成的多个

ｍａｐ在纵向形成特征编码向量，在横向经 Ｐｏｏｌｉｎｇ
以及拼接后，形成时序迭代的状态向量，进入下一

时刻的神经元中。由于就某一时刻输入字向量而

言，编码网络中两个方向的卷积循环层会生成两

个编码向量序列，因此将同一时刻两个方向的特

征编码向量进行拼接，形成一个对该时刻输入向

量的总体特征描述。

３　基于改进ＲＮＮ的标签解码层

为了建模标签序列的长距离时序依赖关系，

本文在特征编码层之上通过改进 ＲＮＮ构建了标
签解码层，其运行过程如图６所示。

图６　标签解码层的运行过程示意
Ｆｉｇ．６　Ｏｐｅｒａｔｉｏｎｐｒｏｃｅｓｓｏｆｔｈｅｔａｇｄｅｃｏｄｉｎｇｌａｙｅｒ

该解码层是对传统ＲＮＮ的改进，其门控机制
仍然采用ＧＲＵｃｅｌｌ，在保留隐含层时序自连接的
同时，还将前一时刻 Ｓｏｆｔｍａｘ分类网络的输出值
引入当前的隐含层状态中，不仅利用隐含层循环

连接来建模特征编码的时序依赖，还利用前一时

刻输出标签的信息来辅助当前时刻标签的预测。

基于改进ＲＮＮ的标签解码层内部结构及数据处
理流程如图７所示。

图７　ＧＲＵ解码网络内部结构及数据处理流程
Ｆｉｇ．７　Ｉｎｔｅｒｎａｌｓｔｒｕｃｔｕｒｅａｎｄｄａｔａｐｒｏｃｅｓｓｉｎｇｆｌｏｗｏｆ

ｔｈｅＧＲＵｄｅｃｏｄｉｎｇｎｅｔｗｏｒｋ

从图７可以看出，该标签解码层的门控单元
与传统的 ＧＲＵ网络是一致的，只是在数据进入
ＧＲＵｃｅｌｌ时加入了一个额外的处理步骤，即将前
一时刻Ｓｏｆｔｍａｘ分类层的输出值与特征编码层的
编码向量进行了拼接，之后一起作为ＧＲＵ的前馈
输入，来实现当前时刻的标签预测。其计算过程

如式（２）所示：
ｘｔ＝［Ｓｔ－１，ｅｔ］

ｈｔ＝ＧＲＵｃｅｌｌ（ｘｔ，ｈｔ－１）

Ｓｔ＝Ｓｏｆｔｍａｘ（ｈｔ
{

）

（２）

式中，ｅｔ表示特征编码层在 ｔ时刻输入的编码向

·９８·
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量，ｈｔ表示解码网络隐含层状态向量，Ｓｔ表示解
码网络在ｔ时刻输出的标签类别概率向量。可以
看出，在ｔ时刻，编码层的特征向量与前一时刻的
标签类别概率向量进行拼接后，进入 ＧＲＵｃｅｌｌ进
行运算处理后形成隐状态向量，其中一路进入分

类层输出 ｔ时刻的标签概率，另一路进入下一时
刻的ＧＲＵｃｅｌｌ进行时序迭代。

４　统一的分词与实体识别序列标注模式

为实现联合学习，本文设计了融合词边界

信息、实体边界信息和实体类别信息的标签结

构。该标签结构共由三个子部分构成：第一部

分为分词标记，表示字在词中的位置；第二部分

为实体的类别标记，表示该字所属实体的类别

（本文采用人名、地名和组织机构名三个类别作

为示例）；第三部分为实体边界标记，表示该字

在实体中的位置。标签结构以及所代表的含义

如表１所示。

表１　分词与实体识别联合学习标签结构
Ｔａｂ．１　Ｔａｇｓｔｒｕｃｔｕｒｅｆｏｒｔｈｅｊｏｉｎｔｌｅａｒｎｉｎｇｏｆｗｏｒｄ

ｓｅｇｍｅｎｔａｔｉｏｎａｎｄｅｎｔｉｔｙｒｅｃｏｇｎｉｔｉｏｎ

字在词中的位置 字所属实体类别 字在实体中的位置

词首（Ｂ） 人名（ＰＥＲ） 实体首字（Ｂ）

词中（Ｍ） 地名（ＬＯＣ） 实体中字（Ｉ）

词尾（Ｅ） 机构名（ＯＲＧ） 实体尾字（Ｌ）

单字词（Ｓ） 其他（Ｏ） 单字实体（Ｓ）

本文设计的标签模式将字在词中的位置、字

在实体中的位置以及字所属实体的类型进行了整

合，形成统一的中文分词与实体识别序列标注模

式。理论上讲，所有标签类别应有４×４×４＝６４
种，但实际上并没有这么多。从语法规则来讲，有

些组合是不存在的（例如，位于词中间的字不可

能是一个实体的开始或结尾）。最终，结合语法

规则以及对语料库中标签的筛选，在去除不合理、

不存在的标签组合后，共得到如表２所示的标签
集合。

由于各标签之间互斥存在，因此本文采用

ｏｎｅｈｏｔ向量形式对标签进行编码，共设置３１维
标签编码向量（表示３１个标签类别，每一维代表
一个类别），标签编码向量中只有一个维度的值

为１，其他维度的值则为０。

表２　分词与实体识别联合学习标签集
Ｔａｂ．２　Ｌａｂｅｌｓｅｔｆｏｒｔｈｅｊｏｉｎｔｌｅａｒｎｉｎｇｏｆｗｏｒｄ

ｓｅｇｍｅｎｔａｔｉｏｎａｎｄｅｎｔｉｔｙｒｅｃｏｇｎｉｔｉｏｎ

标签类别 标签集合

人名实体标签

ＢＰＥＲＢ，ＢＰＥＲＩ，ＭＰＥＲＩ，ＥＰＥＲＩ，
ＥＰＥＲＬ，ＳＰＥＲＢ，ＳＰＥＲＩ，ＳＰＥＲＬ，
ＳＰＥＲＳ

地名实体标签

ＢＬＯＣＢ，ＢＬＯＣＩ，ＭＬＯＣＩ，ＥＬＯＣ
Ｉ，ＥＬＯＣＬ，ＳＢＬＯＣ，ＳＬＯＣＩ，Ｓ
ＬＯＣＬ，ＳＬＯＣＳ

机构实体标签

ＢＯＲＧＢ， ＢＯＲＧＩ， ＭＯＲＧＩ， Ｅ
ＯＲＧＩ，ＥＯＲＧＬ，ＳＯＲＧＢ，ＳＯＲＧＩ，
ＳＯＲＧＬ，ＳＯＲＧＳ

非实体标签 ＢＯ，ＭＯ，ＥＯ，ＳＯ

５　实验及结果分析

５．１　实验任务及数据准备

为验证所设计框架的有效性，本文分别以人

民日报标注语料 （ＰＦＲ）和微软标注语料
（ＭｉｃｒｏＳｏｆｔＲｅｓｅａｒｃｈＡｓｉａ，ＭＳＲＡ）为基础数据进
行试验验证，两个语料库的具体情况如下。

９８版人民日报标注语料：来自 １９９８年 １—
６月的人民日报新闻语料，其中新闻文本进行了
分词和词性标注。语料中每个句子由换行符隔

开，句子中词与词之间由空格隔开，每个词后面会

跟一个词性标记。命名实体信息包含于词性信息

中，其中标记ｎｒ，ｎｔ，ｎｚ分别代表人名、地名和组织
机构名。据统计，语料库中命名实体的信息如

表３所示。

表３　ＰＦＲ标注语料的统计信息
Ｔａｂ．３　ＳｔａｔｉｓｔｉｃｓｏｆｔｈｅＰＦＲ

实体

类别

单字

实体

多字独

词实体

多词

实体
总数

人名实体 ４２１０ ２８２５０ ８８１６１ １２０６２１

地名实体 ０ １３３０１４ ７２５６ １４０２７０

机构实体 ０ ２００７９ ５４３９２ ７４４７１

总体 ４２１０ １８１３４３ １４９８０９ ３３５３６２

微软亚洲研究院命名实体标注语料库：由

微软亚洲研究院提供，也是 Ｓｉｇｈａｎ２００６ｂａｃｋｏｆｆ３
使用的中文语料库。该语料库根据用途划分为

分词版本和命名实体标注版本。两个版本的语

·０９·
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料内容是一致的，只是标记不同。该语料库的

实体统计信息如表４所示。

表４　ＭＳＲＡ标注语料的统计信息
Ｔａｂ．４　ＳｔａｔｉｓｔｉｃｓｏｆｔｈｅＭＳＲＡ

实体类别 单字实体 多字实体 总数

训
练
集

人名实体 ９６２ １６６５３ １７６１５

地名实体 ５９９７ ３０５２０ ３６５１７

机构实体 ９１ ２０４８０ ２０５７１

总体 ７０５０ ６７６５３ ７４７０３

测
试
集

人名实体 ６１ １９１２ １９７３

地名实体 ４４５ ２４３２ ２８７７

机构实体 ７ １３２４ １３３１

总体 ５１３ ５６６８ ６１８１

在进行实验之前，对这两个语料库中的句子

和标记进行了预处理。对于 ＰＦＲ语料库，将分词
和实体标记转换为基于字的联合标记，随机选取

８０％的句子作为训练集和 ５％的句子作为验证集
以及１５％的数据作为测试集。对于 ＭＳＲＡ语料
库，依据分词版本和实体标注版本中语料的对齐

关系，将分词标记和实体标记转换为联合标记，同

时由于该语料库已经预先划分了训练集和测试

集，因此本文从训练集中随机划分出１０％的语料
作为验证集。

５．２　模型构建与训练

依据图２所示的联合学习框架，采用 ｐｙｔｈｏｎ
３５＋Ｔｅｎｓｏｒｆｌｏｗ１．４来构建序列标注模型。其
中，输入层设置１００个节点，表示１００维的特征向
量，本文采用ｗｏｒｄ２ｖｅｃ框架在ＰＦＲ和ＭＳＲＡ语料
上一起训练得到１００维的中文字向量作为输入；
特征编码层和标签解码层的参数在实验过程中根

据模型的训练和测试效果来确定；Ｓｏｆｔｍａｘ分类层
则设置３１个节点，代表 ３１维的标签向量输出。
模型训练采用的目标函数为样本集的 Ｌｏｇ似然，
以最大化该似然函数作为训练目标，其定义如

式（３）所示：

ＬＬ（θ）＝∑
Ｄ

ｊ＝１
∑
Ｌｊ

ｔ＝１
［ｌｏｇ２（ｐ（ｃ

ｊ
ｔ＝ｙ

ｊ
ｔ））］ （３）

式中，Ｄ表示整个训练集中的文本句子序列及
其标注序列，Ｌｊ表示编号为ｊ的句子的长度，ｃ

ｊ
ｔ是

标注模型为句子ｊ中第ｔ个字预测的标签类别，ｙｊｔ
为句子 ｊ第 ｔ个汉字的真实标签，ｐ（ｃｊｔ＝ｙ

ｊ
ｔ）表示

模型预测得到真实标签的概率。模型最终的训练

目标是得到一组参数 θ，该参数能够使该似然函

数达到最大值，即：

θ ＝ａｒｇｍａｘ
θ
ＬＬ（θ） （４）

模型训练时，本文首先根据句子的长度对

所有句子进行升序排序，之后再根据句子长度

所在的区间进行了统一的长度 Ｐａｄｄｉｎｇ，即设置
［０，１５］、［１６，２５］、［２６，３５］三个区间，长度落
在相应区间内的句子统一 Ｐａｄｄｉｎｇ到所在区间
的右边界值（补０）。在训练过程中，随机选取长
度在某个区间的所有句子作为一个大的样本集

合，之后在该集合内再采用基于 Ｍｉｎｉｂａｔｃｈ的随
机梯度下降算法及其变体来训练模型。其中，

Ｍｉｎｉｂａｔｃｈ的值设置为 ３２；模型优化算法选择
Ａｄａｍ算法［１５］，采用 Ｔｅｎｓｏｒｆｌｏｗ默认的参数配置
（ｌｅａｒｎｉｎｇ＿ｒａｔｅ＝０００１，ｂｅｔａ１＝０９，ｂｅｔａ２＝
０９９９，ｅｐｓｉｌｏｎ＝１Ｅ－０８）；模型初始权重由均值
为０、方差为１的标准正态分布在［－１，１］区间
内随机生成；每当训练集上完成一轮迭代，就在

验证集上进行一次验证。当模型在验证集上的

性能趋于稳定或是开始持续下降时，模型停止

训练。

训练完成后，将在测试集上对模型进行性能

评估。由于最终输出是概率向量的序列，因此在

进行实体切分及类型判断时，对该向量序列分两

步进行处理：首先去除不包含实体信息仅有分词

信息的标签；之后依据标签采用最近配对原则切

分出实体的边界，并判断出其类型。最终，根据识

别出的命名实体情况，采用Ｐｒｅｃｉｓｉｏｎ、Ｒｅｃａｌｌ、Ｆ１－
值三个量作为指标，用于评价模型最终表现，其定

义如式（５）所示。

准确率（Ｐｒｅｃｉｓｉｏｎ）＝正确识别出的实体个数
识别出的实体总数

×１００％

召回率（Ｒｅｃａｌｌ）＝识别出的实体个数
实体的总数

×１００％

Ｆ１－值＝２×精确率×召回率
精确率＋













召回率

（５）

５．３　实验结果分析

在模型训练过程中，本文重点对编码网络和

解码网络的超参数设置进行了多次试验验证，以

探索不同结构对标注性能的影响，如神经元节点

个数、卷积ｐａｔｃｈ的大小、卷积ｓｔｒｉｄｅ的大小等，以
标注效果最好的结构作为最终的模型。最终获得

的模型结构及在数据集上的标注结果如表 ５和
表６所示。
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表５　识别性能最佳的模型参数
Ｔａｂ．５　Ｐａｒａｍｅｔｅｒｓｏｆｔｈｅｂｅｓｔｐｅｒｆｏｒｍａｎｃｅ

网络层 结构类型 具体参数

输入层 字向量嵌入层 １００维（ｗｏｒｄ２ｖｅｃ）

编码层
双 向 卷 积 循

环层

双向各２５６个卷积循环神经
元，每个神经元的卷积 ｐａｔｃｈ
为５×５

解码层
改 进 的 ＲＮＮ
网络

单向１２８个改进的ＧＲＵｃｅｌｌ

分类层 Ｓｏｆｔｍａｘ层 ３１维

表６　模型在测试集上的实体识别结果
Ｔａｂ．６　Ｅｎｔｉｔｙｒｅｃｏｇｎｉｔｉｏｎｒｅｓｕｌｔｓｏｎｔｈｅｔｅｓｔｓｅｔ

数据集 识别对象 准确率／％ 召回率／％ Ｆ１－值／％

ＰＦＲ

人名实体 ９４．４２ ９５．２１ ９４．８１

地名实体 ９５．１５ ９３．４８ ９４．３１

机构实体 ９４．２２ ９２．２２ ９３．２１

总体 ９４．６８ ９３．８２ ９４．２５

ＭＳＲＡ

人名实体 ９３．１２ ９３．６７ ９３．３９

地名实体 ９４．３２ ９２．２８ ９３．２８

机构实体 ９２．９２ ９１．２２ ９２．０６

总体 ９３．６２ ９２．４９ ９３．０５

从表６可以看出，本文设计的联合学习模型
在两个数据集上都取得了较好的识别效果，各个

指标都在９０％以上。尤其是对于组织机构名的
识别，其结果与人名的识别结果已基本相当，这在

传统基于序列标注模型的命名实体识别任务中是

很少见的。因为传统命名实体识别模型通常对人

名、地名有较高的识别率，而对组织机构名的识别

效果要差很多，其原因就在于人名一般较短、较简

单，而地名一般具有较明显的指示特征，因而通常

有较高的识别率。而组织机构名不仅字数较多，

并且可以包含人名和地名，其内容形式极其丰富，

有着复杂的局部空间特征和长距离时序依赖特

征。因此，一般模型对这种数据特征模式难以产

生最佳的提取效果，而本文提出的网络模型正是

针对这一特征模式的有效提取而设计，因此才取

得了更好的识别效果。

此外，为了验证所设计的联合学习框架较其他

模型在中文命名实体识别方面的优越性，本文还与

业界公认性能较好的基于ＣＲＦ、ＬＳＴＭ、ＣＮＮ及组合
结构的序列标注模型进行了对比实验，同时也与目

前公开发表的、在 ＰＦＲ语料库上效果较好的研究
工作进行了对比，以三类命名实体（人名、地名、组

织机构名）的准确率、召回率和Ｆ１－值作为参考指
标，最终详细的对比结果如表７所示。

表７　与其他模型的识别性能对比（ＰＦＲ）
Ｔａｂ．７　Ｃｏｍｐａｒｉｓｏｎｗｉｔｈｏｔｈｅｒｍｏｄｅｌｓ′ｒｅｃｏｇｎｉｔｉｏｎ

ｐｅｒｆｏｒｍａｎｃｅ（ＰＦＲ）

模型架构 识别对象 准确率／％召回率／％ Ｆ１－值／％

ＣＲＦ／词
标注

人名实体 ９３．１０ ９０．７５ ９１．９１

地名实体 ９５．１５ ９１．３８ ９３．２３

机构实体 ８３．１６ ８２．２１ ８２．６８

ＢｉＬＳＴＭ＋
Ｓｏｆｔｍａｘ／
词标注

人名实体 ９１．７８ ９１．６２ ９１．７０

地名实体 ９４．２４ ９３．１２ ９３．６８

机构实体 ８２．２３ ８３．１６ ８２．６９

ＢｉＬＳＴＭ＋
ＣＲＦ／
字标注

人名实体 ９３．９８ ９４．４７ ９４．２２

地名实体 ９５．４２ ９２．３６ ９３．８７

机构实体 ８４．３２ ８５．６２ ８４．９７
ＣＮＮ＋
ＬＳＴＭ＋
ＣＲＦ／
字标注

人名实体 ９４．６６ ９５．３２ ９４．９９

地名实体 ９４．４２ ９３．７６ ９４．０９

机构实体 ８６．４２ ８４．４１ ８５．４０

张海楠，

伍大勇

等［６］

人名实体 ９２．５８ ９１．９７ ９２．２７

地名实体 ９３．２０ ９６．０３ ９４．５９

机构实体 ８７．２２ ８９．９６ ８８．５７
ＣＲＮＮ＋
ＲＮＮ／
字标注

联合学习

人名实体 ９４．４２ ９５．２１ ９４．８１

地名实体 ９５．１５ ９３．４８ ９４．３１

机构实体 ９４．２２ ９２．２２ ９３．２１

从表７的结果来看，本文设计的基于“ＣＲＮＮ＋
ＲＮＮ／字标注联合学习”模型在三个指标上获得
了最佳的识别结果（组织机构名的准确率、召回

率和Ｆ１－值都排名第一），在五个指标上获得了
第二的结果（与排名第一的差距都在 ０５％以
内），因此总体上较其他模型有显著的性能提升。

同时与文献［６］发表的识别结果相比，本文提出
的模型尽管在地名识别方面稍有落后，但在人名

和组织机构名的识别方面有明显的性能提升。并

且，文献［６］提出的方法使用了大量精准的字词
特征，而本文提出的方法没有涉及任何的外部特

征。另外，在实验过程中，本文还对各个模型的参

数数量、训练过程迭代次数以及标注效率进行了

统计和对比分析，结果显示，本文所提模型具有最

少的训练参数，且在训练迭代次数和序列解码时

间上都要明显少于其他神经网络模型，因此较其

他模型具有更高的训练和推理效率。

另外，本文基于改进ＲＮＮ构建的标签解码层
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是与传统模型的重要不同之处。为验证该标签解

码层对标注效果的影响，本文以ＣＲＮＮ编码层为基
础，针对Ｓｏｆｔｍａｘ层、ＣＲＦ解码层和基于改进 ＲＮＮ
的解码层进行了对比实验，其结果如表８所示。

表８　不同解码层的性能对比（ＰＦＲ）
Ｔａｂ．８　Ｐｅｒｆｏｒｍａｎｃｅｃｏｍｐａｒｉｓｏｎｏｆｄｉｆｆｅｒｅｎｔ

ｄｅｃｏｄｉｎｇｌａｙｅｒｓ（ＰＦＲ）

模型结构 准确率／％ 召回率／％ Ｆ１－值／％

ＣＲＮＮ＋Ｓｏｆｔｍａｘ ９１．８４ ９１．６２ ９１．７３

ＣＲＮＮ＋ＣＲＦ ９４．７６ ９２．９８ ９３．８６

ＣＲＮＮ＋ＲＮＮ ９４．６８ ９３．８２ ９４．２５

从表８可以看出，在同样采用 ＣＲＮＮ作为特
征编码层的情况下，配置ＣＲＦ解码层的模型较单
纯的Ｓｏｆｔｍａｘ分类层有更高的准确率和召回率以
及Ｆ１－值，这说明 ＣＲＦ层较 Ｓｏｆｔｍａｘ层对标签上
下文信息的建模能力要强得多，同时也说明，标签

的上下文关联信息对于命名实体识别的结果有着

直接的影响；同样的情形，基于改进 ＲＮＮ的解码
层较基于 ＣＲＦ构建的解码层在具有相当准确率
的情况下，其召回率又有了明显提升，这说明有更

多的命名实体被识别出来，并且是被准确地识别

出来，证明了基于改进 ＲＮＮ的解码层较 ＣＲＦ层
对标签的上下文关联特征有更好的建模能力，因

而提升了命名实体的识别效果，验证了这一设计

的有效性。

此外，为了验证模型在识别长实体时的优越

性，本文专门针对字数超过６的命名实体（主要
是地名和组织机构名）识别结果进行了统计对

比，其结果如表９所示。

表９　对长实体的识别性能对比（ＰＦＲ）
Ｔａｂ．９　Ｃｏｍｐａｒｉｓｏｎｏｆｒｅｃｏｇｎｉｔｉｏｎｐｅｒｆｏｒｍａｎｃｅｏｆ

ｌｏｎｇｅｎｔｉｔｉｅｓ（ＰＦＲ）

模型架构 准确率／％ 召回率／％ Ｆ１－值／％

ＣＲＦ／词标注 ８３．１６ ８２．２１ ８２．６８

ＢｉＬＳＴＭ＋Ｓｏｆｔｍａｘ／
词标注

８２．５７ ８４．６４ ８３．５９

ＢｉＬＳＴＭ＋ＣＲＦ／字
标注

８６．１９ ８４．５５ ８５．３６

ＣＮＮ＋ＢｉＬＳＴＭ ＋
ＣＲＦ／字标注

８８．３０ ８７．６８ ８７．９８

ＣＲＮＮ ＋ ＲＮＮ／词
标注

９１．９２ ９０．１２ ９１．０１

ＣＲＮＮ＋ＲＮＮ／字标
注联合学习

９３．９６ ９２．０８ ９３．０１

　　从表９可以看出，对于具有多个字的长命名
实体的识别，本文设计的联合学习模型较其他模

型有明显的优势，获得了最好的准确率、召回率和

Ｆ１－值。
综合以上实验及结果来看，本文设计的命名

实体识别框架取得了预期的效果，其原因可归结

于以下因素：一是构建了基于卷积循环神经网络

的特征编码层，能够有效融合卷积和循环结构的

优点来提升网络对序列数据局部空间特征和时序

依赖特征的联合建模能力，使提取的特征对标注

结果有更加显著、直接的影响；二是设计了基于改

进ＲＮＮ的标签解码层，充分利用 ＲＮＮ的时序连
接结构来建模标签序列的上下文依赖关系，更有

效地利用标签上下文信息来辅助预测；三是设计

了分词与实体识别联合学习模式，将分词信息与

实体信息纳入统一的标签模式下，结合相应的误

差函数和模型训练算法来实现分词信息与实体信

息的联合学习。

６　结论

本文研究了基于卷积循环神经网络的中文分

词与实体识别联合学习框架，基于卷积循环神经

网络构建特征编码层，实现对文本序列局部空间

特征和长距离时序依赖特征的联合提取；基于改

进的ＲＮＮ构建了标签解码层，以建模标签序列内
部的时序关联关系；同时设计中文分词和实体识

别统一标注模式，实现了中文分词和实体识别的

联合学习。在公开语料上的实验结果验证了该框

架的有效性，尤其是对包含多个字的长实体的识

别效果，更是取得了显著的提升，后续将研究把联

合学习模型应用于特定领域的命名实体任务，以

使该方法能够在更广阔的领域发挥作用。
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ｍｏｄｅｌ［Ｊ］．ＪｏｕｒｎａｌｏｎＣｏｍｍｕｎｉｃａｔｉｏｎｓ，２００６，２７（２）：８７－

·３９·



国 防 科 技 大 学 学 报 第４３卷

９４．（ｉｎＣｈｉｎｅｓｅ）
［４］　孙晓，孙重远，任福继．基于深层条件随机场的生物医学

命名实体识别［Ｊ］．模式识别与人工智能，２０１６，２９（１１）：
９９７－１００８．
ＳＵＮＸｉａｏ，ＳＵＮＣｈｏｎｇｙｕａｎ，ＲＥＮＦｕｊｉ．Ｂｉｏｍｅｄｉｃａｌｎａｍｅｄ
ｅｎｔｉｔｙ ｒｅｃｏｇｎｉｔｉｏｎ ｂａｓｅｄ ｏｎ ｄｅｅｐ ｃｏｎｄｉｔｉｏｎａｌ ｒａｎｄｏｍ
ｆｉｅｌｄｓ［Ｊ］．ＰａｔｔｅｒｎＲｅｃｏｇｎｉｔｉｏｎａｎｄＡｒｔｉｆｉｃｉａｌＩｎｔｅｌｌｉｇｅｎｃｅ，
２０１６，２９（１１）：９９７－１００８．（ｉｎＣｈｉｎｅｓｅ）

［５］　ＬＡＭＰＬＥＧ，ＢＡＬＬＥＳＴＥＲＯＳＭ，ＳＵＢＲＡＭＡＮＩＡＮＳ，ｅｔａｌ．
Ｎｅｕｒａｌａｒｃｈｉｔｅｃｔｕｒｅｓｆｏｒｎａｍｅｄｅｎｔｉｔｙｒｅｃｏｇｎｉｔｉｏｎ［Ｃ］／／
Ｐｒｏｃｅｅｄｉｎｇｓｏｆ２０１６ ＣｏｎｆｅｒｅｎｃｅｏｆｔｈｅＮｏｒｔｈＡｍｅｒｉｃａｎ
ＣｈａｐｔｅｒｏｆｔｈｅＡｓｓｏｃｉａｔｉｏｎｆｏｒＣｏｍｐｕｔａｔｉｏｎａｌＬｉｎｇｕｉｓｔｉｃｓ：
ＨｕｍａｎＬａｎｇｕａｇｅＴｅｃｈｎｏｌｏｇｉｅｓ，２０１６：２６０－２７０．

［６］　张海楠，伍大勇，刘悦，等．基于深度神经网络的中文命
名实体识别［Ｊ］．中文信息学报，２０１７，３１（４）：２８－３５．
ＺＨＡＮＧＨａｉｎａｎ，ＷＵＤａｙｏｎｇ，ＬＩＵＹｕｅ，ｅｔａｌ．Ｃｈｉｎｅｓｅ
ｎａｍｅｄｅｎｔｉｔｙｒｅｃｏｇｎｉｔｉｏｎｂａｓｅｄｏｎｄｅｅｐｎｅｕｒａｌｎｅｔｗｏｒｋ［Ｊ］．
ＪｏｕｒｎａｌｏｆＣｈｉｎｅｓｅＩｎｆｏｒｍａｔｉｏｎＰｒｏｃｅｓｓｉｎｇ，２０１７，３１（４）：
２８－３５．（ｉｎＣｈｉｎｅｓｅ）

［７］　冯艳红，于红，孙庚，等．基于ＢＬＳＴＭ的命名实体识别方
法［Ｊ］．计算机科学，２０１８，４５（２）：２６１－２６８．
ＦＥＮＧＹａｎｈｏｎｇ，ＹＵＨｏｎｇ，ＳＵＮＧｅｎｇ，ｅｔａｌ．Ｎａｍｅｄｅｎｔｉｔｙ
ｒｅｃｏｇｎｉｔｉｏｎｍｅｔｈｏｄｂａｓｅｄｏｎＢＬＳＴＭ［Ｊ］．ＣｏｍｐｕｔｅｒＳｃｉｅｎｃｅ，
２０１８，４５（２）：２６１－２６８．（ｉｎＣｈｉｎｅｓｅ）

［８］　ＺＨＡＮＧＹ，ＹＡＮＧＪ．ＣｈｉｎｅｓｅＮＥＲｕｓｉｎｇｌａｔｔｉｃｅＬＳＴＭ［Ｊ］．
ａｒＸｉｖ：１８０５．０２０２３ｖ２［ｃｓ．ＣＬ］，２０１８．

［９］　ＨＯＣＨＲＥＩＴＥＲ Ｓ， ＳＣＨＭＩＤＨＵＢＥＲ Ｊ． Ｌｏｎｇ ｓｈｏｒｔｔｅｒｍ

ｍｅｍｏｒｙ［Ｊ］．ＮｅｕｒａｌＣｏｍｐｕｔａｔｉｏｎ，１９９７，９（８）：１７３５－
１７８０．　

［１０］　ＨＵＡＮＧＺＨ，ＸＵＷ，ＹＵＫ．ＢｉｄｉｒｅｃｔｉｏｎａｌＬＳＴＭＣＲＦ
ｍｏｄｅｌｓｆｏｒｓｅｑｕｅｎｃｅｔａｇｇｉｎｇ［Ｊ］．ａｒＸｉｖ：１５０８．０１９９１ｖ１［ｃｓ．
ＣＬ］，２０１５．

［１１］　李丽双，郭元凯．基于ＣＮＮＢＬＳＴＭＣＲＦ模型的生物医学
命名实体识别［Ｊ］．中文信息学报，２０１８，３２（１）：
１１６－１２２．
ＬＩＬｉｓｈｕａｎｇ，ＧＵＯ Ｙｕａｎｋａｉ． Ｂｉｏｍｅｄｉｃａｌｎａｍｅｄ ｅｎｔｉｔｙ
ｒｅｃｏｇｎｉｔｉｏｎｗｉｔｈＣＮＮＢＬＳＴＭＣＲＦ［Ｊ］．ＪｏｕｒｎａｌｏｆＣｈｉｎｅｓｅ
ＩｎｆｏｒｍａｔｉｏｎＰｒｏｃｅｓｓｉｎｇ，２０１８，３２（１）：１１６－１２２．（ｉｎ
Ｃｈｉｎｅｓｅ）

［１２］　ＭＡＸＺ，ＥＤＵＡＲＤＨ．Ｅｎｄｔｏｅｎｄｓｅｑｕｅｎｃｅｌａｂｅｌｉｎｇｖｉａｂｉ
ｄｉｒｅｃｔｉｏｎａｌＬＳＴＭＣＮＮｓＣＲＦ［Ｃ］／／Ｐｒｏｃｅｅｄｉｎｇｓｏｆｔｈｅ５４ｔｈ
ＡｎｎｕａｌＭｅｅｔｉｎｇ ｏｆｔｈｅ Ａｓｓｏｃｉａｔｉｏｎ ｆｏｒ Ｃｏｍｐｕｔａｔｉｏｎａｌ
Ｌｉｎｇｕｉｓｔｉｃｓ，２０１６：１０６４－１０７４．

［１３］　ＪＯＺＥＦＯＷＩＣＺＲ，ＺＡＲＥＭＢＡＷ，ＳＵＴＳＫＥＶＥＲＩ．Ａｎｅｍｐｉｒｉｃａｌ
ｅｘｐｌｏｒａｔｉｏｎ ｏｆ ｒｅｃｕｒｒｅｎｔ ｎｅｔｗｏｒｋ ａｒｃｈｉｔｅｃｔｕｒｅｓ［Ｃ］／／
Ｐｒｏｃｅｅｄｉｎｇｓ ｏｆｔｈｅ ３２ｎｄ Ｉｎｔｅｒｎａｔｉｏｎａｌ Ｃｏｎｆｅｒｅｎｃｅ ｏｎ
ＩｎｔｅｒｎａｔｉｏｎａｌＣｏｎｆｅｒｅｎｃｅｏｎＭａｃｈｉｎｅＬｅａｒｎｉｎｇ，２０１５，３７：
２３４２－２３５０．

［１４］　ＳＣＨＵＳＴＥＲ Ｍ，ＰＡＬＩＷＡＬＫ Ｋ．Ｂｉｄｉｒｅｃｔｉｏｎａｌｒｅｃｕｒｒｅｎｔ
ｎｅｕｒａｌｎｅｔｗｏｒｋｓ［Ｊ］．ＩＥＥＥＴｒａｎｓａｃｔｉｏｎｓｏｎＳｉｇｎａｌＰｒｏｃｅｓｓｉｎｇ，
１９９７，４５（１１）：２６７３－２６８１．

［１５］　ＫＩＮＧＭＡ Ｄ， ＢＡ Ｊ． Ａｄａｍ： ａ ｍｅｔｈｏｄ ｆｏｒｓｔｏｃｈａｓｔｉｃ
ｏｐｔｉｍｉｚａｔｉｏｎ［Ｃ］／／Ｐｒｏｃｅｅｄｉｎｇｓｏｆｔｈｅ３ｒｄＩｎｔｅｒｎａｔｉｏｎａｌ
ＣｏｎｆｅｒｅｎｃｅｆｏｒＬｅａｒｎｉｎｇＲｅｐｒｅｓｅｎｔａｔｉｏｎｓ，２０１５．
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