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多通道图注意力解耦社交推荐方法
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摘　要：提出具有解耦能力的多通道图注意力社交推荐模型，该模型主要包括深度聚类模块、多通道图
注意力聚合模块和评分预测模块。其中，深度聚类模块用于对用户和项目进行分组，并利用聚类结果将用户

社交图和用户项目图拆分成多个用户社交子图及用户项目子图，以学习用户兴趣分组及用户对不同类项目

的兴趣；多通道图注意力聚合模块学习不同子图对预测结果的注意力；评分预测模块将学习到的用户表示向

量和项目表示向量输入多层感知机进行评分预测。在多个真实数据集上的实验结果表明：提出的方法优于

其他社交推荐算法。与最新的用于社交推荐的图神经网络方法相比，在Ｃｉａｏ和Ｅｐｉｎｉｏｎｓ数据集上，均方根误

听
语
音
　







聊
科
研

















与
作
者
互
动

差分别降低了２２６％和２０７％，平均绝对误差分别降低了２５８％和３０６％。
关键词：推荐系统；社交网络；图神经网络；注意力网络；深度聚类

中图分类号：ＴＮ９５　　文献标志码：Ａ　　开放科学（资源服务）标识码（ＯＳＩＤ）：
文章编号：１００１－２４８６（２０２２）０３－００１－０９

Ｍｕｌｔｉｃｈａｎｎｅｌｇｒａｐｈａｔｔｅｎｔｉｏｎｎｅｔｗｏｒｋｗｉｔｈｄｉｓｅｎｔａｎｇｌｉｎｇ
ｃａｐａｂｉｌｉｔｙｆｏｒｓｏｃｉａｌｒｅｃｏｍｍｅｎｄａｔｉｏｎ

ＨＯＮＧＭｉｎｇｌｉ１，２，ＷＡＮＧＪｉｎｇ１，２，ＪＩＡＣａｉｙａｎ１，２

（１．ＳｃｈｏｏｌｏｆＣｏｍｐｕｔｅｒａｎｄＩｎｆｏｒｍａｔｉｏｎＴｅｃｈｎｏｌｏｇｙ，ＢｅｉｊｉｎｇＪｉａｏｔｏｎｇＵｎｉｖｅｒｓｉｔｙ，Ｂｅｉｊｉｎｇ１０００４４，Ｃｈｉｎａ；
２．ＢｅｉｊｉｎｇＫｅｙＬａｂｏｒａｔｏｒｙｏｆＴｒａｆｆｉｃＤａｔａＡｎａｌｙｓｉｓａｎｄＭｉｎｉｎｇ，ＢｅｉｊｉｎｇＪｉａｏｔｏｎｇＵｎｉｖｅｒｓｉｔｙ，Ｂｅｉｊｉｎｇ１０００４４，Ｃｈｉｎａ）

Ａｂｓｔｒａｃｔ：ＡＭｕｌｔｉｃｈａｎｎｅｌｇｒａｐｈａｔｔｅｎｔｉｏｎｎｅｔｗｏｒｋｓｏｃｉａｌｒｅｃｏｍｍｅｎｄａｔｉｏｎｍｏｄｅｌｗｉｔｈｄｉｓｅｎｔａｎｇｌｉｎｇｃａｐａｂｉｌｉｔｙｗａｓｐｒｏｐｏｓｅｄ．Ｔｈｉｓｍｏｄｅｌ
ｍａｉｎｌｙｉｎｃｌｕｄｅｄｔｈｒｅｅｍｏｄｕｌｅｓ：ｔｈｅｄｅｅｐｃｌｕｓｔｅｒｉｎｇｍｏｄｕｌｅ，ｔｈｅａｇｇｒｅｇａｔｉｏｎｍｏｄｕｌｅｂａｓｅｄｏｎｍｕｌｔｉｃｈａｎｎｅｌｇｒａｐｈａｔｔｅｎｔｉｏｎｎｅｔｗｏｒｋ，ａｎｄｔｈｅｒａｔｉｎｇ
ｐｒｅｄｉｃｔｉｏｎｍｏｄｕｌｅ．Ａｍｏｎｇｔｈｅｍ，ｔｈｅｄｅｅｐｃｌｕｓｔｅｒｉｎｇｍｏｄｕｌｅｗａｓｕｓｅｄｔｏｇｒｏｕｐｕｓｅｒｓａｎｄｉｔｅｍｓ．Ｔｈｅｃｌｕｓｔｅｒｉｎｇｒｅｓｕｌｔｓｃａｎｂｅｕｓｅｄｔｏｓｐｌｉｔｕｓｅｒ
ｕｓｅｒｓｏｃｉａｌｇｒａｐｈａｎｄｕｓｅｒｉｔｅｍｉｎｔｅｒａｃｔｉｏｎｇｒａｐｈｉｎｔｏｍｕｌｔｉｐｌｅｓｕｂｇｒａｐｈｔｏｌｅａｒｎｕｓｅｒｉｎｔｅｒｅｓｔｇｒｏｕｐｓａｎｄｕｓｅｒｓ′ｉｎｔｅｒｅｓｔｓｉｎｄｉｆｆｅｒｅｎｔｔｙｐｅｓｏｆｉｔｅｍｓ．
Ｔｈｅａｇｇｒｅｇａｔｉｏｎｍｏｄｕｌｅｌｅａｒｎｓｔｈｅａｔｔｅｎｔｉｏｎｏｆｄｉｆｆｅｒｅｎｔｓｕｂｇｒａｐｈｓｔｏｔｈｅｐｒｅｄｉｃｔｉｏｎｒｅｓｕｌｔｓ．Ｔｈｅｒａｔｉｎｇｐｒｅｄｉｃｔｉｏｎｍｏｄｕｌｅｉｎｐｕｔｔｈｅｌｅａｒｎｅｄｕｓｅｒ
ｒｅｐｒｅｓｅｎｔａｔｉｏｎｖｅｃｔｏｒａｎｄｉｔｅｍｒｅｐｒｅｓｅｎｔａｔｉｏｎｖｅｃｔｏｒｉｎｔｏｔｈｅｍｕｌｔｉｌａｙｅｒｐｅｒｃｅｐｔｒｏｎｆｏｒｒａｔｉｎｇｐｒｅｄｉｃｔｉｏｎ．Ｅｘｔｅｎｓｉｖｅｅｘｐｅｒｉｍｅｎｔｓｏｎｍｕｌｔｉｐｌｅｒｅａｌｗｏｒｌｄ
ｄａｔａｓｅｔｓｄｅｍｏｎｓｔｒａｔｅｔｈａｔｔｈｅｐｒｏｐｏｓｅｄｍｅｔｈｏｄｉｓｂｅｔｔｅｒｔｈａｎｏｔｈｅｒｓｏｃｉａｌｒｅｃｏｍｍｅｎｄａｔｉｏｎａｌｇｏｒｉｔｈｍｓ．Ｓｐｅｃｉｆｉｃａｌｌｙ，ｃｏｍｐａｒｅｄｗｉｔｈｔｈｅｌａｔｅｓｔｇｒａｐｈ
ｎｅｕｒａｌｎｅｔｗｏｒｋｓｍｅｔｈｏｄｆｏｒｓｏｃｉａｌｒｅｃｏｍｍｅｎｄａｔｉｏｎ，ｔｈｅｒｏｏｔｍｅａｎｓｑｕａｒｅｅｒｒｏｒｉｓｒｅｓｐｅｃｔｉｖｅｌｙｒｅｄｕｃｅｄｂｙ２．２６％ ａｎｄ２．０７％ ｏｎｔｈｅＣｉａｏａｎｄ
Ｅｐｉｎｉｏｎｓｄａｔａｓｅｔｓ，ａｎｄｔｈｅｍｅａｎａｂｓｏｌｕｔｅｅｒｒｏｒｉｓｒｅｓｐｅｃｔｉｖｅｌｙｒｅｄｕｃｅｄｂｙ２．５８％ ａｎｄ３．０６％．

Ｋｅｙｗｏｒｄｓ：ｒｅｃｏｍｍｅｎｄａｔｉｏｎｓｙｓｔｅｍ；ｓｏｃｉａｌｎｅｔｗｏｒｋ；ｇｒａｐｈｎｅｕｒａｌｎｅｔｗｏｒｋ；ａｔｔｅｎｔｉｏｎｎｅｔｗｏｒｋ；ｄｅｅｐｃｌｕｓｔｅｒｉｎｇ

　　随着互联网技术的快速发展，网上的信息也日
益丰富。人们难以从大量的信息中提取到有用的

信息，这就是著名的信息过载现象。推荐系统［１］作

为一种信息过滤技术，可以有效解决信息过载问

题。但传统的协同过滤推荐算法仅使用用户－项
目交互信息进行推荐，数据稀疏、分布不均匀等问

题，常导致推荐效果不佳［２］。针对上述问题，人们

通过引入社交关系来缓解数据稀疏性等问题，提升

了推荐方法的性能。根据社交影响力现象，用户在

购买项目时会受到社交朋友的影响。因此，社交推

荐［３－４］是近年来推荐领域的重要研究方向之一，一

系列社交推荐模型［５－１５］相继被提出。

尽管社交推荐在近年取得比较大的成功，但

是还存在许多待解决的问题。第一，如何有效提

取和融合社交信息和用户－项目交互信息？已有
的社交推荐系统使用简单相加、拼接或者多层感

知机来融合用户的历史交互信息和社交信息，无

法区分用户购买是因为用户本身的兴趣、还是受
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到朋友的影响。第二，如何区分出用户的购买动

机？目前常见的神经网络会学习用户的嵌入表

示，但是用户的多种兴趣纠缠在一起，影响推荐的

结果。多成分图卷积协同过滤（ｍｕｌｔｉｃｏｍｐｏｎｅｎｔ
ｇｒａｐｈ ｃｏｎｖｏｌｕｔｉｏｎａｌ ｃｏｌｌａｂｏｒａｔｉｖｅ ｆｉｌｔｅｒｉｎｇ，
ＭＣＣＦ）［１６］使用多个图注意力来提取用户的多个
表示，有利于学习用户对不同物品的可能喜好；但

是ＭＣＣＦ无法区分多个通道表示之间的区别，缺
乏可解释性和真正的解耦能力。

因此，本文提出多通道图注意力解耦社交推

荐方法（ｍｕｌｔｉｃｈａｎｎｅｌｇｒａｐｈａｔｔｅｎｔｉｏｎｎｅｔｗｏｒｋｗｉｔｈ
ｄｉｓｅｎｔａｎｇｌｉｎｇｃａｐａｂｉｌｉｔｙｆｏｒｓｏｃｉａｌｒｅｃｏｍｍｅｎｄａｔｉｏｎ，
ＭＧＡＴＤ）。该模型主要有三个部分：深度聚类模
块、多通道图注意力聚合模块和评分预测模块。

其中：深度聚类模块用于对用户和项目进行分组，

并利用聚类结果将用户社交图和用户－项目图拆
分成多个用户社交子图及用户 －项目子图；聚类
模块的目的是将同一类项目划分在一个用户－项
目子图中，同一类用户划分在一个项目 －用户子
图中，从而完成用户兴趣的分组。多通道图注意

力聚合模块融合不同子图上的信息，其目的是挖

掘用户对不同类项目的兴趣以及项目更适合哪一

类人群；用户的每个通道的嵌入表示指用户对某

类项目的兴趣，从而完成用户兴趣的解耦表示。

评分预测模块使用多层感知机进行评分预测。在

两个基准数据集上的实验结果表明：本文的方法

优于其他同类社交推荐方法，包括 ＧｒａｐｈＲｅｃ［１３］、
ＤＡＮＳＥＲ［１４］等。

１　相关工作

１．１　社交推荐

随着社交平台的快速发展，社交推荐在近些

年越来越受到关注。基于矩阵分解的推荐模型在

矩阵分解的基础上融合社交信息以捕捉更具有表

达性的用户偏好向量，它的特点是灵活性高、推荐

性能较好等。基于矩阵分解的推荐模型可以分为

两类：基于矩阵分解的协同分解法和基于矩阵分

解的社交正则化法。协同分解法［６，１７］同时分解用

户－项目评分矩阵和社交矩阵，两者共享用户特
征向量。基于概率矩阵分解的社会推荐模型

（ｓｏｃｉａｌｒｅｃｏｍｍｅｎｄａｔｉｏｎｕｓｉｎｇｐｒｏｂａｂｉｌｉｓｔｉｃｍａｔｒｉｘ
ｆａｃｔｏｒｉｚａｔｉｏｎ，ＳｏＲｅｃ）［６］是一种基于矩阵分解的协
同分解法，该方法共享一个由用户 －项目评分矩
阵和社会关系矩阵分解的共同的潜在用户特征向

量。基于矩阵分解的社交正则化法［８－９］分解用

户－项目评分矩阵，并且用社交矩阵限制用户特征

向量。基于社会正则化的推荐系统（ｒｅｃｏｍｍｅｎｄｅｒ
ｓｙｓｔｅｍｓｗｉｔｈｓｏｃｉａｌｒｅｇｕｌａｒｉｚａｔｉｏｎ，ＳｏＲｅｇ）［８］是一个
带社交正则化的矩阵分解模型，它利用社交矩阵对

用户特征向量进行正则化约束。

由于基于矩阵分解的任务只提取了线性信

息，所以研究人员又提出了基于深度神经网络

（ｄｅｅｐｎｅｕｒａｌｎｅｔｗｏｒｋ，ＤＮＮ）的非线性推荐方法。
基于社会关系深度建模的推荐模型 （ｄｅｅｐ
ｍｏｄｅｌｉｎｇｏｆｓｏｃｉａｌｒｅｌａｔｉｏｎｓｆｏｒｒｅｃｏｍｍｅｎｄａｔｉｏｎ，
ＤｅｅｐＳｏＲ）［１０］是一种基于深度神经网络的社交推
荐模型，该模型首先将社交关系输入到图嵌入模

型ｎｏｄｅ２ｖｅｃ［１８］来预训练用户节点嵌入，然后使用
深度神经网络来提取社交关系矩阵中的用户非线

性特征向量，并将其集成到概率矩阵分解中进行

评分预测。深度社交协同过滤模型（ｄｅｅｐｓｏｃｉａｌ
ｃｏｌｌａｂｏｒａｔｉｖｅｆｉｌｔｅｒｉｎｇ，ＤＳＣＦ）［１１］是另一种基于深
度神经网络的社交推荐模型，它能提取高阶的社

交邻居的信息，从而更好提取社交信息和用户 －
项目交互信息。

１．２　图神经网络

图神经网络［１９－２０］是基于图结构的广义神经

网络，该网络提供了一种从相邻节点聚合信息以

捕获节点的网络拓扑信息的方法。近年来，图神

经网络被研究人员用在推荐领域［２１－２２］并取得很

好的效果。新近提出的 ＭＣＣＦ［１６］在用户物品交
互图上使用多个图注意力来提取用户和物品的多

个表示。基于图神经网络的社交推荐模型（ｇｒａｐｈ
ｎｅｕｒａｌ ｎｅｔｗｏｒｋｓ ｆｏｒ ｓｏｃｉａｌ ｒｅｃｏｍｍｅｎｄａｔｉｏｎ，
ＧｒａｐｈＲｅｃ）［１３］提出了一种基于图注意力网络的社交
推荐系统，使用图注意力网络同时在用户物品交互

图中捕获交互信息、在社交图中提取社交信息。双

图注意力用于推荐系统中多方面社交影响的深度潜

在表示（ｄｕａｌｇｒａｐｈａｔｔｅｎｔｉｏｎｎｅｔｗｏｒｋｓｆｏｒｄｅｅｐｌａｔｅｎｔ
ｒｅｐｒｅｓｅｎｔａｔｉｏｎ ｏｆｍｕｌｔｉｆａｃｅｔｅｄ ｓｏｃｉａｌｅｆｆｅｃｔｓ ｉｎ
ｒｅｃｏｍｍｅｎｄｅｒｓｙｓｔｅｍｓ，ＤＡＮＳＥＲ）［１４］是一种对偶图
注意力神经网络，可以同时捕获用户和物品的社

交同质性和社会影响力。其中，社交同质性用邻

居的向量表示来聚合，社会影响力用邻居的上下

文感知偏好来聚合。社会推荐的神经影响扩散模

型 （ｎｅｕｒａｌｉｎｆｌｕｅｎｃｅｄｉｆｆｕｓｉｏｎｍｏｄｅｌｆｏｒｓｏｃｉａｌ
ｒｅｃｏｍｍｅｎｄａｔｉｏｎ，ＤｉｆｆＮｅｔ）［２３］使用 ＧＣＮｓ来捕捉用
户偏好在社交网络中的社交扩散过程。但现有模

型缺乏学习用户购买动力的能力，不能对用户对

不同类商品的兴趣及用户兴趣组进行端到端的建

模。鉴于近年来兴起的深度聚类方法（ｄｅｅｐ

·２·
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ｅｍｂｅｄｄｉｎｇｃｌｕｓｔｅｒｉｎｇ，ＤＥＣ）［２４－２５］可以在学习表
示向量的同时对数据进行分组。因此，将深度聚

类引入图神经网络模型中，以提高模型学习用户

对不同类商品兴趣等的能力，从而提高模型的解

耦能力。

２　ＭＧＡＴＤ模型

本节提出社交推荐问题的形式化定义和模型

ＭＧＡＴＤ及模型参数的学习过程。

２．１　定义

设有 Ｍ个用户和 Ｎ个项目，令 Ｕ＝｛ｕ１，

ｕ２，…，ｕＭ｝和 Ｖ＝｛ｖ１，ｖ２，…，ｖＮ｝分别表示用户集
合和项目集合。设用户项目交互矩阵为 Ｒ＝
［ｒｕｉ］Ｍ×Ｎ，其中ｒｕｉ表示用户ｕ给项目ｉ的评分。设
ＲＩ（ｕ）表示用户ｕ评论的项目集合，ＲＵ（ｉ）表示评
论项目 ｉ的用户集合。设用户社交矩阵为 Ｓ＝
［ｓｉｊ］Ｍ×Ｍ，ｓｉｊ＝１表示用户 ｉ与用户 ｊ是朋友关系。
ＳＵ（ｕ）表示用户ｕ的社交邻居。

通过项目的相似度来构造项目隐式矩阵Ｔ＝
［ｔｉｊ］Ｎ×Ｎ，当同时评论项目 ｉ和项目 ｊ的用户数目
大于阈值ｈ＝５时，设ｔｉｊ＝１，否则为０。ＴＩ（ｉ）表示
项目ｉ在项目隐式矩阵上的相邻节点。

社会化推荐的任务可以形式化定义为：给定

用户ｕ和项目ｉ，基于用户交互矩阵 Ｒ、用户社交
矩阵Ｓ和项目隐式矩阵Ｔ来预测评分。

２．２　模型架构

图１表示模型 ＭＧＡＴＤ的整体结构图，其核
心主要由三部分组成：深度聚类模块、多通道图注

意力聚合模块和评分预测模块。深度聚类模块利

用聚类技术对用户和项目进行分组，目的是将同

一类项目划分在一个用户 －项目子图中，同一类
用户划分在同一类项目 －用户子图中，从而完成
用户兴趣的分组。多通道图注意力聚合模块融合

不同子图上的信息，其目的是挖掘用户对不同类

项目的兴趣以及找到项目更适合哪一类人群。以

用户为例，用户每个通道的嵌入表示用户对某类

项目的兴趣从而完成兴趣的解耦表示。评分预测

模块将学习到的用户表示向量和项目表示向量输

入多层感知机进行评分预测。

２．２．１　深度聚类模块
嵌入表示：设 Ｐ＝［ｐｉ］Ｄ×Ｍ为用户表示向量，

Ｑ＝［ｑｉ］Ｄ×Ｎ为项目表示向量，其中 Ｄ为表示向量
的维度。Ｐ和Ｑ均随机初始化。

用于对用户和项目进行分组，并利用聚类结

果将用户－项目图拆分成 Ｋ１个用户 －项目交互
子图和Ｋ２个项目－用户交互子图，以学习用户和

图１　模型架构
Ｆｉｇ．１　Ｍｏｄｅｌｆｒａｍｅｗｏｒｋ

·３·
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项目的特征分组、用户对不同类项目的兴趣。聚

类模型的目的是将同一类项目划分在一个用户－
项目子图，将同一类用户划分在一个项目 －用户
子图。如图１中红色的项目属于同一类，被划分
在一个用户 －项目子图中，黑色的用户为同类
用户被划分到同一项目 －用户子图中。训练用
户和项目的嵌入表示 Ｐ和 Ｑ，然后使用聚类算
法将用户和项目分别聚成 Ｋ２和 Ｋ１类。由于需
要多次聚类，所以选用复杂度较低的 Ｋｍｅａｎｓ聚
类算法［２６］。

设对Ｍ个用户节点进行聚类的聚类损失为：

Ｌｕｃｌｓ＝
１
Ｍ∑

Ｍ

ｕ＝１
ｐｕ－μｃｕ

２ （１）

式中，ｃｕ代表用户 ｕ被分配的聚类索引值，ｃｕ∈
｛１，２，…，Ｋ２｝，μｃｕ代表用户ｕ归属的类对应索引
值的聚类中心。

对Ｎ个项目节点进行聚类的聚类损失为：

Ｌｉｃｌｓ＝
１
Ｎ∑

Ｎ

ｉ＝１
ｑｉ－νｄｉ

２ （２）

式中，ｄｉ代表项目 ｉ被分配的聚类索引值，ｄｉ∈
｛１，２，…，Ｋ１｝，νｄｉ代表项目ｉ归属的类对应索引值
的聚类中心。

设用户和项目的聚类结果分别为｛ｕｃｌｓ｝
Ｋ２
ｎ＝１和

｛ｉｃｌｓ｝
Ｋ１
ｍ＝１。根据聚类结果进行子图划分。将用户ｕ

交互过的项目中属于一类的拆分成一个用户项目

交互子图，同理拆分其他子图。用户ｕ的Ｋ１个子
图为｛Ｂｕｍ｝

Ｋ１
ｍ＝１，项目ｉ的Ｋ２个子图为｛Ｃ

ｉ
ｎ｝
Ｋ２
ｎ＝１。

２．２．２　多通道图注意力聚合模块
图注意力网络通过注意力机制来衡量相邻

节点的不同权重，使得模型能够过滤出图上的

噪声并关注重要的相邻节点。因此，使用了图注

意力模型来更好地提取用户 －项目交互图、用
户社交图和项目隐式图的信息，从而使得社交

影响和用户 －项目交互信息影响可以通过图传
播到相邻的节点。多通道图注意力聚合模块的

目的是挖掘用户对不同类项目的兴趣以及项目

更适合哪一类人群。以用户为例，用户每个通道

的嵌入表示指用户对某类项目的兴趣从而完成

兴趣的解耦表示为了实现这个目标，设计了多

通道线性变换和两个聚合操作（即用户聚合操

作和项目聚合操作）来分别捕获用户和项目的

特征表示。

多通道线性变换：

假设用户购买项目是出于多种动机，所以提

取用户和项目在不同聚类上的特征表示，每个类

都表示一个通道。因此，首先分别为用户和项目

设计了Ｋ２和Ｋ１个线性变换。
对于用户ｕ，设他在第ｎ个类的表示向量为：

ｘｕｎ ＝Ｗｎｕｐｕ （３）
式中，Ｗｎｕ是神经网络的权重，ｐｕ为初始的用户
向量。

对于项目ｉ，设它在第ｍ个类的表示向量为：
ｙｉｍ ＝Ｗｍｉｑｉ （４）

式中，Ｗｍｉ是神经网络的权重，ｑｉ为初始的项目
向量。

在用户聚合模型中使用了两个图注意力模型

来挖掘不同图上的信息。第一个图注意力模型的

目的是挖掘子图的嵌入表示。第二个注意力模块

用来融合社交子图和用户 －项目子图从而获得
用户一个通道的嵌入表示。由于用户 －项目子图
可能信息稀疏，融合社交关系可以极大缓解这一

问题。

基于图注意力的历史用户 －项目交互信息
聚合：关注用户 ｕ和他的用户 －项目交互子图
Ｂｕｍ，然后使用图注意力模型来聚合用户历史交互
项目的信息，就可以得到用户 ｕ在第 ｍ个通道下
的项目空间用户嵌入表示ｈｕ１，ｍ。

ｈｕ１，ｍ ＝σＷ· ∑
ｉ∈Ｂｕｍ

αｕｉｍ·ｙ( )[ ]ｉ
ｍ （５）

式中，σ表示非线性激活函数（即ＬｅａｋｙＲｅＬｕ函
数），Ｗ是神经网络的权重，αｕｉｍ表示用户ｕ和项
目 ｉ的注意力权重，Ｂｕｍ是用户 ｕ的第 ｍ个聚类
子图。

定义了注意力网络来获得αｕｉｍ，它是个两层神
经网络。注意力网络的输入是目标用户 ｕ的向量
表示ｐｕ和历史交互项目ｉ的向量表示ｙ

ｉ
ｋ。最后通

过Ｓｏｆｔｍａｘ函数对上述注意力得分进行标准化，如
式（６）所示。

　αｕｉｍ ＝
ｅｘｐ｛Ｗ２·σ［Ｗ１·（ｐｕ‖ｙ

ｉ
ｍ）］｝

∑
ｉ∈Ｂｕｍ

ｅｘｐ｛Ｗ２·σ［Ｗ１·（ｐｕ‖ｙ
ｉ
ｍ）］｝

（６）

式中，‖表示级联。
基于图注意力的社交信息聚合：关注用户 ｕ

和他的社交图 ＳＵ（ｕ），然后使用图注意力模型来
聚合社交图上的信息，得到用户 ｕ在第 ｍ个通道
下的社交空间用户嵌入表示：

ｈｕ２，ｍ ＝σＷ· ∑
ｖ∈ＳＵ（ｕ）

αｕｖｍ·ｐ( )[ ]ｖ （７）

式中，αｕｖｍ表示用户ｕ和用户ｖ的注意力权重。网络
的输入是目标用户ｕ的向量表示ｐｕ和社交邻居ｖ
的向量表示ｐｖ，如式（８）所示。

αｕｖｋ ＝
ｅｘｐ｛Ｗ２·σ［Ｗ１·（ｐｕ‖ｐｖ）］｝

∑
ｖ∈ＳＵ（ｕ）

ｅｘｐ｛Ｗ２·σ［Ｗ１·（ｐｕ‖ｐｖ）］｝

（８）

·４·
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基于注意力的多通道信息融合：由于用户社

交图和用户 －项目交互图从不同角度提供了用
户的信息，所以同时考虑用户社交图和用户 －项
目交互图上的信息从而更好地学习用户潜在嵌入

向量。通过注意力网络来融合项目空间用户嵌入

表示ｈｕ１，ｍ、社交空间用户嵌入表示 ｈ
ｕ
２，ｍ和用户本

身的特征 ｈｕ３，ｍ（ｈ
ｕ
３，ｍ ＝ｐｕ），得到用户潜在嵌入

表示：

ｈｕｕｓｅｒｍ ＝∑
３

ｉ＝１
γｉｍ·ｈ

ｕ
ｉ，ｍ （９）

式中，γｉｍ是重要性系数，当 γ
１
ｍ越大时，在第 ｍ个

通道用户受到用户 －项目交互图的影响更大。

γｉｍ ＝
ｅｘｐ｛Ｗ２·σ［Ｗ１·（ｐｕ‖ｈ

ｕ
ｉ，ｋ）］｝

∑
３

ｉ＝１
ｅｘｐ｛Ｗ２·σ［Ｗ１·（ｐｕ‖ｈ

ｕ
ｉ，ｍ）］｝

（１０）
设用户ｕ的 Ｋ１个通道表示为｛ｈ

ｕ
ｕｓｅｒｍ｝

Ｋ１
ｍ＝１，最

后将所有嵌入表示连接起来当作用户的最终嵌入

表示。用户的最终嵌入表示为：

ｈ＝ｈｕｕｓｅｒ１ ｈｕｕｓｅｒ２ … ｈｕｕｓｅｒＫ１ （１１）

在项目聚合模型中，同样使用了两个图注

意力模型，其目的与用户聚合模块类似。第一

个图注意力模型的目的是挖掘子图的嵌入表

示。第二个注意力模块用来融合项目隐式图和

项目 －用户子图从而获得项目一个通道的嵌
入表示。

基于图注意力的历史项目 －用户交互信息
聚合：关注项目ｉ和它的项目 －用户交互子图Ｃｉｎ，
然后使用图注意力来聚合项目历史交互用户的信

息，得到项目ｉ在第ｎ个通道下的用户空间项目嵌
入表示ｚｉ１，ｎ。

ｚｉ１，ｎ ＝σＷ· ∑
ｕ∈Ｃｉｎ

βｉｕｎ·ｘ( )[ ]ｕ
ｎ （１２）

式中，Ｃｉｎ是用户ｉ的第ｎ个聚类子图，β
ｉｕ
ｎ表示项目

ｉ对用户ｕ的注意力权重。注意力网络的输入是目
标项目ｉ的向量表示ｑｉ和历史交互用户ｕ的向量
表示ｘｕｎ，如式（１３）所示。

βｉｕｎ ＝
ｅｘｐ｛Ｗ２·σ［Ｗ１·（ｑｉ｜ｘ

ｕ
ｎ）］｝

∑
ｕ∈Ｃｉｎ

ｅｘｐ｛Ｗ２·σ［Ｗ１·（ｑｉ‖ｘ
ｕ
ｎ）］｝

（１３）
基于图注意力的项目隐式图信息聚合：关注

项目ｉ和他的项目隐式图ＴＩ（ｉ），然后使用图注意
力模型来聚合项目隐式图上邻居的信息，就可以

得到项目ｉ在第ｎ个通道下的项目隐式空间项目
嵌入表示ｚｉ２，ｎ。

ｚｉ２，ｎ ＝σＷ· ∑
ｊ∈ΤＩ（ｉ）

βｉｊｎ·ｑ( )[ ]ｊ （１４）

式中，βｉｊｎ表示项目ｉ对项目 ｊ的注意力权重。注意
力网络的输入是目标项目ｉ的向量表示ｑｉ和项目
隐式图上相邻节点的向量表示 ｑｊ，如式（１５）
所示。

βｉｊｎ ＝
ｅｘｐ｛Ｗ２·σ［Ｗ１·（ｑｉ‖ｑｊ）］｝

∑
ｊ∈ΤＩ（ｉ）

ｅｘｐ｛Ｗ２·σ［Ｗ１·（ｑｉ‖ｑｊ）］｝

（１５）
基于注意力的多通道信息融合：使用注意力

网络来融合 ｚｉ１，ｎ、ｚ
ｉ
２，ｎ和 ｚ

ｉ
３，ｎ（ｚ

ｉ
３，ｎ ＝ｑｉ），得到项目

潜在嵌入表示ｚｉｉｔｅｍｎ：

ｚｉｉｔｅｍｎ ＝∑
３

ｊ＝１
ηｊｎ·ｚ

ｉ
ｊ，ｎ （１６）

式中，ηｉｎ是重要性系数，当η
１
ｎ越大时，表示在第ｎ

个通道项目受到项目 －用户交互图的影响更大。

ηｊｎ ＝
ｅｘｐ｛Ｗ２·σ［Ｗ１·（ｑｉ‖ｚ

ｉ
ｊ，ｎ）］｝

∑
３

ｊ＝１
ｅｘｐ｛Ｗ２·σ［Ｗ１·（ｑｉ‖ｚ

ｉ
ｊ，ｎ）］｝

（１７）
最后将所有通道的项目嵌入表示连接起来当

作项目的最终嵌入表示。项目的最终嵌入表示为：

ｚ＝ｚｉｉｔｅｍ１‖ｚ
ｉ
ｉｔｅｍ２‖…‖ｚ

ｉ
ｉｔｅｍＫ２ （１８）

２．２．３　评分预测模块
将用户的最终嵌入表示ｈ和项目的最终嵌入

表示ｚ输入多层神经网络进行评分预测。设
ｇ１ ＝［ｈ‖ｚ］ （１９）

则有：

ｇｌ＝σ（Ｗｌ·ｇｌ－１＋ｂｌ） （２０）
ｒ′ｕｉ＝ｗ

Ｔ·ｇｌ （２１）
其中，ｌ是隐藏层的层数（ｌ＝２，３，…），Ｗ和ｂ表示
权重和偏置，ｒ′ｕｉ是用户ｕ对项目ｉ的预测评分。
２．２．４　模型训练

为了评估模型的效果，需要指定目标函数来

进行优化。损失函数衡量的是预测值与真实值之

间的差异，即

Ｌ１ ＝
１

２｜Ｏ｜∑（ｕ，ｉ）∈Ｏ（ｒ′ｕｉ－ｒｕｉ）
２ （２２）

式中，Ｏ是观察到的评分数据集合，｜Ｏ｜代表集合
Ｏ的数量，ｒｕｉ是用户ｕ在项目ｉ上的真实评分。

深度聚类的损失包含两部分，分别是用户的

聚类损失和项目的聚类损失，目标函数为：

Ｌ２＝Ｌｕｃｌｓ＋Ｌｉｃｌｓ （２３）
在模型训练过程中，采用交替训练法，交替

优化 Ｌ１和 Ｌ２。因此，本方法是一种带有聚类损
失和预测损失指导的深度聚类模型。由于聚类

·５·
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过程的引入，可以对用户和项目进行分组聚类，

用户可以同时聚合不同类的项目信息得到多个

通道的用户信息，使得模型具有一定的解耦

能力。

３　实验

３．１　实验设定

３．１．１　数据集
使用两个包含社交关系的推荐数据集 Ｃｉａｏ

和Ｅｐｉｎｉｏｎｓ来测试不同算法的性能。Ｃｉａｏ（ｗｗｗ．
ｃｉａｏ．ｃｏ．ｕｋ）是一个项目评价网站，Ｃｉａｏ数据集包
含两部分信息：用户与项目的交互信息（评分１～
５分），以及用户之间的直接信任关系。Ｅｐｉｎｉｏｎｓ
（ｗｗｗ．ｅｐｉｎｉｏｎｓ．ｃｏｍ）是一个包含信任关系的消费
者评论网站，用户可以在网站上给项目打分。

Ｅｐｉｎｉｏｎｓ数据集包含两部分信息：用户与项目的
交互信息（评分１～５分），以及用户之间的直接
信任关系。两个数据集的统计信息显示在

表１中。

表１　实验数据集统计信息
Ｔａｂ．１　Ｓｔａｔｉｓｔｉｃａｌｉｎｆｏｒｍａｔｉｏｎｏｎｅｘｐｅｒｉｍｅｎｔａｌｄａｔａｓｅｔｓ

数据集 用户数 项目数 交互数 社交数

Ｃｉａｏ ７３７５ １０５１１４ ２８４０８６ １１１７８１

Ｅｐｉｎｉｏｎｓ ４９２９０ １３９７３８ ６６４８２４ ４８７１８１

对于每个数据集，随机选择８０％的评分数据
作为训练集，１０％当作验证集，１０％当作测试集。
将每个实验重复１０次并取其平均值作为模型的
最终结果参与评价。

３．１．２　评估指标
使用两个常用的评估指标：平均绝对误差

（ｍｅａｎａｂｓｏｌｕｔｅｅｒｒｏｒ，ＭＡＥ）和均方根误差（ｒｏｏｔ
ｍｅａｎｓｑｕａｒｅｄｅｒｒｏｒ，ＲＭＳＥ）来衡量评分预测的准
确性。

ＭＡＥ＝
∑

（ｕ，ｉ）∈Ｒｔｅｓｔ
ｒｕｉ－ｒ′ｕｉ

Ｒｔｅｓｔ
（２４）

ＲＭＳＥ＝
∑

（ｕ，ｉ）∈Ｒｔｅｓｔ

（ｒｕｉ－ｒ′ｕｉ）
２

Ｒ槡 ｔｅｓｔ
（２５）

其中，Ｒｔｅｓｔ表示测试集，ｒｕｉ和 ｒ′ｕｉ分别是用户 ｕ对项
目ｉ的真实评分和预测评分。ＭＡＥ和ＲＭＳＥ值越
小，推荐性能越好。

３．１．３　基线模型
为了衡量实验精度，将 ＭＧＡＴＤ模型与其他

推荐模型进行比较。本文选择的具有代表性的基

线模型如下：

１）ＰＭＦ［２７］：概率矩阵分解模型，仅仅使用用
户与项目评分信息。该模型基于高斯分布对用户

和项目的潜在因素进行建模。

２）ＳｏＲｅｇ［８］：一种社交正则化模型，将社交网
络信息建模为正则化项来约束矩阵分解模型。

３）ＳｏｃｉａｌＭＦ［９］：一种经典的社会化推荐模
型，该模型将基于社交网络的信任传播机制加入

矩阵分解模型中。

４）ＤｅｅｐＳｏＲ［１０］：一种基于深度神经网络的社
交推荐模型，使用深度神经网络来捕获社会关系

并将其集成到概率矩阵分解模型中进行评分

预测。

５）ＭＣＣＦ［１６］：一种基于图神经网络的推荐模
型，该模型使用了图注意力神经网络从用户 －项
目交互图中提取用户和项目的多个潜在的购买

动机。

６）ＤＡＮＳＥＲ［１４］：一种基于对偶图注意力网络
的社交推荐模型，它使用对偶图注意力神经网络

来同时捕获用户和项目的社会同质性和社会影

响力。

７）ＧｒａｐｈＲｅｃ［１３］：一种基于图注意力网络的
社交推荐模型，使用图注意力网络来捕获用户 －
项目图中的交互信息和观点信息。

３．１．４　参数设置
使用Ｐｙｔｏｒｃｈ作为实验环境。为了优化目标

函数，采用 ＲＭＳｐｒｏｐ作为优化器。设置 Ｋ１＝Ｋ２
范围为｛１，２，３，４｝，嵌入向量维度 ｄ设为｛８，１６，
３２，６４，１２８｝，学习率 ｌｒ设为 ｛０００５，０００１，
００００５，００００１｝，每个节点聚合的节点数量 Ｆ
设为｛１５，３０，４５，６０｝，激活函数选用 ＬｅａｋｙＲｅＬｕ
函数，斜率设为０２。设置提前停止法策略，如果
验证集上的 ＲＭＳＥ连续５个轮次未下降，就停止
模型的训练。

３．２　实验结果和对比分析

表２展示 ＭＧＡＴＤ模型和其他基线模型在
两个数据集上的推荐效果。通过对比实验结果，

可以得到以下结论：

１）同时使用社交矩阵和用户 －项目评分矩
阵的模型优于仅使用用户 －项目评分矩阵的模
型。基于矩阵分解的社交推荐模型 ＳｏＲｅｇ和
ＳｏｃｉａｌＭＦ性能优于仅使用用户 －项目评分矩阵
的概率矩阵分解模型 ＰＭＦ。基于图神经网络的
社交推荐方法 ＤＡＮＳＥＲ和 ＧｒａｐｈＲｅｃ性能优于
基于图神经网络的协同过滤模型 ＭＣＣＦ。这表

·６·
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明使用社交信息可以有效提高推荐系统的

性能。

表２　实验结果对比
Ｔａｂ．２　Ｃｏｍｐａｒｉｓｏｎｏｆｅｘｐｅｒｉｍｅｎｔａｌｒｅｓｕｌｔｓ

模型
Ｃｉａｏ Ｅｐｉｎｉｏｎｓ

ＭＡＥ ＲＭＳＥ ＭＡＥ ＲＭＳＥ

ＰＭＦ ０．７７７８１．０９９３０．８４５８ １．１２００

ＳｏＲｅｇ ０．７７５８１．０７４７０．８４１１ １．０９３９

ＳｏｃｉａｌＭＦ ０．７６４９１．０９２２０．８３３４ １．１１０９

ＤｅｅｐＳｏＲ ０．７７３９１．０３１６０．８３８３ １．０９７２

ＭＣＣＦ ０．７７４７１．００５６０．８３４４ １．０７６９

ＤＡＮＳＥＲ ０．７４９７０．９９０５０．８１１０ １．０６８９

ＧｒａｐｈＲｅｃ ０．７３０００．９７０５０．８０６４ １．０６０７

ＭＧＡＴＤ ０．７１１２０．９４８６０．７８１７ １．０３８７

２）基于深度神经网络的社交推荐模型
ＤｅｅｐＳｏＲ的性能优于基于矩阵分解的社交推荐模
型。这表明推荐系统中神经网络模型具有强学习

能力。

３）基于图神经网络的模型 ＭＣＣＦ、ＤＡＮＳＥＲ
和ＧｒａｐｈＲｅｃ性能优于其他基线模型。这说明在
推荐系统中图神经网络模型具有一定的优势，其

原因为：图神经网络可以学习到节点的信息，并按

拓扑结构进行传递。

４）ＭＧＡＴＤ优于所有基准方法，与 ＧｒａｐｈＲｅｃ
方法相比，在 Ｃｉａｏ和 Ｅｐｉｎｉｏｎｓ数据集上 ＭＡＥ分
别降低了 ２５８％和 ３０６％，ＲＭＳＥ分别降低了
２２６％和２０７％。这说明通过学习多通道的用
户和项目表示，可以提取到更加丰富的用户和项

目的信息，从而提高推荐算法的精度，也使得模型

具有一定的解耦能力。

３．３　模型分析

本节分析模型的组件和模型的超参数对模型

性能的影响。

３．３．１　通道数目的影响
为了研究ＭＧＡＴＤ模型的解耦能力，将通道

数量设为｛１，２，３，４｝。表３总结了实验结果，其
中：ＭＧＡＴＤ－３表示解耦为 ３个通道的模型；
ＭＧＡＴＤ－１表示没有解耦能力的基模型，其不使
用深度聚类方法仅提取单通道的用户和项目特征

表示。表 ３中 ＭＧＡＴＤ－２、ＭＧＡＴＤ－３和
ＭＧＡＴＤ－４效果都比 ＭＧＡＴ－Ｄ－１要好，从而

可知提取多通道的用户和项目的特征表示可以有

效提高推荐效果。表３中 ＭＧＡＴＤ－４效果并不
优于ＭＧＡＴＤ－３，这是因为随着通道数目增加，
每个子图上的节点数量随之减少，反而会降低推

荐的效果。

表３　不同通道数目的效果

Ｔａｂ．３　Ｅｆｆｅｃｔｏｆｄｉｆｆｅｒｅｎｔｎｕｍｂｅｒｏｆｃｈａｎｎｅｌｓ

模型
Ｃｉａｏ Ｅｐｉｎｉｏｎｓ

ＭＡＥ ＲＭＳＥ ＭＡＥ ＲＭＳＥ

ＭＧＡＴＤ－１ ０．７４２１０．９５３９０．８０４８ １．０４８６

ＭＧＡＴＤ－２ ０．７１５４０．９５０００．７９３７ １．０３８０

ＭＧＡＴＤ－３ ０．７２３６０．９４８００．７９０９ １．０３７６

ＭＧＡＴＤ－４ ０．７１１２０．９４８６０．７８１７ １．０３８７

３．３．２　社交图和物品隐式图对实验的影响
下面，对比分析用户社交图和物品隐式图对

模型性能的影响。表 ４总结了实验结果，其中
ＭＧＡＴＤＳ表示去除用户社交图的模型，ＭＧＡＴ
ＤＴ表示去除物品隐式图的模型，ＭＧＡＴＤＳＴ表
示去除用户社交图和物品隐式图的模型。

由表４可知：ＭＧＡＴＤ性能优于 ＭＧＡＴＤＳ、
ＭＧＡＴＤＴ和ＭＧＡＴＤＳＴ，即使用用户社交图和
物品隐式图可以提高推荐的效果。

表４　社交图和物品隐式图对实验的效果

Ｔａｂ．４　Ｅｆｆｅｃｔｏｆｓｏｃｉａｌｇｒａｐｈｓａｎｄｉｔｅｍｉｍｐｌｉｃｉｔ

ｇｒａｐｈｓｏｎｅｘｐｅｒｉｍｅｎｔｓ

模型
Ｃｉａｏ Ｅｐｉｎｉｏｎｓ

ＭＡＥ ＲＭＳＥ ＭＡＥ ＲＭＳＥ

ＭＧＡＴＤ ０．７１１２ ０．９４８６ ０．７８１７ １．０３８７

ＭＧＡＴＤＳ ０．７１７６ ０．９５３２ ０．８１７０ １．０４０８

ＭＧＡＴＤＴ ０．７２８６ ０．９６０３ ０．７９９３ １．０４９７

ＭＧＡＴＤＳＴ ０．７２７２ ０．９６７９ ０．８０８４ １．０５２８

３．３．３　其他超参数对实验的影响
本小节对比分析模型中的一些超参数对模型

性能的影响，包括学习率ｌｒ、向量维度ｄ和每个节
点聚合的节点数量 Ｆ，它们在 Ｃｉａｏ数据集上对模
型的影响如图２～４所示。

由图２～４可见：学习率参数起着重要作用，
如果学习率太高或者太低，模型都无法达到最优

的效果，选择学习率ｌｒ＝１×１０－３来优化模型。嵌
入向量维度ｄ对模型起着重要的作用，需要适当

·７·



国 防 科 技 大 学 学 报 第４４卷

的嵌入向量维度。如果值太小，则模型缺乏表达

性；而如果值太大，则嵌入向量会由于过于稀疏而

使模型性能下降。每个节点聚合的节点数量 Ｆ
对模型起着重要的作用，随着每个节点聚合的节

点数量Ｆ的增加，ＭＡＥ会有所下降但是ＲＭＳＥ反
而上升，而且计算成本也随之增加。因此，选择每

个节点聚合的节点数量 Ｆ＝３０来平衡模型的复
杂度和准确度。

（ａ）ＭＡＥ

（ｂ）ＲＭＡＥ

图２　参数ｄ在Ｃｉａｏ数据集上对模型的影响
Ｆｉｇ．２　ＩｎｆｌｕｅｎｃｅｏｆｐａｒａｍｅｔｅｒｄｏｎＣｉａｏｄａｔａｓｅｔ

（ａ）ＭＡＥ

（ｂ）ＲＭＡＥ

图３　参数ｌｒ在Ｃｉａｏ数据集上对模型的影响
Ｆｉｇ．３　ＩｎｆｌｕｅｎｃｅｏｆｐａｒａｍｅｔｅｒｌｒｏｎＣｉａｏｄａｔａｓｅｔ

（ａ）ＭＡＥ

（ｂ）ＲＭＡＥ

图４　参数Ｆ在Ｃｉａｏ数据集上对模型的影响
Ｆｉｇ．４　ＩｎｆｌｕｅｎｃｅｏｆｐａｒａｍｅｔｅｒＦｏｎＣｉａｏｄａｔａｓｅｔ

４　结论

本文提出了一种具有解耦能力的多通道图注

意力社交推荐模型ＭＧＡＴＤ。该方法可以提取用
户和项目多通道的信息来捕获更细粒度的用户偏

好从而显著提高推荐的精度。具体地，使用深度

·８·
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聚类对用户和项目进行分组，并利用聚类结果将

用户社交图和用户－项目图拆分成多个用户社交
子图及用户－项目子图，以学习用户兴趣分组及
用户对不同类别项目的兴趣，从而区分用户不同

的购买动机。此外，为了更好地提取和融合用

户－项目交互图和社交图的信息，采取图注意力
网络来提取用户社交图、用户－项目交互图、物品
隐式图上的信息并且基于注意力机制来融合不同

图上的信息，从而提取更丰富的用户和项目嵌入

表示。ＭＧＡＴＤ优于其他社交推荐算法，但是本
文仅使用用户－项目评分信息和用户社交信息，
未来将进一步将用户和项目的属性信息、用户和

项目的知识图谱等信息进行融合，以进一步提高

推荐算法的性能。

参考文献（Ｒｅｆｅｒｅｎｃｅｓ）

［１］　ＩＳＩＮＫＡＹＥ Ｆ Ｏ， ＦＯＬＡＪＩＭＩＹ Ｏ， ＯＪＯＫＯＨ Ｂ Ａ．
Ｒｅｃｏｍｍｅｎｄａｔｉｏｎｓｙｓｔｅｍｓ：ｐｒｉｎｃｉｐｌｅｓ，ｍｅｔｈｏｄｓａｎｄｅｖａｌｕａｔｉｏｎ［Ｊ］．
ＥｇｙｐｔｉａｎＩｎｆｏｒｍａｔｉｃｓＪｏｕｒｎａｌ，２０１５，１６（３）：２６１－２７３．

［２］　ＫＨＵＳＲＯＳ，ＡＬＩＺ，ＵＬＬＡＨ Ｉ．Ｒｅｃｏｍｍｅｎｄｅｒｓｙｓｔｅｍｓ：
ｉｓｓｕｅｓ， ｃｈａｌｌｅｎｇｅｓ， ａｎｄ ｒｅｓｅａｒｃｈ ｏｐｐｏｒｔｕｎｉｔｉｅｓ［Ｃ］／／
Ｐｒｏｃｅｅｄｉｎｇｓ ｏｆ Ｉｎｆｏｒｍａｔｉｏｎ Ｓｃｉｅｎｃｅ ａｎｄ Ａｐｐｌｉｃａｔｉｏｎｓ
（ＩＣＩＳＡ），２０１６．

［３］　ＴＡＮＧＪＬ，ＨＵＸ，ＬＩＵＨ．Ｓｏｃｉａｌｒｅｃｏｍｍｅｎｄａｔｉｏｎ：ａｒｅｖｉｅｗ［Ｊ］．
ＳｏｃｉａｌＮｅｔｗｏｒｋＡｎａｌｙｓｉｓａｎｄＭｉｎｉｎｇ，２０１３，３：１１１３－１１３３．

［４］　ＫＩＮＧ Ｉ， ＬＹＵ Ｍ Ｒ， ＭＡ Ｈ． Ｉｎｔｒｏｄｕｃｔｉｏｎ ｔｏ ｓｏｃｉａｌ
ｒｅｃｏｍｍｅｎｄａｔｉｏｎ［Ｃ］／／Ｐｒｏｃｅｅｄｉｎｇｓｏｆｔｈｅ１９ｔｈＩｎｔｅｒｎａｔｉｏｎａｌ
ＣｏｎｆｅｒｅｎｃｅｏｎＷｏｒｌｄＷｉｄｅＷｅｂ，２０１０：１３５５－１３５６．

［５］　ＹＡＮＧＢ，ＬＥＩＹ，ＬＩＵＪＭ，ｅｔａｌ．Ｓｏｃｉａｌｃｏｌｌａｂｏｒａｔｉｖｅ
ｆｉｌｔｅｒｉｎｇｂｙｔｒｕｓｔ［Ｊ］．ＩＥＥＥＴｒａｎｓａｃｔｉｏｎｓｏｎＰａｔｔｅｒｎＡｎａｌｙｓｉｓ
ａｎｄＭａｃｈｉｎｅＩｎｔｅｌｌｉｇｅｎｃｅ，２０１７，３９（８）：１６３３－１６４７．

［６］　ＭＡＨ，ＹＡＮＧＨ Ｘ，ＬＹＵＭ Ｒ，ｅｔａｌ．ＳｏＲｅｃ：ｓｏｃｉａｌ
ｒｅｃｏｍｍｅｎｄａｔｉｏｎｕｓｉｎｇｐｒｏｂａｂｉｌｉｓｔｉｃｍａｔｒｉｘｆａｃｔｏｒｉｚａｔｉｏｎ［Ｃ］／／
Ｐｒｏｃｅｅｄｉｎｇｓｏｆｔｈｅ１７ｔｈＡＣＭＣｏｎｆｅｒｅｎｃｅｏｎＩｎｆｏｒｍａｔｉｏｎａｎｄ
ＫｎｏｗｌｅｄｇｅＭａｎａｇｅｍｅｎｔ，２００８：９３１－９４０．

［７］　ＧＵＹＬ，ＳＯＮＧＪＸ，ＬＩＵＷＤ，ｅｔａｌ．ＣＡＭＦ：ｃｏｎｔｅｘｔａｗａｒｅ
ｍａｔｒｉｘｆａｃｔｏｒｉｚａｔｉｏｎｆｏｒｓｏｃｉａｌｒｅｃｏｍｍｅｎｄａｔｉｏｎ［Ｊ］．Ｗｅｂ
Ｉｎｔｅｌｌｉｇｅｎｃｅ，２０１８，１６（１）：５３－７１．

［８］　ＭＡＨ，ＺＨＯＵＤＹ，ＬＩＵＣ，ｅｔａｌ．Ｒｅｃｏｍｍｅｎｄｅｒｓｙｓｔｅｍｓ
ｗｉｔｈｓｏｃｉａｌｒｅｇｕｌａｒｉｚａｔｉｏｎ［Ｃ］／／Ｐｒｏｃｅｅｄｉｎｇｓｏｆｔｈｅ４ｔｈＡＣＭ
ＩｎｔｅｒｎａｔｉｏｎａｌＣｏｎｆｅｒｅｎｃｅｏｎＷｅｂＳｅａｒｃｈａｎｄＤａｔａＭｉｎｉｎｇ，
２０１１：２８７－２９６．

［９］　ＪＡＭＡＬＩＭ，ＥＳＴＥＲＭ．Ａｍａｔｒｉｘｆａｃｔｏｒｉｚａｔｉｏｎｔｅｃｈｎｉｑｕｅｗｉｔｈ
ｔｒｕｓｔｐｒｏｐａｇａｔｉｏｎｆｏｒｒｅｃｏｍｍｅｎｄａｔｉｏｎｉｎｓｏｃｉａｌｎｅｔｗｏｒｋｓ［Ｃ］／／
Ｐｒｏｃｅｅｄｉｎｇｓｏｆｔｈｅ４ｔｈＡＣＭ ＣｏｎｆｅｒｅｎｃｅｏｎＲｅｃｏｍｍｅｎｄｅｒ
Ｓｙｓｔｅｍｓ，２０１０：１３５－１４２．

［１０］　ＦＡＮＷ，ＬＩＱ，ＣＨＥＮＧＭ．Ｄｅｅｐｍｏｄｅｌｉｎｇｏｆｓｏｃｉａｌｒｅｌａｔｉｏｎｓ
ｆｏｒｒｅｃｏｍｍｅｎｄａｔｉｏｎ［Ｃ］／／ＰｒｏｃｅｅｄｉｎｇｓｏｆＴｈｉｒｔｙＳｅｃｏｎｄＡＡＡＩ
ＣｏｎｆｅｒｅｎｃｅｏｎＡｒｔｉｆｉｃｉａｌＩｎｔｅｌｌｉｇｅｎｃｅ（ＡＡＡＩ１８），２０１８，
３２（１）：８０７５－８０７６．

［１１］　ＦＡＮＷＱ，ＭＡＹ，ＹＩＮＤＷ，ｅｔａｌ．Ｄｅｅｐｓｏｃｉａｌｃｏｌｌａｂｏｒａｔｉｖｅ
ｆｉｌｔｅｒｉｎｇ［Ｃ］／／Ｐｒｏｃｅｅｄｉｎｇｓｏｆｔｈｅ１３ｔｈＡＣＭＣｏｎｆｅｒｅｎｃｅｏｎ
ＲｅｃｏｍｍｅｎｄｅｒＳｙｓｔｅｍｓ，２０１９：３０５－３１３．

［１２］　ＷＡＮＧＸ，ＨＥＸＮ，ＮＩＥＬＱ，ｅｔａｌ．Ｉｔｅｍ ｓｉｌｋｒｏａｄ：
ｒｅｃｏｍｍｅｎｄｉｎｇｉｔｅｍｓｆｒｏｍｉｎｆｏｒｍａｔｉｏｎｄｏｍａｉｎｓｔｏｓｏｃｉａｌｕｓｅｒｓ［Ｃ］／／
Ｐｒｏｃｅｅｄｉｎｇｓｏｆｔｈｅ４０ｔｈＩｎｔｅｒｎａｔｉｏｎａｌＡＣＭＳＩＧＩＲＣｏｎｆｅｒｅｎｃｅ

ｏｎＲｅｓｅａｒｃｈａｎｄＤｅｖｅｌｏｐｍｅｎｔｉｎＩｎｆｏｒｍａｔｉｏｎＲｅｔｒｉｅｖａｌ，２０１７：
１８５－１９４．

［１３］　ＦＡＮＷＱ，ＭＡＹ，ＬＩＱ，ｅｔａｌ．Ｇｒａｐｈｎｅｕｒａｌｎｅｔｗｏｒｋｓｆｏｒ
ｓｏｃｉａｌｒｅｃｏｍｍｅｎｄａｔｉｏｎ［Ｃ］／／ＰｒｏｃｅｅｄｉｎｇｓｔｈｅＷｏｒｌｄＷｉｄｅ
ＷｅｂＣｏｎｆｅｒｅｎｃｅ，２０１９：４１７－４２６．

［１４］　ＷＵＱＴ，ＺＨＡＮＧＨＲ，ＧＡＯＸＦ，ｅｔａｌ．Ｄｕａｌｇｒａｐｈ
ａｔｔｅｎｔｉｏｎ ｎｅｔｗｏｒｋｓ ｆｏｒ ｄｅｅｐ ｌａｔｅｎｔ ｒｅｐｒｅｓｅｎｔａｔｉｏｎ ｏｆ
ｍｕｌｔｉｆａｃｅｔｅｄｓｏｃｉａｌｅｆｆｅｃｔｓｉｎｒｅｃｏｍｍｅｎｄｅｒｓｙｓｔｅｍｓ［Ｃ］／／
ＰｒｏｃｅｅｄｉｎｇｓｏｆｔｈｅＷｏｒｌｄＷｉｄｅＷｅｂＣｏｎｆｅｒｅｎｃｅ，２０１９：
２０９１－２１０２．

［１５］　ＳＯＮＧＷＰ，ＸＩＡＯＺＰ，ＷＡＮＧＹＦ，ｅｔａｌ．Ｓｅｓｓｉｏｎｂａｓｅｄ
ｓｏｃｉａｌ ｒｅｃｏｍｍｅｎｄａｔｉｏｎ ｖｉａ ｄｙｎａｍｉｃ ｇｒａｐｈ ａｔｔｅｎｔｉｏｎ
ｎｅｔｗｏｒｋｓ［Ｃ］／／Ｐｒｏｃｅｅｄｉｎｇｓｏｆｔｈｅ１２ｔｈＡＣＭ Ｉｎｔｅｒｎａｔｉｏｎａｌ
ＣｏｎｆｅｒｅｎｃｅｏｎＷｅｂＳｅａｒｃｈａｎｄＤａｔａＭｉｎｉｎｇ，２０１９：５５５－５６３．

［１６］　ＷＡＮＧＸ，ＷＡＮＧＲＪ，ＳＨＩＣ，ｅｔａｌ．Ｍｕｌｔｉｃｏｍｐｏｎｅｎｔｇｒａｐｈ
ｃｏｎｖｏｌｕｔｉｏｎａｌｃｏｌｌａｂｏｒａｔｉｖｅｆｉｌｔｅｒｉｎｇ［Ｃ］／／Ｐｒｏｃｅｅｄｉｎｇｓｏｆｔｈｅ
ＡＡＡＩＣｏｎｆｅｒｅｎｃｅｏｎＡｒｔｉｆｉｃｉａｌＩｎｔｅｌｌｉｇｅｎｃｅ，２０２０，３４（４）：
６２６７－６２７４．

［１７］　ＧＵＯ Ｇ， ＺＨＡＮＧ Ｊ， ＹＯＲＫＥＳＭＩＴＨ Ｎ． ＴｒｕｓｔＳＶＤ：
ｃｏｌｌａｂｏｒａｔｉｖｅｆｉｌｔｅｒｉｎｇｗｉｔｈｂｏｔｈｔｈｅｅｘｐｌｉｃｉｔａｎｄｉｍｐｌｉｃｉｔ
ｉｎｆｌｕｅｎｃｅｏｆｕｓｅｒｔｒｕｓｔａｎｄｏｆｉｔｅｍｒａｔｉｎｇｓ［Ｃ］／／Ｐｒｏｃｅｅｄｉｎｇｓｏｆ
ｔｈｅ２９ｔｈＡＡＡＩＣｏｎｆｅｒｅｎｃｅｏｎＡｒｔｉｆｉｃｉａｌＩｎｔｅｌｌｉｇｅｎｃｅ，２０１５，
２９（１）：１２３－１２９．

［１８］　ＧＲＯＶＥＲＡ，ＬＥＳＫＯＶＥＣＪ．Ｎｏｄｅ２ｖｅｃ：ｓｃａｌａｂｌｅｆｅａｔｕｒｅ
ｌｅａｒｎｉｎｇｆｏｒｎｅｔｗｏｒｋｓ［Ｃ］／／Ｐｒｏｃｅｅｄｉｎｇｓｏｆｔｈｅ２２ｎｄＡＣＭ
ＳＩＧＫＤＤＩｎｔｅｒｎａｔｉｏｎａｌＣｏｎｆｅｒｅｎｃｅｏｎＫｎｏｗｌｅｄｇｅＤｉｓｃｏｖｅｒｙ＆
ＤａｔａＭｉｎｉｎｇ，２０１６：８５５－８６４．

［１９］　ＤＥＦＦＥＲＲＡＲＤＭ，ＢＲＥＳＳＯＮＸ，ＶＡＮＤＥＲＧＨＥＹＮＳＴＰ．
Ｃｏｎｖｏｌｕｔｉｏｎａｌｎｅｕｒａｌｎｅｔｗｏｒｋｓｏｎｇｒａｐｈｓｗｉｔｈｆａｓｔｌｏｃａｌｉｚｅｄ
ｓｐｅｃｔｒａｌｆｉｌｔｅｒｉｎｇ［Ｃ］／／Ｐｒｏｃｅｅｄｉｎｇｓｏｆｔｈｅ３０ｔｈＣｏｎｆｅｒｅｎｃｅｏｎ
ＮｅｕｒａｌＩｎｆｏｒｍａｔｉｏｎＰｒｏｃｅｓｓｉｎｇＳｙｓｔｅｍｓ，２０１６．

［２０］　ＨＡＭＩＬＴＯＮ Ｗ，ＹＩＮＧ Ｚ Ｔ，ＬＥＳＫＯＶＥＣ Ｊ．Ｉｎｄｕｃｔｉｖｅ
ｒｅｐｒｅｓｅｎｔａｔｉｏｎｌｅａｒｎｉｎｇｏｎｌａｒｇｅｇｒａｐｈｓ［Ｃ］／／Ｐｒｏｃｅｅｄｉｎｇｓｏｆ
ｔｈｅ３１ｓｔＣｏｎｆｅｒｅｎｃｅ ｏｎ ＮｅｕｒａｌＩｎｆｏｒｍａｔｉｏｎ Ｐｒｏｃｅｓｓｉｎｇ
Ｓｙｓｔｅｍｓ，２０１７．

［２１］　ＷＡＮＧＸ，ＨＥ Ｘ Ｎ，ＷＡＮＧ Ｍ，ｅｔａｌ．Ｎｅｕｒａｌｇｒａｐｈ
ｃｏｌｌａｂｏｒａｔｉｖｅ ｆｉｌｔｅｒｉｎｇ［Ｃ］／／Ｐｒｏｃｅｅｄｉｎｇｓ ｏｆ ｔｈｅ ４２ｎｄ
ＩｎｔｅｒｎａｔｉｏｎａｌＡＣＭ ＳＩＧＩＲ Ｃｏｎｆｅｒｅｎｃｅ ｏｎ Ｒｅｓｅａｒｃｈ ａｎｄ
ＤｅｖｅｌｏｐｍｅｎｔｉｎＩｎｆｏｒｍａｔｉｏｎＲｅｔｒｉｅｖａｌ，２０１９：１６５－１７４．

［２２］　ＹＩＮＧＲ，ＨＥＲＮ，ＣＨＥＮＫＦ，ｅｔａｌ．Ｇｒａｐｈｃｏｎｖｏｌｕｔｉｏｎａｌ
ｎｅｕｒａｌｎｅｔｗｏｒｋｓｆｏｒｗｅｂｓｃａｌｅｒｅｃｏｍｍｅｎｄｅｒｓｙｓｔｅｍｓ［Ｃ］／／
Ｐｒｏｃｅｅｄｉｎｇｓ ｏｆｔｈｅ ２４ｔｈ ＡＣＭ ＳＩＧＫＤＤ Ｉｎｔｅｒｎａｔｉｏｎａｌ
ＣｏｎｆｅｒｅｎｃｅｏｎＫｎｏｗｌｅｄｇｅＤｉｓｃｏｖｅｒｙ＆ＤａｔａＭｉｎｉｎｇ，２０１８：
９７４－９８３．

［２３］　ＷＵＬ，ＳＵＮＰＪ，ＦＵＹＪ，ｅｔａｌ．Ａｎｅｕｒａｌｉｎｆｌｕｅｎｃｅｄｉｆｆｕｓｉｏｎ
ｍｏｄｅｌｆｏｒｓｏｃｉａｌｒｅｃｏｍｍｅｎｄａｔｉｏｎ［Ｃ］／／Ｐｒｏｃｅｅｄｉｎｇｓｏｆｔｈｅ
４２ｎｄＩｎｔｅｒｎａｔｉｏｎａｌＡＣＭＳＩＧＩＲＣｏｎｆｅｒｅｎｃｅｏｎＲｅｓｅａｒｃｈａｎｄ
ＤｅｖｅｌｏｐｍｅｎｔｉｎＩｎｆｏｒｍａｔｉｏｎＲｅｔｒｉｅｖａｌ，２０１９：２３５－２４４．

［２４］　ＸＩＥＪＹ，ＧＩＲＳＨＩＣＫＲ，ＦＡＲＨＡＤＩＡ．Ｕｎｓｕｐｅｒｖｉｓｅｄｄｅｅｐ
ｅｍｂｅｄｄｉｎｇｆｏｒｃｌｕｓｔｅｒｉｎｇａｎａｌｙｓｉｓ［Ｃ］／／Ｐｒｏｃｅｅｄｉｎｇｓｏｆｔｈｅ
３３ｒｄＩｎｔｅｒｎａｔｉｏｎａｌＣｏｎｆｅｒｅｎｃｅｏｎＭａｃｈｉｎｅＬｅａｒｎｉｎｇ，２０１６．

［２５］　ＧＵＯＸ Ｆ，ＧＡＯ Ｌ，ＬＩＵ Ｘ Ｗ，ｅｔａｌ．Ｉｍｐｒｏｖｅｄｄｅｅｐ
ｅｍｂｅｄｄｅｄｃｌｕｓｔｅｒｉｎｇｗｉｔｈｌｏｃａｌｓｔｒｕｃｔｕｒｅｐｒｅｓｅｒｖａｔｉｏｎ［Ｃ］／／
ＰｒｏｃｅｅｄｉｎｇｓｏｆＩｎｔｅｒｎａｔｉｏｎａｌＪｏｉｎｔＣｏｎｆｅｒｅｎｃｅｏｎＡｒｔｉｆｉｃｉａｌ
Ｉｎｔｅｌｌｉｇｅｎｃｅ，２０１７．

［２６］　ＨＡＲＴＩＧＡＮＪＡ，ＷＯＮＧＭ Ａ．ＡｌｇｏｒｉｔｈｍＡＳ１３６：ａＫ
ｍｅａｎｓｃｌｕｓｔｅｒｉｎｇａｌｇｏｒｉｔｈｍ［Ｊ］．ＪｏｕｒｎａｌｏｆｔｈｅＲｏｙａｌＳｔａｔｉｓｔｉｃａｌ
Ｓｏｃｉｅｔｙ：ＳｅｒｉｅｓＣ（ＡｐｐｌｉｅｄＳｔａｔｉｓｔｉｃｓ），１９７９，２８（１）：１００－
１０８．

［２７］　ＳＡＬＡＫＨＵＴＤＩＮＯＶ Ｒ， ＭＮＩＨ Ａ． Ｐｒｏｂａｂｉｌｉｓｔｉｃ ｍａｔｒｉｘ
ｆａｃｔｏｒｉｚａｔｉｏｎ［Ｃ］／／Ｐｒｏｃｅｅｄｉｎｇｓｏｆｔｈｅ２１ｓｔＡｎｎｕａｌＣｏｎｆｅｒｅｎｃｅ
ｏｎＮｅｕｒａｌＩｎｆｏｒｍａｔｉｏｎＰｒｏｃｅｓｓｉｎｇＳｙｓｔｅｍｓ，２００７．

·９·


