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摘　要：城市交通流量预测对交通管理和公共安全具有重要意义。然而，交通栅格流量数据中的规律在
时刻变化，在城市中存在全局范围的时空间关系，并且不同特征通道在每个城市区域上有不同的重要性。为

解决这些挑战并做出更准确的预测，设计了一种新颖的时空神经网络模型———３Ｄ通道注意力网络（ｔｈｒｅｅ
ｄｉｍｅｎｓｉｏｎａｌｃｈａｎｎｅｌｗｉｓｅａｔｔｅｎｔｉｏｎｎｅｔｗｏｒｋｓ，３ＤＣＡＮｅｔ）。提出一个 ３Ｄ通道内注意力（ｔｈｒｅｅｄｉｍｅｎｓｉｏｎａｌｉｎｎｅｒ
ｃｈａｎｎｅｌａｔｔｅｎｔｉｏｎ，３ＤＩｎｎｅｒＣＡ）单元来动态捕获各个通道中不同的全局时空相关性，同时设计通道间注意力
（ｉｎｔｅｒｃｈａｎｎｅｌａｔｔｅｎｔｉｏｎ，ＩｎｔｅｒＣＡ）单元来自适应地重校准每个区域上不同特征通道的贡献。在３个真实交通栅
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格流量数据集上的实验结果表明，３ＤＣＡＮｅｔ模型的预测能力优于其他对比方法，证
明了模型的有效性。
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　 　 在 现 代 智 能 交 通 系 统［１］ （ｉｎｔｅｌｌｉｇｅｎｔ
ｔｒａｎｓｐｏｒｔａｔｉｏｎｓｙｓｔｅｍｓ，ＩＴＳ）和高级旅行者信息系
统（ａｄｖａｎｃｅｄｔｒａｖｅｌｅｒｉｎｆｏｒｍａｔｉｏｎｓｙｓｔｅｍｓ，ＡＴＩＳ）
中，交通流量预测任务能够为政府、出租车公司和

游客提供准确可靠的信息，起到至关重要的作

用［２－３］。例如，政府的交通管理部门可以通过预测

交通流量高峰出现的时间和地点来提前采取相应

的交通管理措施［４］。出租车公司可以通过预测未

来的交通流量来优化车辆调度任务。此外，游客也

可以根据预测的交通状况制订合理的出行计划［５］。

因此，准确预测交通流量对保障社会安全，促进经

济发展和提升游客出行体验有重大意义。

现有交通数据预测模型大致可以分为两类：

传统方法和深度学习方法。传统的统计或机器学

习方法如ＸＧＢｏｏｓｔ［６］等缺乏处理高维的空间数据
能力，无法学习交通数据中复杂的非线性信息。

不过随着深度学习的发展，使得这些问题可以逐

渐被解决［７］。
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递归神经网络［８］（ｒｅｃｕｒｒｅｎｔｎｅｕｒａｌｎｅｔｗｏｒｋ，
ＲＮＮ）能够建模数据中的时间信息。其变体长短
期记忆神经网络［９］（ｌｏｎｇｓｈｏｒｔｔｅｒｍ ｍｅｍｏｒｙ，
ＬＳＴＭ）和门控循环单元［１０］（ｇａｔｅｄｒｅｃｕｒｒｅｎｔｕｎｉｔ，
ＧＲＵ）进一步增强了这种能力。最近，文献［２，
１１］使用基于 ＬＳＴＭ的网络来预测短期交通速度
和交通流量，基于长短期记忆网络的关联时间序

列预测［１２］（ｃｏｒｒｅｌａｔｅｄｔｉｍｅｓｅｒｉｅｓｏｒｉｅｎｔｅｄｎｅｕｒａｌ
ｎｅｔｗｏｒｋｂａｓｅｄｏｎＬＳＴＭ，ＣＴＳＬＳＴＭ）模型考虑了
多个序列之间的相关性。此外，空间相关性对交

通数据预测至关重要，却很少有基于 ＬＳＴＭ的方
法能对其进行建模。

幸运的是，研究人员找到了使用卷积神经网

络（ｃｏｎｖｏｌｕｔｉｏｎａｌｎｅｕｒａｌｎｅｔｗｏｒｋｓ，ＣＮＮ）来捕获空
间信息的解决方案，例如卷积长短期记忆网络［１３］

（ｃｏｎｖｏｌｕｔｉｏｎａｌＬＳＴＭ，ＣｏｎｖＬＳＴＭ）模型和深度时
空残差网络［１４］（ｓｐａｔｉｏｔｅｍｐｏｒａｌｒｅｓｉｄｕａｌｎｅｔｗｏｒｋｓ，
ＳＴＲｅｓＮｅｔ）模型。它们不仅能捕获空间相关性，
还能捕获时间相关性。此外，基于注意力机制的

时空图卷积［１５］（ａｔｔｅｎｔｉｏｎｂａｓｅｄｓｐａｔｉａｌｔｅｍｐｏｒａｌ
ｇｒａｐｈｃｏｎｖｏｌｕｔｉｏｎａｌｎｅｔｗｏｒｋｓ，ＡＳＴＧＣＮ）模型和时
空同步图卷积［１６］（ｓｐａｔｉａｌｔｅｍｐｏｒａｌｓｙｎｃｈｒｏｎｏｕｓ
ｇｒａｐｈｃｏｎｖｏｌｕｔｉｏｎａｌｎｅｔｗｏｒｋｓ，ＳＴＳＧＣＮ）模型等基
于图卷积（ｇｒａｐｈｃｏｎｖｏｌｕｔｉｏｎａｌｎｅｔｗｏｒｋｓ，ＧＣＮ）的
模型性能也很强大，不过并不适用于本研究聚焦

的栅格数据预测问题。

（ａ）城市栅格图
（ａ）Ｃｉｔｙｗｉｄｅｇｒｉｄｍａｐ

　

（ｂ）堆叠卷积层来捕获
全局空间信息

（ｂ）ＳｔａｃｋｉｎｇＣＮＮｓｔｏｅｘｐｌｏｒｅ
ｇｌｏｂａｌｓｐａｔｉａｌｃｏｒｒｅｌａｔｉｏｎ

图１　ＣＮＮ在城市交通流量预测分析中的应用
Ｆｉｇ．１　ＡｐｐｌｉｃａｔｉｏｎｓｏｆＣＮＮｓｆｏｒｃｉｔｙｗｉｄｅｔｒａｆｆｉｃ

ｆｌｏｗａｎａｌｙｔｉｃｓ

近年来，ＳＴ３ＤＮｅｔ［１７］和 ＤｅｅｐＳＴＮＰｌｕｓ［１８］模型
都在交通栅格流量预测问题上取得了进展。然

而，与其他基于ＣＮＮ的模型一样受到卷积核大小
的限制，它们都无法有效地捕获远程空间相关性。

如图１所示，在办公区上班的人们可能住在远近
不同的住宅区Ａ和 Ｂ，这些区域之间就会因为通

勤而存在很强的相关性，这就需要模型能够捕获

大范围甚至全局的时空联系。一些研究试图通过

堆叠多层ＣＮＮ来解决此问题，但这样会使得模型
训练变得非常困难。在文献［１９－２３］中，自注意
力机制可以用来捕获全局范围的空间相关性，但

并不能对不同通道捕获不同的相关性，于是本文

提出 ３Ｄ通道内注意力单元（ｔｈｒｅｅｄｉｍｅｎｓｉｏｎａｌ
ｉｎｎｅｒｃｈａｎｎｅｌａｔｔｅｎｔｉｏｎ，３ＤＩｎｎｅｒＣＡ）来学习每个
通道内的全局时空相关性。

此外，受ＳＥＮｅｔ［２４］计算ＣＮＮ特征通道之间相
互关系的启发，ＳＴ３ＤＮｅｔ设计了一个重新校准模
块，以探索每个区域上各个通道的贡献，不过这些

贡献是静态学习得到的，并不能很好地适应数据

的动态性。假设有一个特征通道关注的是某些复

杂的交通情景，比如立交桥。那么在有立交桥的

区域，这个特征就比其他特征有更大贡献。相应

的，这个特征在有立交桥的区域也比在其他区域

更具重要性。需要强调的是，上述关系也是动态

变化的。例如，人们可能在周末外出郊游，那么某

些关注通勤状况的特征在周末就会变得不那么重

要。而现有交通栅格流量预测模型无法应对上述

情况。因此本文在此基础上设计 ＩｎｔｅｒＣＡ，从而动
态计算各个特征通道在每个区域上的贡献。

１　问题定义

在本节中给出本文中使用的一些定义。

定义１　交通栅格流量。通过将城市划分为
Ｉ×Ｊ的栅格图，每个栅格就代表城市的一个区
域，Ｃｉｎ个通道代表 Ｃｉｎ种类型的交通数据，例如流
入流量、流出流量。此时的交通栅格流量的形式

就像一张图片，可以得到第 ｔ时间段内的数据
Ｘｔ∈Ｒ

Ｃｉｎ×Ｉ×Ｊ。

定义２　交通栅格流量预测问题。在本研究
中，旨在根据历史数据预测未来的交通流量。给

定第ｔ－Ｔ到第 ｔ时间段的历史交通栅格流量序
列Ｘ＝［Ｘｔ－Ｔ，Ｘｔ－Ｔ＋１，…，Ｘｔ］∈Ｒ

Ｃｉｎ×Ｔ×Ｉ×Ｊ，模型应

该输出第ｔ＋１时间段的预测结果Ｘ＾ｔ＋１。

２　模型结构

２．１　总体架构

为更有效地捕获时空相关性，提出一种基于

深度学习的端到端模型３ＤＣＡＮｅｔ。模型总体架
构如图２所示。首先使用一层卷积核大小为１×
３×３的３Ｄ卷积来捕获数据的局部特征。之后堆
叠３个３ＤＩｎｎｅｒＣＡ单元以捕获全局时空动态相

·２４·
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注：３ＤＣｏｎｖ为３Ｄ卷积；３ＤＩｎｎｅｒＣＡＵｎｉｔ为３Ｄ通道内注意力单元；２ＤｓＩｎｎｅｒＣＡＵｎｉｔ为２Ｄ空间通道内注意力单元；

ＩｎｔｅｒＣＡＵｎｉｔ为通道间注意力单元。

图２　３ＤＣＡＮｅｔ模型的整体架构
Ｆｉｇ．２　Ｏｖｅｒａｌｌａｒｃｈｉｔｅｃｔｕｒｅｏｆ３ＤＣＡＮｅｔ

关性。接下来，使用一层有 Ｃ个大小为３×３×３
卷积核的３Ｄ卷积层，用于聚合时间维度上的信
息。此时，时间信息已被充分捕获，为进一步探索

全局空间动态相关性［１７］，堆叠２个２Ｄ空间通道
内注意力单元（２Ｄｓｐａｔｉａｌｉｎｎｅｒｃｈａｎｎｅｌａｔｔｅｎｔｉｏｎ，
２ＤｓＩｎｎｅｒＣＡ）。最后，使用 ＩｎｔｅｒＣＡ单元来动态
地计算每个区域上各特征通道的贡献。

图３　３Ｄ通道内注意力单元
Ｆｉｇ．３　３ＤＩｎｎｅｒＣＡｕｎｉｔ

２．２　３ＤＩｎｎｅｒＣＡ

由于交通栅格流量具有动态的全局时空相关

性，基于ＣＮＮ的模型受卷积核大小的限制，并不
能捕获大范围的信息。并且由于参数固定，模型

不具有自适应输入数据的动态能力，因此它们不

能充分学到数据中蕴含的信息。如图３所示，提
出一个能动态探索各个特征通道内的全局时空相

关性的模块，称为 ３ＤＩｎｎｅｒＣＡ，其中 ＢＮ＋ＲｅＬＵ
表示批归一化和激活函数 ＲｅＬＵ。文献［１９－２３］
提出的模型大多使用自注意力机制来捕获栅格流

量中的空间信息，可以动态计算每个区域和其他

所有区域之间的相关性，但这种相关性对于所有

通道是共享的。考虑到不同的特征通道中时空相

关性可能有所区别，因此在３ＤＩｎｎｅｒＣＡ单元中对
通道进行分组，以学习分组后各个通道内的动态

全局相关性。具体来说，３ＤＩｎｎｅｒＣＡ单元由３Ｄ
ｓＩｎｎｅｒＣＡ和 ３Ｄ时间通道内注意力单元（３Ｄ
ｔｅｍｐｏｒａｌｉｎｎｅｒｃｈａｎｎｅｌａｔｔｅｎｔｉｏｎ，３ＤｔＩｎｎｅｒＣＡ）组
成，分别用来动态捕获全局空间相关性和时间相

关性。将两个部分的结果拼接成 ２Ｃ个通道，并
使用大小为３×３×３的 Ｃ个卷积核进行３Ｄ卷
积，从而把２Ｃ个通道聚合为 Ｃ个通道。为保证
训练效率，结构中使用残差学习［２５］。

２２１　３ＤｓＩｎｎｅｒＣＡ
３ＤｓＩｎｎｅｒＣＡ的结构如图４所示。它用来捕

获分组后各个通道内的动态全局空间相关性。具体

来说，设第 ｋ层 ３ＤｓＩｎｎｅｒＣＡ的输入为 Ｘ（ｋ－１）Ｓ ∈
ＲＣ×Ｔ×Ｉ×Ｊ，其中Ｔ是时间段的数量，首先将形状转
化为ＲＣ×Ｔ×Ｎ，这里 Ｎ＝Ｉ×Ｊ。然后分别使用３个
全连接层从Ｎ维输入特征映射到 Ｎ维隐含特征，
并将通道分为 Ｇ组，根据式（１）～（３），转化成
ＱＳ∈ Ｒ

Ｇ×Ｔ×Ｎ×（Ｃ／Ｇ），ＫＳ∈ Ｒ
Ｇ×Ｔ×Ｎ×（Ｃ／Ｇ）和 ＶＳ∈

ＲＧ×Ｔ×Ｎ×（Ｃ／Ｇ）。接下来，根据式（４），计算注意力结
果 Ｘｓｐａｔｉａｌ∈ Ｒ

Ｇ×Ｔ×Ｎ×（Ｃ／Ｇ），并 将 其 形 状 转 为

ＲＣ×Ｔ×Ｉ×Ｊ，即
ＱＳ＝Ｇｒｏｕｐ（ＷＱＳＸ

（ｋ－１）
Ｓ ） （１）

ＫＳ＝Ｇｒｏｕｐ（ＷＫＳＸ
（ｋ－１）
Ｓ ） （２）

·３４·



国 防 科 技 大 学 学 报 第４４卷

图４　３Ｄ空间通道内注意力
Ｆｉｇ．４　３ＤｓＩｎｎｅｒＣＡ

ＶＳ＝Ｇｒｏｕｐ（ＷＶＳＸ
（ｋ－１）
Ｓ ） （３）

Ｘｓｐａｔｉａｌ＝ＱＳＫ
Ｔ
ＳＶＳ （４）

其中，ＷＱＳ、ＷＫＳ和 ＷＶＳ是全连接层的参数。这里
不像传统的注意力那样使用激活函数Ｓｏｆｔｍａｘ，因
为它会限制模型的表达能力并增加训练成本［２６］。

需要注意的是，２ＤｓＩｎｎｅｒＣＡ的结构与 ３Ｄｓ
ＩｎｎｅｒＣＡ类似，只是没有时间维度上的操作。
２２２　３ＤｔＩｎｎｅｒＣＡ

为探究动态全局时间相关性，设计如图５所
示的 ３ＤｔＩｎｎｅｒＣＡ。与 ３ＤｓＩｎｎｅｒＣＡ相似，给定
第 ｌ层的输入 Ｘ（ｌ－１）Ｔ ∈ＲＣ×Ｔ×Ｉ×Ｊ，首先将其转为
ＲＣ×Ｔ×Ｎ。同样在经过３个全连接层之后，分别将

其通道划分为 Ｇ组。与３ＤｓＩｎｎｅｒＣＡ不同的是，
根据 式 （５）～（７），将 变 量 转 换 为 ＱＴ∈
ＲＧ×Ｔ×（Ｎ×Ｃ／Ｇ），ＫＴ ∈ ＲＧ×Ｔ×（Ｎ×Ｃ／Ｇ） 和 ＶＴ ∈
ＲＧ×Ｔ×（Ｎ×Ｃ／Ｇ），并根据式（８）计算注意力结果
Ｘｔｅｍｐｏｒａｌ∈Ｒ

Ｇ×Ｔ×（Ｎ×Ｃ／Ｇ），从而捕获动态全局时间相

关性。最后，将结果转换为ＲＣ×Ｔ×Ｉ×Ｊ，即
ＱＴ＝Ｇｒｏｕｐ（ＷＱＴＸ

（ｋ－１）
Ｔ ） （５）

ＫＴ＝Ｇｒｏｕｐ（ＷＫＴＸ
（ｋ－１）
Ｔ ） （６）

ＶＴ＝Ｇｒｏｕｐ（ＷＶＴＸ
（ｋ－１）
Ｔ ） （７）

Ｘｔｅｍｐｏｒａｌ＝ＱＴＫ
Ｔ
ＴＶＴ （８）

其中，ＷＱＴ、ＷＫＴ和ＷＶＴ是全连接层的参数。

图５　３Ｄ时间通道内注意力
Ｆｉｇ．５　３ＤｔＩｎｎｅｒＣＡ

２．３　ＩｎｔｅｒＣＡ

由于交通流量中复杂的相关性，不同特征通

道对同一个区域的贡献不同，而同一个特征对不

同区域的重要性也不同。不仅如此，特征通道的

贡献还会随着时间而动态变化。因此，提出通道

间注意力单元，并使用２Ｄ卷积神经网络来动态
学习每个区域上特征通道之间的关系。

将ＩｎｔｅｒＣＡ单元放置在２ＤｓＩｎｎｅｒＣＡ单元之
后，以自适应地计算不同特征通道对每个区域的

贡献。用 Ｘｉｎｔｅｒ∈Ｒ
Ｃ×Ｉ×Ｊ来表示 ＩｎｔｅｒＣＡ单元的输

·４４·
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入，并将输出表示为 Ｘｏｕｔ∈Ｒ
Ｃｏｕｔ×Ｉ×Ｊ，这里设置输

出通道数 Ｃｏｕｔ＝Ｃｉｎ。对于每个输出通道 Ｘ
（ｐ）
ｏｕｔ∈

ＲＩ×Ｊ，首先计算所有输入通道的贡献 Ｗ（ｐ）ｏｕｔ∈
ＲＣ×Ｉ×Ｊ，也就是给 Ｃｏｕｔ个输出通道计算 Ｃｏｕｔ个重要
性矩阵。每个重要性矩阵表示每个区域上所有输

入通道对对应输出通道的重要性，即

　Ｗ（ｐ）ｏｕｔ＝ｆ（Ｗ
（ｐ）Ｘｉｎｔｅｒ＋ｂ

（ｐ）），ｐ＝１，…，Ｃｏｕｔ （９）
其中，“”表示使用Ｃ个大小为３×３的卷积核进行
卷积运算。如图６所示，输出通道Ｘ（ｐ）ｏｕｔ可表示为

Ｘ（ｐ）ｏｕｔ ＝∑
Ｃ

ｉ＝１
Ｗ（ｐ），（ｉ）ｏｕｔ Ｘ（ｉ）ｉｎｔｅｒ （１０）

其中，“”是逐元素乘法。将全部Ｃｏｕｔ个通道拼在
一起，则 ３ＤＣＡＮｅｔ最 终 输 出 预 测 结 果
Ｘｏｕｔ∈Ｒ

Ｃｏｕｔ×Ｉ×Ｊ。　

图６　通道间注意力单元
Ｆｉｇ．６　Ｉｎｔｅｒｃｈａｎｎｅｌａｔｔｅｎｔｉｏｎｕｎｉｔ

２．４　损失函数

模型通过最小化损失函数来进行训练，损失

函数为预测值与真实值之间的均方误差，即

Ｌｏｓｓ＝ Ｘｏｕｔ－Ｘｔ＋１
２
２ （１１）

３　实验

在３个不同的交通流量数据集上进行实验，
与基准模型相比，实验结果证明了３ＤＣＡＮｅｔ模

型的有效性。

３．１　数据集

本研究使用 ＴａｘｉＢＪ、ＢｉｋｅＮＹＣ和 ＴａｘｉＮＹＣ３
个交通流量数据集，它们的统计信息如表１所示。
１）ＴａｘｉＢＪ：ＴａｘｉＢＪ数据集由轨迹数据和外部

因素数据组成。其中轨迹数据是在四段时间内的

北京出租车 ＧＰＳ数据，包括：２０１３年７月１日—
２０１３年１０月３０日，２０１４年３月１日—２０１４年６
月３０日，２０１５年３月１日—２０１５年６月３０日和
２０１５年１１月１日—２０１６年４月１０日。每个时
间段的长度设定为３０ｍｉｎ。将轨迹数据转化为栅
格数据，并选取后４周数据为测试集，其余数据为
训练集。

２）ＢｉｋｅＮＹＣ：像 ＴａｘｉＢＪ一样，ＢｉｋｅＮＹＣ数据
集由轨迹数据和外部因素数据组成。其轨迹数

据来源于纽约自行车系统，时间跨度为２０１４年
４月１日—２０１４年９月３０日。每个时间段的长
度设定为１ｈ。将轨迹数据转化为栅格数据，并
选取最后１０ｄ的数据为测试集，其余数据为训
练集。

３）ＴａｘｉＮＹＣ：ＴａｘｉＮＹＣ数据集由２２３４９４９０条
纽约出租车行驶数据组成，时间跨度为２０１５年１
月１日—２０１５年３月１日。每个时间段的长度
设定为３０ｍｉｎ。将轨迹数据转化为栅格数据，并
选取最后２０ｄ为测试集，其余数据为训练集。

３．２　基准模型

将３ＤＣＡＮｅｔ与以下８个基准模型进行比较：
１）ＨＡ：如同文献［１４，１７，２７］的做法，将每个

区域历史数据中对应时间段的均值作为该区域流

入和流出流量的预测值。

２）ＸＧＢｏｏｓｔ［６］：一种提升树的可扩展机器学
习系统，属于机器学习方法，能够根据各个区域的

历史数据进行预测。

表１　交通流量数据集的统计信息
Ｔａｂ．１　Ｓｔａｔｉｓｔｉｃｓｏｆｔｈｅｔｒａｆｆｉｃｆｌｏｗｄａｔａｓｅｔｓ

数据集 ＴａｘｉＢＪ ＢｉｋｅＮＹＣ ＴａｘｉＮＹＣ

城市 北京 纽约 纽约

时间跨度

２０１３．０７．０１—２０１３．１０．３０
２０１４．０３．０１—２０１４．０６．３０
２０１５．０３．０１—２０１５．０６．３０
２０１５．１１．０１—２０１６．０４．１０

２０１４．０４．０１—２０１４．０９．３０ ２０１５．０１．０１—２０１５．０３．０１

时段长度 ３０ｍｉｎ １ｈ ３０ｍｉｎ

网格划分 （３２，３２） （１６，８） （１０，２０）

时段数量 ２２４５９ ４３９２ ２８８０

·５４·
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　　３）ＬＳＴＭ［９］：长期短期记忆网络是一种 ＲＮＮ
网络，用于时间序列预测，能够根据各个区域的历

史数据进行预测。

４）ＧＲＵ［１０］：门控循环网络也是一种 ＲＮＮ网
络，用于时间序列预测，能够根据各个区域的历史

数据进行预测。

５）ＣｏｎｖＬＳＴＭ［１３］：ＣｏｎｖＬＳＴＭ结合 ＣＮＮ和
ＬＳＴＭ，可以像 ＣＮＮ一样捕获空间信息，也能像
ＬＳＴＭ一样挖掘时间信息，且能同时对全部区域
的历史数据进行时空信息提取并预测。

６）ＳＴＲｅｓＮｅｔ［１４］：它是一种基于深度神经网
络的时空数据预测模型。使用３个残差网络分别
建模近邻性、周期性和趋势性的空间相关性，然后

融合３个部分的结果最终输出。
７）ＳＴ３ＤＮｅｔ［１７］：基于深度神经网络的时空

数据预测模型。它首先利用３Ｄ卷积在时间和空
间维度上捕获信息。与 ＳＴＲｅｓＮｅｔ不同，它仅考
虑近邻性和趋势性，然后进行融合输出。

８）ＤｅｅｐＳＴＮＰｌｕｓ［１８］：基于深度神经网络的时
空数据预测模型。它在整个模型最开始就进行近

邻性、周期性和趋势性的融合，然后在模型末尾使

用多尺度融合网络来融合多级别特征，展现出城

市流量预测任务的最佳性能。

３．３　参数设置

本文基于 ＰｙＴｏｒｃｈ［２７］实现 ３ＤＣＡＮｅｔ模型。
在本研究中，预测两种交通数据：流入和流出流

量。因此，Ｃｉｎ设定为２。设置输入数据的长度为
６，也就是模型根据最近６个时间段内的数据以
进行预测。使用最大值最小值归一化方法将输

入数据缩放到［－１，１］范围内。在 ＴａｘｉＢＪ、
ＢｉｋｅＮＹＣ和 ＴａｘｉＮＹＣ上，分别选择最近 ４周、
１０ｄ和２０ｄ的数据作为测试集，其他数据作为
训练集。在３个数据集上训练的批大小分别为
４、８、４，学习率为０．０１。计算预测值和真实值的
均方根误差（ｒｏｏｔｍｅａｎｓｑｕａｒｅｅｒｒｏｒ，ＲＭＳＥ）和绝
对平均误差（ｍｅａｎａｂｓｏｌｕｔｅｅｒｒｏｒ，ＭＡＥ）作为评
价指标：

ＲＭＳＥ＝ １
Ｎ∑

Ｎ

ｉ＝１
Ｘ（ｉ）ｏｕｔ－Ｘ

（ｉ）
ｔ＋１槡

２
２ （１２）

ＭＡＥ＝１Ｎ∑
Ｎ

ｉ＝１
Ｘ（ｉ）ｏｕｔ－Ｘ

（ｉ）
ｔ＋１ （１３）

其中，Ｎ为所有预测值的数量。
在 ＴａｘｉＢＪ、ＢｉｋｅＮＹＣ和 ＴａｘｉＮＹＣ上，３ＤＣＡＮｅｔ

的第一层３Ｄ卷积分别使用１６、６４和６４个卷积

核。在探索不同数量并考虑训练开销的情况下，

设定在模型中堆叠３个３ＤＩｎｎｅｒＣＡ单元和２个
２ＤｓＩｎｎｅｒＣＡ单元，每个单元分别有２层注意力。
其他的３Ｄ卷积都应用Ｃ＝６４个大小为３×３×３
的卷积核，２Ｄ卷积都使用 Ｃ＝６４个大小为３×３
的卷积核。

３．４　实验结果比较分析

首先给出３ＤＣＡＮｅｔ在３个数据集上与其他
８个基准模型的比较，结果如表２所示。模型根
据最近６个时间段来预测下一个时间段的数据，
其中 ＳＴＲｅｓＮｅｔ和 ＤｅｅｐＳＴＮＰｌｕｓ分别另有３个周
期性和趋势性数据，ＳＴ３ＤＮｅｔ有 ３个趋势性数
据。运行每个模型５次，并计算出评价指标的平
均值和标准差。结果表明，本文提出的模型性能

比其他基准模型更优。对于ＳＴＲｅｓＮｅｔ、ＳＴ３ＤＮｅｔ
和ＤｅｅｐＳＴＮＰｌｕｓ模型，它们除了要有近邻性数据
还需要获取周期性和趋势性信息；而 ３ＤＣＡＮｅｔ
模型仅需要近邻性数据就能获得更好的性能。这

表明３ＤＣＡＮｅｔ模型比基准模型能更有效地捕获
时空特征。实际上每个基准模型都有自身的特

点。ＨＡ、ＸＧＢｏｏｓｔ、ＬＳＴＭ和ＧＲＵ只能预测单个区
域的序列数据，并且都不能建模空间相关性。

ＣｏｎｖＬＳＴＭ、ＳＴＲｅｓＮｅｔ、ＳＴ３ＤＮｅｔ和 ＤｅｅｐＳＴＮＰｌｕｓ
等模型确实可以捕获空间和时间信息。然而受卷

积核大小的限制，它们并不能很好地捕获全局信

息。因此在城市范围更大、栅格数量更多的

ＴａｘｉＢＪ数据集上，它们的性能与３ＤＣＡＮｅｔ差距更
大。相对的，３ＤＣＡＮｅｔ使用３ＤＩｎｎｅｒＣＡ单元，能
够利用注意力机制动态捕获各个特征通道内的全

局时空信息。此外，模型的 ＩｎｔｅｒＣＡ可以动态学
习每个区域上各特征通道的贡献，更增强了其表

征能力。

３．５　模型分析

３５１　多步预测比较
图７显示了３ＤＣＡＮｅｔ模型与基准模型在三

个数据集上的多步预测结果。模型要预测未来１
至６个时间段的数据，每个时间段为１ｈ。可以看
出，预测时间越长，两种评价指标就越大。结果表

明，本文提出的模型在所有模型中表现最好，这证

明了３ＤＩｎｎｅｒＣＡ单元捕获全局信息的能力。此
外，ＩｎｔｅｒＣＡ可以动态计算每个区域上不同特征通
道的贡献，这使得本文提出的 ３ＤＣＡＮｅｔ模型更
加强大。
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表２　三个数据集上的预测结果
Ｔａｂ．２　Ｐｒｅｄｉｃｔｉｏｎｒｅｓｕｌｔｓｏｎｔｈｒｅｅｄａｔａｓｅｔｓ

模型
ＴａｘｉＢＪ ＢｉｋｅＮＹＣ ＴａｘｉＮＹＣ

ＲＭＳＥ ＭＡＥ ＲＭＳＥ ＭＡＥ ＲＭＳＥ ＭＡＥ

ＨＡ ４６．２１ ２３．７０ １０．７３ ５．８４ ２６．５２ ８．０２

ＸＧＢｏｏｓｔ ２２．０７ １２．５３ ９．０８ ５．３３ １７．２０ ５．９８

ＬＳＴＭ ２２．１０±０．０５ １３．１３±０．０６ ９．６７±０．０９ ６．７５±０．１７ ２３．２６±５．１３ ８．２８±１．７２

ＧＲＵ ２２．０４±０．０７ １３．０４±０．０５ ９．６３±０．０９ ６．６５±０．１４ ２２．２９±４．２４ ７．８８±１．３０

ＣｏｎｖＬＳＴＭ ２０．０３±０．４４ １１．９２±０．３２ ６．４４±０．２４ ４．２５±０．２０ １７．７４±０．７７ ７．６１±０．４３

ＳＴＲｅｓＮｅｔ １６．７３±０．１９ ９．８６±０．０９ ６．２１±０．２４ ３．８０±０．１３ １９．８９±１．５３ ７．７４±０．５８

ＳＴ３ＤＮｅｔ １６．３８±０．１９ ９．７０±０．０９ ５．５９±０．０５ ３．４８±０．０２ １６．３６±１．４０ ６．２１±０．５５

ＤｅｅｐＳＴＮＰｌｕｓ １６．０２±０．２５ １０．８６±０．１１ ５．５３±０．１２ ２．８０±０．０５ １３．６７±０．２６ ５．２９±０．０６

３ＤＣＡＮｅｔ １２．８６±０．１１ ８．５１±０．０５ ５．１１±０．０１ ２．６４±０．００ １２．８５±０．２３ ５．１４±０．１１

（ａ）ＴａｘｉＢＪ的ＲＭＳＥ
（ａ）ＲＭＳＥｏｎＴａｘｉＢＪ

（ｂ）ＴａｘｉＢＪ的ＭＡＥ
（ｂ）ＭＡＥｏｎＴａｘｉＢＪ

（ｃ）ＢｉｋｅＮＹＣ的ＲＭＳＥ
（ｃ）ＲＭＳＥｏｎＢｉｋｅＮＹＣ

（ｄ）ＢｉｋｅＮＹＣ的ＭＡＥ
（ｄ）ＭＡＥｏｎＢｉｋｅＮＹＣ
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（ｅ）ＴａｘｉＮＹＣ的ＲＭＳＥ
（ｅ）ＲＭＳＥｏｎＴａｘｉＮＹＣ

（ｆ）ＴａｘｉＮＹＣ的ＭＡＥ
（ｆ）ＭＡＥｏｎＴａｘｉＮＹＣ

图７　多步预测结果
Ｆｉｇ．７　Ｍｕｌｔｉｓｔｅｐｐｒｅｄｉｃｔｉｏｎｒｅｓｕｌｔ

　　
３５２　通道分组的数量

在３ＤＩｎｎｅｒＣＡ单元中对通道进行分组，从而
捕获每组通道内的全局相关性。如图８所示，实
验结果表明，组数越多，模型预测的效果越好。因

此，将组数设置为最大值，即通道数。这正如同本

文的观点，每个通道内的全局相关性都是不同的。

３．６　消融实验

这里通过消融实验来验证模型各组件的效

果。在表３中显示３ＤＣＡＮｅｔ模型的每个组件以
及它们组合后的效果。３ＤＣｏｎｖ模型将 ３Ｄ
ＣＡＮｅｔ模型中３ＤＩｎｎｅｒＣＡ单元的注意力结构替
换为３Ｄ卷积，并且用有Ｃｏｕｔ＝２个大小为３×３的
卷积核的 ２Ｄ卷积来替代 ＩｎｔｅｒＣＡ单元。３Ｄ
Ｃｏｎｖ＿ＩｎｔｅｒＣＡ模型在此基础上添加了 ＩｎｔｅｒＣＡ单
元。通过比较这两个模型，可以发现 ＩｎｔｅｒＣＡ单
元使模型性能更好。此外，３ＤＣＡＮｅｔ＿ｓ和 ３Ｄ

（ａ）ＲＭＳＥ

（ｂ）ＭＡＥ

图８　在ＢｉｋｅＮＹＣ数据集上不同通道分组数量对
３ＤｓＩｎｎｅｒＣＡ和３ＤｔＩｎｎｅｒＣＡ的效果

Ｆｉｇ．８　Ｅｆｆｅｃｔｏｆｄｉｆｆｅｒｅｎｔｎｕｍｂｅｒｓｏｆｇｒｏｕｐｓｉｎ
３ＤｓＩｎｎｅｒＣＡａｎｄ３ＤｔＩｎｎｅｒＣＡｏｎＢｉｋｅＮＹＣ

ＣＡＮｅｔ＿ｔ模型分别为在３ＤＩｎｎｅＣＡ单元中保留时
间和空间分支的３ＤＣＡＮｅｔ模型，结果表明仅用
３ＤｓＩｎｎｅｒＣＡ或３ＤｔＩｎｎｅｒＣＡ都能使预测结果更
为准确。当然，同时使用它们时，３ＤＩｎｎｅｒＣＡ单
元的性能达到最佳。总结来说，每个组件都有助

于提升３ＤＣＡＮｅｔ模型的预测能力。

表３　在ＢｉｋｅＮＹＣ上的消融实验
Ｔａｂ．３　ＡｂｌａｔｉｏｎｅｘｐｅｒｉｍｅｎｔｏｎＢｉｋｅＮＹＣ

模型 ＲＭＳＥ ＭＡＥ

３ＤＣｏｎｖ ５．４６±０．１０ ２．７９±０．０５

ＩｎｔｅｒＣＡ ５．３１±０．０３ ２．７３±０．０３

３ＤＣＡＮｅｔ＿ｓ ５．１３±０．０１ ２．６５±０．０１

３ＤＣＡＮｅｔ＿ｔ ５．１６±０．０４ ２．６６±０．０１

３ＤＣＡＮｅｔ ５．１１±０．０１ ２．６４±０．００

４　结论

本文设计用于预测交通栅格流量的时空模型

３ＤＣＡＮｅｔ。通过对特征通道进行分组，提出的３Ｄ
通道内注意力单元从时间和空间两个方面进行注

意力计算，动态学习不同特征通道中的全局时空

相关性，有效提升了模型的时空建模能力。此外，

３Ｄ通道间注意力单元能够针对不同特征通道在
各个区域上的重要性进行动态学习，提升了模型

的表征能力。经过３个交通流量数据集的实验评
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估，结果表明本文提出的３ＤＣＡＮｅｔ模型性能优
于其他８个基准模型。
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