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基于不稳定性采样的主动学习方法
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摘　要：传统的主动学习方法往往仅基于当前的目标模型来挑选样本，而忽略了历史模型所蕴含的对未
标注样本预测稳定性的信息。因此，提出基于不稳定性采样的主动学习方法，依据历史模型的预测差异来估

计每个未标注样本对提高模型性能的潜在效用。该方法基于历史模型对样本的预测后验概率之间的差异来

衡量无标注样本的不稳定性，并挑选最不稳定的样本进行查询。在多个数据集上的大量实验结果验证了方

法的有效性。
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　　深度学习已成功地应用于多种实际任务中，
如，图像识别［１－４］、自然语言处理［５－９］和目标检

测［１０－１３］等。在现实应用场景中，训练一个有效的

深度模型往往依赖于大量已标注样本，而准确标

注大规模数据往往耗时耗力且代价高昂。为降低

模型对数据的依赖，包括无监督学习［１４］，半监督

学习［１５－１６］以及弱监督学习［１７－１８］等领域的学习方

法相继提出，并已吸引了大量关注。在这些方法

中，主动学习是降低样本标注代价的主要途径

之一。

主动学习通过迭代的方式，选择最有价值的

样本进行标注并加入训练，旨在以最小的标注代

价有效地提高模型性能。在该过程中，如何挑选

样本是影响主动学习效果的关键因素。常用的采

样策略往往基于样本的不确定性，包括最低置信

度采样、边缘采样和熵采样［１９］。不确定性采样策

略的核心思想是用模型对样本的预测后验概率来

估计该样本的不确定性。一般而言，模型在未标

记样本上的预测概率越均衡，则越难以判断该样

本所属的类别，因而，将这个样本加入训练中将有

效地提高模型的分类性能。以二分类任务为例，

熵采样策略通常选择后验概率最接近 ０．５的
样本。

现有的主动采样策略都是根据当前模型对样

本的预测来挑选样本。然而，这些方法忽略了在

主动学习迭代过程中，分类模型对挑选样本的潜

在价值。一般而言，在迭代过程中，不同轮次的分

类模型对同一样本的识别效果是具有差异的，而

这种差异性一定程度上反映了分类模型对该样本

的识别能力的不稳定性。图１展示了在主动学习
过程中，随着迭代轮次的增加，分类模型对ＭＮＩＳＴ
数据集中的同一个无标注样本的预测情况。从图

 收稿日期：２０２１－０６－０４
基金项目：新一代人工智能重大资助项目（２０２０ＡＡＡ０１０７０００）；江苏省自然科学基金资助项目（ＢＫ２０２１１５１７）
作者简介：何花（１９９５—），女，重庆人，硕士研究生，Ｅｍａｉｌ：ｈｅｈｕａ＠ｎｕａａ．ｅｄｕ．ｃｎ；

黄圣君（通信作者），男，教授，博士，博士生导师，Ｅｍａｉｌ：ｈｕａｎｇｓｊ＠ｎｕａａ．ｅｄｕ．ｃｎ



　第３期 何花，等：基于不稳定性采样的主动学习方法

中可以看出，在整个迭代过程中，分类模型的预测

持续变化，这种变化反映了模型预测该样本的不

稳定性，说明该样本是未标注数据集中较难以准

确预测的样本，将其加入训练能有效地提高模型

的分类性能。相反，忽略历史模型的这种潜在价

值将导致主动学习策略挑选的并不一定是最有价

值的样本。因此，在主动采样的过程中，除了考虑

当前模型对未标注样本的预测，还应考虑以往模

型预测的差异。

（ａ）手写数字
（ａ）Ｈａｎｄｗｒｉｔｔｅｎｎｕｍｂｅｒ

　　 （ｂ）模型预测结果
（ｂ）Ｍｏｄｅｌｐｒｅｄｉｃｔｉｏｎｓ

图１　历史模型对同一无标注样本的不稳定性预测
Ｆｉｇ．１　Ｉｎｓｔａｂｉｌｉｔｙｐｒｅｄｉｃｔｉｏｎｏｆｔｈｅｓａｍｅｕｎｌａｂｅｌｅｄ

ｉｎｓｔａｎｃｅｂｙｈｉｓｔｏｒｙｍｏｄｅｌｓ

本文提出基于不稳定性采样的主动学习方

法，根据模型在整个学习过程中对无标注样本的

预测差异来衡量未标注样本对提升模型性能的潜

在效用。具体而言，在每一轮的主动查询中，对于

每一个无标注样本，计算最近的 Ｎ个模型对其预
测后验概率的差异用以衡量其不稳定性，并选择

最不稳定的样本进行标注。为了验证提出方法的

有效性，分别使用传统和深度模型在９个数据集
上进行了实验。实验结果表明，基于不稳定性的

主动采样方法能有效地提高模型的泛化性能。

１　相关工作

主动学习有选择地从标注者处查询最有价值

的信息，旨在以最少的查询训练一个有效的模型。

主动学习的关键任务是设计一个合适的策略，使

所查询的信息对改进目标模型最有帮助。在传统

设置下已提出了许多主动学习方法［１９］。其中一

些方法挑选信息量最大的样本进行查询［２０－３０］，

信息量越大的样本对提升模型性能越有价

值。而信息量可以用不同的标准来衡量，如不确

定性［２１－２７］、泛化误差减少量［２８－３０］等，该类方法只

考虑了模型对样本的需求，有可能导致挑选的样

本分布与数据集真实分布存在差异。另外一些方

法则查询具有代表性样本的标签［３１－３３］，其代表性

可以根据聚类结构［２７，３１］或者密度［３２］来估计，该

类方法挑选的是最能够代表样本分布的样本，忽

略了模型本身对样本分类性能的信息。

目前主流的信息量与代表性相结合的方式可

分为三类。第一类为串行结合方式，依次使用每

个挑选策略来过滤“低价值”样本。常用做法为

先从无标注样本集中挑选最有信息量的一批样

本，然后使用聚类算法对这一批样本进行聚类，得

到的聚类中心即为待查询样本［３４］。第二类为概

率选择方式，在每轮主动学习迭代中，依据概率参

数决定当前轮迭代使用的采样策略［３５］。第三类

为并行结合方式，是目前最流行的主动学习策略

结合方式，使用不同采样策略标准的加权求和或

者多目标优化方法，计算混合得分，根据分数对未

标注样本进行排序，挑选得分最高的一批样

本［３６－４１］。例如，Ｈｕａｎｇ等从基于边际采样的主动
学习策略推导出一个最小最大框架的目标［４１］，放

松未标注样本标签变量后，得到仅含最大化的目

标函数，利用该目标得分挑选既具有信息量，又具

有代表性的样本进行标注［３８］。Ｗａｎｇ等将经验风
险最小化推广到主动学习［３９］，对导出的目标函数

进行交替优化，其中该目标函数包括一个估计不

确定性的项用以挑选具有较高信息量的样本，和

一个估计有标记数据集与整个数据集之间分布差

异的项使挑选出的样本具有代表性。Ｔａｎｇ等在
目标函数中除了考虑信息量和代表性，还结合了

自步学习［４１］，利用来自网络的不确定性和后验概

率分布差异信息，挑选最简单的、最具信息量和代

表性的样本进行标注。

此外，随着深度学习的发展，衍生出了许多其

他采样标准，部分研究将主动学习策略视为从无

标记样本到一个排序得分的映射，并利用深度模

型去拟合这种映射。如，Ｌｉｕ等结合模仿学习
（ＤＡＧＧＥＲ）的框架直接学习一个采样策略，其中
模仿学习所使用的专家策略为每轮主动采样策略

的贪心选择［４３］。Ｙｏｏ等利用预测损失模块拟合
样本到目标模型损失值的映射，认为损失值越大

的样本，对目标模型的提升性能越大［４４］。在此基

础上，Ｌｉ等将目标函数损失转换为排序，通过最
小化排序损失来学习一个主动学习策略［４５］。该

类方法中主动学习策略的学习依赖于大量训练数

据，在少样本数据集中易过拟合。

虽然上述方法都试图估计一个样本对于改进

模型的潜在价值，但都只用当前模型来对无标注

样本进行评估，忽略了历史分类模型是否蕴藏挑

选最具潜在价值的样本的能力。在不同迭代周期

中，目标模型对同一样本的识别效果是变化的，如

·１５·
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果能够量化这种变化信息，就能挑选出模型识别

效果最不稳定的样本，选择这类样本进行标注将

对提升目标模型泛化性能提供更多的有效信息。

２　不稳定性指标定义

本章节首先在２１节中介绍问题设定以及基
于不稳定性的主动学习框架，然后在２．２节中提
出不稳定性采样策略。

２．１　问题设定和学习框架

假设Ｌ＝｛（ｘｉ，ｙｉ）｝
ｎｌ
ｉ＝１表示含有ｎｌ个样本的

已标注数据集，Ｕ＝｛ｘｊ｝
ｎｌ＋ｎｕ
ｊ＝ｎｌ＋１表示含有 ｎｕ个样本

的无标注数据集，其中 ｎｌｎｕ，且 ｎ＝ｎｌ＋ｎｕ。在
主动学习第 ｔ轮迭代中，主动学习采样策略从 Ｕ
中挑选ｂ个样本 Ｑ＝｛ｘｑ｝

ｂ
ｑ＝１进行标注，并加入已

标注集。Ｍｔ表示第 ｔ轮迭代训练得到的模型。
在不稳定性采样中，用Ｐｊ，ｋ表示模型 Ｍｋ对样本 ｘｊ
的预测向量，其对应的熵记为 Ｈｊ，ｋ。表１汇总了
本文使用的数学符号。

表１　数学符号
Ｔａｂ．１　Ｍａｔｈｎｏｔａｔｉｏｎｓ

符号 注释

Ｌ 含有ｎｌ个样本的已标注数据集

Ｕ 含有ｎｕ个样本的无标注数据集

ｔ 主动学习迭代轮次

ｂ 每轮主动学习迭代挑选的无标注样本数

Ｍｔ 第ｔ轮迭代训练得到的目标模型

Ｐｊ，ｋ 模型Ｍｋ对无标注样本ｘｊ的预测向量

Ｈｊ，ｋ 模型Ｍｋ对无标注样本ｘｊ的预测向量的熵

Ｈ︿ｊ，ｋ 相邻模型熵增（Ｈｊ，ｋ＞Ｈｊ，ｋ－１）的指示函数取值

Ｎ 不稳定性采样保存的最近历史目标模型个数

ｓｊ 样本ｘｊ的不稳定性取值

图２展示了基于不稳定性采样的主动学习框
架。除在第一轮主动学习迭代中，采用随机采样

挑选样本，此后的每一轮迭代，都使用离当前轮次

最近的Ｎ个历史分类模型｛Ｍｔ－１，Ｍｔ－２，…，Ｍｔ－Ｎ｝
对每一个无标注样本 ｘｊ进行预测，得到 Ｎ个后验
概率。在此基础上，使用不稳定性采样来估计每

个无标注样本的不稳定性，并挑选最不稳定的样

本进行标注。

２．２　不稳定性采样策略

正如前文提到的，在主动学习的第 ｔ轮迭代
中，以往的模型，即｛Ｍｔ－１，Ｍｔ－２，…，Ｍｔ－Ｎ｝对无标

图２　学习框架
Ｆｉｇ．２　Ｌｅａｒｎｉｎｇｆｒａｍｅｗｏｒｋ

注样本ｘｊ预测结果不稳定，这表明目标模型对该
样本的识别能力不足。预测越不稳定，该样本越

难以被有效地识别。因而，应尽可能挑选最不稳

定的样本进行查询。

首先介绍本文使用的度量模型对未标注样本

识别能力的指标。现有主动学习往往用信息熵来

衡量模型预测的不确定性，普遍认为模型越难以

判断样本所属类别，该模型的识别能力就越低。

Ｈｊ，ｋ ＝∑
ｉ
Ｐｉｊ，ｋｌｏｇ２

１
Ｐｉｊ，ｋ

（１）

上式的含义是模型Ｍｋ对样本ｘｊ的预测向量
的熵。计算 Ｎ个历史模型对同一个无标注样本
的后验概率的熵，旨在根据识别能力对相邻两轮

迭代的目标模型进行排序。为此，定义：

Ｈ︿ｊ，ｔ－ｋ＝
１，Ｈｊ，ｔ－ｋ＞Ｈｊ，ｔ－ｋ－１
０，Ｈｊ，ｔ－ｋ≤Ｈｊ，ｔ－ｋ{

－１

（２）

当相邻两轮迭代中，模型的信息熵增加，说明

模型对样本的识别能力变弱，此时变弱的程度即

为本文提出的不稳定性程度的度量；相反，模型的

信息熵减少，说明模型识别能力趋于稳定。

使用后验概率分布的差异来衡量模型识别能

力变弱的大小。常用于衡量两个分布差异的度量

方式有ＫＬ散度、ＪＳ散度和Ｗａｓｓｅｒｓｔｅｉｎ距离。

ＤＫＬ（Ｐ１，Ｐ２）＝∑
ｉ
Ｐｉ１ｌｎ

Ｐｉ１
Ｐｉ２

（３）

ＤＪＳ（Ｐ１，Ｐ２）＝
１
２ＤＫＬ Ｐ１，

Ｐ１＋Ｐ２( )２
＋１２ＤＫＬ Ｐ２，

Ｐ１＋Ｐ２( )２

（４）
ＤＷ（Ｐ１，Ｐ２）＝ｉｎｆγ～Π（Ｐ１，Ｐ２）Ｅ（ｘ，ｙ）～γ（ｘ－ｙ）

（５）
通过实验发现，使用上述几种度量方式的实

验性能相当，因此，统一采用 Ｗａｓｓｅｒｓｔｅｉｎ距离来
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度量模型识别能力变弱的程度。

基于信息熵和分布差异，引入 ｓｊ衡量无标注
样本ｘｊ的不稳定性。使用同一未标注样本的信
息熵来对相邻模型识别效果进行排序，熵增时，累

计模型性能变化大小。具体的，在第 ｔ轮迭代过
程中，首先计算离当前轮次最近的前 Ｎ个目标模
型｛Ｍｔ－１，Ｍｔ－２，…，Ｍｔ－Ｎ｝对无标注样本 ｘｊ的预测
向量｛Ｐｊ，ｔ－１，Ｐｊ，ｔ－２，…，Ｐｊ，ｔ－Ｎ｝。然后，通过式（６）
计算ｘｊ的不稳定性ｓｊ。

ｓｊ＝∑
Ｎ－１

ｋ＝１
Ｈ︿ｊ，ｔ－ｋＤ（Ｐｊ，ｔ－ｋ，Ｐｊ，ｔ－ｋ－１） （６）

其中，Ｄ（Ｐ１，Ｐ２）代表Ｗａｓｓｅｒｓｔｅｉｎ距离。
根据式（６）得到每一个无标注样本的不稳定

性后，选择值最大的 ｂ个样本进行标注并加入训
练。算法１中总结了不稳定性采样的计算框架。

算法１　基于不稳定性采样的主动学习方法
Ａｌｇ．１　Ａｃｔｉｖｅｌｅａｒｎｉｎｇｂａｓｅｄｏｎｉｎｓｔａｂｉｌｉｔｙｓａｍｐｌｉｎｇ

已知：无标注数据集 Ｕ，批大小 ｂ，历史模型｛Ｍｔ－１，

Ｍｔ－２，…，Ｍｔ－Ｎ｝

１．　ｆｏｒｘｊｉｎＵ

２．　　根据历史模型｛Ｍｔ－１，Ｍｔ－２，…，Ｍｔ－Ｎ｝得到样本

ｘｊ的后验概率｛Ｐｊ，ｔ－１，Ｐｊ，ｔ－２，…，Ｐｊ，ｔ－Ｎ｝；

３．　　根据式（１）计算熵｛Ｈｊ，ｔ－１，Ｈｊ，ｔ－２，…，Ｈｊ，ｔ－Ｎ｝；

４．　　根据式（６）计算不稳定性ｓｊ；

５．　ｅｎｄｆｏｒ
６．　挑选不稳定性排名前ｂ个的样本作为查询样本集

３　实验

本节主要介绍实验设置以及使用不同模型在

多个数据集上的实验结果。

３．１　实验设置

在９个数据集上进行实验，表２展示了所用
数据集的样本数量，特征维度以及类别数目。为

了进一步验证所提出方法在传统模型和深度模型

上的有效性，使用不同的基分类模型，包括逻辑斯

蒂回归（ｌｏｇｉｓｔｉｃｒｅｇｒｅｓｓｉｏｎ，ＬＲ）模型、ＬｅＮｅｔ５和
ＲｅｓＮｅｔ１８。所有实验使用的都是未经过预训练的
初始化模型。

将数据集划分为７０％的训练样本和３０％的
测试样本。在传统模型上，训练集随机采样５％
的样本来初始化有标注样本集，在每轮主动学习

迭代中，通过采样策略挑选ｂ＝１个未标注样本进
行标注并加入有标注集，总标注预算为２００。在
深度模型上，初始的已标注训练样本占整个训练

表２　实验所用数据集
Ｔａｂ．２　Ｄａｔａｓｅｔｓｕｓｅｄｉｎｔｈｅｅｘｐｅｒｉｍｅｎｔｓ

数据集 样本数量 特征维度 类别数目

ｉｒｉｓ 　１５０ 　　　４ ３

ｗｉｎｅ １７８ １３ ３

ｎｅｗｔｈｙｒｏｉｄ ２１５ ５ ３

ｃｌｅａｎ１ ４７６ １６８ ２

ｂｒｅａｓｔｃａｎｓｅｒ ５６９ ３０ ２

ｄｉｇｉｔｓ １７９７ ６４ １０

ｍｎｉｓｔ ７００００ ２８×２８ １０

ｆａｓｈｉｏｎｍｎｉｓｔ ７００００ ２８×２８ １０

ｓｖｈｎ ９９２８９ ３×３２×３２ １０

集的０５％，总标注预算为５００；ｓｖｈｎ除外，其随机
采样１％的样本来初始已标注集，总标注预算为
２０００。不同的标注预算依据实验最终的收敛情
况而定，以便于观察主动学习采样策略性能。深

度模型在每轮主动学习迭代中挑选ｂ＝１０个样本
进行标注。

实验初始学习率设为０．０１，批量大小为６４，
在ｍｎｉｓｔ和 ｆａｓｈｉｏｎｍｎｉｓｔ数据集上进行的实验每
５０次迭代更新学习率为原来的１０％，ｓｖｈｎ数据集
每２０次迭代更新学习率为原来的９０％。重复地
进行５次实验，计算每轮主动学习迭代中目标模
型的平均准确率，并绘制平均准确率随查询样本

数的变化曲线，曲线提升得越快，说明采样策略性

能越高。

为了验证方法的有效性，将不稳定性采样方

法与下列方法进行对比：

１）随机采样：对未标注样本进行随机采样。
２）最低置信度采样：根据模型对未标注样本

的预测后验概率，挑选一批置信度最低的样本进

行标注。

３）最大熵采样：基于模型的预测后验概率计
算每一个未标注样本的信息熵，并挑选一批信息

熵最大的样本。

上述所有比对方法都基于ＡＬｉＰｙ［４６］库提供的
接口，使用默认参数进行对比实验。

３．２　实验结果与分析

实验结果如图３所示，其中图３（ａ）～（ｆ）是
传统模型的实验效果，图３（ｇ）～（ｉ）是深度模型
的实验结果。从图中可以看出：不稳定性采样方

法在大多数情况下都实现了最佳性能；不稳定性

采样几乎在所有情况下都显著优于基准方法随机

·３５·
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采样；不稳定性采样几乎在所有情况下都与不确

定性采样方法（最低置信度采样和最大熵采样）

表现相当或优于他们。这些实验结果证明了不稳

定性采样能有效地挑选对模型最有用的样本，并

提升主动学习性能；同时说明了考虑历史模型预

测不稳定性比仅基于当前模型挑选样本带来的潜

在效用大。

３．３　模型数量的影响

本小节进一步研究历史模型数量 Ｎ对实验
结果的影响。图 ４为模型数量对比实验结果，

分别设置 Ｎ＝２，３，５，并展示出性能曲线。通过
观察发现，当 Ｎ＝５时，不稳定性采样方法的性
能比 Ｎ＝２和 Ｎ＝３的性能差。原因可能为本文
使用距当前主动学习轮次最近的前 Ｎ个历史模
型进行实验，随着主动学习迭代轮次的增加，前

几轮训练得到的模型性能较弱，这些模型预测

的后验概率准确率较低，计算得到的数据的不

稳定都较高，使得筛选出的数据可能不是“预期

的高质量数据”，最终导致随着 Ｎ增大，本文方
法的效果下降。

　　（ａ）Ｉｒｉｓ＆ＬＲ　　　　　　　　　　　（ｂ）Ｗｉｎｅ＆ＬＲ　　　　　　　　　（ｃ）Ｎｅｗｔｈｙｒｏｉｄ＆ＬＲ

　（ｄ）Ｃｌｅａｎ１＆ＬＲ　　　　　　　　　（ｅ）Ｂｒｅａｓｔｃａｎｓｅｒ＆ＬＲ　　　　　　　　（ｆ）Ｄｉｇｉｔｓ＆ＬＲ

　（ｇ）Ｍｎｉｓｔ＆ＬｅＮｅｔ５　　　　　　　　（ｈ）Ｆａｓｈｉｏｎｍｎｉｓｔ＆ＬｅＮｅｔ５　　　　　　　（ｉ）Ｓｖｈｎ＆ＲｅｓＮｅｔ１８

图３　性能对比实验结果
Ｆｉｇ．３　Ｐｅｒｆｏｒｍａｎｃｅｃｏｍｐａｒｉｓｏｎｏｆｅｘｐｅｒｉｍｅｎｔａｌｒｅｓｕｌｔｓ

　　（ａ）Ｉｒｉｓ＆ＬＲ　　　　　　　　　　　（ｂ）Ｗｉｎｅ＆ＬＲ　　　　　　　　　（ｃ）Ｎｅｗｔｈｙｒｏｉｄ＆ＬＲ
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　（ｄ）Ｃｌｅａｎ１＆ＬＲ　　　　　　　　　（ｅ）Ｂｒｅａｓｔｃａｎｓｅｒ＆ＬＲ　　　　　　　　（ｆ）Ｄｉｇｉｔｓ＆ＬＲ

　（ｇ）Ｍｎｉｓｔ＆ＬｅＮｅｔ５　　　　　　　　（ｈ）Ｆａｓｈｉｏｎｍｎｉｓｔ＆ＬｅＮｅｔ５　　　　　　　（ｉ）Ｓｖｈｎ＆ＲｅｓＮｅｔ１８

图４　模型数量对比实验结果
Ｆｉｇ．４　Ｃｏｍｐａｒａｔｉｖｅｅｘｐｅｒｉｍｅｎｔａｌｒｅｓｕｌｔｓｏｎｔｈｅｄｉｆｆｅｒｅｎｔｎｕｍｂｅｒｏｆｍｏｄｅｌｓ

４　结论

本文提出了一种基于不稳定性采样的主动学

习方法，通过以往模型的预测差异来衡量无标注

样本的信息量。该方法考虑了以往模型在同一无

标注样本上的预测的不稳定性，使挑选的样本对

改善模型性能具有较高的潜在价值。为了充分验

证方法的有效性，使用传统和深度模型在多个数

据集上进行实验。实验结果表明，不稳定采样方

法优于经典的基于不确定性的主动学习方法。未

来，打算将不稳定采样方法用于其他实际任务中，

如目标检测任务。
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